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改进的密集连接网络遥感图像超分辨重建①

柏宇阳②　 朱福珍③　 巫　 红

(黑龙江大学电子工程学院　 哈尔滨 150080)

摘　 要　 遥感图像超分辨增加了遥感图像的细节信息,在遥感图像处理中有重要的地位。
为了进一步提高遥感图像超分辨的重建效果,本文提出一种改进的密集连接网络遥感图

像超分辨重建算法。 首先对基于残差网络的深度超分辨算法(VDSR)进行改进,结合密

集连接网络(DenseNet),将残差网络中的残差块替换成密集块,并且添加一组密集层与瓶

颈层,实现 DenseNet 网络结构的改进,同时,修改网络激活函数为 PReLU 函数,网络训练

采用 L1 损失函数。 为了使网络在遥感图像上具有更好的效果,训练网络时,数据集全部

采用遥感图像作为训练样本。 当训练的 epoch 达到了大约 35 次时网络已经收敛。 实验

结果表明,与 VDSR 算法相比,本文改进的算法对遥感图像的效果更优,峰值信噪比

(PSNR)平均增加了 1. 05 dB,结构相似度(SSIM)平均增加了 0. 042。
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0　 引 言

遥感图像分辨率是判定遥感图像质量的重要指

标之一,高分辨率的遥感图像可反映出更多的地面

细节信息。 图像超分辨重建(super-resolution recon-
struction, SRR)是一种利用单帧或多帧的低分辨率

图像(low resolution, LR)通过专用的算法,在不改

变成像硬件设备条件的情况下,生成较清楚的高分

辨率图像(high resolution, HR)的技术,它使重建后

的高分辨率图像的视觉效果远远超过参与重建的低

分辨率图像。
图像超分辨算法总体上可分为基于重构的超分

辨[1-5]和基于学习的超分辨[6-13] 两大类。 基于学习

的超分辨算法相比于基于重构的超分辨算法在视觉

效果上更好,因为此方法直接学习了低分辨率图像

与高分辨率图像之间的映射关系。 常见的基于学习

的超分辨率算法包括基于样本的方法、基于邻域嵌

入的方法、基于稀疏表示的方法和基于卷积神经网

络的方法。 本文研究的方法属于使用基于学习超分

辨率算法。 基于学习的超分辨算法是 2002 年 Free-
man 等人[14]提出的,该算法中高分辨率图像块和低

分辨率图像块的关系可通过机器学习实现,他们将

此映射关系应用于马尔科夫网络,并利用贝叶斯置

信传播理论来进行超分辨率重建。 随后,在 2004
年,Chang 等人[15]将局部线性嵌入引入到超分辨率

重建方法中,提出一种基于邻域嵌入的超分辨率重

建算法。 在 2010 年,Yang 等人[16] 认为图像具有稀

疏性,因此将稀疏表示应用到图像超分辨中。
卷积神经网络在 20 世纪 80 到 90 年代间出现,

但在最近几年中得到了广泛的应用。 卷积神经网络

图像超分辨的基本思路是通过给定的训练集,其中

包括低分辨率图像和高分辨率图像,将低分辨率图

像作为网络的输入,网络的输出即为高分辨率图像。
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卷积神经网络的图像超分辨中最具有代表性的是超

分辨卷积神经网络 ( super-resolution convolutional
neural network, SRCNN)算法[17] 与快速超分辨卷积

神经网络 ( accelerating the super-resolution convolu-
tional neural network, FSRCNN)算法[18],其中 SRC-
NN 是基于卷积神经网络的图像超分辨的首作,其
通过构建 3 层卷积层来学习 LR-HR 的映射关系。
后来人们发现卷积网络深度越深,网络可以拟合出

的函数越准确,结果也越好。 但是随着网络越来越

深,网络训练出现了梯度消失现象,也导致网络训练

时难收敛的问题。 He 等人[19] 在 2016 年提出了残差

卷积神经网络(residual network, ResNet)解决了此问

题,网络泛化性能也得到了提升。 Kim 等人[20] 提出

了深度超分辨(very deep super-resolution, VDSR)算
法,该算法将残差网络用在了图像超分辨问题上,也
解决了超分辨网络较深时训练难收敛的问题。 最近

研究表明,如果卷积网络包含接近输入的层和接近

输出的层之间的较短连接,则网络可以更深入、精
确、有效地进行训练。 密集连接网络[21] ( densely
connected network, DenseNet)就是这样减轻了梯度

消失的问题,也加强了特征的传递。 其算法与残差

网络相似,残差网络是若干个残差块进行级联,每个

残差块由若干层组成,每一层的输出都是由本层特

征与前一层特征之和。 而 DenseNet 是由若干个密

集块级联,每个密集块由若干个层组成,但每一层的

输出都是由本层特征与前面所有层的特征之和。 由

于有更多的短连接,DenseNet 算法的效果也比残差

网络要好一些。

1　 改进的密集连接神经网络

1. 1　 遥感图像退化模型

本文的超分辨网络针对的是遥感图像,遥感图

像退化模型如图 1 所示。

图 1　 遥感图像退化模型

　 　 地面景物图像受到大气影响、遥感成像系统、运
动模糊、噪声等退化因素的综合作用,形成实际获取

的降质遥感图像。 遥感图像的退化系统 h(x, y) 较

复杂,地面景物通过大气后,形成了大气退化图像,
再由线性成像系统,通过图像辐射能分布情况形成

退化图像,其数学模型为

g(x, y) = f(x, y)∗h(x, y) + n(x, y) (1)
式中, f(x, y) 是高分辨率场景图像, h(x, y) 是遥

感退化系统, n(x, y) 是噪声, g(x, y) 是实际获取

的遥感图像,“∗”代表卷积运算。
1. 2　 网络结构的改进

目前的 VDSR 和 DenseNet 超分辨网络都选用

了 91-images 或 291-images 常规自然景物的彩色图

像作为数据集,这些图像并不包含任何遥感图像。
遥感图像的退化系统与常规彩色图像不同,且遥感

图像包含了大量的土地、林地、湿地等各种的地面,

这些图像的纹理和高频细节信息等,也与 91-images
或 291-images 彩色图像存在一些差异,导致现有算

法对遥感图像的超分辨效果一般。 本文将训练测试

样本改为遥感图像,在 VDSR 网络的基础上,结合了

密集连接网络,对网络进行了优化。 并在网络结构、
激活函数、学习规则等方面进行了改进,使其客观参

数与主观视觉上都好于其他的算法。 本文算法流程

分为训练集的构造、超分辨模型训练和测试过程三

部分。
由于当网络结构较深时,网络层拥有越大的感

受野,效果就越好,深层网络在训练时较困难,而密

集连接网络在层数较深时也容易收敛,本文算法仍

使用密集连接网络。 改进的网络结构如图 2 所示,
网络中将所有的残差部分更换为密集部分,同时为

了扩展网络深度构建了两组密集连接部分,如图中

虚线所示。 输入为低分辨率图像,通过一个卷积层
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部分,输出一个低分辨率特征图。 然后将此特征图

通向了密集部分 A, 此部分包括了 8 个密集块 (A1
~ A8), 再之后连接着瓶颈层 A, 这个层是将密集部

分 A 中的密集块 A1 ~ A8 的输出进行特征叠加。

图 2　 改进网络的结构

　 　 瓶颈层 A 的表达式为

bottleneck = f(∑
i
block( i)∗Wi) (2)

式中, bottleneck 为瓶颈层 A 的输出, block( i) 为密

集块的输出, Wi 为第 i 块对应的卷积核,“∗”代表

卷积运算, f(·) 为激活函数。
之后是密集部分 B, 也由 8 个密集块组成 (B1

~ B8), 再之后再通过瓶颈层 B, 这个层是将密集

部分 B 中的密集块 B1 ~ B8 的输出进行特征叠加。
叠加后的特征图通过反卷积层增加图像尺寸放大图

像,最后经过重建层得到输出图像高分辨率图像,重
建层也是一个卷积层。

网络包含两组密集部分,分别为密集部分 A 和

密集部分 B。每部分都是由 8 个密集块组成,每个密

集块也都含有 8 个卷积层,且这 8 个卷积层的每个

层都与其前面的所有层相互连接,其表达式为

layer(k) = f(∑
k-1

i = 1
layer( i) × Wi) (3)

式中, layer(k) 为第 k层的输出,Wi 为卷积核, f(·)
为激活函数。

这些卷积层的卷积核尺寸为 3 × 3,特征个数为

16,为了使卷积前后的图像尺寸保持不变,卷积前图

像边缘进行补 0 填充,填充尺寸(Padding)为 1。
输入为由双三次插值为退化过程的低分辨率遥

感图像,经过两组密集部分后通过反卷积增大图像

尺寸,反卷积层的输出为 256 个高分辨率特征图。
最后的重建层由一个卷积层组成,尺寸为 3 × 3,
Padding 为 1,通过这一层将 256 个高分辨率特征图

重建得到最终的高分辨率输出图像。

1. 3　 激活函数的改进

尽管使用了残差网络,网络在训练时仍然可能

出现训练不易收敛的问题,ReLU 函数是斜坡函数,
表达式为

ReLU(x) = max(x,0) (4)
ReLU 函数将输入矩阵中所有负数都置为 0,正

值不变。 此激活函数有一个缺点,就是训练很脆弱,
很容易死亡。 例如,当一个较大的梯度流过一个

ReLU 神经元,更新后参数这个神经元就再也不会

对任何数据有激活现象。 那么在这之后此神经元的

梯度永远都是 0,也就是说 ReLU 函数有时会在训练

过程中不可逆地死亡,即在训练过程中有些神经元

没有激活。 因此,本文对 ReLU 函数进行了改进,使
用了 PReLU 作为激活函数,PReLU 函数可以解决

ReLU 函数的死亡问题,其表达式为

PReLU(x) = max(x,0) + min(ax,0) (5)
式中,a 为较小的数,可取 0. 01。 当 x≥0 时,PReLU
函数与 ReLU 函数值都为 x。 但 PReLU 函数比 ReLU
函数多了一项 min(ax,0), 当 x < 0 时,ReLU 函数

为 0,而 PReLU 函数是一条斜率为 a 且过原点的直

线。 PReLU 函数只增加了极少的参数,网络计算量

只增加了一点点,但网络在训练时健壮了很多。
1. 4　 学习规则的改进

DenseNet 网络训练的损失函数常用有 L1 范数

和 L2 函数。 L1 范数损失函数也叫最小绝对值误差,
总的来说是把目标值与估计值的绝对差值之和最小

化。 L2 范数损失函数也叫最小平方误差,总的来说

是使目标值与估计值差值的平方之和最小化。 由于

L1 范数能处理数据中的异常值,其鲁棒性比 L2 更

好,本文训练使用 L1 范数作为损失函数,训练的最

终目标是使 L1 范数达到最小值。 取实际高分辨率图

像与重建后的图像的误差绝对值之和,其表达式为
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L1(y, f) = ∑
i, j

| y( i, j) - f( i, j) | (6)

式中, y( i, j) 为实际高分辨率图像, f( i, j) 为重建

后的图像。 当 L1 范数达到最小值时,重建后的图像

最接近于实际高分辨率图像。
网络优化器仍然采用 Adam 优化器,它是一种

可以替代传统随机梯度下降(stochastic gradient de-
scent, SGD)过程的算法,Adam 算法的表达式如下:

mt =
β1mt -1 + (1 - β1)gt

1 - βt
1

vt =
β2vt -1 + (1 - β2)g2

t

1 - βt
2

θt +1 = θt -
α·mt

vt + ε

(7)

式中, β1、 β2 为参数,分别取 0. 9 和 0. 999。 gt 是 t 时
间步的梯度, mt 是对梯度的一阶矩估计, vt 是对梯

度的二阶矩估计, ε 取 10 - 8防止除数为 0, α 为初始

学习率。
和传统的随机梯度下降不同,Adam 算法在训

练过程中通过计算梯度的一阶矩估计和二阶矩估

计,动态地调整学习率。 而传统的随机梯度下降一

直保持固定的学习率更新所有的权重。 Adam 算法

可以使每一次迭代的学习率都在一个较好的数值,
使训练质量提高。 Adam 的初始学习率 α 如果设得

过大,学习速度则会非常快,但其收敛结果不好; α
设得过小会导致训练时间过长,且对结果优化不大。
因此,本文采用默认的初始学习率 0. 001,此数值既

可以保证学习速度,又可以优化收敛结果。

2　 实验与结果分析

2. 1　 网络训练实验过程

本文算法的实验环境为 Intel Core I7-7700K
CPU@4. 20 GHz,16 GB 内存,64 位 Ubuntu 系统,GPU
为 GTX1060,深度学习框架使用了 TensorFlow 1. 10。

训练样本使用合作单位提供的尺寸为 20 000 ×
20 000 的遥感图像。 为了提高网络训练速度和训练

样本数量,对每个小尺寸的遥感图像有交叉地截取

为小图像,每相隔 20 像素截取一张 100 × 100 尺寸

的小图像,最终得到超过 8 万张尺寸为 100 × 100 的

小图像作为网络训练数据集。 为保证数据集的数

量,再将子图像分别旋转 90 °、180 °、270 °,使数据

集的数目增加了 3 倍,最终得到了约 2. 5 万张 100
× 100 的小图像作为训练集。 将训练集图像本身作

为网络的输出,训练集图像(2 倍欠采样)缩小 2 倍

到 50 × 50,作为网络输入的低分辨率图像。
网络训练执行一次 epoch 大约 14 min,当训练

epoch 达到 35 次时,网络已经收敛,此时累计用时大

约 8 h。 网络训练过程中误差与迭代次数的关系如

图 3 所示,网络的测试集峰值信噪比(peak signal to
noise ratio, PSNR)与迭代次数的关系如图 4 所示,
每次 epoch 训练后进行测试,约在 35 次训练时

PSNR 值接近了稳定。

图 3　 网络训练误差与 epoch 的关系

图 4　 测试集 PSNR 与 epoch 的关系

2. 2　 网络泛化实验结果与分析

取测试集 PSNR 最大时的网络作为最终的结果

进行泛化实验,此时 epoch 为第 35 次。 在实验过程
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中,选取 8 张遥感图像进行实验,如图 5 所示。 实验

选择低分辨率图像、双三次插值、VDSR 算法、本文

算法作对比。 为了实验对比的合理性,实验中缩放

因子都取 2,训练与测试图像均使用遥感图像,在此

列出 4 组实验结果进行对比,遥感图像超分辨对比

结果如图 6 ~图 9 所示。

图 5　 测试图像

图 6　 第 1 组图像超分辨效果比较

图 7　 第 2 组图像超分辨效果比较

图 8　 第 3 组图像超分辨效果比较
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图 9　 第 4 组图像超分辨效果比较

　 　 由图 6 ~图 9 可以看出,与双三次差值与 VDSR
结果相比较,本文方法得到的超分辨结果视觉上更

清晰,细节更丰富,地物细节更容易分辨出来。
为了客观地评价遥感图像超分辨重建效果,泛

化实验中采用峰值信噪比( PSNR)和结构相似度

(structural similarity, SSIM)作为超分辨算法的质量

评价指标,其定义如式(8)和式(9)所示。

PSNR = 10lg 2552M·N
∑
i, j

[y( i, j) - f( i, j)] 2
(8)

式中, y( i, j) 为实际高分辨率图像, f( i, j) 为重建

后的图像。 超分辨图像与实际高分辨率图像存在误

差,其误差越小 PSNR 越高,说明超分辨结果图像的

失真度越低,重建效果越好。

SSIM =
(2μxμy + c1)(2σxy + c2)

(μ2
x + μ2

y + c1)(σ2
x + σ2

y + c2)
(9)

式中, μx、 μy 为均值, σx、σy 为标准差, σxy 为协方

差, c1 = (0. 01L) 2,c2 = (0. 03L) 2,L = 255。 SSIM
表示超分辨图像与实际高分辨率图像的结构相似程

度,其取值为范围为[0,1],SSIM 越接近 1 则说明它

们的结构越相似,重建效果越好。
泛化实验统计的 PSNR 和 SSIM 结果分别如

表 1和表 2 所示。 综上所述,本文改进的密集连接

网络遥感图像超分辨重建算法不论是主观视觉上还

表 1　 3 种算法的 PSNR 对比(dB)

图像 双三次插值 VDSR 本文方法

第 1 组 26. 73 27. 74 28. 66
第 2 组 18. 76 20. 08 20. 61
第 3 组 23. 05 24. 72 26. 03
第 4 组 25. 07 26. 30 27. 73
平均值 23. 40 24. 71 25. 76

表 2　 3 种算法的 SSIM 对比

图像 双三次插值 VDSR 本文方法

第 1 组 0. 821 0. 839 0. 895
第 2 组 0. 692 0. 768 0. 813
第 3 组 0. 794 0. 853 0. 883
第 4 组 0. 829 0. 869 0. 904
平均值 0. 784 0. 832 0. 874

是在客观评价参数上,超分辨效果都优于其他算法。
相比当前先进的 VDSR 算法,本文算法其 PSNR 平

均提高约了 1. 05 dB,SSIM 平均提高了 0. 042。

3　 结 论

本文改进了 VDSR 算法,网络训练与测试使用

的数据集采用了遥感图像,结合了密集连接网络,将
残差网络中的残差块替换成密集块,并增加了一组

密集层与瓶颈层完成了网络结构的改进。 同时,在
激活函数、学习规则方面也进行了改进,修改网络激

活函数为 PReLU 函数,网络训练采用了 L1 损失函

数。 当训练的 epoch 达到了大约 35 次时网络已经

收敛。
网络泛化实验结果表明,与 VDSR 算法相比,本

文改进的算法对遥感图像的效果更优。 图像的超分

辨结果在主观视觉上更清楚,细节信息更丰富,地物

细节更容易分辨出来。 客观评价指标 PSNR 平均增

加了 1. 05 dB,SSIM 平均增加了 0. 042。
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An improved remote sensing images super-resolution method
based on densely connected network

Bai Yuyang, Zhu Fuzhen, Wu Hong
(College of Electrical Engineering, Heilongjiang University, Harbin 150080)

Abstract
Remote sensing image super-resolution improves the detail information of remote sensing image, which is of

great significance in remote sensing image processing. In order to further improve the super-resolution reconstructed
effect of remote sensing image, an improved remote sensing image super-resolution algorithm based on densely con-
nected network is proposed. First, the very deep super-resolution algorithm (VDSR) based on residual network is
improved. Combined with densely connected network (DenseNet), the residual blocks in the residual network are
replaced by densely blocks, and a group of densely layers and bottleneck layers are added to improve the DenseNet
network structure. Second, the activation function is modified to PReLU function, and the L1 loss function is
adopted in training. In order to make the super-resolution network have better effect on remote sensing images, re-
mote sensing images are used as the training data set in training. The network converges when the epoch reaches
about 35 times. Finally, the experimental results show that the effect of the improved algorithm is better than the
effect of VDSR algorithm on remote sensing images. The PSNR increases by 1. 05 dB and the SSIM increases by
0. 042 on average.

Key words: remote sensing image, super-resolution, densely connected network (DenseNet), deep learning
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