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摘　 要　 位置社交网络(LBSN)用户位置数据的分布不均衡,及某些用户出于对隐私安全

的考量刻意隐藏自己部分位置信息等因素加剧了兴趣点(POI)推荐难度。 就此本文提出

了基于元学习的时空神经常微分方程(ML-ODE)来进行有效的下一个 POI 推荐。 该模型

主要是将元学习的思想融入到 POI 推荐过程中,通过不同任务训练优化初始参数,将数据

丰富城市中的泛化移动模式迁移到数据匮乏城市,达到优化 POI 预测任务的目的。 该模

型将神经常微分方程用于 POI 推荐领域,定义连续的动态过程,可以接受任意时刻的输入

数据,克服了大多数时序推荐模型静态离散化的时间间隔处理方式,更适用于 POI 序列推

荐任务。 在真实公开数据集 Foursqure 上的实验结果表明,ML-ODE 在 POI 推荐方面比当

前主流的 POI 预测方法在 NDCG@ N 指标上提升了超过 10% 。
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0　 引 言

随着各种具有定位服务的移动设备的普及,基
于位置服务的移动社交网络( location-based social
network, LBSN)发展迅速,具有位置信息的用户数

据呈爆发式增长,如 Foursqure、Yelp、美团等电商服

务平台[1-2]。 有效地利用具有位置信息的用户数

据,探索用户兴趣点(point of interest, POI)已经成

为移动社交网络数据挖掘领域的重要研究方向。 其

中,由于推荐系统是解决信息过滤和个性化服务问

题的主要手段之一,其在用户位置挖掘服务中发挥

着重要作用,面向用户兴趣点的推荐方法研究也成

为移动社交网络挖掘领域的重中之重[3-5]。
兴趣点表示用户感兴趣的已经访问或将会访问

的地理位置[1-2,6-7]。 推荐的潜在兴趣点表示用户在

将来某个时间点可能会访问的地理位置。 作为面向

位置服务的移动社交网络数据挖掘领域的重要分

支,POI 推荐可以预测用户行为和兴趣演化趋势,对
城市交通的规划和商业模式的探索具有重要的现实

意义。 POI 推荐有着广泛的应用,例如大众点评网

站的餐厅推荐[4]、旅游路线规划[5]、城市交通事件

预警[8-9]等。
当前大多数的 POI 推荐方法都假设 POI 数据是

同分布的,将 POI 数据看成一个整体进行用户 POI
兴趣的挖掘工作,比如 STRNN[1]、DeepMove[10]、ST-
LSTM[11]等。 这些方法将用户的签到 POI 数据看成

一个整体,没有考虑轨迹数据的城市不均衡特性,缺
乏对城市之间共性信息和城市本身特殊性信息进行

区分的个性化建模,这样导致在数据匮乏的城市,由
于 POI 历史记录少,对用户进行推荐难度大、效率

低。 本文分析了 Foursqure 收集的截止到 2014 年 1
月的用户签到 POI 数据的全球位置数据。 从数据分
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布可以看出受到采集手段、隐私保护等因素的影响,
用户 POI 签到数据在城市之间分布极其不均衡。 北

美、欧洲及各大洲沿海发达城市 POI 数据分布比较

集中,其他城市 POI 数据分布非常稀疏。
因此,亟需探索如何在数据匮乏的城市进行

POI 推荐的有效方法[12-14]。 针对如何解决数据匮乏

的问题,有少量的工作通过关联相关用户在目标城

市外的历史信息进行推荐,比如 JIM[15] 和 JFT[16]。
这些工作都是基于源城市和目标城市之间存在共同

用户的前提下,将关联用户在源城市的行为信息进

行迁移,完成关联用户在目标城市的 POI 兴趣发现

和推荐任务。 这类方法受限于事先设定的影响因

素,无法对隐含因素进行建模,并且在城市之间的信

息共享受共同用户这一假设制约,导致推荐方法应

用范围受限,推荐效果不佳。
本文为了缓解数据分布不均衡等因素给 POI 推

荐带来的影响,借助于元学习[17] 的思想,通过将数

据丰富城市的泛化共性移动知识进行学习并迁移应

用到数据匮乏城市的 POI 推荐任务中。 与此同时,
由于采集的 POI 数据的时间点并不是严格规整的,
即并不是按照固定的时间间隔进行采集,这就造成

POI 数据之间时间间隔的不确定性。 传统的序列化

建模方法将时间间隔分割成不同的时间槽或者直接

按照先后顺序进行建模,忽略了 POI 序列之间的连

续时间信息,因此序列推荐效果受到严重制约。 文

献[18]在其工作 Neural-ODE 中指出了在序列化推

荐任务中,连续时间建模对推荐效果的性能有明显

提升,并提出了可以进行连续时间建模的新的深度

网络,即神经常微分方程。 神经常微分方程使用神

经网络参数化隐藏状态的导数,而不是直接参数化

隐藏状态。 这里参数化隐藏状态的导数就类似构建

了连续性的层级与参数,而不再是离散的层级。 因

此参数也是一个连续的空间,不需要再分层传播梯

度与更新参数,这样可以更加高效地进行连续时间

建模。 本文受神经常微分方程[18] 的启发,提出了基

于元学习的时空神经常微分方程 ( meta-learning
based ordinary differential nural network, ML-ODE)进
行有效的 POI 推荐。

本文的主要贡献如下。

(1) 借助于神经常微分方程实现了对 POI 数据

的连续时间序列建模,可以忽略传统方法对输入数

据的时间间隔的约束。
(2) 在神经常微分方程中融入时空注意力机

制,借助注意力机制衡量不同时刻的签到行为与用

户偏好的相关性,进而获得不同签到行为的权重系

数。
(3) 提出了基于元学习机制的 POI 序列推荐框

架,实现了将泛在共性移动知识从数据丰富城市迁

移到数据匮乏城市。
(4) 在真实数据集上进行了大量实验,实验结

果表明,本文提出的 POI 推荐算法可以有效地对数

据匮乏城市的目标用户进行 POI 推荐。
本文结构如下:第 1 节介绍了面向位置社交网

络 POI 推荐的相关工作,包括基于矩阵分解和基于

深度学习的相关方法;第 2 节介绍了本文使用的基

本符号和相关问题定义,并详细描述了本文提出的

POI 推荐框架 ML-ODE;第 3 节通过实验对本研究

中提出的方法进行了有效验证,并报告相关的实验

结果;第 4 节对本文的工作进行了总结并展望该技

术的未来发展方向。

1　 相关工作

本节详细介绍了目前主流的面向位置社交网络

的 POI 推荐方法以及与神经常微分方程相关的最新

研究成果。 目前,POI 推荐方法主要可以分为面向

单城市的 POI 推荐方法和跨城市的 POI 推荐方法。
面向单城市的 POI 推荐方法,主要有 FPMC[19]、

STRNN[1]、DeepMove[10]、AT-LSTM[20] 等。 FPMC 通

过引入基于马尔可夫链的个性化转移矩阵,进行时

间信息和用户的长期兴趣偏好的捕捉,同时为了解

决转移矩阵的稀疏局限性,引入了矩阵分解模型,可
以减少参数并提高 POI 推荐效果。 但是由于马尔可

夫链的不同影响因素之间的独立性假设,并且受矩

阵分解类方法冷启动的影响,该类方法具有一定的

局限性。 STRNN 通过扩展循环神经网络( recurrent
neural network, RNN) [21]提出了一种时空循环神经

网络模型,该方法通过引入时间转移矩阵和空间距
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离转移矩阵分别建模局部时间上下文和空间上下

文,通过设置不同的窗口确定恰当的时空上下文邻

居,分别计算时间距离 tdis 和空间距离 ldis 来作为转

移矩阵的输入,规整后统一输入循环神经网络。
DeepMove 提出了一种基于注意力机制的多模态循

环神经网络,首先通过门控循环单元( gated recur-
rent unit, GRU)层建模用户即时偏好;其次通过历

史注意力机制模块对用户的历史偏好进行建模;最
后通过整合多层注意力机制提升用户移动模式预测

效果。 AT-LSTM 在长短期记忆网络( long short-term
memory, LSTM)的基础上借助注意力机制进行时空

信息长期偏好和短期偏好的捕捉,提升了推荐效果。
该类方法将用户的签到 POI 数据看成一个整

体,没有考虑轨迹数据的城市不均衡特性,缺乏对城

市之间共性和城市本身特殊性的区分性建模,这导

致在数据匮乏的城市 POI 推荐效率低下。
面向跨城市 POI 推荐的方法主要有 JIM[15]、ST-

LDA[22]、CTLM[23]等。 文献[15]提出了一种可以用

于跨城市的 POI 推荐的图模型 JIM,通过联合考虑

POI 内容、check-in 时间、POI 地理位置以及 POI 的

流行度等因素,实现跨城市推荐。 ST-LDA 是 JIM 工

作的扩展,增加了对用户在不同城市的兴趣漂移因

素的建模,通过叠加用户的自身兴趣偏好和用户在

某城市的兴趣偏移实现对目标用户的个性化 POI 推
荐。 文献[23]提出了一种基于共同话题迁移学习

模型的跨城市 POI 推荐模型,该方法将城市的 POI
按照各自属性信息分为城市间共有类(common top-
ics)和城市内私有类(city-specific topics),将用户在

别的城市与共有类的交互信息迁移到目标城市。
该类方法都是基于源城市和目标城市之间存在

共同用户的前提下,将关联用户在源城市的行为信

息进行迁移,导致推荐方法应用范围受限,推荐效果

不佳。
神经常微分方程在模型训练的过程中,不使用

其他 RNN 以及卷积神经网络( convolutional neural
network, CNN)等直接参数化隐藏状态的处理方式,
直接使用神经网络参数化隐藏状态的导数。 因此,
神经常微分方程的参数可以看成一个连续的空间,
不再需要分层进行梯度传播并更新参数。 目前针对

神经常微分方程的工作还相对较少,主要有面向时

序序列建模的 Neural-ODE[18,24]、 GRU-ODE[25] 等。
文献[18]提出神经常微分方程 Neural-ODE,这是一

种新的深度神经网络,借助于常微分方程实现对序

列数据的连续建模。 GRU-ODE 结合 Neural-ODE 和

GRU 进行时间序列的连续性建模,根据输入离散的

时间点观察值,通过 GRU-Bayes 模块更新 Neural-
ODE 之间的隐状态向量。

该类方法目前还没有用来建模 POI 数据,并且

不能直接迁移应用于跨城市 POI 推荐应用中。
针对现存 POI 推荐方法存在的问题,本文提出

了基于神经常微分方程的跨城市 POI 推荐方法,将
数据丰富城市的泛化共性行为知识迁移到数据匮乏

的目标城市,不仅缓解了目标城市的数据匮乏问题,
也实现了对序列数据的连续性建模。

2　 时空神经常微分方程

本节将介绍所提出的面向数据匮乏环境的下一

个 POI 推荐方法。
2. 1　 基本定义

对位置社交网络中的用户进行 POI 推荐时,通
常用数值或者向量来表示网络中的实体。 例如,在
描述用户签到数据时,签到地点用经纬度数值二元

组进行记录,时间用数值进行记录,用户的属性信息

也会转换成属性向量进行表示。 本文研究的问题是

如何构建一个合适的用户 POI 兴趣学习模型,借助

用户的历史签到记录,为其更好地进行 POI 推荐。
在详细描述 POI 推荐算法之前,先给出一些基本的

符号解释和定义。
定义 1 兴趣点( POI) [22]。 在位置社交网络

中,一个兴趣点 vutk 表示某一地理位置,通常由一对

地理经纬度坐标以及相关的属性信息表示。
定义 2 签到行为(check-in activity) [22]。 在位

置社交网络中,用户 u 的签到行为记录可以看成一

个三元组 qu
tk, 这里可以形式化为

qu
tk = (u, vutk, tk)

其中, qu
tk 表示用户在时刻 tk 拜访了 POI vutk。

定义 3 签到序列( check-in sequence)。 在位
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置社交网络中,某用户 u 的签到序列由该用户一系

列的历史签到行为构成,可以形式化为

Qu = qu
t1, qu

t2, qu
t3,…, qu

tk

其中, k 表示用户 u 的历史签到行为总数。 为了方

便,所有用户的历史签到序列可以形式化为

Q = Qu1, Qu2, Qu3,…, Qu| U|

这里, U 表示用户集合。
定义 4 下一个 POI 推荐(next POI recommen-

dation)。 给定用户签到数据匮乏的目标城市集合 D
= D′1, D′2, D′3,…, D′M, 用户签到数据丰富的源

城市集合 S = S′1, S′2, S′3,…, S′N, 满足:

| QUS′n | >> | QUD′m | , n ∈1,2,…,N
m ∈1,2,…,M

本文的目标是为目标城市 D′m 中的用户 u 推荐

其下一个可能感兴趣的 POI vutk+1, 可以将推荐过程

形式化为

vutk+1 = argmaxvutk+1
f(vutk+1 | vut1, vut2,…, vutk,θ)

其中, f 表示 POI 推荐模型, θ 表示模型相关参数,
模型整体框架图如图 1 所示。

图 1　 面向数据匮乏环境的下一个 POI 推荐框架

2. 2　 基于时空注意力机制的神经常微分方程

本小节将介绍提出的基于注意力机制的时空模

型 ST-ODE。 如图 2 所示,在给定用户 u 的一条轨迹

Qu = qu
t1, qu

t2, qu
t3,…, qu

tk ,ST-ODE 首先获取每一条

签到记录的表征向量,然后通过时空神经常微分方

程建模轨迹序列的时空影响,最后通过时空注意力

机制获取 u 在 tk+1 时刻的状态向量。 接下来,将分别

介绍签到行为表征、时空神经常微分方程以及时空

注意力机制 3 个模块。

2. 2. 1　 签到行为表征

在表征模块中,利用一个嵌入层获取签到行为

序列中每一个签到行为的表征向量,如图 1 所示。
在特征层面,仅考虑 POI 的类别、POI 位置以及时间

戳 3 类特征,即 (ck, lk,tk)。其中 ck 表示该签到行为

所在 POI 的所属类别, lk 表示该 POI 的所在位置,由
经纬度坐标表示, tk 表示发生该签到行为的时间点。

(1) 针对 POI 类别属性 ck, 引入矩阵 Ec ∈

 N×dc, 其中,N 表示 POI 的类别数, dc 表示 POI 类别

表征向量的维度,这里矩阵 Ec 在多个城市之间进行

共享。
(2) 针对 POI 地理位置属性 lk, 引入矩阵 El ∈

 M×dl, 其中, M 表示 POI 的个数, dl 表示 POI 位置

属性表征向量的维度,通过经纬度坐标位置的 Geo-
Hash 编码来初始化 POI 矩阵 El。

(3) 针对时间戳 tk, 引入矩阵 Et ∈  168×dt, 其

中 168 表示将一周分成 168 个时间槽(7 × 24 h),每
一个时间槽的表征向量维度为 dt。

针对每一条签到记录,将 3 类特征的表征向量

进行拼接,可以获得长度为 d 的表征向量 rk, 其中,
d = dc + dl + dt 作为后续时空神经常微分方程的输

入。
2. 2. 2　 时空神经常微分方程

在进行连续时间序列建模方面,本文借鉴文

献[25]中的 GRU-ODE 方法,如图 2 所示。 针对输

入的签到记录表征向量 rk, 通过基于 GRU 的 ODE
层进行签到行为之间的连续时间状态传播(传播

层, Prop-ODE),即将隐状态 hk-1 从时刻 tk-1 转移到

时刻 tk, 可以形式化为

ht -k = Prop-ODE(hk-1, tk-1, tk) (1)
通过一层 GRU 层在观察点进行签到行为的更

新(更新层, Update-GRU)。 针对用户断断续续的签

到行为,需要在观察到签到行为的时间点对隐状态

进行更新。 在本更新层中,针对给定的签到行为的

表征向量 rk, 在时间点 tk, 可以通过式(2)进行更

新。
ht +k = Update-GRU(ht -k , rk) (2)

其中, ht -k 和 ht +k 表示在时刻 tk 经历更新层前后的隐

状态。 在本文中,GRU 沿用文献[26]的工作,具体
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的公式推导过程在这里不再赘述。
由上述时空神经常微分方程可以看出,构造目

标函数时主要分为两部分。 在 Prop-ODE 层,需要

考虑经过传播后的隐状态与观察值之间的分布差

异,这里损失函数可以表示为

pPre = softmax( f(ht -k ) (3)

LProp = - ∑
D

i = 1
vk[ i]logpPre[ i] (4)

其中, f 表示一个全连接层将隐状态向量 hk 转换成

一个 D 维向量, pPre 表示根据隐状态向量推断的该

时刻在所有 POI 上的概率分布, vk ∈  D×1 表示当前

观察点的 POI vutk 的 one-hot 表征向量。

在 Update-GRU 层,假设当前观测时刻的 POI vutk
的先验分布为 pobs, 模拟贝叶斯更新过程,获取在该

观察点的用户隐状态 pBayes, 可以通过下式进行计

算:
pBayes ∝ pPre·pobs (5)
用 ppost 表示在应用 Update-GRU 之后预测的概

率分布,则损失函数可以定义为

LUpdate = Dkl(pBayes‖ppost) (6)

图 2　 基于时空注意力机制的神经常微分方程框架图

2. 2. 3　 时空注意力机制

从直觉上来说,并非所有的历史签到都与用户

的下一步行为密切相关,即需要更加注意用户信息

偏好。 但是,标准的神经常微分方程 GRU-ODE 网

络无法检测其输入的哪一部分对下一个 POI 推荐至

关重要。 因此本文引入注意力机制,并提出了一种

基于时空注意力的神经常微分网络来解决上述问

题。 时空注意力机制旨在捕获下一步用户行为与过

去签到行为之间的不同关联度。 通过使用注意力机

制,ST-ODE 还可以帮助选择用户喜好的代表性签

到行为,并为他们分配不同的权重。 因此,可以更好

地集成用户的历史签到行为表征,以有效地描述用

户的兴趣偏好。
如图 2 所示,引入矩阵 H ∈  d×k 包含 ST-ODE

在所有评估点的隐状态向量 {ht +1 , ht +2 ,…, ht +k }, 这

里 d 表示隐状态向量的维度, k 表示用户签到序列

的长度。 ST-ODE 借助于注意力权重向量 α 来进行

历史轨迹隐状态向量 {ht +i } 的整合,可以形式化为

ĥk+1 = ∑
k

i = 1
αiht +i (7)

其中,αi 表示第 i 条记录与下一步的签到行为的匹

配程度,可以通过下式进行权重矩阵的计算:

αi =
exp(g(ht +i , eu))

∑ k

i = 1
exp(g(ht +i , eu))

(8)

其中, g(ht +i , eu) 为注意力函数,本文使用点积注意

力来进行注意力的计算,可以形式化为

g(ht +i , eu) =
ht +i (eu) T

d
(9)

式中, eu 表示用户 u 的上下文向量。 本文根据用户

访问过的 POI 的类别(category)信息进行 eu 的初始

化, eu = ∑ k

i = 1
w iei,c,w i 表示类别权重, ei,c 表示在

第 i 条签到行为所在 POI 的类别表征向量。 在训练

过程中,将其和参数进行同步更新。 这里损失函数

的构建与在 2. 3 节中的在目标城市进行调优的损失

函数一样,可以形式化为

Latt = - ∑
v +
∑
v -

ln(pv - - pv +) (10)

具体推导过程参照 2. 3 节,对一个含有 K 条记

录的用户 u 来说,ST-ODE 的整体损失可以定义为

Lst = LProp + γLUpdate + τLatt (11)
其中, γ 和 τ 表示加权目标函数的权重参数。

将 ST-ODE 模型整体算法总结如算法 1 所示。

算法 1 ST-ODE: 时空常微分方程

输入:
　 　 签到序列: Qu = qut1, qut2, qut3,…, qutk
　 　 签到行为三元组: qutk = (u, vutk, tk)
输出:
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　 　 用户隐状态表征: h
　 　 损失值: loss
　 　 INITIALIZE time = 0, loss = 0, final time T。
　 　 FOR i = 1 to k DO:
　 　 　 　 #状态传播: 从 time 到 ti
　 　 　 　 ht -i = Prop-ODE(hi-1, ti-1, ti)
　 　 　 　 time = ti
　 　 　 　 #状态更新: 在发生签到行为的时刻

　 　 　 　 ht +i = Update-GRU(ht -i , ri)

　 　 　 　 根据式(8)进行历史隐状态向量整合

　 　 　 　 根据式(11)进行 loss 评估

　 　 END FOR
　 　 #状态传播: 从 tk 到 T
　 　 h = Prop-ODE(hk, tk, T)
　 　 根据式(8) 进行历史隐状态向量整合

　 　 RETURN (h, loss)

2. 3　 移动行为知识迁移机制

本小节将介绍提出的基于元学习的移动知识迁

移方法,借助于元学习将数据丰富城市的移动行为

知识迁移到数据匮乏城市。
城市的移动行为模式随着时间的推移而发生变

化,并且城市与城市之间也各不相同。但是,不同城

市之间的用户也存在着诸多的共性,比如大家在上

午都习惯于打卡咖啡店,在打卡完运动场之后可能

更喜欢打卡餐厅。所以,可以将来自于多个城市的共

性行为知识,比如空间邻近性和时间依赖性等,迁移

到目标城市。
图 3 为基于元学习的时空常微分方程的参数更

新过程。将 Ø 作为时空神经常微分方程的参数集

合,因此 Ø 的相关参数中便隐含了时空移动知识。
所以只需要传递更新参数 Ø 便可以实现共性行为

知识的迁移。 这里沿用元学习的思想来进行

ST-ODE 的参数学习,针对式(11),可以通过式(12)
进行初始参数的更新。

Ø0 = min
Ø0

∑
Si∈S

Lst( fØ0 - λ∇ØLSist ( fØ)) (12)

其中, Ø0 为 ST-ODE 的参数初始值, Lsi ( fØ) 表示

ST-ODE 在源城市数据集 Si 上的训练损失值。如在

框架图中的每个源城市中,本文将会迭代更新参数。
比如在数据集 Si 中,按照式(13) 进行参数更新。

ØSi = Ø0 - λ∇ØL
Si
st ( fØ) (13)

图 3　 基于元学习的参数优化框架图

由于模型的目标是为数据匮乏城市的用户进行

POI 推荐,所以需要针对目标城市进行参数优化。首
先直接将在基于元学习的初始参数学习机制中学习

到的初始参数 Ø0 迁移到目标城市 Di;其次,在参数

优化过程中,根据 ST-ODE的输出时刻 tk + 1的状态向

量 hk+1, 可以通过式(14)计算用户下一时刻 tk+1 会

访问某候选 POI vi 的概率。

pvi = (hk+1) T f(ci, li, tk+1) (14)
其中, f() 表示表征函数,获取 POI 的相关特征的表

征向量, pvi 表示用户在 POI vi 上的概率值。
在推荐过程中,通过 argmaxv(p) 为用户推荐最

有可能访问的 POI v。 在训练过程中,参照 BPR-Loss
的个性化排名损失训练方式[27] 进行推荐任务损失

函数的构建:

Lrec = - ∑
v +
∑
v -

lnσ(pv - - pv +) (15)

其中, v + 表示用户访问过的 POI; v - 表示到目前为

止用户没有访问过的 POI; σ 表示非线性函数,即
σ(x) = 1 / (1 + e -x)。 因此在目标城市的参数训练

过程中,损失函数可以重新定义为

L = Lrec + βLst + μ‖Ø‖ (16)
同时,在目标城市中,参数 ØDi

的更新过程可以改写

为

ØDi
= Ø0 - λ∇ØLDi( fØ) (17)

在实际的更新参数过程中根据情况进行多次迭

代, 最终获得具有普适性的初始参数。 知识迁移部

分算法如算法 2 所示。

算法 2 ML-ODE: 时空行为知识迁移

输入:
　 　 源城市集合: S1, S2,…, SN

　 　 目标城市集合: D1, D2,…, DN
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输出:
　 　 适配于相关目标城市的元参数: Ø0

　 　 在目标域完成 POI 推荐任务

　 　 INITIALIZE Ø0

　 　 WHILE model is not convergent DO:
　 　 　 　 FOR city Si in {S1, S2,…, SN} DO:
　 　 　 　 　 　 根据式(13)更新参数 ØSi

　 　 　 　 　 　 根据式(11)评估 LSi
st ( fØSi

)

　 　 　 　 END FOR
　 　 　 　 根据式(11)更新参数 Ø0

　 　 END WHILE
　 　 FOR city Di in {D1, D2,…, DN} DO:
　 　 　 　 根据式(17)更新参数 ØDi

　 　 　 　 根据训练的模型完成推荐任务

　 　 END FOR

2. 4　 复杂度分析

基于时空神经常微分方程的推荐方法是否能够

进行实际应用的关键在于算法的时间复杂度,在这

里对 ML-ODE 的时间复杂度进行详细分析。 在对

多个时间序列进行批处理过程中,对所有时间序列

的观测时间进行排序,对于每个唯一时间点 tk, 创

建一个具有观测值的时间序列的列表用于后续模

块。 ML-ODE 的时空开销主要存在于表征向量获取

以及推荐排名两部分。 在表征向量获取方面,ML-
ODE 的主循环在时序列表唯一的时间点上进行迭

代,在 Prop-ODE 步骤中,针对单个列表,传播所有

隐藏状态 ,时间复杂度为O ( | ØProp-ODE | ) ,这里

| ØProp-ODE | 表示 Prop-ODE 模块的参数量,Update-
GRU 更新和损失计算也是仅对在特定具有观测值

的时间序列执行,时间复杂度为O( | ØUpdate-GRU | ) ,
| ØUpdate-GRU | 表示 Update-GRU 模块的参数量;在推

荐排名部分,时间复杂度为 O(d2), 这里 d 表示表

征向量的维度为常量,因此 ML-ODE 的整体时间复

杂度为 O( | Ø | ), | Ø | 表示状态向量获取模块的

整体参数量,可以应用于较大规模 POI 推荐任务中。

3　 实验与结果分析

本节将详细介绍实验的数据集及相关实验过

程,对比不同推荐模型和方法在公开数据集上的

POI 推荐效果,并详细分析各类模型的性能表现。
3. 1　 数据来源

本文使用的数据集来自于 Foursqure[28]。 Four-
squre 是在位置社交网络领域的一个大规模的社交

网站,允许用户在不同的地理位置进行签到行为

(check-ins),本文使用 2012 年 9 月到 2013 年 9 月

之间 Foursqure 公开的去隐私化的用户全球规模签

到数据集。 据统计,这个数据集包含 33 278 683 条

用户签到数据,涵盖用户量为 266 909,POI 数量为

3 680 126(涉及全球 77 个国家中的 415 个城市)。
在这 415 个城市中,每个城市至少包含 10 000 以上

的签到数据。 本文列举了几个在实验过程中整理的

城市签到数据样例,如表 1 所示。 图 4 和图 5 展示

了数据集统计表中东京和旧金山(SF)的城市 POI
分布热力图,可以看出城市间之间 POI 分布极不均

衡。
在实验评估过程中,按照用户的平均签到条目

数来区分数据丰富城市和数据匮乏城市,在这里分

别指定洛杉矶(LA)和旧金山为数据匮乏城市,其余

城市划分为数据丰富城市。 为了验证本文方法在数

表 1　 城市签到数据统计

城市 用户 POI 签到行为 均值

纽约 17 385 66 660 581 544 33. 45
洛杉矶 8969 21 556 162 658 18. 14
旧金山 5455 11 076 87 906 16. 11
芝加哥 6870 21 880 184 453 26. 87
华盛顿 6420 13 828 131 444 20. 47
东京 12 613 88 546 1 100 216 87. 23

图 4　 东京 POI 分布热力图
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图 5　 旧金山 POI 分布热力图

据匮乏区域的效果,在数据匮乏城市只使用 1 个月

的 POI 数据进行实验。 除此之外,在实际评估过程

中,按照 7 ∶ 1 ∶ 2 的比例划分训练集、验证集和测试

集。
3. 2　 对比方法

本文实验中选取了目前比较流行的效果较好的

POI 推荐模型,主要通过命中率(HR)和归一化折损

累计收益(NDCG)等指标来进行各类算法的实验对

比,下面概述在本文中对比的主流算法。
MF-BPR[27]: 该算法提出了一种基于贝叶斯的

改进矩阵分解模型,主要是通过贝叶斯的个性化排

序来优化 MF[29],通过建模用户访问过的 POI 数据

来建模用户与 POI 的隐式关系。
CML[30]: 该算法将度量学习(metric learning)

与协同过滤(collaborative filltering)进行结合来解决

用户物品推荐的问题,提出了协同度量学习模型,学
习用户和物品之间潜在关系的同时评估用户和用

户、物品和物品之间的相似性,借助用户隐式评价进

行 Top-K 推荐。
PRME[15]: 该算法使用针对推荐的排序度量嵌

入方法对用户的个性化签到序列进行建模,此模型

整合了签到的序列信息、个人偏好和地理影响,以提

高推荐性能。
STRNN[1]: 该算法在循环神经网络的基础上增

加了时间敏感性,捕捉在签到行为之间的时间和空

间位置信息变化。
DeepMove[10]: 该算法在循环神经网络的基础

上增加了用户兴趣注意力机制,考虑用户签到序列

时序关系的基础上还考虑了用户的长期兴趣。

ST-LSTM[11]: 该算法是 LSTM 的变式,在 LSTM
中增加了时间和距离两种门限机制来捕捉用户签到

行为序列之间的时空关系进行 POI 推荐。
GRU[26]: 该算法也是循环神经网络的一种,可

以看成是 LSTM 变体,结构更加简单,主要解决了

RNN 网络中的长依赖问题。
ST-ODE: 该算法是 ML-ODE 的弱化版本,在不

使用元学习机制下,应用时空神经网络常微分方程

进行推荐,旨在比较分析元学习机制在该任务中是

否有效。
Single-FT: 该算法是 ML-ODE 的变式,与 ML-

ODE 参数优化机制不同的是,Single-FT 利用单个源

城市对目标城市时空模型的初始化参数进行更新。
Multi-FT: 该算法也是 ML-ODE 的变式,与 ML-

ODE 参数优化机制不同的是,Multi-FT 将多个源城

市的数据进行混合之后无差别地对目标城市的时空

模型进行初始化参数更新。
No-ATT:该算法也是 ML-ODE 的变式,与 ML-

ODE 不同的是,No-ATT 不使用时空注意力机制进

行隐状态的聚合,直接使用 ST-ODE 的最后输出隐

状态作为推荐模块的输入。
ML-ODE: 该算法是本文提出的基于元学习的

神经网络常微分方程,将神经网络常微分方程用于

时空关系挖掘。 除此之外,借助元学习进行初始参

数的优化和学习,实现在数据匮乏城市的 POI 推荐

任务。
可以看出,在比较的方法中,MF-BPR 和 CML

是推荐系统领域比较通用(general)的模型, 应用比

较广泛。 而 STRNN、DeepMove 和 ST-LSTM,都是要

根据签到序列的上下文信息(context-aware)进行时

空关系挖掘的推荐模型。 在后期的实验评估过程中

将会详细地分析各类模型在 POI 推荐任务上的表

现。
3. 3　 评价指标

在性能对比实验中,采用两种推荐指标来评估

推荐模型的性能:命中率(HR@ N) 和 归一化累计

增益(NDCG@ N)。

HR@ N = NumberOfHits@ N
GT (18)

其中, GT 表示所有的测试集合, NumberOfHits@ N
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表示推荐列表的 Top-N 子集中属于测试集合个数的

总和。

NDCG@ N = DCG@ N
IDCG (19)

这里 DCG 表示折损累计增益,是在累计增益 CG 的

基础上引入了位置影响因素,计算公式如下:

DCG@ N = ∑
N

i = 1

2 reli - 1
log2( i + 1) (20)

可以看出,推荐的相关性越多, DCG 值越大,相
关性强的排在推荐列表前面的话,推荐效果越好,

DCG 值越大。 在式(19)中, IDCG 表示推荐系统针对

某一用户返回的最好推荐列表,即假设返回结果按

照相关性排序,最相关的结果排在最前面的情况下

的 DCG 值。 由定义可以看出 NDCG 的值为(0, 1]。
3. 4　 推荐任务

表 2 是各种对比方法在 HR@5、HR@ 10、NDCG
@ 5 以及 NDCG@ 10 指标上的实验结果。 可以看出

本文方法与其他对比方法相比在推荐任务方面表现

更佳,下面对实验结果进行详细分析。

表 2　 各类方法在 POI 推荐任务上的结果统计

类型 方法 城市 HR@ 5 NDCG@ 5 HR@ 10 NDCG@ 10

一般方法

MF-BPR
SF 0. 03456 0. 02304 0. 06283 0. 04409
LA 0. 03312 0. 02801 0. 06103 0. 04334

CML
SF 0. 05872 0. 04912 0. 14871 0. 10594
LA 0. 05541 0. 04647 0. 14276 0. 10012

上下文

感知

PRME
SF 0. 04076 0. 03247 0. 10189 0. 06719
LA 0. 03972 0. 03032 0. 09535 0. 06197

ST-RNN
SF 0. 05006 0. 03903 0. 13649 0. 08359
LA 0. 04718 0. 03827 0. 12902 0. 08143

DeepMove
SF 0. 06012 0. 04997 0. 15096 0. 10889
LA 0. 05982 0. 04921 0. 14872 0. 10727

ST-LSTM
SF 0. 07043 0. 05819 0. 16762 0. 12440
LA 0. 06801 0. 05654 0. 16426 0. 12026

GRU
SF 0. 05118 0. 04092 0. 13765 0. 08503
LA 0. 04831 0. 03972 0. 13033 0. 08209

方法变式

ST-ODE
SF 0. 07601 0. 06827 0. 18102 0. 14821
LA 0. 07413 0. 06423 0. 17704 0. 14454

Single-FT
SF 0. 08122 0. 07031 0. 20872 0. 16252
LA 0. 08086 0. 06769 0. 20224 0. 16157

Multi-FT
SF 0. 09092 0. 07368 0. 23125 0. 17098
LA 0. 08923 0. 07121 0. 22767 0. 17003

No-ATT
SF 0. 09722 0. 08301 0. 25125 0. 19799
LA 0. 09586 0. 07969 0. 24872 0. 19503

ML-ODE
SF 0. 09722( +14. 74%) 0. 08301( +22. 37%) 0. 25125( +23. 36%) 0. 19799( +29. 43%)
LA 0. 09586( +10. 98%) 0. 07969( +17. 28%) 0. 24872( +15. 13%) 0. 19503( +25. 96%)

　 　 (1)上下文信息的重要性。 由实验结果可以看

出,利用时空上下文信息的方法(如 PRMF、STRNN、
DeepMove、ST-LSTM、ST-ODE 等)在推荐任务上要优

于没有利用上下文信息的方法(MF-BPR 和 CML)。
可以看出上下文信息在推荐任务中起着至关重要的

作用,有助于模型捕捉用户签到行为时空上的序列

关系,提升推荐效果。 文献[31]也通过大量的实验

论证了上下文信息对 POI 推荐的重要性。
(2)神经网络的优势。 由实验结果可以看出,

基于矩阵分解的方法(如 MF-BPR 和 PRME)在推荐

效果上欠佳,而基于神经网络的方法(如 STRNN、
GRU、DeepMove、ST-LSTM、ST-ODE 等)在推荐任务

上要更好。 可以看出单纯的矩阵分解方法在捕捉用

户的高阶关系上效果较差,而神经网络由于可以建
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模用户更高阶的潜在关系,推荐效果要优于传统的

矩阵分解方法。
(3)连续时间建模的优势。 由实验结果可以看

出,将签到行为序列看成等间隔进行建模的方法

(如 STRNN 和 DeepMove)在推荐效果上要略逊于时

间敏感的推荐方法(如 ST-LSTM 和 ST-ODE),签到

行为的时间依赖也是用户兴趣点推荐不可忽视的因

素。 并且本文提出的基于 Neural ODEs 的方法可以

建模连续时间序列,从实验结果可以看出,ST-ODE
进一步提升了时间敏感类方法在 POI 推荐上的性

能。
(4)时空注意力机制的优势。 由实验结果可以

看出,借助于时空注意力机制的 ML-ODE 在推荐效

果上要优于不使用注意力机制的 No-ATT 方法,主
要原因在于时空注意力机制对用户偏好的权重进行

了更好地建模,并克服了在长时间序列传播过程中

的知识损失,提升了 POI 推荐效果。
(5)知识迁移的必要性。 根据表 2 针对知识迁

移的必要性进行实验论证,通过 ML-ODE 的几个进

阶版本进行对比实验。 ST-ODE 仅利用目标城市的

数据进行训练,即没有基于元学习机制进行参数的

初始化。 Single-FT 是利用单个源城市对目标城市的

参数进行更新。 Multi-FT 是将多个源城市的数据进

行混合之后无差别地对目标城市的时空模型进行初

始化更新。 由实验结果可以看出,将多个城市视为

不同的推荐任务来借助元学习进行初始参数学习的

ML-ODE 方法具有更加优异的表现,NDCG@ 10在两

个城市的性能提升均超过了 25% 。 Multi-FT 的方法

较 Single-FT 表现更好,可能是由于多个城市数据混

合之后在一定程度上缓解了由于数据分布差异性对

学习移动知识的通用性的影响。 除此之外,ML-ODE
比 Multi-FT 表现更佳,说明了元学习框架在知识迁

移方面的优势,通过多任务的分解可以更好地学习

模型的初始化参数。
3. 5　 模型参数设置

本小节将详细描述 ML-ODE 各种参数的设置

情况并分析其对模型性能的影响。 在 ML-ODE 对

比实验中,对所有方法都是采用 5 折交叉验证,并且

中间状态传播过程中的隐状态维度均设置为 50。

在参数训练过程中,dropout 的取值范围为[0, 0. 1,
0. 2, 0. 3],weight decay 的取值范围为[0. 1, 0. 03,
0. 01, 0. 003, 0. 001, 0. 0001, 0],learning rate 的取

值范围为[0. 001, 0. 003,0. 0001]。 通过 5 折交叉

验证,每次留 20%的验证数据集对上述参数训练的

ML-ODE 参数进行评估,模型表现最优时的 dropout
值为 0. 2,weight decay 的值为 0. 001,learning rate 的

值为 0. 003。
除此之外,在进行 Top-N 推荐任务的过程中,通

过将参数 N 在取值范围[1, 5, 10, 15, 20, 25, 30,
35, 40, 45, 50]内进行变化,观察不同模型的表现

情况,实验结果如图 6 ~图 9 所示。 可以看出模型在

N 的取值范围内表现均优于其他对比实验方法。 同

时,相较于 HR@ N 指标,ML-ODE 在 NDCG@ N 上

的提升效果更加明显。 将图 8 和图 9 进行对比发

现 ,在旧金山数据集上,ML-ODE的NDCG@ N的提

图 6　 在旧金山数据集上的 HR@N 结果

图 7　 在旧金山数据集上的 NDCG@N 结果

—7521—

谭海宁等:面向数据匮乏城市的下一个 POI 推荐方法



图 8　 在洛杉矶数据集上的 HR@N 结果

图 9　 在洛杉矶数据集上的 NDCG@N 结果

升效果更加明显。 在洛杉矶数据集上也发现了类似

现象,说明在排序结果中,高关联度的结果出现在更

靠前的位置,具有更高的累计增益值。

4　 结 论

针对兴趣点推荐,本文提出了一种基于元学习

的时空 Neural ODEs 模型(ML-ODE)。 首先,利用基

于时空神经常微分方程的时空关系学习模块进行用

户的时空兴趣建模。 其次,在模型中借助基于贝叶

斯的更新模块根据用户的签到记录对时空神经常微

分方程预测的用户隐状态进行更新,更好地学习用

户签到行为的时空序列依赖。 除此之外,借助于元

学习机制进行时空神经常微分方程的参数初始化学

习,在进行参数初始化的过程中,有效地将数据丰富

城市的移动行为知识进行迁移,提升模型在数据匮

乏城市的 POI 推荐效果。 最后,在真实的公开 LB-
SNs 数据集上进行实验,实验结果有效地验证该方

法的推荐效果,并证明了 ML-ODE 在 HR@ N 和 ND-
CG@ N 指标上相比当前先进的兴趣点推荐技术有

了明显提高。
在未来的工作中,将进一步考虑高效的面向稀

疏 POI 签到数据的 POI 推荐方法,并将从以下几个

方面进行尝试:(1)结合分布式机器学习技术,将
ML-ODE 进行分布式算法扩展,结合 GPU、TPU 等高

效计算方式,让分析超大规模 POI 数据成为可能;
(2)解决 ML-ODE 动态更新问题,在实际应用场景

中,用户的签到行为是动态变化的,而目前大多数的

推荐方法都是建立在离线静态 POI 签到数据上,所
以对网络中动态 POI 签到行为进行合理化建模,实
现合理的在线参数更新机制,值得更多的关注;(3)
计划引入用户的长期兴趣偏好,或者结合主题模型

等用户长期兴趣建模方法,进一步提升兴趣点推荐

系统的性能。
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A next POI recommendation method for data-poor cities
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(∗∗∗National Key Laboratory of Science and Technology on Blind Signal Processing, Chengdu 610041)
Abstract

In location-based social networks (LBSNs), the uneven distribution of users’ check-in data and the fact that
some users deliberately hide some of their location information for privacy and security concerns aggravate the diffi-
culty of point of interest (POI) recommendation. Aiming at this issue, a meta-learning based ordinary differential
neural network (ML-ODE) is proposed to carry out effective POI recommendation tasks. ML-ODE leverages the
meta-learning mechanism to optimize the parameters of recommendation model. ML-ODE utilizes different tasks to
initial parameters, during which the generalized mobility knowledge in the data-rich area is transferred to the data-
poor area to achieve the purpose of optimizing the POI recommendation. The network defines a continuous dynamic
process that can accept input data that is sporadically-observed. It overcomes the static discretization constraints of
most time series prediction models and is more suitable for POI recommendation. The experimental results on the
Foursqure real public dataset show that ML-ODE has better performance in POI recommendation than the current
state-of-the-art POI recommendation method on the index of NDCG@ N which has been increased by more than
10% .

Key words: point of interest (POI) recommendation, location-based social network (LBSN), meta-learning,
neural ordinary differential equation, recommender system
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