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摘　 要　 孪生网络跟踪算法在跟踪过程中网络参数固定,跟踪模板仅仅使用第 1 帧给定

的目标,这导致算法的鲁棒性较差。 为此,提出基于参数自适应(PA)与模板更新的孪生

网络跟踪算法。 首先,利用通道注意力和空间注意力对目标特征进行调整,提高网络对跟

踪目标的关注度;其次,利用滤波器参数更新策略滤除背景的干扰,提高网络对当前目标

的辨识能力;最后,增加与主网络平行的子网络,通过更新子网络的跟踪模板,使网络能适

应目标的变化。 在 VOT 2018、VOT 2019 2 个标准数据集上进行测试,期望重叠率(EAO)
分别达到 0. 455 和 0. 331,验证了本算法的有效性。
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0　 引 言

目标跟踪是计算机视觉中的一个基础任务,具
有重要的理论意义与应用价值,在车辆导航[1]、隐
私保护[2]、疾病预防[3] 等方面广泛应用。 简而言

之,目标跟踪旨在给定任意目标在视频序列中第 1
帧的位置的前提下,预测出给定目标在后续帧中的

位置和大小。 尽管目标跟踪算法已经取得了比较大

的发展,但在光照变化、尺度变化、遮挡等情况下,实
现稳健的跟踪仍然是具有挑战性的任务。

在视觉目标跟踪领域中,现有的跟踪算法大多

基于孪生网络(Siamese network)框架,此类算法主

要分为 2 类:含有预定义候选框的跟踪算法和不含

预定义候选框的跟踪算法。
(1)含有预定义候选框的跟踪算法。 最先提出

基于孪生网络的跟踪算法是基于全卷积孪生网络的

目标跟踪[4] ( fully-convolutional Siamese networks for
object tracking, SiamFC),该算法使用孪生网络学习

跟踪目标与搜索区域的相似性,从而将目标跟踪问

题转换为在整个搜索区域上搜索目标问题。 该算法

首次将孪生网络用于目标跟踪,基于这种结构,衍生

出一系列孪生网络跟踪算法。 例如,在 SiamFC 算

法的基础上引入目标检测算法[5] 中区域候选网络

的基于孪生区域候选网络的高性能目标跟踪算法

(high performance visual tracking with Siamese region
proposal network,SiamRPN) [6],该算法由用于前景-
背景估计的分类网络和用于候选框修正的回归网络

组成,使用可变宽高比的边界框来实现目标的定位

与目标尺寸的估计,从而获得更加精准的边界框。
至此之后,出现一批通过预定义候选框定位目标的

孪生网络算法,基于干扰感知的孪生网络(视觉)目
标跟踪算法 ( distractor-aware Siamese networks for
visual object tracking, Da-SiamRPN) [7]是在 SiamRPN
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基础上加入干扰感知模块,提高了算法的精度和辨

识能力。 基于深度网络的孪生网络跟踪算法( evo-
lution of Siamese visual tracking with very deep net-
works, SiamRPN ++ ) [8] 在 SiamRPN 的基础上使用

更深的 ResNet50 网络代替原来的 AlexNet 网络,并
且加入多层融合策略,使用深度交叉互相关操作代

替 SiamRPN 中简单的互相关操作,带来了更高的跟

踪性能。 基于深度和宽度神经网络的目标跟踪算法

(deeper and wider Siamese networks for real-time visu-
al tracking, SiamDW) [9] 分别在 SiamFC 和 SiamRPN
的基础上,通过在更深的残差网络和更宽的 Incep-
tion 网络中加入残差内部裁剪单元( cropping-inside
residual ,CIR),消除了简单增加神经单元带来的定

位精度下降和网络中的 Padding 带来的负面影响,
进一步提高了算法的准确性和鲁棒性。 能够进行目

标分割的在线孪生网络跟踪(fast online object track-
ing and segmentation: a unifying approach, Siam-
Mask) [10]将语义分割与目标跟踪相结合,在进行目

标跟踪的过程中生成被跟踪目标的二进制掩膜,进
而得到目标的边界框,大幅度提高了算法的精度。
上述算法虽然取得了比较好的跟踪效果,但是需要

人工设定 5 种不同宽高比的候选框,这导致在训练

过程中正负样本不平衡,减缓了网络的训练速度;其
次候选框宽高比是根据特定样本设定,导致跟踪网

络的泛化性下降。
(2)不含预定义候选框的跟踪算法。 为消除候

选框宽高比设定不合适带来的影响。 全卷积无锚框

孪生网络目标跟踪算法(fully conventional anchor-free
Siamese networks for object tracking, FCAF) [11] 最先

提出无候选框跟踪算法,该算法通过融合 ResNet50
特征提取网络第 3、4、5 层的输出,并且采用与 Siam-
RPN ++ 相同的网络分支实现目标跟踪。 因舍去候

选框,网络无法获得先验知识,该算法增加目标检测

算法中的 Center-ness 分支[12]来估计目标的中心点,
利用回归网络直接预测出目标边界框与锚点的距

离。 基于目标估计的精确目标跟踪算法(towards ro-
bust and accurate visual tracking with target estimation
guidelines,SiamFC ++ ) [13] 在 SiamFC 的基础上将特

征提取网络改为 GoogleNet[14],并且采用与 FCAF 相

同的分支结构来实现目标的定位,该算法提升了跟

踪速率。 自适应孪生网络视觉跟踪算法( Siamese
box adaptive network for visual tracking, SiamBAN)[15]

采用传统的分类与回归分支,通过不同的训练策略

(正样本的选定方式)使回归分支可以直接预测出

跟踪目标边界框与锚点的距离,精简了跟踪模型,证
明孪生网络跟踪算法可以在没有先验知识的情况

下,只采用分类与回归分支也可以实现目标跟踪。
不同于传统算法中利用回归分支来直接预测目标的

边界,关键点预测网络视觉跟踪算法( Siamese key
point prediction network for visual object tracking,
SiamKPN) [16]通过引入关键点预测头网络(keypoint
prediction head)来生成粗略的跟踪目标热度图,再
通过级联特征提取网络不同层的输出来逐步缩小热

度图的范围,从而对目标的边界进行精准定位。 随

着自然语言处理领域的发展,计算机视觉领域尝试

引入 Transformer[17]结构,由于其考虑到局部特征与

全局特征的关系,使用自注意力结构为目标跟踪提

供了新的解决方案。 文献[18]根据 Transformer 结

构设计出了新的特征融合模块,代替传统孪生网络

跟踪算法中的互相关操作,使跟踪模板和当前帧可

以进行全局计算,提高网络对跟踪目标的整体把握。
文献[19]回归到跟踪的本质问题,根据 Transformer
中提出的框架重新设计了跟踪任务的回归和分类分

支,利用编码解码结构完成特征融合,之后直接预测

出目标的边界信息。
上述孪生网络跟踪算法在跟踪过程中网络参数

固定,且仅仅使用第一帧给定的目标作为跟踪模板,
或者直接更新原网络的跟踪模板,因此存在一定的

局限性。 其一,由于网络的参数在跟踪过程中是固

定的,但是跟踪目标是任意的,可能存在网络未学习

过的跟踪目标,这时网络的跟踪性能会严重下降。
其二,文献[20]指出网络在跟踪时跟踪模板固定,
将会导致其在被跟踪目标发生形变、运动模糊等具

有挑战性的条件下无法跟踪上目标,回归分支预测

目标边框的精度下降。 并且,文献[21]直接根据目

标框的分类来更新原模板并不有效。
针对以上基于孪生网络跟踪算法存在的问题,

本文提出基于参数自适应与模板更新的孪生网络跟

—308—

陈志旺等:基于参数自适应与模板更新的孪生网络跟踪算法



踪算法。 为获得更适用于当前跟踪目标的网络参

数,使用参数自适应模块,通过更新滤波器参数,将
背景噪声与目标区域分开,提高算法的判别能力;为
应对目标的变化引入与主网络平行的子网络,通过

不断更新子网络的跟踪模板来提高网络对目标变化

的适应性。

1　 基于参数自适应与模板更新的跟踪

算法

　 　 本文跟踪算法整体框架如图 1 所示,主要包括

特征提取模块、分类与回归模块、参数自适应模块和

模板更新。

图 1　 基于参数自适应与模板更新的孪生跟踪算法整体框图

1. 1　 特征提取模块

ResNet50 各层输出如图 2 所示,可以发现特征

提取模块每层提取的目标特征各不相同,抽象程度

逐渐提高:从图 2(a)可以看到目标的轮廓,几乎不包

含特定目标的语义信息;从图 2(b)几乎看不到特定

目标与背景的不同,目标湮没在背景中;从图 2(c)可
以看到目标与背景逐渐分离,但是分离程度不太明

显,具有浅层语义信息;从图 2(d)可以看到,相对于

图 2(c)来说,目标与背景分离的程度变得更加明

显,具有中层语意信息;从图 2(e)可以看到,网络更

图 2　 特征提取模块各层输出

倾向于提取目标的高级语义信息,所以第 5 层具有

深层语义信息。
因此,特征提取模块第 1 层提取的是目标的通

用特征,第 2 层提取的特征并没有将目标与背景分

离,所以不选用第 1、2 层的输出特征。 目标跟踪中,
高级语义信息(第 4、5 层)在运动模糊、目标旋转、
相似性干扰等具有挑战性的场景中比较重要,但是

仅仅使用高级语义信息是不够的,随着神经网络深

度的加深,特征图的分辨率大大降低,这时目标的位

置信息丢失比较严重,因此需要浅层语义信息(第 3
层)来辅助完成目标的精准定位。 为提高定位的精

准度,在 SiamRPN ++ [8] 中使用 3、4、5 层输出;在无

候选框跟踪算法中,FCAF、SiamBAN、SiamKPN 同样

采用 ResNet50 网络的 3、4、5 层输出用于后续的跟

踪任务。 综上考虑,本文算法同样采用第 3、4、5 层

的输出特征来实现目标的辨识与定位。 在图 1 特征
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提取网络中有 3 组 ResNet50 网络:第 1 组提取视频

序列第 1 帧中给定跟踪目标的特征作为主网络跟踪

模板;第 2 组提取检测帧中目标的特征;第 3 组提取

的目标特征作为新的跟踪模板。 1 ~ 3 组网络采用

相同的网络结构和网络参数,而孪生网络跟踪算法

的核心在于使用相同的特征提取网络将模板帧和检

测帧映射到相同的特征空间,通过计算模板帧与检

测帧特征的相似性实现定位跟踪目标。
1. 2　 分类与回归模块

分类与回归模块包含特征融合、回归分支、分类

分支和得分惩罚 4 个部分。 特征融合部分接收来自

特征提取网络不同层的输出,实现不同层信息的融

合;回归分支编码了目标边界框的回归量;分类分支

为每个空间位置编码了其属于目标和背景的分类得

分;得分惩罚通过对分类输出进行惩罚,间接对预测

框的变化进行限制,实现最终目标框的计算。
由于舍去预定义候选框,本文使用锚点定位目

标,其分布情况如图 3 中像素点所示。 锚点计算公

式如式(1)所示。

图 3　 锚点位置示意图

x = 27 + i × 8
y = 27 + i × 8{ (1)

式中,x、y 代表锚点的横坐标和纵坐标,i = {1,2,3,
…,25}。 如图 1 所示,特征融合部分具体操作可表

示为

Aall = φ11(CONV3, CONV4, CONV5) (2)

式中, φ11 表示卷积核为 1 × 1 的卷积层, CONVv 表

示各层进行互相关之后的结果, v = {3,4,5}, 其中

互相关计算方式为 CONVv = Fzv∗Fxv。 式中, Fzv、

Fxv 分别为模板帧、检测帧第 v 层特征,∗为卷积操

作。 在文献 [8] 中,算法使用加权求和的方式对

ResNet50 网络第 3、4、5 层的输出进行融合,相对于

文献[8]中对同一层特征的每个通道简单地赋予相

同的权重,本文采用卷积操作进行融合,采用卷积融

合可以对特征中每个通道的二维空间元素赋予不同

的权重,得到更加精细的目标特征。
对于回归分支,特征 Aall 经过 4 层卷积之后,再

次经过卷积核大小为 3 × 3 的卷积层,输出结果

Areg
wh4,w、h 分别代表特征图的宽和高,4 个通道分别

代表回归边界框相对于锚点的距离。
对于分类分支,特征 Aall 经过由 4 层卷积组成

的卷积块,再次分为 2 个分支:分类子分支与中心度

分支。 对于分类子分支,对卷积块的输出使用卷积

核大小为 3 × 3 的卷积层进行操作,得到输出结果

Acls
wh2, w、h 代表分类得分图的宽和高,2 个通道分别

代表该锚点属于前景和背景的分类得分;对于中心

度分支,对卷积块的输出使用卷积核大小为 3 × 3 的

卷积层进行操作,得到输出结果 Acen
wh1,w、h 代表每个

像素点属于目标中心得分图的宽和高,1 个通道代

表锚点属于目标中心点的得分,得到中心度得分之

后,取经过重新分配权重的分类子分支中代表锚点

属于前景的得分 Scls 与其作哈达玛积, 得到每个锚

点属于目标定位点的得分 G′wh1。这里中心度分支的

作用是辅助分类分支对目标中心点进行更加精确地

定位。 将 G′wh1 中得分最高的锚点作为跟踪目标的

定位点,再根据与其对应的回归量预测出大致的预

测边界框。
对于得分惩罚部分,由于相邻帧之间目标的边

界框的尺寸大小变化和尺度变化很小,因此使用尺

度和尺寸惩罚项对 25 × 25 个锚点的得分图进行重

新排序,间接达到惩罚尺度和尺寸的目的。 惩罚项

Gpenalty 可表示为

Gpenalty = exp{ - k(Gsc - 1)} (3)

Gsc = max r
r′ ,

r′
r( ) × max s

s′ ,
s′
s( ) (4)

式中,k 为超参数;r 为当前帧的宽高比
wcurrent

hcurrent
;r′ 表

示上一帧的宽高比; s、s′ 为当前帧与上一帧的目标

框等效总长度,并且 s 满足

s = (wcurrent + p) × (hcurrent + p) (5)
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其中 p =
(wcurrent + hcurrent)

2 。 在 25 × 25 个锚点得分

的基础上与式(3)的惩罚项相乘,得到新的得分图:
Gnew = Gpenalty × G′wh1 (6)

这里,“ × ”代表矩阵对应元素相乘。 由于跟踪目标

在相邻两帧间的位置变化不大,因而本文引入余弦

窗(Wcosine)来抑制大的目标位移变化进而排除干扰

物。
Gfinal = Gnew × (1 - kwi) + Wcosine × kwi (7)

其中, kwi 为超参数,用于决定余弦窗惩罚的程度。
基于式(7),找到得分图中得分最高的分数位

置,并找到与其相对应的回归量,得到预测框。 最后

对预测边界框进行平滑处理,平滑公式为

w final = lr × wcurrent + (1 - lr) × w last

hfinal = lr × hcurrent + (1 - lr) × hlast
{ (8)

式中, lr = gnew × αlr,αlr 为超参数, gnew 为 Gnew 中的

最高得分, w final、hfinal 分别为最终目标框的宽和高,
w last、hlast 分别为上一帧最终的目标框的宽和高。

余弦窗惩罚效果如图 4(a)所示,不加入余弦窗

惩罚时,在发生目标遮挡的情况下,算法容易跟踪上

干扰物,进行尺度惩罚之后,由于限制相邻帧目标位

置预测的变化,提高了算法的鲁棒性;尺寸尺度惩罚

效果如图 4(b)所示,不加入尺寸尺度惩罚时,预测

的目标框可以随意变化,导致预测出的目标框无法

完全框选目标,加入惩罚之后,相邻帧之间的目标框

不会发生剧烈变化,提高了算法的精度。

(a) 余弦窗惩罚 (b) 尺寸尺度片罚

图 4　 惩罚项作用示意图

1. 3　 参数自适应模块

因孪生网络采用完全离线的方式进行训练,并
且仅在初始帧中学习目标的模板特征,这将导致网

络难以适应剧烈的跟踪目标表观变化,从而降低目

标跟踪的鲁棒性。 因此一个可行的办法是设计一个

参数自适应模块,在跟踪过程中进行较少样本的训

练,以此来调整网络参数。
参数自适应模块如图 1 中所示,主要包括 3 个

子模块:压缩子模块,注意力子模块,滤波器子模块。
参数自适应模块的参数求解可看成一个优化问题,
可通过求解以下优化目标来获取:

L(w) = min(φf + φp)

φf = ∑m

j = 1
γ j·rC( f(x j, w j), y j)

φp = ∑ c

k = 1
λk‖wk‖2

ì

î

í

ï
ïï

ï
ï

(9)

式中, x j 为参数自适应模块的输入特征;m 为样本

池的容量大小, f 为计算模块输出; y j 为与训练样本

对应的标签; rC( f(x j, w j), y j) 为计算每个空间位

置的残差函数, γ j 是每个样本对应的权重值,用于

控制每个样本的影响程度, wk 为模块中卷积层的权

重;c 为卷积层的层数,这里 c = 4; λk 为对应的 wk 的

正则化系数。 本文将式(9)中的 rC 设置为 L2 损失,
对滤波器子模块的输出进行调整,进而生成特定于

当前目标的特征。
rC( f(x j; w j), y j) = ‖f(x j, w j) - y j‖2 (10)
将式(9)重新定义为残差向量的平方范数形式

L(w) = ∑m+c

l =1
‖gl‖2,这里 gj = γj(f(xj; wj) - yj),

其中 j∈{1,…,m}, gm+k = λkwk(k = 1,2,3,4);
至此,式(9)转化为正定二次型问题,本文沿用文
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献[22]中的牛顿-高斯下降法实现损失函数的快速

收敛。
1. 3. 1　 压缩子模块

文献[23]利用自编码器模型实现输入的压缩

与解压缩,自编码器包含编码器和解码器,自编码器

通过神经网络学习输入数据的潜在空间表征,利用

这种表征重构输出。
压缩模块的输入由图片经过卷积神经网络实

现,卷积神经网络中最核心的操作为卷积层,卷积操

作可以将原始图像信号中的某些图像特征点进行增

强。 卷积神经网络中的 d 层卷积可以看作不同的特

征提取器,那么压缩子模块的输入可以看作 d 组特

征。 本文利用卷积层作为压缩子模块,学习输入特

征的潜在表征,减少来自特征提取模块的特征通道

数,提高目标区域的权重,使特征更加适用于分类任

务。 压缩子模块采用固定压缩比,压缩之后的特征

通道数从 256 减少到 64。
压缩子模块具体作用如图 5 所示。 图 5( a)为

未经过压缩子模块特征的可视化结果,可以看出,未
经过压缩子模块的特征中背景区域占据较大权重,
算法忽略了目标区域;图 5 (b)为经过压缩子模块

的特征可视化结果,可以看出,虽然压缩子模块减少

了特征的通道数,但是对输入特征进行重构之后,提
高了对目标区域的关注,有利于后续任务的实现。

图 5　 压缩子模块作用示意图

1. 3. 2　 注意力子模块

参数自适应模块需要在在线跟踪过程中更新参

数学习目标的特征。 由文献[24,25]可知,在在线

参数更新中,若直接使用标准卷积,由于特征所有像

素中,属于背景特征的像素比较多,这将导致对背景

区域的学习占据主要位置。 由图 5 知,虽然压缩子

模块使目标从背景中分离出来,但是相似物产生的

干扰也愈发明显。 由文献[26]知,这是因为将用于

目标检测任务的离线训练网络应用于跟踪任务时,
只有少数卷积核在表征目标时处于激活状态,由此

产生的特征中只有很少的通道可以感知到当前跟踪

目标,因此需要注意力机制对特征作进一步的调整。
综上考虑,本文采用双重注意力机制,包括空间

注意力和通道注意力机制,对特征进行调整,解决训

练和前向计算过程中特征的通道和空间维度数据失

衡问题,以此来提高网络对特定目标的关注。
如图 6(a)所示,通道注意力机制首先对输入特

征 F 进行全局平均池化,形成每个通道的特征,扩
大网络的感受野;再通过 2 个全连接层,利用训练得

到的网络参数对通道的权重进行调整。 在调整权重

时第 1 个全连接层将权重映射到较低的维度,其目

的为间接压缩通道,得到较重要的通道信息;第 2 个

全连接层将通道权重映射到较高维度,其目的是得

到原特征信息每个通道的权重;最后通过 Sigmoid
激活函数将通道权重映射到 0 ~ 1 之间,得到最终每

个通道的权重,形成通道注意力特征,提高网络对特

定种类目标的关注度。 为提高计算速度,全连接层

由矩阵乘法实现。 通道注意力计算过程如式(11)
所示。

Øc = δ(W1(W0(GAP(F)))) × F (11)

式中 GAP 为全局平局池化, W0、W1 为 2 个全连接

层的权重,F 为注意力机制输入特征, δ 为 Sigmoid
激活函数。

图像特征由卷积操作得到,而特征的不同通道

是由参数不同的卷积核提取得到。 由于卷积计算是

滑窗操作,不同通道的二维空间信息将被保留下来,
其中包含属于跟踪目标特征的空间位置信息。 空间

注意力机制就是利用卷积这种特性,为特征的每个

二维空间位置重新分配权重,达到为不同特征分配

权重的目的。 如图 6(b)所示,空间注意力机制对输

入特征每个二维空间位置进行平均池化,再经过

Relu 激活操作形成二维空间注意力特征,得到特征

位置权重。 空间注意力机制计算过程如式(12)所

示。
Øs = σ(AvgPool(F)) × F (12)

式中 AvgPool 表示平均池化操作, σ 表示 Relu 激活
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函数。
如图 6 中( c)所示,本文利用通道和空间注意

力机制的加和实现双重注意力机制,达到同时利用

特征空间和通道信息的目的。 双重注意力机制操作

过程如式(13)所示。
Øs&c = Øc + Øs (13)

式中 +为矩阵加法。

(a) 通道注意力模块

(b) 空间注意力模块

(c) 双重注意力机制

代表哈达玛积　 　 代表加权求和

图 6　 通道和空间注意力示意图

双重注意力机制、通道注意力机制、空间注意力

机制作用如图 7 所示。 从图 7(a)、(b)可以看出,经
过通道注意力机制之后,网络将关注的区域集中到

所有的篮球运动员,可见通道注意力可以增强网络

对特定类别的关注;从图 7(c)、(d)可以看出,经过

空间注意力之后,网络将关注的区域集中到要跟踪

的篮球运动员,可见空间注意力机制可以提高网络

对跟踪目标区域的关注;从图 7(e)、( f)可以看出,
经过双重注意力之后,目标从背景中分离出来,可见

双重注意力机制兼具空间和通道注意力两者的优

点。
1. 3. 3　 滤波器子模块

文献[7]指出,即使提取到能对干扰物感知(特
定于当前目标)的特征之后,基于孪生网络结构的

图 7　 注意力模块作用示意图

跟踪算法在跟踪过程中也容易被相似物所干扰。 产

生这种现象的原因在于跟踪过程中网络的权重是固

定的,无法对噪声产生抑制作用。 针对以上问题,本
文引入在线更新的滤波器子模块,抑制在线跟踪过

程中的背景噪声。 滤波器子模块由卷积实现,卷积

核的参数在跟踪过程中不断更新。 因训练样本在跟

踪过程中根据网络跟踪结果动态提取样本,而在跟

踪过程中无法避免存在定位误差,所以训练样本中

难免存在背景噪声,因此滤波器模块必须输出样本

的置信度,用于确定是否将样本放入训练样本池。
(1) 滤波器训练样本。 滤波器的样本池大小为

m, 其中有 30 个样本是由第 1 帧给定的真实目标经

过数据增强得到。 样本在网络开始预测时,用于压

缩子模块、注意力子模块和滤波器子模块参数的训

练,并且在样本池中保持不变,不会随着样本池的更

新被替换掉。 当样本池中样本未达到 m 时,直接保

存受到相似物干扰和正常情况的样本。 当样本达到

m 时,采用替换策略,利用新的合适样本替换最旧的

样本。 对于训练样本的标签,本文采用在跟踪过程

中根据目标框预测出的目标位置设置的具有高斯分

布的标签值。
(2) 滤波器输出结果。 特征经过滤波器之后,

输出参数自适应模块最终的结果,结果包含 2 部分:
1) 检测帧每个像素点的得分 f。
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2) 关于得分的置信度,其中置信度可以分为 4
种情况:

① 未找到目标位置(最高得分低于 0. 25);
② 受到相似物的干扰(以最高得分点坐标为中

心点,根据上一帧目标框大小,若在目标框大小范围

之外有得分(次高分)超过最高得分的 0. 8 倍);
③ 不确定(次高分超过最高分的 0. 5 倍,并且

次高分大于 0. 25);
④ 正常情况(未出现以上情况)。
(3) 滤波器输出结果与分类融合。 获得滤波器

子模块的输出之后,使用三次插值将输出调整到与

分类子分支输出相同的大小,然后通过加权求和融

合在一起,得到分类子模块的输出得分,表达式可表

示为

Scls = βc f(x j, w j) + (1 - βc)Acls
wh2 (14)

式中, βc 为超参数。
滤波器子模块的作用如图 8 所示,图中( a)表

示进入滤波器之前的特征的热力图,其中存在相似

物的干扰,这会影响到网络的跟踪效果;(b)表示经

过滤波器之后的特征的热力图,滤波器在滤除噪声

的同时目标区域的响应达到最大。

图 8　 滤波器子模块作用示意图

1. 4　 模板更新

基于孪生网络的目标跟踪算法通过将模板帧图

片和检测帧图片中的目标特征映射成高维特征,之
后通过模板帧特征匹配检测帧特征完成跟踪目标的

搜索,因此模板帧图像和检测帧图像相似是完成目

标跟踪的重要前提。 而在实际目标跟踪过程中,跟
踪目标会发生剧烈的变化,跟第 1 帧时的外观完全

不同,因此,需要在线上测试时更换跟踪模板,以适

应目标剧烈的外观变化。

尽管 STMTrack[27]中给出了比较简单的模板更

新策略,但在一些比较有挑战性的跟踪场景中存在

几个缺点:(1)当上一帧目标跟丢时,在跟踪当前帧

目标时仍会使用上一帧图像的特征,此时跟踪模板

的质量会大大降低,进而影响跟踪效果;(2)除了第

1 帧和当前帧的前一帧,其他历史帧的选择方式是

固定的,无法判断其图像中目标的跟踪质量,导致模

板的质量无法确定,进而影响后续对跟踪目标的预

测。
在线更新跟踪模板可以实时获得特定目标的信

息,但是文献[20]指出,孪生结构的跟踪算法仅仅

使用第 1 帧或者更新原始模板会使模型的性能下

降,特别是在大的形变、运动模糊等具有挑战性的跟

踪场景下,因为跟踪过程中噪声的加入会使模板丢

失目标的特征。 考虑到以上问题及其他算法中模板

更新策略的缺陷,本文引入一个与孪生网络并行且

相互独立的子网络。 如图 1 所示,该网络同主网络

一样包含相同的结构(特征提取网络、分类与回归

模块),但跟踪模板会被更新,并且同主网络一样输

出跟踪目标的预测框,子网络预测框与主网络输出

进行比较,选择合适的预测框作为最终的目标框。
子网络和主网络输出预测框使用交并比进行相似度

的衡量,交并比(intersection over union, IoU)公式如

下所示:

IoU = A ∩ B
A ∪ B (15)

式中,A 表示主网络输出预测框,B 表示子网络的输

出预测框。
预测框筛选机制原则如下,若子网络输出预测

框与主网络输出预测框的交并比超过 0. 6 并且子网

络预测框得分 SB 比主网络输出得分 SA 高 0. 5,此时

选择子网络输出作为最终结果,否则选择主网络输

出结果。
子网络跟踪模板选择方式如下。
自视频第 1 帧开始,子网络每 5 帧更新一次模

板,对于模板帧的选择,网络采用替代原则保存最好

的模板图像,替代原则如下所述。 (1)本次目标框

分类得分大于已保存的图像;(2)本次目标框的预

测结果未受到相似物的干扰。 子网络模板更新示意

图如图 9 所示。
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图 9　 模板更新示意图

2　 算法步骤

本文提出基于参数自适应与模板更新的孪生网

络跟踪算法,具体步骤如下。
(1)输入目标跟踪图像序列。 输入要跟踪的目

标图像序列,根据给定的目标真实边界框获取第 1
帧中目标的中心位置和尺寸大小。

(2)根据给定的目标位置与尺寸大小裁剪图

片,将裁剪的图片送入特征提取模块,得到网络第

3、4、5 层的输出作为跟踪时需要的模板。
(3)初始化子网络。 将第(2)步中第 3、4、5 层

的输出作为子网络的跟踪模板。
(4)初始化参数自适应模块。 利用式(9)定义

的损失函数进行训练,得到模块中的网络参数。
(5)计算主网络和子网络的跟踪结果。 以上一

帧预测得到的目标中心点位置为中心点裁剪得到

255 × 255 的检测帧图像,送入特征提取模块,得到特

征提取模块中第 3、4、5 层输出的特征。 将特征与第

(2)步得到的跟踪模板送入分类与回归模块,根据

式(2)计算互相关特征,根据式(3) ~ (8)和式(14),
得到主网络输出预测框。 将特征送入子网络根据

式(2) ~ (8),得到另一个预测框。
(6)根据式(17)计算第(5)步得到的 2 个预测

框的相似度,经过筛选机制进行筛选,得到最终的目

标框。
(7)为参数自适应模块增加训练样本。 根据滤

波器子模块中的样本筛选条件,选择满足条件的训

练样本。

(8)更新子网络的跟踪模板和滤波器模块参

数。 在跟踪开始后,每 5 帧更新一次子网络的模板,
并且根据式(9)训练滤波器参数。

(9)若满足重复条件,跳转到第(5)步,否则跳

转到第(10)步。
(10)输出跟踪结果。

3　 实 验

为验证本文算法的有效性,实验采用 VOT

2018[28] 和 VOT 2019[29] 作为评价数据集。 VOT
2018 包含 60 个具有更精细人工标注的目标跟踪图

像序列,即每个真实框由 4 个坐标点组成,含有遮

挡、光照变化、运动变化、尺寸变化和相机移动等跟

踪难点。 VOT 2019 是通过替换 VOT 2018 中跟踪难

度比较小的 20%目标跟踪图像生成得到,其跟踪难

度更高。
3. 1　 实验平台

本文算法所作实验均在台式机上进行,处理器

为 Intel core(TM) i7-8700K,主频为 3. 70 GHz,内存

为 32 GB,显卡为 Nvidia GTX1080Ti;操作系统为 64
位 Ubuntu 16. 04,编程环境为 Python 3. 7。
3. 2　 实验参数设置

3. 2. 1　 超参数设置

在实际应用过程中,对于不同的数据集,需要采

用不同的参数设置才能获得更好的性能表现。 因

此,针对不同的数据集 VOT 2018、VOT 2019,需要不

同的超参数。 本文采用 SiamBAN 算法中针对 VOT
2018、VOT 2019 数据集的超参数, 即对于 VOT
2018,k = 0. 08, kwi = 0. 46, αlr = 0. 44; 对于 VOT
2019,k = 0. 001, kwi = 0. 33, αlr = 0. 46。
3. 2. 2　 其他参数设置

关于参数自适应模块中的参数设置,训练样本

权重 γ j 为 0. 01,当邻近目标受到干扰时设置为

0. 02;为有效地融合分类得分,对于式(14), βc 采用

以下步骤寻优:(1)设置搜索区间为[0. 1,1. 0],步
长为 0. 1;(2)根据第(1)步找到的性能第 1 与第 2
的参数,重新设置搜索区间 [0. 7,0. 9 ],步长为

0. 01,最终找到的最优超参数为 0. 7。
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3. 3　 对比实验

在 VOT 2019 标准数据集上设置对比实验,用
于评估引入的参数自适应模块、模板更新子网络的

作用。 采用期望重叠率( expected average overlap,
EAO)、准确性( accuracy, A)、鲁棒性 ( robustness,
R)、跟丢次数( lost number,LN)、每秒帧数( frames
per second,FPS)这 5 个评价指标对改进的算法进行

评估。
3. 3. 1　 使用参数自适应模块

参数自适应模块(parameter adaptive,PA)包含

压缩子模块、注意力子模块、滤波子模块,效果如

表 1所示。 在 VOT 2019 数据集上,期望重叠率(ex-
pected average overlap, EAO)从 0. 302 提高到 0. 312,
提高了 1% ;大幅度减少了跟丢次数,从 SiamCAR 的

93 次减少到 64 次,获得了稳健的跟踪性能。

表 1　 加入参数自适应模块

Tracker A R LN EAO FPS
SiamCAR 0. 594 0. 467 93. 0 0. 302 34
+ PU 0. 572 0. 321 64. 0 0. 312 20

3. 3. 2　 使用模板更新

在加入参数自适应模块的基础上,进一步加入

模板更新( template update, TU),在 VOT 2019 数据

集上,做对比实验。 因模板更新间隔帧数是一个重

要的超参数,首先对模板更新间隔帧数 Fg 做具体的

实验,找到最佳值。 如表 2 所示,当 Fg 为 5 时,算法

的性能最好。 这是因为算法在跟踪过程中,对目标

框的预测总会有偏差,当过于频繁地更新跟踪模板

时,可挑选的模板相对较少,模板质量无法保证;而
当模板更新不频繁时,算法会无法适应目标的变化。
如表 3 所示,加入模板更新,EAO 提升到 0. 331,跟
丢次数减少到 58 次,进一步提升了算法的鲁棒性,
获得了较好的跟踪性能。

表 2　 模板更新间隔帧数

Fg 2 3 5 7 10
EAO 0. 304 0. 318 0. 331 0. 313 0. 307

表 3　 加入模板更新

Tracker A R LN EAO FPS
SiamCAR 0. 594 0. 467 93. 0 0. 302 34
+ PA + TU 0. 586 0. 291 58. 0 0. 331 20

3. 4　 VOT 数据集实验结果与分析

3. 4. 1　 VOT 2019 实验

尽管孪生网络跟踪算法体现了深度神经网络强

大的表征能力,但当前基于孪生网络的跟踪算法仍

然会在面临相似物干扰、遮挡和较大形变时性能下

降。 本文算法引入参数自适应模块和模板更新子网

络,为验证本文算法的有效性,引入在 VOT2019 上

表 现 比 较 好 的 SiamMargin[29]、 SiamFCOT[29]、

DiMP[30]、 SiamBAN、 DCFST[29]、 SiamDW ST[29]、
ARTCS[29]、SiamMask、SiamRPN + + 、SPM[31]、Siam-
CRF-RT[29]、ATOM[32]、SiamCAR[33] 等 13 种跟踪算

法,采用期望重叠率、准确率、鲁棒性、跟丢次数、每
秒帧数这 5 个指标对 13 种性能优异的跟踪算法进

行比较,结果如表 4 所示。

表 4　 不同算法在 VOT2019 上的结果对比

Tracker A R EAO LN FPS
SiamMargin 0. 579 0. 321 0. 366 65 46
SiamFCOT 0. 601 0. 386 0. 350 77 -
SiamBAN 0. 602 0. 396 0. 327 79 40
DiMP 0. 582 0. 371 0. 321 74 40
DCFST 0. 585 0. 376 0. 317 75 -
SiamCAR 0. 594 0. 467 0. 302 93 34
SiamDW-ST 0. 600 0. 467 0. 299 93 -
ARTCS 0. 602 0. 482 0. 287 96 -
SiamMask 0. 594 0. 461 0. 287 92 35
SiamRPN ++ 0. 599 0. 482 0. 285 96 35
SPM 0. 577 0. 507 0. 275 101 120
SiamCRF-RT 0. 549 0. 346 0. 262 69 -
ATOM 0. 579 0. 557 0. 240 111 30
本文算法 0. 586 0. 291 0. 331 58 20

本文提出的算法在 VOT 2019 测试集上跟踪速

率和最好算法存在差距,这是因为算法在测试过程

中需要在线训练,不断优化参数自适应模块中的卷

积参数,这会拖慢算法的执行效率,但本文算法也达
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到实时需要的 20 FPS,虽然算法的 EAO 表现不是最

高,但是丢帧次数是最少的,说明本文采用的参数自

适应模块和模板更新子网络是有效的,可以提高网

络的稳健性。
3. 4. 2　 VOT 2018 实验

为验证算法在其他数据集上的有效性,在 VOT
2018 上进行测试。 VOT 2018 数据集相对于 VOT
2019 跟踪挑战难度略有下降,但是仍然可以被认为

是较全面的测试集。
图 10 是从 VOT 2018 数据集中选取 5 个具有各

种跟踪难点的视频图像序列,可视化本文算法与

SiamCAR(下文简称 CAR)实际跟踪效果(图中未标

注目标框的算法代表该算法在当前帧中已丢失目

标)。

图 10　 VOT 2018 部分序列结果对比图

对于 ants1 测试视频的跟踪,其主要跟踪难点

在于被跟踪目标尺寸较小和相似目标的干扰。 由可

视化图可知,CAR 算法在第 125、126 和第 224、225
帧受到与跟踪目标相同类别物的干扰,并且在第

126、225 帧丢失跟踪目标,说明 CAR 算法抵抗相似

物干扰的性能不强,而本算法可以在有相似物干扰

的情况下,稳健地跟踪目标,体现了本算法鲁棒性的

提高。
对于 birds1 测试视频的跟踪,其主要难点是大

的形变和相似目标的干扰。 由图可知,在第 99 和

113 帧中,跟踪目标与其相似的干扰距离过近或者

在图像中显示部分区域重叠,此时 CAR 算法受到干

扰,并且在下一帧丢失目标,而本文算法依然能够比

较准确地跟踪目标。 在第 323 帧中本文算法受到目

标大的形变的干扰,但在第 324 帧可以及时地调整

目标框,跟踪上目标。 这说明参数自适应模块与模

板更新的引入可以学习跟踪目标的特征,有效地调

整跟踪器在跟踪过程中的状态。
对于 soccer1 测试视频的跟踪,其主要难点是遮

挡和模糊。 由图可知,在第 115 帧中,由于遮挡与图

像模糊同时发生,CAR 算法已经丢失跟踪目标,本
文算法也受到这种跟踪挑战的影响,几乎丢失目标,
但是在第 116 帧中,当遮挡情况转好,并且模糊有所

改善时,本文算法可以及时地调整目标框,跟踪上目

标。 在第 256 帧中,此时跟踪目标出现模糊,并且此

时出现相似物的干扰,CAR 算法几乎丢失跟踪目

标,而本文算法仍然可以稳健地跟踪目标。 由此可

以看出本文算法在面临遮挡与模糊的情况下依然可

以实现跟踪。
对于 soldier 测试视频,跟踪对象为士兵的头

盔,其主要跟踪难点在于被跟踪目标的背景比较杂

乱且存在目标遮挡。 从第 56 帧开始,CAR 算法和

本文算法均受到背景的干扰,并逐渐偏离真实目标

框,到第 62 帧 CAR 算法跟丢目标,再到第 83 帧,
CAR 算法又一次跟丢目标,而本文算法从偏离目标

到逐渐跟踪上目标。 可见本文提出的算法不仅可以

区分相似目标的干扰,还可以随着跟踪的进行,逐渐

学习目标的特征,不断完善跟踪的效果。
对于 girl 测试视频的跟踪,跟踪目标为小女孩,

其跟踪难点在于背景(非跟踪目标区域)中的人对

跟踪目标的遮挡以及由此带来的相似物干扰。 由可

视化图可知,从第 221 帧本文算法受到相似物干扰,
并在第 222 帧偏离跟踪目标,但是在第 224 帧又重

新跟踪上目标。 同样在第 773 帧 CAR 算法与本文

算法同样受到相似干扰,而 CAR 算法在第 783 帧丢

失跟踪目标,而本文算法仍能跟踪目标,并且在第

800 帧将目标框收缩到跟踪目标。 可见本文算法可

以在偏离目标的时候自适应地跟踪上目标,达到减
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少丢帧的效果,进而提高了算法的稳健性。

4　 结 论

传统孪生网络跟踪算法网络参数由线下训练得

到,并且在跟踪时参数固定,这使得算法缺少特定于

跟踪目标的信息;而且在跟踪时跟踪模板仅仅使用

第 1 帧给定的目标,对实时变化的目标的适应性较

差,这导致算法的鲁棒性较差。 为此,本文提出基于

参数自适应与模板更新的孪生网络跟踪算法,通过

引入参数自适应模块、模板更新子网络提高了算法

在光照变化、尺度变化,遮挡等具有挑战性的情况下

的稳健性。 参数自适应模块通过空间注意力机制提

高了网络对跟踪目标空间位置的关注度,通道注意

力机制提高了网络对特定目标类别的关注。 通过在

线训练,更新滤波器参数策略滤除了干扰,提高了算

法的判别能力;模板更新子网络通过不断更新跟踪

模板,得到候选预测框,利用筛选机制挑选出合适的

目标框,提高了网络对跟踪目标变化的适应性。 在

VOT 2018、VOT 2019 2 个数据集上对算法进行测

试,EAO 分别达到 0. 331 和 0. 455,再分别与其他算

法进行比较,本文算法的性能同样具有竞争力,验证

了本文算法的有效性。
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Abstract

The network parameters of the Siamese network tracking algorithm are fixed during the tracking process, and
the tracking template is only from the first frame, which make the robustness of algorithm poor. Therefore, a Sia-
mese network tracking algorithm based on parameter adaptive (PA) and template updating is proposed. Firstly, the
target feature is adjusted by channel attention and spatial attention to improve the attention of network to tracking
target; secondly, the filter parameter update strategy is used to filter out the interference of background, which
leads to identify the current target; finally, a subnetwork parallel to the main network is added, and the network
can adapt to the change of the target by updating the tracking template. The expected average overlap (EAO) rea-
ches 0. 455 and 0. 331 respectively on the VOT2018 and VOT2019 benchmarks, which verifies the effectiveness of
the algorithm.

Key words:object tracking, Siamese network, template updating, parameter adaptive(PA), attention mecha-
nism
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