
12025年第21卷第5期

大语言模型与知识图谱协同增强知识组织 
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摘要：探究了大语言模型（Large Language Model，LLM）与知识图谱协同增强知识组织的有效结合模

式，旨在提高知识组织的准确性与效率。依托LLM的自然语言处理与知识生成能力，以及知识图谱对结构化

信息的表达和推理能力，提出一种协同增强的知识组织理论架构。首先，系统回顾现有知识图谱应用于知识

语义组织的理论与实践发展，梳理LLM在科学知识抽取、实体对齐和图谱融合中的应用，论证知识图谱存储

和检索的优化原理，调研LLM与知识图谱协同应用的典型项目。然后，在调研和归纳的基础上，针对知识组

织具体操作环节，探究嵌入LLM的合理步骤，重构知识图谱实现知识组织的智能化流程，归纳总结图模协同

增强知识组织的有效理论架构。研究发现，图模协同增强可以显著提升知识组织的精确度和可解释性，尤其

是在跨领域、多源异构科学知识组织中，能够有效减少LLM的幻觉问题，并提高科学知识检索和问答的准确

性与交互性。
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· 知识组织 ·

知识组织最早由英国图书馆学家布利斯在1929
年提出，国内学者将知识组织定义为知识因子的有序

化和知识关联的网络化，是以知识为对象的整理、加

工、表示、控制等一系列组织化过程及方法[1]。从国际

知识组织学会（International Society of Knowledge 
Organization，ISKO）历届会议主题的演变可以看出，

知识组织领域正在与数智时代接轨，从早期的针对大

型数据集的知识组织与知识发现研究，到近年来的人

工智能与知识组织，体现了技术驱动下的学科发展趋

势。大数据环境下，知识呈现泛在、规模庞大、碎片化、

动态更新的特征，各领域更要求智能化、专业化、个性

化的服务。传统的知识组织体系如《中国图书馆分类

法》《汉语主题词表》面临新的挑战，语义关联的知识

组织成为未来发展方向 [2]。在此技术革新背景下，两

种关键技术对知识组织产生了深远影响。①知识图谱

作为语义知识库，通过描述客观世界中概念、实体及

其关系，为知识提供了高度互联、可解释的网络化表

达。它对于实现深度的语义关联、支持知识推理和理

解复杂关系具有核心价值，是应对碎片化和语义关联

需求的理想选择。②以Transformer模型为基础架构的

预训练大语言模型（Large Language Model，LLM）

的兴起为知识组织领域带来了新的机遇。LLM具备千

亿乃至万亿级超大规模参数，实现了词元级极细粒度

的语义向量化表达，深刻地影响着知识组织领域的知
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识抽取、知识标引、知识关联、知识挖掘等工作内容。

2022年底以来，以ChatGPT为代表的生成式人工智能

（Generative Artificial Intelligence，GAI）引领了新

一轮的AI革命，其在语义理解、知识抽取、知识生成与

推荐方面的出色表现，对提高知识组织的效率有极大

助力[1]。蔡祎然等[3]指出，LLM可高效、精准地从科技

文献中识别、挖掘领域知识、科学数据与图表信息等细

粒度、多模态数据，而且LLM还可以通过少样本学习、

思维链提示等将碎片化的科技文献内容转化为结构化

证据链数据。

然而，这两类技术各有局限。知识图谱依赖于精确

的、预定义的结构（符号系统），在处理开放领域、非

结构化文本和捕捉动态变化方面不够灵活；LLM虽然

在文本处理上灵活强大，但其生成内容可能存在事实

性错误，其内部的黑箱推理过程缺乏可解释性。学界

研究发现，LLM与知识图谱的协同增强框架（本文称为

“图模协同”）能有效突破传统知识组织方法以及单一

技术应用所面临的局限：①知识表征层面，将LLM的

连续向量空间与知识图谱的离散符号系统进行融合，

构建可解释的联合嵌入表示；②方法创新层面，在利

用LLM的生成式补全能力动态扩展知识图谱边界的同

时，借助图谱的逻辑约束实施生成内容的实时语义校

验；③计算模式层面，图模协同增强知识组织可以形

成良性的迭代增强回路，先通过LLM发现新的知识关

联，再利用知识图谱进行验证和融合，使知识组织过程

兼具LLM的规模效应与知识图谱的推理严谨性。

目前围绕图模协同增强知识组织的研究呈现“实

践先导，理论滞后”的特点：已涌现出诸多具体领域的

应用案例（如智能问答系统、文献知识库、个性化推荐

引擎等），但支撑这些实践的系统性协同理论框架与

优化路径论证仍显不足。①单向增强机制的局限。仅用

知识图谱约束LLM生成，限制了跨模态知识交互的深

度，未能充分释放符号逻辑与神经表示的双向互补潜

力。结果是知识图谱的精细化与LLM的输出提升未能

形成有效闭环，知识图谱作为静态的知识结构限制了

LLM对未知知识疆域的探索能力。②知识表征割裂。

知识组织构建时仍依赖传统文献计量指标与知识计量

指标的独立计算，缺乏能够将LLM感知到的深度语义

关联强度（如基于上下文预测的关联得分）与知识图谱

固有的拓扑结构属性（如节点中心性、社区结构内的连

接强度、路径相关性）有机统一的复合表征模型。③静

态知识表征缺陷。协同系统难以捕捉知识概念的动态

演化特征，例如当处理新兴领域或快速演进的学科时，

新术语及其语义快速涌现或漂移，其语义关联对象发

生巨大变化，现有的协同系统对此类变化反应迟钝。

鉴于此，本文提出图模协同增强知识组织的理论

架构，旨在构建动态双向的图模协同框架，突破当前知

识组织中动态性缺失、交互性不足、表征片面化的三重

瓶颈。

1　相关研究与实践

1.1　知识图谱增强LLM

尽管LLM在许多应用中已经取得成功，但是也因

幻觉问题和黑箱问题备受争议，这制约着LLM在金融

决策、医疗问诊和法律咨询等场景的应用。LLM出现

上述争议的原因在于其训练推理是一个非决断性过

程，然而知识图谱是一种结构化和决断性的知识表示

形式，基于知识图谱的推理过程具有客观的可解释性，

因此可以用知识图谱审核LLM的推理输出，显著增强

LLM生成准确率。已有研究和实践通过将知识图谱嵌

入LLM预训练和推理环节实现知识图谱增强LLM。

（1）知识图谱融入LLM预训练。随着LLM的变革

式发展和广泛应用，如何有效整合结构化知识以增强

模型的推理能力和可靠性成为重要问题。通过知识图

谱查询机制，可针对用户输入问题提取子图结构，将结

构化知识转化为可被LLM理解的上下文表征，从而激

发LLM在特定领域的知识推理能力，这种思路通常又

称为LLM与图挖掘协同（LLM with Graph Mining），
关键在于子图的边缘检测和图摘要生成。例如，KG-
BART模型将知识图谱融入Facebook AI Research团
队提出的BART模型，通过在编码器中融合知识图谱

信息和文本信息，将构建好的知识图谱与BART进行融

合，得到类似于BART的编码器-解码器结构[4]。Google
提出的KELM模型通过将Wikidata知识图谱转换为自

然语言文本，对LLM预训练语料进行扩充，将此合成

语料库用于增强基于检索的REALM模型的预训练[5]。

LMExplainer通过图注意力网络实现了大规模知识图

谱中关键信息的精准定位与提取，优化了知识检索的效

率与相关性，为LLM提供针对性的外部知识支持[6]。

由于将知识图谱融入LLM预训练的计算成本高、

实时性较差，有学者提出将知识图谱整合到额外的模
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块中，这类方法与低秩适应（Low-Rank Adaptation，
LoRA）高效微调原理相通，即保持LLM的大部分参数

不变，仅针对知识图谱编码模块进行训练优化，通过特

征融合层实现LLM语义表征与图谱结构表征的有效融

合。例如：CokeBERT可以根据文本上下文动态选择和

嵌入知识，从而提高预训练模型的性能[7]；JAKET是一

个针对知识图谱和文本联合训练的框架，包含知识模

块和语言模块，知识模块利用图注意力网络为LLM提

供实体嵌入输入，从而使知识模块的训练调整与语言

模块互相独立[8]。

（2）知识图谱嵌入LLM推理。随着最新的LLM
参数规模扩展至万亿量级，其内部知识表征已达到与

传统知识图谱相当的复杂度，使得LLM具备了前所未

有的知识生成与推理能力。在此背景下，先将结构化知

识融入LLM推理，再借助思维链技术，LLM得以实现

更为准确、可靠的查询推理。基本思路是将提取到的知

识图谱三元组合并到LLM的提示中，一方面用以生成

LLM可用的提示词内容，另一方面在知识图谱语义内容

的约束下回答与知识图谱相关的问题。该设计模式的典

型案例是Google的LAMDA[9]，原理是使LLM根据知

识图谱中的语义信息实现推理过程，确保LLM生成知

识的准确性。

引入先验知识和图谱信息，结合语义推理和注意

力机制等技术，也有助于增强LLM对细粒度语义的理

解和表达能力。从知识驱动LLM推理的角度来看，知

识图谱作为包含逻辑知识和事实知识的知识库，提供

了更丰富的信息来源。在训练阶段，未来的研究将越来

越多地探索如何将结构化的高质量知识与LLM结合起

来，例如使用图神经网络进行知识编码或采用新的编

码策略。这些方法不仅能丰富LLM的知识库，还能优

化其结构和训练目标。在推理阶段，整合知识库以检测

和减少知识错觉，提高LLM输出的可靠性和准确性，

将是一个关键的研究方向。

1.2　LLM增强知识图谱

知识图谱作为知识工程的重要基础设施，其本质

是对客观知识的一种映射。知识图谱一般利用“搜索+
知识库”的方法汇总整理网络数据，将知识立体化、形

象化、直观化地展现给用户，可以精准、详细描述不同

层次及不同粒度的抽象概念。知识图谱的技术实现流

程包含5个核心部分：知识获取、知识融合、知识存储、

知识检索和可视化展现 [10]。这一技术架构为后续的知

识组织方法提供了重要的技术基础。LLM可以在知识

图谱嵌入、知识图谱补全、知识图谱到文本生成、知识

图谱问答等方面提升知识图谱应用的质量 [11]。知识图

谱的一般性构建涉及知识抽取、融合、表示、存储与检

索等多个环节，这些环节高度依赖自然语言处理技术

（如命名实体识别、实体对齐）和图算法（如图嵌入、

图查询、图推理）。为了驱动这些技术并保证结果质

量，传统开发方法不仅要求开发人员熟悉相关的机器

学习技术（尤其是自然语言处理和图嵌入模型），还需

要投入大量资源，邀请多位领域专家全程参与知识审

核和校验。这种对专业技术人员和领域专家的双重依

赖，使构建和维护知识图谱的成本与门槛显著提高。知

识图谱的构建和维护开销不菲，无论是人员技术要求

还是人力成本，都限制了知识图谱的更新时效和规模，

而LLM的预训练和微调机制恰好能够解决知识图谱开

发和维护的高成本问题[12]。相比利用传统机器学习技

术开发知识图谱，LLM利用自回归或自注意力机制来

捕捉输入序列中的长距离依赖关系，具有强大的跨领

域和跨语言的语言理解和生成能力，能够更加有效地

进行自然语言建模[13]。史忠艳等[14]研究了DeepSeek等
LLM在领域知识图谱构建中的应用，认为传统知识抽

取方法存在泛化能力受限、对数据标注要求高、模型训

练耗时长、知识更新困难等问题，而基于LLM的知识抽

取方法凭借其对自然语言的理解和推理能力，在知识

抽取、文本分类、语义推理方面展现了优势，为领域知

识图谱构建提供了新的解决方案。总体来说，使用预训

练的LLM开发知识图谱，能够简化知识抽取、知识表示

等环节算法模型的训练步骤[15]。

1.3　图模协同增强

知识组织场景中的深度智能化往往要求突破前述

单向知识传递模式（知识图谱增强LLM或LLM增强知

识图谱）的限制。这些模式虽然有效，但主要聚焦于一

次性的知识注入或离线式地支持知识图谱构建更新。

相比之下，图模协同增强代表了一种更高层次的集成范

式：旨在构建一个使LLM与知识图谱能进行实时交互、

双向知识流动与反馈的协作闭环系统。其核心理念是

充分发挥两者互补优势——LLM的语言理解与生成灵
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活性，以及知识图谱的结构化事实表示与推理可靠性，

从而实现“1+1＞2”的效果。吴信东等[16]提出的BEKO
双向增强框架具有重要意义，该框架不仅利用知识图

谱增强LLM的生成效果，还利用LLM的推理结果补充

知识图谱，从而实现知识的双向流动，并最终形成知识

图谱与LLM之间的循环正反馈，不断优化系统效果。

具体而言，当应用场景要求可验证知识来源或严格逻

辑推导时，知识图谱的符号化表示与规则化推理发挥

关键作用；而在需要处理模糊查询、多轮对话或实现复

杂语义理解时，LLM的强大语言建模能力则占据主导

地位。为了实现上述复杂的图模协同，特别是知识图谱

与LLM的高效、动态协同，检索增强生成（Retrieval-
Augmented Generation，RAG）技术提供了一种重要

的架构思路。RAG的核心在于，当LLM面对查询时，引

入外部知识库进行检索，并将检索到的相关内容（上下

文）与LLM本身的知识结合起来，生成最终响应。这

使得LLM能够有效利用并整合超出其内部训练数据边

界或最新/特定领域的信息（常由知识图谱承载）。将知

识图谱作为RAG框架中的核心外部知识源，并结合图

谱自身的推理能力，是实现图模协同的一种强大且可

行的技术路径。这一理念具体体现在以下研究和实践

中。①MindMap方法是一种典型的图模协同方法，又

称为即插即用的提示方法[17]。MindMap使LLM理解图

谱输入，从而构建含有图谱信息的提示指令，用于支持

推理证据的生成。②DeepMind团队研发了拥有互联网

规模检索能力的高效预训练模型RETRO。通过检索包

括网页、书籍、新闻和代码在内的文本段落数据库来

增强检索，利用图神经网络将非结构化文本与其关联

图谱子图联合编码，构建出包含大规模实体的知识图

谱，形成语义增强检索空间，使LLM能同步调用参数

化知识[18]。③微软Bing Chat的技术架构普罗米修斯模

型使用协调器将知识图谱和搜索引擎等外部知识引入

LLM，实现知识增强的LLM对话应用[19]。

综上所述，图模协同在科学知识组织领域具有较

高的适用性和可行性。首先，以图模协同的方式处理知

识组织问题，提高了科学知识组织的准确性和效率，有

利于表示更为细粒度的领域知识实体、属性和关系类

型，有利于实现更为精细化的知识推理和问答等科技

情报决策服务。其次，图模协同方式降低了传统知识图

谱开发的时间和人力成本，通过少量领域标注数据微

调LLM，使得微调LLM具备领域科学文本知识抽取能

力，结合具体的抽取提示词可以实现零样本或少样本

的知识图谱构建。最后，知识图谱增强了LLM的知识推

理和问答功能，提供了自然语言方式的科学知识相关的

查询与响应机制，降低了对专业技术人员的技术依赖

性，提高了科学知识组织服务的交互性和易读性。

2　LLM与知识图谱协同增强知识组织

理论架构

LLM与知识图谱协同增强知识组织的实现架构可

以分为4个递进式的功能模块：首先是LLM增强知识抽

取，其次是LLM驱动实体对齐，二者均属于知识图谱的

构建工作；再次是知识图谱的词元化处理，使之满足后

续LLM的调用条件；最后是利用构建好的知识图谱实现

LLM RAG系统，优化知识推理和知识检索效率。图模协

同增强知识组织理论架构工作流示意图如图1所示。

2.1　LLM增强知识抽取

LLM增强知识图谱构建阶段的方案包括面向特定

领域数据的提示微调和针对具体知识抽取任务的提示

词工程构建。

提示微调指在LLM输入中添加特定的标注数据

示例来引导LLM生成特定类型的响应。具体做法是：

①准备训练数据（标注数据）作为示例；②使用训练数

据构建提示微调算法的提示词，调用预训练通用LLM
并设置损失函数、优化算法、学习率、训练轮数等，以优

化LLM性能；③根据知识图谱构建的具体任务分工，

单独生成提示工程的提示模板，如实体抽取模板、关

系抽取模板、属性抽取模板等，且要满足引导LLM理解

任务并生成期望输出格式内容的要求；④在测试集上

评估微调后LLM的性能，确保其能够准确地完成具体

的知识图谱构建任务，同时根据评估结果，选择是否继

续优化提示模板或调整微调策略，以进一步提高知识

抽取的准确性和效率；⑤保留满足任务需求的LLM设

置和提示工程的提示模板。

提示微调算法实现原理如图2所示，冻结主模型全

部参数，只在训练数据前面加入一小段提示微调的提

示词，只训练提示的嵌入表示层。按照提示内容分为离

散提示和连续提示两类：离散提示给予具体和明确的

提示，要求模型按照给定的信息生成精确的结果，通

常用于需要模型提供准确答案的任务；连续提示给予
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图2　提示微调实现原理

提示微调
提示词类型

混合任务批处理

A A: 实体抽取任务 示例Prompt-A1

主模型Transformer结构块 B: 属性抽取任务 示例Prompt-B1

B C: 关系抽取任务 示例Prompt-C1
提示嵌入 嵌入

A: 实体抽取任务 示例Prompt-A2

C C: 关系抽取任务 示例Prompt-C2

提示微调提示词 训练输入

预训练LLM

(b)连续提示(a)离散提示

图1　图模协同增强知识组织理论架构工作流

较为宽泛或模糊的提示，允许模型在生成结果时有更

大的自由度，通常用于启发模型进行创造性的生成。此

外，如图2所示，提示是一次性输入预训练LLM进行参

数微调的，这种机制既减少了调参数量，又保证了微调

LLM在下游抽取任务中的泛化能力。

2.2　LLM增强实体对齐

知识图谱嵌入又称为知识表示，是一种将知识图

谱中的实体和关系映射到低维向量空间的技术，方便

通过向量计算进行复杂的推理操作。现有的主流知

识图谱嵌入方法有基于规则的规范化描述语言（如资

源描述框架、网络本体语言）、基于语义网的图结构

方法（如概念图、主题图）、面向对象的结构化表示

方法（如本体）、基于机器学习的分布式表示方法（如

TransE模型）、基于深度学习的网络表示方法（如网络

嵌入）等。知识图谱嵌入是知识图谱自动对齐、融合以

及图谱向量索引等任务的重要基础。然而，传统嵌入方

法在捕捉领域知识的深层次语义和动态演化特征方面

存在局限。为了提升嵌入表示的语义理解力和适应性，

利用微调后的LLM来完成特定前沿领域知识图谱的嵌

入表示。LLM强大的上下文理解能力使其能够更精准

地编码实体和关系的丰富语义信息，同时其学习机制

也为捕捉知识概念的动态演化提供了潜在可能。LLM
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在自然语言处理任务中的应用给知识图谱嵌入提供了

更为高效的技术方法，可以通过提示词引导LLM隐藏

嵌入向量的输出，直接输出实体对齐或者实体融合的

结果。

实体对齐是指在多个异源异构的知识图谱中发现

完全等价的实体，即发现指代相同真实世界物体的两

个实体。实体对齐涉及中英文实体对齐和同义词实体对

齐两个方面。中英文实体对齐可以利用微调后LLM在

双模语言上的翻译性能实现；同义词实体对齐需要在

LLM嵌入表示的基础上，利用合适的提示词完成。同

义词对齐是实体对齐的主要工作，因为知识抽取任务是

基于多源、跨学科的科学文本完成的。多源数据知识抽

取会造成大量同义词实体的出现和关系的冗余，导致

知识图谱实体质量良莠不齐、关系重复等问题。

知识融合是指新构建知识图谱的后续更新融合。

科学文本的发表是不停歇的，对应科学知识创新永不

止步的过程。因此，需要对知识图谱进行及时、合理的

更新，将新出现的科学文本中的实体、关系与原有知识

图谱融合，并更新关联强度和时间信息。LLM在这一

过程中发挥了重要作用，利用其强大的自然语言处理

能力，可以高效地从大量文本中抽取实体与实体关系，

从而加速知识图谱的更新。LLM不仅能够自动识别新

出现的实体与关系，还能提升已有知识图谱中的数据

质量与关联度，提高知识融合的准确性。此外，LLM
还能够支持科学文本的实时解析和自动化处理，确保

知识图谱的持续更新与优化，从而提升科学知识组织

的时效性和准确性。这种技术创新不仅使得知识图谱

构建过程更加高效，也能更好地适应科学研究的快速

发展。

2.3　知识图谱的适LLM存储与可控信息

生成

科学知识组织中知识图谱采用了五元组的表示方

式，即{头实体，关系，尾实体，时间，关联强度}或者

{实体，属性，属性值，时间，关联强度}。要将知识图谱

存入图数据库，需要将五元组转换为图数据库可理解

的数据结构。图数据库提供节点和边两种数据结构：节

点用于存储知识实体和属性，边用于存储关系，边的属

性用于存储时间和关联强度。图数据库提供为节点、边

或者边属性建立索引的方法，能够实现对存储知识图

谱的快速查询与修改，有利于知识图谱的及时更新，为

可控信息生成提供了数据基础。

LLM输入单位是词元，并且不同LLM有不同的词

元数限制，一旦超过该限制，LLM就会出现遗忘上下文

问题，所以LLM本身不具备知识图谱的存储功能，但可

以通过合适的功能开发，建立LLM与图数据库的数据

接口，实现LLM增强下的知识图谱的存储和长期信息

生成。向量数据库作为一种高效存储和搜索向量的数

据库产品，提供了LLM与图数据库之间的数据接口，支

持可控信息生成的实现。传统数据库支持点对点查询

或者范围查询，而向量数据库支持相似度查询：将知识

图谱或者相关子图作为LLM上下文，经过向量化后存

储在向量数据库中，与LLM查询问题的嵌入向量进行

相似度计算，筛选出相关的知识图谱片段，最终将这些

结构化知识作为约束条件融入LLM的提示词信息或者

微调信息，从而实现由知识图谱引导的可控信息生成。

此外，最终相关子图向量一同融入LLM的提示词信息

或者微调信息，这些信息被隐式地存储在LLM的参数

中，这些参数信息反映了LLM在训练过程中学到的知

识结构和模式。通过深度融合知识图谱与LLM，不仅

能够确保生成信息的准确性和一致性，还能够根据特

定的科学领域知识约束，实现更加精确和可控的信息

生成，提升领域科学知识推理和回答生成的质量。

2.4　图模协同检索增强

基于LlamaIndex架构根据用户输入检索外部知

识库，将相关内容作为上下文，同用户输入一起构建提

示，引导LLM完成知识检索问答。具体实现过程包括 
4个模块功能的实现：嵌入模块、索引模块、检索增强

模块、生成模块。

（1）嵌入模块。检索增强系统中，嵌入用于对输

入的查询和检索到的外部知识图谱或文档进行编码，

并使用编码的向量生成LLM响应。嵌入是LLM理解查

询和检索外部知识库的数据格式，嵌入向量允许LLM
理解不同文本片段之间的语义相似性。LlamaIndex
可以同时使用OpenAI嵌入模型（如text-embedding-
ada-002）和其他开源嵌入模型（如m3e或nomicembed- 
text-v1）。由于嵌入模型可接受的数据也受限于模型输

入词元的长度，对于用户查询输入而言，文本长度通常

在单个词元长度范围内。对于知识图谱而言，需要预先
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对知识图谱进行文档切块操作，文档块是LlamaIndex
架构的基本操作单位。文档切块由分割器完成，切块操

作需要考虑两个因素：①嵌入模型的词元限制；②语义

完整性对整体检索效果的影响。可以采用完整五元组

为分割粒度或者固定词元长度进行分割。分割后的文

档块经过嵌入模型生成向量矩阵后，将存入向量数据

库供后续索引查询。嵌入模块的工作流程如图3所示。

（2）索引模块。索引模块承担两部分工作。①使用

LlamaIndex为知识图谱建立向量存储索引。在查询时，

LlamaIndex会查找节点相似度排名前k的节点，并将其

返回给响应生成器。以中医领域的科学知识为例，查询

“柴胡治疗抑郁症的有效化学成分有哪些”，需要返回

与“柴胡治疗抑郁症”相似度高的知识图谱子图，并进

行知识推理，找到相似度最高的化合物实体。②使用

LlamaIndex为知识图谱建立关键词索引，从查询中提

取关键词，只查询与关键词有映射关系的节点。关键词

索引适用于知识检索和问答响应，如查询“柴胡用于抑

郁症研究对精神疾病领域研究的影响”，查询系统只需

要返回学科属性为精神疾病的相关实体所在的子图即

可。此外，也可用于需要中英文双模语言转换的用户查

询，如“查找柴胡药物在国外的最新适应证有哪些”，

查询系统返回Bupleurum（柴胡）对应的适应证实体子

图即可。

在索引模块中，与查询输入相关的索引子图会被

LlamaIndex自动分割成处理单元块，并存储在向量数

据库中。经过合适的重排算法，将较为相关的块输送给

检索增强模块。上述索引模块的工作流程即为混合检

索与重排，索引模块工作流程示意图如图4所示。

图3　嵌入模块工作流程

图4　索引模块工作流程

图5　检索增强模块提示词模板

（3）检索增强模块。上述索引模块检索到的块列

表被传递给LlamaIndex的响应生成器以生成最终输

出。查询与索引得到的相关块将一起被封装为检索增

强提示词，并输送给微调后的LLM。

检索增强提示词的结构一般包括任务描述、背景

知识（检索得到上下文）、任务指令（一般是用户查询

输入）等，检索增强模块提示词模板如图5所示。

（4）生成模块。微调LLM在检索增强提示词的引

导下，完成科学知识检索的生成响应。同时生成模块提

供对生成效果的评估，以衡量查询响应的准确性、忠实

度和速度等核心性能。
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生成模块的生成部分叫作生成器，有两种使用上

下文文档的方式。①序列生成方式：使用同一个上下文

文档生成每一个词，先确定一个文档，然后计算序列生

成概率，如式（1）所示。②词元生成方式：使用不同的

上下文文档生成每个词，对于第i个位置，候选词的概

率等于所有文档的条件概率之和，即计算候选词在文

档中的边际概率，如式（2）所示。

( ) ( ) ( )
( )( )

( )( )
( ) ( )

RAG-Sequence
top- |

1: 1
top- |

,

,

,

η θ

η θ

∈ ⋅

−
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≈ =∑

∑ ∏

z k p x

N

i i
iz k p x

p py x z x

x

p

p p y

z

x z

y x

z y
 
（1）

( )

( )( )
( ) ( )

RAG-Token

1: 1
top- |

, ,η θ −
∈ ⋅

≈

∏ ∑
N

i i
i z k p x

p

p p yz zx x

y x

y
 （2）

式中：y是待生成的完整输出序列，x是输入查询文

本，z是检索到的上下文文档，η是检索器参数，θ是生

成器参数，top-k ( )( )|⋅p x 是检索概率排名前k的文档，

( )p z xη 是检索器生成文档z的概率，p
θ
( )1: 1, , −i iy x z y

是基于文档z生成第i个词的概率，N是输出序列总词

数，yi是输出序列中第i个位置的目标词。

生成模块中需要完成整个知识检索问答模块的

性能评估，包括检索评估和生成评估。检索评估指标

同一般自然语言处理任务评估指标，包括平均倒数排

名、命中率、精确率等。检索评估需要先给定一个非结

构化的“查询问题+上下文”组合形式的语料集，然后

测验问答模块所用子图检索算法在上述指标方面的性

能表现，根据指标结果优化检索策略。LlamaIndex提
供了开源的检索评估数据集LabelledRagDataset。生
成评估用于验证生成文本是否满足科学知识检索问答

的需求，是对知识检索和问答生成模块端到端的评估

方式。LlamaIndex提供了基于LLM的评估模块llama_
index.core.evaluation，用来衡量生成结果的质量，使

用GPT-4作为基准来决定预测的答案是否正确。可调用

的评估模块包括多种类型：①准确性模块利用带标签

的训练语料来检验问答生成的准确性；②语义相似性

模块同样基于带标签的训练语料，用于评估问答生成

答案的语义相似程度；③忠实度模块专注于验证生成

的答案是否忠实于检索到的上下文，即是否存在LLM
幻觉现象；④内容相关度模块评估检索到的上下文与用

户查询之间的相关性；⑤问答相关度模块用于判断生

成的答案是否与查询问题相关。这些模块共同构成了全

面的生成效果评估体系。

综上，构建了LLM与知识图谱协同增强知识组织

的四层递进式理论架构。该架构通过LLM增强知识抽

取、LLM增强实体对齐、知识图谱的适LLM存储处理

以及图模协同检索增强4个核心模块，实现了从知识获

取到知识应用的全流程协同优化。

3　理论框架的适用性与前景

3.1　理论框架的适用性边界

提出的图模协同增强知识组织理论架构具有明确

的适用性边界。在知识密集型领域，如科学研究、医学

诊断、法律咨询等场景中，该架构能够充分发挥结构化

知识与生成式AI的协同优势。然而，在创意性、主观性

较强的应用场景中，过度依赖知识图谱的约束可能限

制LLM的创新能力。此外，该架构对于知识图谱的质量

和完整性要求较高，在知识稀缺或者快速变化的新兴

领域中，其效果可能会受到限制。

3.2　应用转化的关键挑战

随着AI技术的不断发展，图模协同增强知识组织

理论架构具有广阔的发展前景。未来，其在多模态知识

融合、个性化知识服务、跨语言知识组织等领域均有可

观的应用潜能。然而，理论架构向实际应用转化面临着

若干技术挑战：①知识图谱与LLM的语义对齐问题，

需要跨越符号表示与向量表示之间的语义鸿沟；②知

识动态更新的时效性问题，需要平衡系统稳定性与知

识更新的时效性；③计算资源优化问题，大规模知识图

谱与LLM的协同计算对硬件资源提出了更高的要求；

④知识质量控制问题，需要进一步探索知识自动化抽

取过程中的知识准确性和一致性保障技术。

4　结语

随着多模态融合、智能体等LLM新技术的发展，知

识组织也迎来技术变革与场景拓展的新机遇。本文以

知识组织为核心对图模协同增强方法进行了探究，提出

了LLM与知识图谱协同增强知识组织的方法架构，通

过图模协同技术实现了知识组织的双向增强，有望为

LLM与知识图谱协同研究提供参考。
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基于上述理论架构的设计原理和技术特点分析，

LLM与知识图谱的协同应用在知识组织中具有以下理

论优势：首先，图模协同工作扩展了信息来源，既可以

处理文本数据又可以处理结构化知识图谱；其次，图模

协同交互形式实现低代码化，LLM支持自然语言问答，

降低了知识抽取技术门槛；再次，图模协同能有效提高

知识组织的准确性和可解释性，知识图谱提供事实验

证，减少了LLM的幻觉问题；最后，图模协同可维护性

优异，知识图谱数据更新比LLM重新训练更加快捷。

在未来研究中，将进一步拓展理论框架，并通过实证研

究验证其在特定领域的实际应用效果，重点探索知识

图谱与LLM在动态数据更新、跨领域融合等方面的协

同作用。
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Collaborative Enhancement of Knowledge Organization Theoretical Framework by Large Language Model and Knowledge Graph
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Abstract: This study explores the collaborative enhancement model of large language model (LLM) and knowledge graph (KG) in knowledge 
organization, aiming to improve the accuracy and efficiency of knowledge organization. The research combines the natural language processing and knowledge 
generation capabilities of LLM with the structured expression and reasoning capabilities of KG, proposing a collaborative enhancement method for knowledge 
organization. First, we systematically review the theoretical and practical development of the existing KG applied to knowledge semantic organization, and 
sort out the applications of LLM in scientific knowledge extraction, entity alignment, and graph fusion. We demonstrate the optimization principle of KG 
storage and retrieval, and investigate typical projects of the collaborative application of LLM and KG. Then, based on research and induction, aiming at the 
specific operation links of knowledge organization, we explore the reasonable steps of embedding LLM, reconstruct the KG to realize the intelligent process 
of knowledge organization, and summarize the effective theoretical framework for enhancing knowledge organization through the collaboration of graph 
and model. The study concludes that the collaboration between graph and model can significantly improve the precision and explainability of knowledge 
organization, especially in cross-domain, multi-source, and heterogeneous knowledge processing. It effectively reduces the hallucination issues of LLM while 
enhancing the accuracy and interactivity of scientific knowledge retrieval and knowledge Q&A.
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