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混合任务场景下基于大语言模型的 
动态检索增强生成*

余传明　李昊轩

（中南财经政法大学信息工程学院，武汉 430073）

摘要：针对大语言模型在多任务多语言场景下面临的跨领域知识整合效率不足与任务泛化能力受限的问

题，提出了一种面向混合任务场景的动态检索式知识增强框架，以提升大语言模型的内容生成质量。其检索

机制核心为一种基于强化学习的神经网络分类树模型，通过标签化树形结构，将异构知识库模块化映射至叶

子节点，将最优知识库作为目标进行检索，并从中提取数据增强后的知识与模型结合，从而达到根据输入自适

应地匹配最优外部知识的效果。实验设计从知识检索与增强生成两个维度展开：一方面在混合任务场景中评

估检索精度；另一方面以日语文本摘要任务为例，在XL-Sum和WikiLingua两个公开数据集上进行性能提升

的实证研究。实验结果表明，所提框架在24个数据集规模的混合任务场景下检索有效知识的准确率表现优

秀，在摘要任务上的ROUGE指标相较于传统的检索增强方法有更显著的提升。所提出的框架具有较好的实

用性和可扩展性，为大语言模型在混合任务场景下的适配提供了有效的解决方案。
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· 知识组织 ·

近年来，随着人工智能技术的不断发展，ChatGPT、

Llama和智谱清言等大语言模型（LLM）在通用任务中

展现出了卓越的性能。然而，在特定任务中仍面临模型

能力不足的问题。由于全参微调大语言模型的计算成本

过高，越来越多的研究者转向参数高效微调（PEFT）[1]，

它通过只更新模型参数的一小部分或集成新的可训练

参数，显著增强了模型的能力。早期研究提出自适应专

家混合（MoE）机制，以提升模型在不同任务上的表达

能力[2]；随后，一些工作探索了在大语言模型中应用高效

的MoE路由机制，从而在参数效率[3]和指令调优[4]中展

现出优势。此后，低秩自适应（LoRA）[5]作为参数高效

微调领域的重要方法，以其显著的有效性、模块化和即

插即用的特性脱颖而出。在此基础上，研究者进一步将

MoE与LoRA相结合，例如Mixture of LoRA Experts[6]、

LoRAMoE[7]和LoraHub[8]，通过模块化和可组合的方

式提升模型在跨任务和知识保持方面的能力。然而，这

些方法在训练时锁定了参数的选择，缺乏在参数模块

池可能持续扩展的情况下动态更新和扩展的能力。

与微调在参数上优化大语言模型不同，检索增强

生成（RAG）[9]无须对模型本身进行训练，能够快速引
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入外部知识，从而在专业领域和稀缺知识场景中有效

缓解大语言模型的不足。然而，检索增强生成的效能高

度依赖其外部知识库，低质量或过时的知识将直接损

害生成内容的准确性，使得检索器的质量与知识更新

机制成为影响生成结果可靠性的关键因素。与此同时，

传统的微调方法虽能实现模型的深度适配，但面临训

练成本高昂、难以快速响应知识变化的问题。在此背景

下，如何融合两种方法的优势，在保证知识准确性的同

时兼顾模型的动态适配能力与计算效率，成为提升大

语言模型知识利用能力的核心问题。基于这一问题导

向，本文将围绕“如何构建一种具备动态适配能力的知

识增强机制，以提升大语言模型在多样化任务中的表

现”展开研究与探讨。

1　相关工作

语言模型的发展经历了从早期统计建模到以

Transformer[10]为代表的神经网络架构的演进，并由此

催生出BERT[11]、GPT[12]等大规模预训练框架。为进一

步提升模型的文本生成质量，研究者引入了RLHF[13]等

强化学习方法，在增强内容可信度与合规性的同时，也

在摘要与对话任务上实现了指标的显著提升[14]，但仍存

在计算开销与泛化能力之间的权衡问题。在此背景下，

检索增强生成和动态检索逐渐成为提升大语言模型知

识利用效率与跨任务适配能力的重要方向。

1.1　检索增强生成

检索增强生成通常通过检索、融合、生成三阶段，

将外部知识引入模型生成过程：先从数据库或文档库检

索相关上下文，再与输入提示融合，最终生成更具事实

性的内容[15]。这一方法显著降低了硬件资源需求，在减少

推理时间和计算消耗方面表现出色，尤其适用于问答[16]、

摘要[17]和翻译[18]等需要快速更新外部信息的任务[19]。

在此基础上，研究者提出了多种改进措施，如

Karpukhin等[20]提出通过自监督方式增强检索器性能并

支持知识库动态更新；Rothe等[21]将检索增强生成与其

他生成增强方法结合，以提升其在复杂推理和多轮交互

场景中的鲁棒性；曹树金等[22]则通过知识图谱的方法来

增强模型在专利文献摘要任务上的效果。这些探索不仅

完善了检索增强生成的核心机制，也推动其向垂直领域

适配、多模态交互以及动态检索等方向拓展。

1.2　混合任务场景下的动态检索增强生成

传统检索增强生成框架通常依赖静态检索策略，

即在预定义规则下固定检索范围和触发条件，这类方

法在单一任务场景中表现出较高的稳定性。然而，在混

合任务场景下，不同任务对检索机制的需求呈现显著差

异。开放域问答要求检索系统覆盖广泛的知识领域以

捕捉潜在相关文档，而事实分类任务则需要精确识别

高可信度的权威证据[23]。这种需求矛盾暴露了静态检

索策略的固有缺陷，即无法根据任务特性和生成过程

动态调整检索行为。为此，Izacard等[24]提出灵活组合

外部知识的框架，其核心思想是通过衡量目标文档中

的知识收益来自适应地优化检索决策，从而在混合任

务场景中实现检索精度与泛化能力的平衡。

尽管动态检索增强生成技术取得显著进展，但是

其在实际应用中仍面临多重挑战。例如，动态决策过程

引入的额外计算开销会导致推理延迟增加，尤其在处

理长文本输入时，实时检索可能使端到端响应时间大

幅延长[25]。Sanh等[26]指出，现有方法的任务泛化能力

还受限于训练数据的任务分布，面对未见过的任务组

合时往往需要显式的多任务学习才能维持稳定性能。

综上，现有动态检索技术在计算效率与任务泛化

的协同优化上仍面临挑战。动态决策引入的计算开销

和对显式多任务学习的依赖，是制约其实时性与即插即

用能力的关键瓶颈。为此，本文旨在构建一种具备自适

应任务感知能力的轻量级动态检索框架，以显著提升

模型在混合任务场景下的泛化能力。

2　研究思路与方法

2.1　研究思路

基于前文对大语言模型动态适配问题的讨论，本

节进一步关注如何在检索增强生成框架中实现高效的

知识选择与动态检索机制。传统检索增强生成方法通

常直接在全量知识库中进行相似度检索，导致检索效

率低下，且难以在多任务语境下保持知识选择的针对

性。为此，需要设计一个面向混合任务场景的动态检索

增强框架，以实现在不改变大语言模型内部参数的前

提下，为其提供可插拔式外部知识检索与适配机制。通

过该框架，模型能够在面对多样化任务时自动识别输

入类型，检索到最合适的外部知识库，以实现知识增强
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和性能提升。本文提出一种基于分类树的动态检索优

化方法，通过在检索阶段引入任务级分类判断，实现知

识库的自适应选择。

具体而言，假设系统共维护k个知识库，每个知识

库平均包含m个知识。传统检索增强生成方法须遍历

所有知识库，其单次检索的时间复杂度为O(k·m)。而
所提方法首先通过分类器将查询路由至最相关的单个

知识库，随后仅在该库内进行检索，将时间复杂度优

化至O(m)。采用这种先路由、后检索的两阶段策略，当

知识库数量k较大时，能显著降低检索延迟，提升系统

响应效率。在任务架构中，假设存在一组知识库模块

Φ ={ϕ1,ϕ2,…,ϕk}，其中每个知识库由对应数据集Tᵢ的训

练集经过数据增强得到。为统一表示混合任务输入的

来源，可将所有测试集样本集合定义为式（1）。

 （1）
式中：x表示来自不同任务的测试集数据；Tmix表示

由所有任务测试样本构成的混合任务集合。在面向真实

用户的混合任务场景中，大语言模型需要从待选知识库

里高效检索合适的外部知识，并将其与输入结合以提

升模型性能。这一流程可以形式化表示为式（2）。

( )( ), , ,y F g x xΦ θ=  （2）

给定一个输入x∈Tmix，θ表示大语言模型的原始参

数， ( ),g xΦ 表示基于输入x的知识检索函数，用于从知

识库集合Φ中选择最相关的知识模块或知识片段，记为

Φ ᵢ。函数 ( )( ), , ,F g x xΦ θ 则描述了将检索到的外部知

识经提示词工程处理后注入原始模型进行生成的

过程。

本文的核心研究目标是优化 ( ),g xΦ 这一检索过

程并系统性验证框架效能，在此基础上探究以下研究

问题：①所提出的基于强化学习的分类树模型是否能

够在多任务数据集池中高质量地检索到正确的目标模

块；②不同的大语言模型在日语文本摘要任务上的表

现如何，与传统的通过检索外部文档并由预训练模型

提供少样本的检索增强生成方法相比，所提出的框架

是否在性能提升上更有优势；③所提出的知识增强框架

的可扩展性和鲁棒性是否能够满足大规模任务场景的

需求。

2.2　研究方法

研究的主要工作是构建一个动态检索增强框架

（见图1），整体框架包含候选知识库构建（包含不同任

务和数据集）、动态检索增强生成以及混合任务场景

应用3个环节，其中检索功能的核心实现依托强化学习

驱动的神经网络分类树结构。

该分类树模型的核心职责是建立从用户输入到最

优外部知识库的映射关系。它通过分析输入内容的特

征，动态地决策出应调用的知识库，从而确保大语言模

型能接收到最相关、最精准的外部信息。为优化检索过

程的效率与准确性，模型引入了基于强化学习的动态路

由机制。模型在训练过程中通过奖励与惩罚反馈不断

优化检索路径：当分类结果正确时给予正向奖励，错误

时给予惩罚。通过这种方式，模型能够逐步学习更高

效的“任务—知识”映射策略，从而提升检索精度与灵

活性。此外，该树形结构具有良好的扩展性。当新任务

被引入时，只需要在树的末端添加新的标签路径并构

建相应知识模块，无须重新训练整体结构，即可实现

框架的动态扩展。这一设计使得所提出的框架既能在

多任务场景下保持高效知识检索，又能在系统扩展与动

态适配方面具备良好的可维护性。

2.2.1　基于思维链增强的知识库

使用一种基于大语言模型生成思维链（CoT）[27-28] 
的方法构建知识库。该方法通过显式整合思维链与少

样本学习，在提供背景知识的同时构建结构化推理路

径，可显著提升知识推理任务性能。

具体而言，假设训练集包含N个输入输出样本

( ) 1, N
i i ix y

= ，xᵢ和yᵢ分别为输入与输出样本。对于每个输

入输出对 ( ),i ix y ，首先使用预训练的大语言模型生成

其对应的思维链cᵢ，如式（3）所示。

 （3）

式中：LLMCoT表示具备思维链生成能力的大语言

模型；θ表示模型参数。思维链cᵢ表示模型在推理过程

中逐步生成的逻辑思考路径，包含一系列按因果或语

义关系衔接的中间推理步骤，这些步骤共同构成了模

型从输入问题到最终输出答案的完整推理过程。

然后将原始示例与对应的思维链三元组 ( ), ,i i ix y c

进行整合，一同编码为知识库条目，如式（4）所示。

( )Encodei i i ix y c= ⊕ ⊕e  （4）

式中： ( )Encode ⋅ 表示编码函数，用于将输入样本
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与思维链映射为向量化表示；⊕表示拼接操作。来自同

一训练集的所有知识库条目构成一个知识库，而整个

框架中包含多个此类知识库，不同知识库对应不同领

域或任务，整体形成知识库集合。其推理机制包含3个
阶段：①根据用户输入，通过分类树定位最优知识库；

②在该最优知识库内基于语义相似度检索目标条目；

③将匹配的示例对及其思维链作为少样本提示注入

模型。

2.2.2　基于强化学习的分类树模块

为了实现检索最佳知识库的目标，提出了基于强化

学习的深度学习分类树模型。通过强化学习，模型能够

通过与标签路径的交互，学习到如何动态地选择最合

适的知识库，从而提升模型的表现。该方法的关键是通

过奖励机制优化选择策略。假设强化学习任务由一个

四元组(S,A,R,P)构成，其中：S是状态空间，表示系统

的所有可能状态；A是动作空间，表示模型能够采取的

所有动作；R是奖励函数，表示模型每次采取某个动作

后系统的反馈；P是转移概率，表示在当前状态st采取

动作at后，转移到下一个状态st+1的概率。强化学习的目

标是通过最小化累计损失（或最大化累计奖励）来训练

一个策略π，如式（5）所示。

 （5）

式中：E表示对策略π下所有可能状态转移路径的

期望，用以综合不同决策序列的潜在收益；γ（取值范围

为0~1）为折扣因子，用于平衡即时奖励与未来奖励的

重要性，使模型在短期表现与长期收益之间实现动态

最优选择。在此任务中，模型的状态st可以表示输入的

特征信息，而动作a t则对应选择某个标签。奖励函数

( ),t tR s a 根据模型在当前任务上的表现来评估每次选

择标签路径后的效果。通过不断更新策略，强化学习模

型能够通过动态探索与奖励优化逐步学习标签的选

图1　动态检索增强框架
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择，使其在动态任务场景中能够检索到最佳知识库。该

模型的核心结构包括自定义数据集与标签、分类树模

型、动态探索策略以及奖励机制。

模型首先定义了一个自定义的数据集，该数据集用

于存储输入样本及其对应标签。通过Sentence-BERT
模型[11]与函数方法，模型能够灵活地从样本集中获取

数据并进行批处理。在自定义数据集部分，可以根据任

务需求自由设定数据集和分类树结构。在模型结构上

采用了深度学习分类树结构，以本文使用的24个数据

集构造的混合任务场景为例，构建的结构包含6层全连

接神经网络层。其中：前两层为特征提取层，用于对输

入样本进行高维特征映射与非线性变换；后四层为任

务输出层，分别用于实现语言类别预测、任务类别预

测、任务细节预测和知识库编号选择。第一个输出层用

于语言类别预测，包含3种语言：中文为0、日语为1、英
语为2。第二个输出层用于任务分类，包含4类任务：翻

译为0、摘要为1、分类为2、问答为3。第三个输出层用

于任务细节分类，包含3类任务细节，以摘要任务细节

为例：官方新闻为0、日常生活为1、使用说明书为2。第
四个输出层用于知识库编号，该层的输出结果用于在

同类型任务下区分不同的知识库资源。当多个知识库

服务于同一任务类型时，该输出层将根据训练结果在

预设的编号范围内进行选择。也就是说在分类树模型

中，每个叶子节点对应一个具体的数据集标签，并与相

应的外部知识库模块相连（见图2）。例如，一个中文新

闻翻译数据集可被标识为[0（中文），0（翻译任务），0
（新闻类别），0（该类型的第0号）]，以实现精确的任

务定位。

图2　分类树结构

模型的前向传播过程经过两层ReLU激活函数后，

分别输出语言、任务类别、任务细节和知识库编号选择

的Logits值，即在Softmax函数之前的未归一化输出。

这些Logits表示各类别的相对置信度，在后续的动作

选择与奖励计算中起关键作用，决定了模型的探索方

向与训练反馈。为实现探索与利用的平衡，采用了动态

调整的Epsilon-Greedy策略。在训练过程中，Epsilon的
值随着训练轮次的增加逐渐减小，从初始值1.0下降到

0.1。具体而言，在每个决策步骤中，模型以Epsilon的概

率随机选择动作，或根据当前Logits的最大值选择动

作。此策略通过函数实现，并支持批量操作。为了进一

步增强模型的探索性，采取了Softmax概率分布来选择

动作，使模型在探索未知空间时更加灵活。

训练过程中采用的学习率为0.001，奖励计算机制

基于模型预测与真实标签之间的概率差异，并结合平

滑惩罚机制。对于每个语言、任务类别、任务细节和知

识库编号的预测，计算其与真实标签的概率差异。为了

避免过大的惩罚，采用平滑机制将奖励限制为0.1~0.9。
具体的各层奖励计算公式如式（6）~式（9）所示。

 r language=4·min(max(planguage[true]·

 I(pred=true),0.1),0.9) （6）

 rtask=3·min(max(ptask[true]·I(pred=true),0.1),0.9) （7）

rdetail=2·min(max(pdetail[true]·I(pred=true),0.1),0.9)（8）

 r label=min(max(plabel[true]·I(pred=true),0.1),0.9) （9）

式中：p l a ng u age[t r ue]、p t a sk[t r ue]、p de t a i l[t r ue]和
plabel[true]表示语言、任务类别、任务细节和知识库编号

的真实概率值；I(·)表示指示函数，指示预测与真实值 
是否一致。奖励通过加权的方式组合，语言奖励、任务

类别奖励、任务细节奖励和知识库编号奖励分别按每

层4、3、2、1倍的权重进行加权，对越上层的分类给予

越大的重视。损失函数的设计不仅考虑了传统的交叉熵

损失，还结合了奖励加权机制。在计算损失时，语言、任

务类别、任务细节和知识库编号的损失分别按设定的

权重进行加权，并结合奖励的影响，最终通过式（10） 
计算总奖励Ltotal。

Ltotal=w language·E(Llanguage)+wtask·E(Ltask)+
 wdetail·E(Ldetail)+w label·E(Llabel) （10）
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式中：Llanguage、Ltask、Ldetail和Llabel分别为语言、任务

类别、任务细节和知识库编号的交叉熵损失；w language、

w task、wdetail和w label分别为语言、任务类别、任务细节和

知识库编号的加权系数；E(·)为一个训练批次中对所有

样本该项损失的期望（平均值），反映整体损失水平。

为防止过大的惩罚影响训练过程，对负奖励进行了平

滑处理，确保损失值处于合理范围内。训练过程中，模

型根据当前的Epsilon值动态调整探索策略，并通过计

算奖励来优化模型的预测能力。优化过程使用了标准

的反向传播算法，通过计算梯度并更新模型参数来最

小化总损失。在每个轮次结束时，模型会输出累计的奖

励值，用以衡量训练进展。此外，为了支持批量操作，

函数通过Softmax概率分布对每个样本进行动作选择。

具体而言，对于每个样本，如果随机值小于Epsilon，则
随机选择动作，否则通过Softmax概率分布从多个可能

的动作中采样，从而增强模型的多样性和探索能力。

3　实验与分析

3.1　数据集与评价指标

在Hugging Face平台上采集24个不同的公开数据

集，涉及4种任务类型，包括翻译、摘要、问答、分类，具

体如图3所示。这些数据集涵盖中、日、英3种语言，且

每个数据集的规模均为1 000条数据，确保了实验结果

的代表性和广泛适用性。为了确保模型能够充分学习

数据集的特征，选择了随机取样的方法来划分训练集

和测试集。这是因为，在一些文本数据集中，相似的文

本往往呈现连续分布，如果直接切分训练集和测试集，

可能会导致模型在训练过程中无法全面学习到数据集

中的特征，从而影响其在测试集上的泛化能力。随机取

样能够有效避免这种情况，保证训练集和测试集之间

样本分布更加均匀，减少了数据集切分带来的偏差，从

而使得实验结果更加客观和可靠。

为实现混合任务场景下的知识库检索，为该检索

任务设计了4层分类树，分类树的4个层级分别对应4个
标签：语言、任务类别、任务细节和知识库编号。为了

系统地评估模型在检索任务中的表现，采用Top-k指标

衡量检索性能：Top-1表示正确模块排名第一的概率，

Top-3表示在前三名内的概率。

3.2　基础实验结果与分析

首先基于24个完整训练集训练全量分类树模型，其

在24个数据集组成的混合任务场景下的TOP-1、TOP-3
准确率如表1所示。翻译任务如Dzhja_wiki达到94.11%
的TOP-1准确率，而wmt14、MMMLU等任务的TOP-1
准确率均达到99.00%。摘要任务中XL-Sum以100.00% 
TOP-1准确率实现最优性能，xlsum-chinese的TOP-1
指标达83.16%；分类任务imdb的TOP-1突破96.05%，

ChnSentiCorp的TOP-1达82.00%；问答任务关键数据

集MMMLU与cmrc2018均取得99.00%的TOP-1准确 
率。从整体来看，所有任务的TOP-3指标均超过90.00%，

证明所提出的分类树模型有着优秀的检索效果。

为提升训练效率，受微调思想启发，提出对分类树

使用增量学习策略，首先以16个任务的数据（Dzhja_

图3　实验数据集
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wiki、ted14-16、XL-Sum、imdb、sst2、ai2_arc、
nq _open、WikiLing ua、wmt14、t r iv ia _ qa _with_
texts、yelp、sentiment140、clts、wmt19、cmrc2018、
ChnSentiCorp）训练基础模型。随后在此基础上，对

新增的8个任务（dureader、multilingual-sentiments、
multilingual-sentiments-ja、opus-100-zh、opus-100-
ja、llm-japanese-dataset、MMMLU、xlsum-chinese）
进行增量训练，从而获得增量分类树模型。增量分类

树模型在24个数据集组成的混合任务场景下的实验

结果如表1括号内数据所示。增量模型在翻译任务上依

旧表现优秀，wmt14的TOP-1指标达98.01%，摘要任务

中XL-Sum的TOP-1指标维持在95.00%；分类任务中

imdb也保持在95.07%；问答任务MMMLU达到99.00%
的TOP-1准确率。综合24个任务，增量学习策略仅造

成TOP-1、TOP-3指标2.00%左右的性能牺牲，却节省

24.62%的训练耗时，其效率增益显著超越性能损失，为

资源敏感型多语言场景提供了可行的可持续学习方案。

3.3　动态检索增强生成在日语摘要中的 
效果对比

以日语文本摘要任务为例，对所提出框架的实际效

果进行验证。选择该任务主要基于两方面的考量。一方

面，日语作为一种高度依赖语境的语言，其显著的省略

性、复杂的敬语系统以及与汉语、英语等主流语种差异

显著的语序，使得摘要过程极易产生语义缺失或歧义。

这种语言特性对大语言模型在信息理解与生成过程中

的鲁棒性提出了严峻挑战，因此更能凸显知识增强方

法在处理跨语言与复杂语境时的有效性。另一方面，摘

要任务本身不同于问答或分类，它要求模型在保持信息

完整性的前提下进行深度压缩与重组，对外部知识的

覆盖度、准确性和相关性要求极高。该任务天然地对检

索增强系统的召回与生成能力构成了严格的考验，从而

能更全面地检验所提出框架的优势与适用性。

为对比不同大语言模型在日语摘要任务上的原

始表现，选择了GPT4o、GPT3.5 Turbo、GLM3.0、
GLM4.0和K imichat进行能力测试，评价指标选择

ROUGE[29]指标，其基于N-grams召回率，分析模型产生

的摘要与标准答案之间N-grams的重叠情况。ROUGE
指标包含一系列指标，例如ROUGE-N和ROUGE-L等。

在本实验中，选择ROUGE-1、ROUGE-2和ROUGE-L
指标来评价模型生成摘要的质量。ROUGE-N分数的计

算如式（11）所示。

{ } ( )

{ } ( )
Ref

Ref

matchCount

Count
N

N

NS S g S
N

NS S g S

g
R

g
∈ ∈
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=
∑ ∑
∑ ∑

 （11）

式中：SRef表示参考摘要；gN表示N-grams。分母计

算标准答案中N-grams数量，而分子统计参考摘要与模

型生成摘要共有的N-grams数量。ROUGE-L指标中，L
代表最长公共子序列（LCS），该指标表示待检测摘要

和参考答案的最长公共子序列的重叠程度，计算公式

如式（12）所示。

( )2
LCS LCS

LCS 2
LCS LCS

1 R P
F

R P

β

β

+
=

+
 （12）

式中：RLCS和PLCS为召回率与精确率；参数β用于平

衡召回率与精确率的权重。β=1时二者同等重要，β>1时

表1　全量与增量分类树模型在24个数据集组成的 

 混合任务场景下的准确率对比 
单位：%

数据集 任务类型
全量TOP-1 

（增量TOP-1）
全量TOP-3 

（增量TOP-3）

Dzhja_wiki 翻译 94.11（86.35） 96.03（87.22）

opus-100-zh 翻译 81.63（79.83） 96.03（95.04）

opus-100-ja 翻译 93.10（91.14） 98.00（98.00）

ted14-16 翻译 94.11（89.40） 100.00（95.00）

wmt14 翻译 99.00（98.01） 99.00（99.00）

wmt19 翻译 77.62（66.29） 97.02（92.07）

clts 摘要 88.11（74.49） 99.00（98.01）

WikiLingua 摘要 96.03（91.18） 96.03（91.18）

XL-Sum 摘要 100.00（95.00） 100.00（95.00）

xlsum-chinese 摘要 83.16（90.17） 99.00（98.01）

ChnSentiCorp 分类 82.00（76.23） 100.00（99.00）

imdb 分类 96.05（95.07） 97.02（98.01）

multilingual-
sentiments 分类 85.26（79.20） 98.00（99.00）

multilingual-
sentiments-ja 分类 97.02（94.08） 97.02（94.08）

sentiment140 分类 84.60（80.91） 90.00（87.00）

sst2 分类 93.12（93.12） 97.00（96.00）

yelp 分类 95.06（94.08） 97.00（96.00）

ai2_arc 问答 95.00（92.00） 95.00（92.00）

cmrc2018 问答 99.00（96.00） 100.00（100.00）

dureader 问答 85.48（84.52） 96.04（96.04）

llm-japanese-
dataset 问答 99.00（99.00） 99.00（99.00）

MMMLU 问答 99.00（99.00） 99.00（99.00）

nq_open 问答 97.00（96.00） 97.01（96.00）

trivia_qa_
with_texts 问答 99.00（97.00） 99.00（97.00）
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更侧重召回率，β<1时更强调精确率，用以实现生成摘

要在覆盖性与准确性之间的平衡。

实验结果如表2所示，在X L - S u m数据集上，

GLM4.0处于以上5个大语言模型中的第三名，为验证

检索增强生成方法在GPT系列模型中的效果，在后续

实验中选取GLM4.0作为统一的基座模型，并将所提方

法与传统检索增强方法进行对比。具体而言，GLM4.0
（RAG+Few-shot）代表传统检索增强生成方法，其

流程为先通过维基百科检索与输入文本相关的背景知

识，再结合预训练的mT5_multilingual_XLSum[30]模

型生成摘要示例，辅助摘要生成。GLM4.0（Agent 
RAG）则引入了具备自主检索与决策能力的智能体方

法[31]，该智能体不仅能够基于知识库进行搜索，还可在

必要时联网查询补充资料，并结合上下文信息进行自主

判断，从而在检索范围与推理深度上实现动态优化。

GLM4.0（Ours）则是在GLM4.0基础上应用所提出框

架后的增强版本，通过优化的知识检索与融合策略提

升生成质量。

 表2　大语言模型实验结果对比 
单位：%

数据集 模型 ROUGE-1 ROUGE-2 ROUGE-L

XL-Sum

GPT4o 40.61 11.75 28.94
GPT3.5 Turbo 37.41 11.45 26.29

GLM3.0 33.63 9.43 23.48
GLM4.0 36.74 9.64 25.74
Kimichat 35.28 8.58 24.32

GLM4.0（Agent RAG） 40.08 11.24 28.46
GLM4.0（RAG+Few-shot） 38.99 11.37 29.11

GLM4.0（Ours） 41.30 13.01 31.06

WikiLingua

GPT4o 33.49 9.63 25.51
GPT3.5 Turbo 33.82 11.35 26.04

GLM4.0 33.09 8.40 25.23
GLM4.0（Agent RAG） 35.44 10.84 28.11

GLM4.0（RAG+Few-shot） 37.40 12.45 29.32
GLM4.0（Ours） 37.56 14.03 31.20

从实验结果来看，提出的增强框架在两个数据集

上均取得了优于传统方法、智能体方法及原始大语言

模型的性能。在XL-Sum数据集上，GLM4.0（Ours）在

ROUGE-1/2/L上分别达到41.30%、13.01%和31.06%，

较GLM4.0（RAG+Few-shot）提升2~3个百分点，相较

原始GLM4.0提升4.56、3.37、5.32个百分点。

在WikiLingua数据集上，所提方法分别获得37.56%、

14.03%、31.20%的ROUGE得分，同样显著优于原始

模型与其他增强策略，尤其在对抽取精度要求更高的

ROUGE-2和ROUGE-L指标上表现突出。综合来看，提

出的增强框架展现出更优的知识检索与信息融合能力，

显著提升了内容生成的完整性与精确性，验证了其在复

杂混合任务中的有效性。

此外，还对比分析了不同方法在完整对话任务中

的响应效率。实验结果表明，在相同的硬件环境下，

所提方法处理一次完整用户对话的平均耗时为11.98
秒，其中检索时间仅占0.03秒，而智能体方法GLM4.0
（Agent RAG）平均耗时28.71秒，是前者的2.4倍。这一

差异主要源于Agent RAG在推理过程中需要执行多轮

自适应检索、联网查询与动态判断，尽管在一定程度上

提升了信息覆盖率，但也显著增加了延迟和计算成本。

相比之下，所提方法通过优化的知识检索与融合机制在

保证生成质量的同时，有效降低了对话处理时延，展现

出更好的实用性与可扩展性。

为更直观地展示构建的动态检索增强框架的效果，

从XL-Sum（新闻文本）和WikiLingua（“How-to”指导

文本）中各随机选取了一篇日语待摘要文本作为输入，分

别使用两种不同的增强方法（RAG+Few-shot和Ours）
生成日语摘要，并对比分析其摘要结果。标准摘要与经

过两种不同增强方法生成的摘要结果如表3所示。

通过对比传统方法和使用所提框架后的实验结果

可以看出，相较于传统方法，经过所提框架增强的大语

言模型有更强大的上下文理解和摘要能力，生成的摘

要质量有显著提升。以下将从信息完整性、结构连贯性

及日语特性等角度展开分析，突出所提方法在日语摘要

任务上的优势。

在XL-Sum案例中传统检索增强方法遗漏参赛队伍

世界排名、具体晋级阶段等关键细节，而在WikiLingua
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案例中以“転写”一词概括所有步骤，忽略了要使用温

水浸泡和吹风机吹干胶带等关键操作，易导致执行

偏差。相比之下，所提框架在XL-Sum案例中准确摘

要了赛事名称、比赛阶段、对阵双方及排名、晋级背景

与后续对阵安排，摒弃虚构信息并兼顾核心细节。在

WikiLingua文本中通过步骤细化补全省略的隐含操

作，整体操作指导与标准摘要一致，确保了指导流程的

完整性与可执行性，且生成句式契合日语语篇衔接与

省略补全特性，充分体现了框架在信息完整性、语言连

贯性及日语特性处理方面的综合优势。

3.4　消融实验

为验证所提出框架中各功能模块对模型性能提升

的贡献，基于GLM4.0进行了消融实验。在框架中分别

去除思维链知识库模块、分类树模块，并同时去除两

者，将结果与完整框架进行对比，实验在XL-Sum测试

集上展开，结果如表4所示。

由表4可以看出，去除思维链知识库模块后，模

型的ROUGE-L指标从31.06%下降至28.89%，降幅达

2.17个百分点，其余指标亦出现显著下滑。这表明思维

链知识库在提供摘要步骤的推理链条、领域知识总结

及核心要点提炼方面具有关键作用，对生成摘要的质

量至关重要。此外，当去掉分类树模块，以传统相似度

指标替代其检索功能时，ROUGE-L由31.06%下降至

29.39%，虽然性能下降幅度相对有限，但检索效率显著

降低，单轮对话的平均检索耗时由0.03秒增加至0.22
秒，耗时是原来的7倍以上。

综上所述，思维链知识库与分类树模块在框架中

发挥了互补且协同的作用，前者显著提升摘要生成的内

容质量，后者保障了高效且准确的知识检索。两者结合

使模型在效果与效率上均得到显著增强，充分验证了所

提知识增强框架的有效性与性能优势。

3.5　扩展实验

为进一步验证所提出分类树检索框架在大规模任

务场景下的适用性，在原有24个异构数据集的基础上，

将任务规模扩展至42个数据集，并在相同设置下进行

表3　案例分析

来源 类别 摘要 翻译

XL-Sum

标准摘要

ラグビーワールドカップ（W杯）日本大会は19日、決勝ト
ーナメントが始まり、大分スポーツ公園総合競技場（大
分市）であった準々決勝の第1試合ではイングランド（世
界3位）が40－16でオーストラリア（同6位）を下し、ベス

ト4に一番乗りを決めた

日本橄榄球世界杯（RWC）决赛19日开战，在大分
综合运动公园体育场（大分市）举行的首场1/4决赛

中，世界排名第3的英格兰队以40∶16战胜世界 
排名第6的澳大利亚队，成为首支晋级4强的球队

GLM4.0
（RAG+Few-

shot）

イングランド、ラグビーW杯で3大会ぶり準決勝進出。 
26日、横浜でニュージーランドと対戦。メイの活躍 

でオーストラリアに勝利

英格兰队三届以来首次晋级橄榄球世界杯半决赛。
26日，他们将在横滨与新西兰队比赛。 
梅的表现帮助球队战胜了澳大利亚

GLM4.0（Ours）
ラグビーワールドカップ準々決勝で、イングランド（世界
3位）がオーストラリア（同6位）を下し、3大会ぶりの準
決勝進出。26日に横浜でニュージーランドと対戦する

在橄榄球世界杯1/4决赛中，英格兰（世界排名第3）
击败澳大利亚（世界排名第6），时隔三届重返 

半决赛。将于26日在横滨迎战新西兰

WikiLingua

标准摘要
コップに入れたぬるま湯に写真を浸す テープの裏側の
紙を剥がす テープをドライヤーで乾かす テープの粘着

面をガラスにしっかりと押しつける

将照片浸入一杯温水中。撕下胶带背面的纸。 
用吹风机吹干胶带。将胶带的粘性面紧紧地 

压在玻璃上

GLM4.0
（RAG+Few-

shot）

お湯でテープの接着面に画像を転写し、紙を剥がし、 
テープを乾かしてからガラスに貼り付け、押しつける 

ことで転写完了

使用热水将图像转移到胶带的粘合面上， 
撕下纸张，让胶带干燥，然后将其粘贴到 

玻璃上并按压以完成转移

GLM4.0（Ours）

湯に写真を浸す 暖かいお湯を使う 写真を台の上に置く 
紙を擦り剥がす お湯に再度浸す 紙を擦り落とす ヘアド
ライヤーでテープを乾かす テープをガラスに貼り付ける 

指でテープを押しつける 気泡を逃がす

将照片浸泡在温热的水中。取出后放在工作台上，
擦拭剥离纸张层。如仍有纸屑残留，可再次浸泡在
热水中，然后继续擦拭干净。用吹风机烘干胶带。
将胶带贴在玻璃表面。用手指按压胶带，排出气泡

 表4　消融实验结果 
单位：%

数据集 模型 ROUGE-1 ROUGE-2 ROUGE-L

XL-Sum

GLM4.0
（Ours） 41.30 13.01 31.06

不含思维链
知识库

39.96 10.92 28.89

不含分类树 40.78 11.31 29.39
不含思维链
知识库和 
分类树

36.74 9.64 25.74
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对比实验。实验结果如表5所示。从结果可以看出，随

着数据集数量的增加，分类树在更大规模任务下仍保

持了较高的检索性能：在42个数据集的实验中，平均

Top-1准确率由92.23%降至85.40%，平均Top-3准确率

由97.38%降至93.31%。这一趋势表明，分类树在面对任

务数量增长时仅出现轻微性能下降，依旧在更多样化的

数据分布下表现出较好的任务感知与模块调度能力。

在未来任务规模可能扩展至上百甚至上千个数据

集的场景下，分类树的树深度确实会增加，但实验结果

显示其扩展性和效率依旧可控。一方面，分类树的逐层

划分机制保证了查询路径的复杂度呈对数级增长，避

免了线性扩展带来的指数级计算开销。另一方面，通过

引入可增量学习与即插即用的模块化设计，分类树能够

在保持结构稳定的同时动态扩展新的任务分支，从而

在保证效率的前提下实现可控扩展。因此，分类树不仅

能够在现有任务规模下表现出较高的检索准确率，也

为未来大规模、多标签任务场景下的知识增强提供了

可行的解决思路。

尽管分类树在设计上采取了单路径对应单模块的

方式，但其检索过程本质上依赖语义相关性驱动的神

经网络，而非简单的规则匹配。因此，对于某些天然具

备多标签属性或标签边界模糊的任务，模型仍能够基

于输入的语义特征找到最匹配的知识模块，从而保证

整体效果。为进一步验证框架在任务扩展场景下的表

现，以通用的层级分类准确率[32]为评价指标，对4个未

包含在训练集中的数据集（BoolQ、opus_paracrawl、
CCMatrix、wmt16）进行了测试，实验结果如表6所示。

尽管这些任务在训练阶段完全未见，但是分类树

在语言和任务类别这前两个层级上依旧保持了优秀的

准确率，说明其能够快速捕捉输入的核心属性。已有研

究[33]也表明在较高层级上准确率通常接近100%，这一

现象与本实验中第一层和第二层的结果高度一致。而在

任务细节的结果中，表现差异与训练集中是否包含相似

任务密切相关。例如，BoolQ在细节层仅获得87.88%的

准确率，主要原因在于训练集中缺乏与其语义特征相近

的任务，因此模型在细粒度分类时难以找到合适的映

射。wmt16则在细节层取得了98.99%的准确率，这是因

为训练集中包含特征高度相似的wmt14，从而使分类树

能够顺利迁移已有知识。基于这一结果，未来可以通过

对特征相似的数据集或任务进行标签合并，减少不必要

的细节分支，从而有效控制树的增长速度。对于标签模

糊的任务，可以由分类树进行初步判断，这不仅提升了

泛化能力，也为分类树在大规模任务扩展下提升效率与

可控性提供了新的解决方案。

4　结论

本文提出了一种结合检索增强生成与强化学习的

大语言模型优化框架，以突破传统检索增强方法依赖

固定知识库的局限，并围绕3个核心研究问题展开系

统探讨。实验结果表明，所设计的分类树能够在多任

务数据池中高效检索最优目标模块。在日语摘要任务

中，本方法在ROUGE-1、ROUGE-2和ROUGE-L指标

上均显著优于传统RAG+Few-shot及Agent方法，并超

越GPT4o等主流闭源模型，验证了其在多语言信息处

理任务中的有效性与通用性。结合增量学习策略后，即

使仅使用20%~40%的原始数据并增加8个新数据集训

练，模型仍保持接近全量的精度，同时训练时间降低

24.62%，实现了良好的性能与效率平衡。

在理论层面，本研究对知识组织与信息检索理论

形成了新的补充。与基于相似度匹配的传统方法不同，

本框架将标签建模为分类树节点，并通过强化学习动

态优化检索路径，从而实现信息资源的高效配置与可解

释优化。同时坚持数据即知识的理念，支持以知识库、

优化策略和思维链为检索目标，推动了情报学在跨语种

与跨任务信息处理中的方法论创新。

在实践层面，本研究聚焦于大语言模型时代情报

学面临的动态适应与高效迭代需求。该框架在无需大

规模参数微调的前提下实现低成本优化，适用于知识

获取、舆情分析与决策支持等复杂场景。其树形结构的

表5　扩展实验结果

训练数据集数量/个 平均Top-1/% 平均Top-3/%

24 92.23 97.38

42 85.40 93.31

 表6　分类树在未见数据集上的分类准确率 
单位：%

数据集 第一层准确率 第二层准确率 第三层准确率 

BoolQ 100.00 98.99 87.88

opus_
paracrawl 90.91 80.81 88.89

CCMatrix 95.96 97.98 81.82

wmt16 100.00 91.92 98.99
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检索机制具备高效计算与可扩展性，能够有效应对多

源异构数据和模型遗忘问题，为复杂环境下的智能情

报系统提供可持续的解决方案。

总体而言，本研究在提升大语言模型多任务生成

质量的同时，为可控生成与知识组织提供了新的思路，

兼具理论价值与应用潜力。未来工作将进一步探索该

框架在问答、信息检索和跨领域知识迁移等任务中的

适应性，以持续发挥其在大语言模型智能应用中的深

层潜能。
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Dynamic Retrieval-Augmented Generation for Mixed Task Scenarios Based on Large Language Models

YU ChuanMing  LI HaoXuan
(School of Information Engineering, Zhongnan University of Economics and Law, Wuhan 430073, P. R. China)

Abstract: To address the problems of insufficient cross-domain knowledge integration efficiency and limited task generalization ability faced by large 
language models in multi-task and multi-language scenarios, this paper proposes a dynamic retrieval-based knowledge enhancement framework for mixed task 
scenarios to improve the content generation quality of large language models. A neural network classification tree model based on reinforcement learning is 
proposed. Through the labeled tree structure, the heterogeneous knowledge base is modularly mapped to the leaf nodes, the optimal knowledge base is retrieved 
as the target, and the data-enhanced knowledge is extracted from it and combined with the model, so as to achieve the effect of adaptively matching the optimal 
external knowledge according to the input. The experimental design is carried out from two dimensions: knowledge retrieval and enhanced generation. On 
the one hand, the retrieval accuracy is evaluated in the mixed task scenario. On the other hand, taking the Japanese text summarization task as an example, 
an empirical study of performance improvement is conducted on two public datasets, XL-Sum and WikiLingua. Experimental results show that the proposed 
framework has excellent accuracy in retrieving effective knowledge in mixed task scenarios with 24 datasets, and has a more significant improvement in the 
ROUGE indicators on summary tasks than traditional retrieval enhancement methods. The proposed framework has good practicality and scalability, and 
provides an effective solution for the adaptation of large language models in mixed task scenarios.
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