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面向共享单车需求预测的多模型可视比较分析①
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摘　 要　 针对不同的区域如何比较不同的模型并选择最佳模型进行预测以及是否存在普

遍适用的最佳预测模型等问题,本文设计了一套面向共享单车需求预测的多模型可视比

较分析系统。 首先,使用隐含狄利克雷分布(LDA)模型,选择具有代表性的预测区域,并
在预测区域之间设计相应的字形,通过字形比较多个模型的预测性能。 其次,提出一种计

算城市空间区域相似度的新方法 area2vec,用于比较相似区域模型预测性能的差异;设计

使用网格布局算法,有效地缓解了地图中字形遮挡的问题。 最后,通过案例分析和用户调

查验证了该系统的有效性和实用性。
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0　 引 言

近年来,共享单车的广泛使用,打通了人们出行

的“最后一公里”,让人们的出行更加便捷。 但是由

于不同区域单车投放量的差异,出现了单车需求量

失衡的情况,此时对不同区域单车使用量的精准预

测变得至关重要。 考虑到共享单车数据的时空性,
本文使用时空预测模型对共享单车的需求进行预

测。

1　 相关研究

时空数据预测的核心步骤是建立预测模型,即
通过预测算法训练样本数据生成模型。 当前用于时

空预测的方法可大致分为 2 类:基于参数模型的传

统预测方法,基于数据驱动和机器学习的预测方法。
基于参数模型的传统预测方法是通过观察历史数据

预测未来的值,包括滑动平均模型(moving average,

MA) [1]、自回归滑动平均模型( auto-regressive mov-
ing average,ARMA) [2] 和差分自回归滑动平均模型

(auto-regressive integrated moving average,ARIMA)[3]

等。 基于数据驱动和机器学习的预测方法是通过对

已知数据的学习,实现对新样本类标的预测,包括支

持向量机( support vector machine,SVM) [4]、随机森

林(random forest,RF) [5] 法等。 现在研究人员又提

出了许多高级的算法,如循环神经网络( recurrent
neural network, RNN) [6] 和长短期记忆神经网络

(long short term memory,LSTM) [7]等,以帮助人们深

入理解不同领域的时空数据。
虽然有各种不同的模型可以对时空数据进行预

测,但是大多数模型结构复杂、不易理解,且不同模

型适用的场景不同,可能存在局限性。 研究者对模

型选择进行了大量的研究,如 TPOT[8]、Hyperopt[9]、
H2O AutoML[10]等最常用的模型选择方法。 尽管这

些方法在许多应用中取得了显著成功,但是也隐藏

着一些挑战。 首先,在数据处理方面,现有的数据处
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理方法大多针对传统的关系数据,对于时空数据的

处理尚不完善。 而时空数据在时间维度存在大量缺

失值、噪声以及在空间维度存在尺度不一致等问题。
其次,没有对模型的预测性能进行适当的解释,只是

根据数据给出一些推荐模型,用户可能想知道是什

么因素影响模型的预测结果以及想了解模型的优势

及使用范围。
为了解决上述问题,本文基于杭州市共享单车

真实数据设计了一套交互式可视分析系统。 该系统

将多个预测模型与可视分析技术相结合,允许用户

在视觉上比较不同区域不同模型之间的预测性能,
帮助用户分析预测结果,从而在自己的工作中选择

合适的模型。
本文的研究贡献主要有以下 3 个方面:
(1)提出了用于区域向量化的“ area to vector”

(area2vec)方法,进而实现区域相关性的计算。
(2)设计了包含多维属性的字形和网格布局算

法,帮助用户比较区域模型的预测性能并为用户提

供无遮挡的可视分析图。
(3)设计并实现了一套可视分析系统,通过 2

个案例的分析和用户调查证实了该系统的有效性和

实用性。

2　 系统概述

本文基于杭州市共享单车真实数据设计了一套

可视分析系统,系统整体界面如图 1 所示。 该系统

包括 6 个视图,分别为允许用户选择预测区域和调

节字形布局的控制面板(图 1(a))、展示区域在地理

空间中分布的地图视图(图 1(b))、展示区域在向量

空间中分布的投影视图(图 1(c))、展示实际数据与

各模型预测数据的详细视图(图 1(d))、展示区域字

形的字形视图(图 1(e))和展示实际数据与各模型预

测数据之间相关性的相关性视图(图 1(f))。

图 1　 面向共享单车需求预测的多模型可视比较分析系统

本文系统的整体流程如图 2 所示, 可分为 3 个模

块:数据处理模块、数据预测模块和数据可视化模块。
(1)数据处理模块。 该模块主要对原始共享单

车的起点终点(orginal destination,OD)数据进行处

理,包括数据清洗、数据类型转化、提取主要字段存

储等。数据处理后,采用隐含狄利克雷分布( latent
图 2　 系统工作流程图
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Dirichlet allocation,LDA)主题建模技术选取预测区

域,同时完成区域数据特征分析,揭示不同区域数据

特征间的相关性以及数据变化规律。
(2)数据预测模块。 该模块主要基于各区域历

史数据完成数据的预测,包括 3 个环节的工作。 首

先,基于准备的数据集提取特征,包括工作日、节假

日、天气、温度、相对湿度等。 其次,选择模型进行训

练。 将整理好的训练集用于模型训练,然后对数据

预测,对比单车真实流量与预测流量。 最后,对模型

进行评估。 本文选择 3 种常用的模型评估指标,分
别为:决定系数(coefficient of determination,R2)、均
方根误差(root mean squared error,RMSE)和平均绝

对误差(mean absolute error ,MAE)。
(3)数据可视化模块。 该模块主要通过可视化

技术进行视图设计和系统搭建,并通过多个视图对

多模型进行可视比较分析。

3　 数据和方法

3. 1　 数据形式

本文使用浙江省杭州市的共享单车数据、气象

数据和兴趣点(point of interest,POI)数据。 具体数

据介绍如下。
(1)共享单车数据。 本文收集了浙江省杭州市

2018 年 1 月至 2 月的共享单车起点终点(origin-des-
tination,OD)数据。 每条数据包括:起点经度、起点

纬度、起点时间戳、终点经度、终点纬度、终点时间戳

等。 例如,其中 1 条记录形式为(120. 1314,30. 2600,
2018-01-0114: 30: 29, 120. 1541, 30. 2598, 2018-01-
0114:48:07)。 获取数据后需要对数据进行预处理,
包括剔除越界数据、缺失数据和异常数据等并在数

据库中存储主要字段。 在数据库每一行额外增加 2
列,即是否工作日(1 表示是,0 表示否)和节假日(1
表示是,0 表示否)。

(2)气象数据。 为了从可解释性角度出发探究

时间序列特征对模型预测的影响,本文引入了外部

特征因素,包括天气、温度、相对湿度。 天气数据用

数字 1、2、3、4 划分为 4 种类型。 1 表示:晴朗,少
云,晴间多云,部分多云;2 表示:薄雾 + 多云,薄雾

+裂云,薄雾 + 少云,薄雾;3 表示:小雪,小雨 + 雷

暴 +散云,小雨 + 散云;4 表示:大雨 + 冰托 + 雷暴

+雾,雪 +雾。 温度和相对湿度用当天采集到的平

均温度和平均相对湿度进行表示。
(3)兴趣点(POI)数据。 POI 是描述城市中具

有位置信息的地点。 每个 POI 至少包含 3 项基本信

息:名称、类别和地理位置。 其中 POI 类别包括交通

设施、酒店、美食等。 本文根据每个 POI 相对于区域

的位置对区域内的 POI 进行统计,并根据 POI 比例

将区域划分为不同类型。
3. 2　 方法描述

基于数据的地理位置,首先对地理空间进行网

格划分。 考虑到共享单车的停放点间隔一般在

500 m内,结合所研究的杭州市范围,将地理空间均

匀划分为 100 × 100 的网格,每个网格大概为 500 m
×500 m,并对这些网格进行编号,从 0 开始一直到

9999 为止。 本文将 2018 年 1 月处理好的每天的共

享单车 OD 数据汇集起来,作为训练的原始数据。
然后将 OD 数据上的全球定位系统( global positio-
ning system,GPS)记录点都映射到该点所属的网格,
则每条 OD 记录都可以转换为用数字表示的文本形

式。
3. 2. 1　 基于 LDA 模型的主题区域选择方法

将 LDA 引入到文本分析中。 首先,将数据与模

型中的概念一一对应。 把转换后的每条 OD 记录看

作模型中的一篇文档;记录中的每个编号看作组成

文档的单词;所有 OD 记录即为整个文档集。 其次,
对 LDA 进行计算,得到文档 -主题分布 θ 以及主题

-单词分布 φ, 即每条记录与各个主题的相关度和

每个主题与各个空间单位的相关度。 最后,对 LDA
进行评估,得到最佳主题个数,每个主题选用相关度

最高的前 10 个关键词进行表示,从而得到需要预测

的区域。 通过文献调研,选择 2 种常用的主题模型

评价 指 标———困 惑 度 ( perplexity ) [11] 和 一 致 性

(pointwise mutual information,PMI) [12]。 困惑度表示

模型的泛化能力。 一致性表示模型是否具有产生语

义一致主题词的能力。 对于 LDA 模型中的另外 2
个超参数 α 和 δ, 根据相关经验[13],将其分别设置

为 α = 50 / k,δ = 0. 1。
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Perplexity = - 1
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N

d = 1

1
Nd

lgP(d) (1)
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2
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1≤i≤j≤T
lg

- p(ωi, ω j)
p(ωi)p(ω j)

(2)
在困惑度的计算过程中,困惑度越低,通常表示

模型的泛化能力越好。 其中 N 为文档的语料库,d
为文档,Nd 为文档中单词的数量。 而在一致性的计

算过程中,PMI的值越大说明模型产生的主题语义

一致性越高。 其中 k 为主题数,T 为每个主题最相

关的词汇数, p(ωi) 为单词 ωi( i = 1,2,…,T) 在文

档中出现的概率, p(ωi,ω j) 为词对 (ωi,ω j) 共同出

现的概率。 如图 3 所示,当 k = 29 时,模型的困惑度

最小,一致性在 25 ~ 30 区间内最大。 因此,选取

k = 29作为最佳主题数量。

图 3　 主题数与模型困惑度和一致性的关系

3. 2. 2　 基于 area2vec 的区域空间表示方法

本文针对区域的地理空间位置提出了一种新的

表达方法 area2vec。 该方法将上文 OD 数据转换得

到的文本类比为文档,将文本中的网格编号类比为

单词,通过词嵌入技术将网格编号转换到词向量空

间表示。 该方法实现步骤如图 4 所示。

图 4　 area2vec 方法运行流程图

在分析单词之间关系的过程中,单词之间的相

似性是研究的重点,即如果在同一个文本中经常出

现 2 个单词,则这 2 个单词在向量空间中的余弦距

离会相对接近。 类似地,在地理空间位置中 2 个相

近的区域大概率会出现在同一条 OD 中,因此这 2
个区域的词向量表示也是相似的。 此时区域的词向

量很好地表示了区域之间的空间关系。 本文中对转

换后的文档使用 word2vec 模型进行训练,每个网格

都会在向量空间中生成一个高维向量。 以 gridi( i
= 1,2,3,…) 表示网格,则网格间的相似性可以使

用余弦距离表示为

Sgrid1, grid2 =
vgrid1·vgrid2

‖vgrid1‖1·‖vgrid2‖2
(3)

为了观察区域在向量空间中的分布,本文使用

t-SNE[14]处理向量数据。 t-SNE 是用于探索高维数

据的非线性降维算法,可以帮助用户将区域高维向

量投影成二维平面上的点集。

4　 可视分析任务与可视化系统设计

4. 1　 分析任务

本文的目标是通过可视化技术帮助用户比较分
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析不同区域不同模型之间的预测性能,以及相似区

域模型预测性能的差异。
针对上述目标,本文系统的主要任务如下。
(1)选择具有代表性的区域进行预测。 面对城

市不同类型的区域,如何选择既具有代表性又具有

普遍性的区域进行研究是本文的分析任务之一。
(2)探究不同区域内兴趣点分布情况。 通过对

区域内兴趣点的计算可以从语义上丰富区域信息,
并帮助用户理解不同区域的城市功能。

(3)比较各模型的预测性能。 系统应该提供所

有模型的预测性能视图,而不仅仅是选择性能最好

的模型来展示,并从可解释性角度出发探究影响模

型预测的时间序列特征。
(4)分析字形如何与地理空间位置相结合。 根

据不同区域的数据集,系统将设计好的字形直接放

置在地图相应的区域上,可能出现字形重叠的问题,
影响用户对区域字形的探索。 因此需要设计使用网

格布局算法,对字形重新放置。
(5)分析各预测区域模型输出的相关性。 通过

区域相似度的计算,探究空间相似的区域在模型预

测性能上是否一致。
4. 2　 可视化视图设计

4. 2. 1　 基于多模型比较的视图设计

为了更好地比较不同区域不同模型的预测性

能,本文设计了地图视图、字形视图和详细视图。
(1)地图视图。 地图可以为预测区域的地理位

置提供一个全局的视角,用户可以通过该视图观察

预测区域在地理空间中的分布。
(2)字形视图。 由于本文预测区域包含多维混

合属性的信息,因此需要设计一套能够集成这些多

维信息的图形,通过图形将这些信息同时展示给用

户,方便用户对不同预测区域进行探索。 本文设计

了一套基于径向布局的字形图来展示数据,该字形

一共分为 4 层,每一层的设计都采用人们日常生活

中所熟悉的图形,极大增强用户的理解能力,减少感

知负担,如图 5 所示。
字形第 1 层,在内层圆中放置区域编号。 通过

LDA 计算得到主题后,每个主题选取的关键词即区

域编号,将编号均匀分布在内层圆中可以帮助用户

更好地理解当前区域在地理空间中的分布。 内层圆

中的填充比重表示该关键词在该主题下的概率分布

占比。

图 5　 预测区域的字形设计

字形第 2 层,通过折线图展示各时间序列特征

对各模型预测的影响。 本文选定了 5 种时间序列特

征,分别为工作日、节假日、天气、温度和相对湿度,
并按顺时针方向在字形中依次放置。 为了探究各时

间序列特征对各模型预测具有促进还是抑制作用,
本文选用 2 种不同的颜色进行编码,并通过点分布

的高低表示促进或抑制的大小。
字形第 3 层,通过环柱形图展示各模型的评估

指标。 通过调研和阅读文献,本文选定了 R2、RMSE
和 MAE 3 个比较有代表性的评估指标。 通过柱形

图的高低编码各指标的大小,即柱子越高表示指标

数值越大。 对每个模型的 3 个评估指标,本文用顺

时针方向的 3 个柱子分别编码 R2、RMSE 和 MAE。
为了区分各模型,本文使用 5 种不同的颜色编码不

同的模型,并且每种模型的各个评估指标使用渐变

色进行表示。 用户可以通过比较各模型的评估指标

从而比较各模型的预测性能。
字形第 4 层,通过圆环图展示各预测区域的兴

趣点数量分布情况,帮助用户理解不同区域的城市

功能。 圆环面积越大表示对应的 POI 数值越高,并
按顺时针方向依次表示 POI 的 8 种主要类型分别为

交通设施、酒店、户外休闲、房地产、服务、购物、专业

机构和美食。
(3)详细视图。 该视图展示了预测区域过去

1 个月每天单车的实际数据和未来1周5种模型的
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预测数据与实际数据。 方块颜色表示模型当日预测

数据与实际数据的变化,用 3 种颜色编码数据的变

化情况分别表示增加、不变、减少,面积表示变化的

多少。 方块下方的数字为实际数据和各模型预测数

据。 用户可以通过多模型预测数据和实际数据的比

较得到区域最佳预测模型。
4. 2. 2　 基于区域相关性分析的视图设计

为了探究相似区域模型预测性能的差异,即空

空间相似的区域模型预测性能是否一致,本文设计

了投影视图和相关性视图。
(1)投影视图。 该视图以散点图的形式分析城

市区域之间的空间关系,投影视图中的 1 个点代表

城市中的 1 个区域。 当用户选择预测主题后,预测

区域所对应的点会在该视图中高亮显示,帮助用户

直观观测各预测区域在向量空间中的分布,并通过

点距离的远近判断 2 个区域间的相似性。
(2)相关性视图。 为了探究模型预测数据与实

际数据之间的关系,本文使用皮尔逊相关系数计算

各模型预测数据与实际数据之间的相关性得分,并
通过平行坐标图进行展示。 可以帮助用户直观观测

各预测区域模型预测数据与实际数据的相关性得分

及排名。 本文使用 10 种不同的颜色编码同一主题

下 10 个不同的预测区域。
4. 3　 区域字形的空间布局设计

如图 6(a)所示,当主题区域距离较近时,地图

上的字形会发生重叠,影响用户对区域字形的探索。
因此本文设计使用网格布局算法对地图上的字形重

新布局,该算法实现步骤如图 7 所示。

图 6　 区域模型预测结果可视分析图(a)

和网格划分示意图(b)

图 7　 网格布局算法运行流程图

4. 3. 1　 网格划分

首先,计算所有预测区域在地图中的位置,并将

字形放置在预测区域的中心点。 其次,采用类似网

格索引的方式,遍历所有字形并将字形中最外层圆

的最大直径作为一个网格尺寸,建立一个屏幕网格

索引。 然后,对所有地图要素坐标进行转换,从实际

坐标( lng,lat)转换为屏幕坐标 (x, y), 转换函数设

为 f(x)。 最后,计算所有字形所要占据的网格,并将

这些网格标记为不可放置。
网格划分完成后,如图 6(b)所示。 每个网格的

位置 可 以 用 一 个 二 维 数 组 表 示, 即 Grid =
[ iRowLoc][ jColLoc], 其中 iRowLoc 为屏幕网格的

最大行数, jColLoc 为屏幕网格的最大列数。 用数字

1、0 表示网格是否被占用,如当行 1 列 1 被占用时

则 Grid[1][1] = 1。
iRowLoc = [mapScreenHeight / gridHeight]
jColLoc = [mapScreenWidth / gridWidth]

4. 3. 2　 字形避让

初始化网格划分中,一个网格可能包含多个字

形或多个网格包含一个字形。 因此首先需要计算所

有字形中心与字形所占网格中心的距离,并在网格
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中放置距离最短的字形或将字形放置在距离最短的

网格中,此时网格用 1 表示被占用。 同时考虑到字

形之间的相对位置关系,本文定义了一个相对位置

关系矩阵 P 添加约束,使得其余字形按照相对位置

在网格中进行放置。 用 g1,g2,…,gi 表示字形,对于

单一字形,与自身的相对位置关系定义为 null。 则 P
可表示为

P(g1, g2,…gi) =

null g1 → g2 … g1 → gi

g2 → g1 null … g2 → gi

︙ ︙ ⋱ ︙
gi → g1 gi → g2 … null

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

(4)
考虑到人眼视觉的识别能力,我们将一个字形

与另一个字形的相对位置关系分为 8 种:上、右上、
右、右下、下、左下、左和左上,并按顺时针方向分别

定义为:0,1,2,3,4,5,6,7,如图 8 所示。

图 8　 字形相对位置分析图

当字形位于图 8 中的 a 位置时,则与周边字形

所在位置 b、c、d、e、f、g、h、i 组成的相对位置关系向

量为 [null,0,1,2,3,4,5,6,7]。 同理得出其他字形

的相对位置关系向量,并组成相对位置关系矩阵。
布局是一个连续迭代的过程,每次运算过程中,

每个字形都会在网格中得到一个临时的新位置,直
到字形之间没有重叠,迭代才会停止。 每次迭代过

程中,通过计算临时相对位置关系矩阵 P 添加约

束。 如果一个字形的相对位置关系矩阵不同于原来

的相对位置关系矩阵,也就是说该字形的相对位置

发生了变化。 根据该字形的初始相对位置关系矩阵

和其他字形的相对位置关系矩阵来计算该字形的新

位置。 最后,得到布局后所有字形的新位置,如图 9
所示。

图 9　 字形布局之后的图形

5　 实验与案例分析

　 　 通过 LDA 主题建模技术和主题困惑度、一致性

的计算得到 29 个主题,每个主题选用相关度最高的

前 10 个关键词进行表示,即每次选取 10 个预测区

域,计算并保存每个预测区域每天的单车流量数据。
考虑到预测的实际意义,本文预测了 2018 年 2 月 1
日至 2 月 7 日各预测区域每天的单车流量数据。 根

据过去一个月的数据预测未来一周的数据。 通过大

量调研,本文选择 5 种具有代表性的时间序列预测

模型,分别为 ARIMA、SVM、RF、LSTM 和 RNN。 最

后,将所有模型的输出和评估指标等作为输入数据

进行可视化展示。
5. 1　 最佳模型的选择

探索区域模型预测性能,从而选择最合适的模

型预测单车流量数据。 用户可以通过控制面板中的

“预测区域”下拉菜单框选择感兴趣的主题区域进

行研究。 当用户选择 topic 9 主题时,发现地图中

的预测区域临近造成了字形重叠。 此时用户可以通

过调节控制面板中的“字形布局”调节滑条使重叠

的字形分离开,如图 10 所示,为用户提供无遮挡的

可视分析图。
为了得到区域最佳预测模型,需要对区域各模

型的预测性能进行比较。 通过观察字形第 3 层并将

光标悬停在柱形图上查看具体数据,用户发现对于

区域 167,RNN 模型的各个评估指标都优于其他模

型,因此初步判定 RNN 为区域 167 的最佳预测模

型。为了验证这一想法,用户点击区域编号在详细

—9231—

张奇奇等:面向共享单车需求预测的多模型可视比较分析



图 10　 局部区域模型预测结果的可视分析图

视图中观察 5 种模型的预测数据和实际数据,如
图 11所示,通过数值的比较验证了这一猜想。

图 11　 区域 167 的单车流量图

为了探究各时间序列特征对 RNN 模型预测的

影响,观察区域 167 字形的第 2 层,如图 5 所示。 用

户发现工作日、温度和相对湿度这 3 个特征对模型

预测具有促进作用,而节假日和天气对模型预测具

有抑制作用。 结合区域兴趣点的分布可以将该区域

定义为交通小区。
RNN 模型在所有区域预测效果是否都是最佳,

结合字形和详细视图中数值的比较,用户发现区域

231 的最佳预测模型为 LSTM。 此外,观察发现不存

在一个在不同区域都预测很准确的模型,即没有一

个模型在任何场景下总是适用的。

5. 2　 区域相关性分析

为了进一步探究模型预测性能是否与地理空间

位置有关,即空间相似的区域在模型预测性能上是

否一致,本文使用各预测区域模型预测性能的排名

进行表示。 由于本文所选的预测模型在原理上是不

同的,没有直接相关性,因此无法直接进行比较,所
以从模型预测结果上来探索模型的预测性能,即使

用模型预测数据与实际数据的相关性得分表示模型

的预测性能,并利用各预测区域模型预测性能的排

名表示模型预测性能是否与地理空间位置有关。
当用户选择主题后,预测区域会在投影视图中

高亮显示。 如图 12 所示,通过在投影视图中观察

topic 11 主题下区域的空间分布,用户发现区域

8299 和区域 8327 的距离较近且与区域 4894 的距

离较远,因此选取这 3 个区域进行研究,点击这 3 个

投影点观察这 3 个区域的相关性视图。

图 12　 区域 4894、8299、8327 在向量空间中的位置

如图 13 所示,用户发现区域 4894 的模型预测

性能排名依次为 RNN、ARIMA、LSTM、RF、SVM;区
域 8299 的模型预测性能排名依次为 LSTM、RNN、
ARIMA、SVM、RF;区域8327的模型预测性能排名

图 13　 区域 4894、8299、8327 相关性视图
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依次为 RNN、LSTM、SVM、RF、ARIMA。 通过这 3 个

区域模型预测性能的比较,用户发现模型预测性能

的排名没有相关性,得出模型预测性能与所处的地

理空间位置无关,即空间相似的区域在模型预测性

能上也存在差异。

6　 用户调查

为了评估本文可视化系统的有效性和实用性,

针对各个视图共设计了 6 个问题并邀请了 20 位计

算机相关专业的志愿者和 10 位非计算机相关专业

的志愿者进行问卷调查。
在问卷调查开始之前,首先对每一位参与者演

示本文系统的具体细节,然后针对不同的问题记录

每一位参与者做出的回答,最后对所有参与者的肯

定回答进行统计,如表 1 所示。

表 1　 问卷调查及结果统计

视图 问题 结果

地图视图 能否快速定位区域所在的位置 30

字形视图
设计是否新颖 29

能否直观比较区域多模型预测性能 29
详细视图 能否快速发现区域最佳预测模型 28
投影视图 能否快速定位相似区域 30

相关性视图 能否直观比较区域模型相关性排名 30

问卷调查结果显示,参与者普遍认为地图视图

能够快速定位区域所在的位置,字形视图设计新颖

且能够直观比较区域多模型预测性能,详细视图能

够快速发现区域最佳预测模型,投影视图能够快速

定位相似区域,相关性视图能够直观比较区域模型

性相关性排名。 因此本文可视化系统基本符合本文

的任务要求。

7　 结 论

本文针对共享单车的 OD 数据,设计了一套可

视分析系统。 该系统能够将多模型预测信息集成到

字形中并在地理空间中展示,使用户可以通过交互

式界面直观了解模型的预测性能和预测结果,从而

指导用户在工作中选择合适的模型。 其中 area2vec
方法能够帮助用户分析预测区域之间的空间关系,
引入的网格布局算法可以有效地缓解地图中字形遮

挡的问题。
虽然本系统基本达到了预期效果,但在系统可

扩展性上仍存在一些局限性。 首先,本文仅选取 5
种具有代表性的时间序列预测模型,但是由于模型

种类众多,无法确定哪种模型预测的准确率更高。
其次,在区域相似度的计算过程中,由于 OD 数据只

包含起点 -终点的定位且骑行距离有限,因此只能

计算城市小范围内的区域相似度。 最后,在字形布

局上,由于本文每次仅选取 10 个预测区域进行研

究,当包含更多预测区域时,地图上有限的空间无法

避免所有预测区域的字形不重叠。 未来的工作中,
将在可视化系统中加入更多的预测模型。 另外,可
以考虑融合多种数据源提取城市区域的特征,计算

城市部分区域相似度并扩展到整个城市。 最后,在
考虑更多地理区域的字形布局时,可以通过窗口的

自适应功能和地图的缩放功能,实现更多区域预测

模型的可视比较分析。
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Multi-model visual comparative analysis for demand
forecasting of shared bicycles

ZHANG Qiqi∗, RAO Ning∗∗, ZHU Sujia∗, ZHA Meng∗, SUN Guodao∗

(∗College of Computer Science & Technology, Zhejiang University of Technology, Hangzhou 310023)
(∗∗School of Internet of Things, Hangzhou Polytechnic, Hangzhou 311402)

Abstract
Aiming at how to compare different models in different regions and choose the best model for prediction and

whether there is a universally applicable best prediction model, a set of multi-model visual comparative analysis sys-
tem for demand forecasting of shared bicycles is designed. First, using the latent Dirichlet allocation(LDA) model,
representative prediction regions are selected, and corresponding glyphs are designed between the prediction re-
gions, and the prediction performance of multiple models is compared by the glyphs. Second, a new method, are-
a2vec, for calculating the similarity of urban spatial regions is proposed to compare the differences in prediction
performance of models in similar regions. Then, a grid layout algorithm is designed to effectively alleviate the prob-
lem of glyph occlusion in the map. Finally, the effectiveness and usefulness of the system is confirmed by case
studies and user surveys.

Key words:demand forecasting, latent Dirichlet allocation(LDA)model, word embedding, model compari-
son, visual analysis
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