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基于混合域残差注意力网络的滚动轴承智能故障诊断方法①

贾立新②　 陈永毅　 倪洪杰③　 张　 丹

(浙江工业大学信息工程学院　 杭州 310023)

摘　 要　 机械设备正朝着大型化、精密化和自动化的方向发展,机械系统也因此变得越来

越复杂。 考虑到机械系统可能会发生无特征的灾难性故障,因此机械故障的自动检测是

一个巨大的挑战。 然而,现有的故障检测方法在对高度复杂的工业系统进行故障类型识

别时,误诊率较高,无法给出准确的故障诊断结果。 针对这一问题,本文以滚动轴承这一

机械设备关键部件作为研究对象,提出一种基于混合域残差注意力网络的故障诊断方法,
旨在结合深度卷积神经网络自动学习表示的优点,并配合通道注意力机制和空间注意力

机制的关键特征提取能力,提高故障检测性能。 实验结果表明,所提出的方法能够准确地

检测轴承故障类型,在准确度指标方面优于其他方法。
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　 　 随着工业生产和生活对机械装备功能要求越来

越高,工业装备的内部组件变得越来越复杂,在系统

运行过程中极易发生故障。 只有构建安全可靠的工

业装备与系统,才能满足工业生产的需要。 滚动轴

承是旋转机械的重要组成部分,其健康状况对工业

机械的实用性和可用性有重大影响。 同时,轴承也

是旋转机械中最脆弱的部件之一,轴承故障是导致

机械故障的主要原因[1]。 轴承故障可能会导致机

器的严重损坏,进而迫使重要机械的不可用,导致经

济损失和严重的安全隐患。 因此,滚动轴承的早期

故障诊断是保证机器不间断运行的关键。 为了管理

机械设备的潜在故障,轴承的故障检测和诊断已经

引起了研究者的极大关注。 研究人员引入了不同的

方法来诊断滚动轴承的缺陷,其中时域、频域和时频

域的振动信号分析方法应用最为广泛[2-3]。 然而,
这是一个面向专家的任务,在快速响应大量数据方

面,人工检测通常不是最有效的手段。 为了减少对

维护人员的依赖,智能状态监测技术正受到越来越

多研究人员的关注。
在过去的 20 年中,研究人员提出了许多与人工

智能技术或传统的机器学习技术[4] 相关的新方法,
如使用人 工 神 经 网 络 ( artificial neural network,
ANN)进行滚动轴承故障诊断[5]、基于主成分分析

(principal component analysis,PCA)的机器缺陷分类

特征选择方案[6]、基于支持向量机( support vector
machine,SVM)的机器状态监测和故障诊断方法[7]

和基于神经网络和 SVM 的轴承缺陷诊断方法[8]。 近

年来,也有研究者将机器学习算法与遗传算法相结

合[9],实现对轴承的智能故障诊断。 例如,文献[10]
采集了不同工况下的振动和电流数据,首先从振动

和电流信号中提取时域、频域和时频域特征;并采用

自动编码器进行特征学习;最后通过特征融合集成

不同领域的信息,利用 softmax 层进行最终分类。 文

献[11]提出了一种基于变分自编码器和随机森林

方法的多源信息融合算法,用于有限标注情况下的

轴承故障诊断。 文献[12]提出了一种基于电机电
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流信号的轴承故障诊断方法,利用卷积神经网络

(convolutional neural networks,CNN)和信息融合技

术从当前信号的灰度图像中自动提取特征。 在应用

信息融合技术后,采用经典的机器学习算法进行分

类,能够准确定位故障位置。 尽管故障诊断方法在

轴承预测性维护方面取得了重大进展,但仍然存在

一些局限性。 一方面,基于机器学习的经典方法对

复杂系统的表征能力有限,性能较差[13-14];另一方

面,这些方法高度依赖输入数据的故障特征,特征提

取能力较弱。
为了解决上述故障诊断的挑战,深度学习(deep

learning,DL)技术在近几年被广泛应用于机电系统

的故障诊断[15-16]。 DL 通过使用具有多层的神经网

络和非线性变换[17],从数据中提取复杂的关系。 与

基于机器学习算法[18] 的手工特征提取过程不同,DL
以有效和自适应的方式深化输入数据特征的表征,能
够显著提高故障诊断的准确率。 卷积神经网络[19]、

长短期记忆网络( long short term memory,LSTM) [20]

以及深度自编码器( deep-autoencoders,DAE) [21] 在

故障诊断中得到了广泛的应用。 文献 [22] 通过

CNN 提取混沌序列中的高级抽象特征,并将提取的

特征输入到 LSTM 作进一步处理,最后采用灰狼算

法优化的 SVM 进行故障诊断,在噪声条件下取得了

较高的准确率。 文献 [23] 设计了一种基于双向

LSTM 的故障诊断模型,相比于 CNN,能够提取更多

的故障特征信息,实现了端到端的故障诊断。
传统深度学习网络虽然能够准确诊断轴承故障

类型,但容易受到噪声干扰。 为了进一步提高故障

诊断网络的鲁棒性,研究人员开始将计算机视觉中

的注意力机制引入到故障诊断领域。 文献[24]将

一维振动信号时间序列转化为二维图像,并将图像

数据作为网络的输入传入到所构建的多尺度注意力

卷积神经网络模型中,通过注意力机制对不同的故

障特征赋予不同的权重,使模型更关注于最具类别

区分度的区域,从而提高模型的特征学习能力,在强

噪声环境下表现出良好的鲁棒性。 文献[25]将加

权密集连接网络和注意力机制相结合,将不同空间

级别的特征进行融合,使故障诊断模型具有较高的

鲁棒性。 文献[26]在 CNN 提取特征的基础上,采

用带有注意力机制的双向长短期记忆网络单元给

CNN 提取的特征赋予不用的权重,稳定性优于其他

基于深度学习的诊断模型。 文献[27]针对滚动轴

承在强噪声环境下故障诊断效果不佳的问题,设计

了一种具有通道注意力机制的多尺度卷积网络,在
不同的噪声环境下均取得了较高的准确率。

虽然基于深度注意力机制网络的故障诊断方法

在噪声条件下的鲁棒性得到了大幅度增强,但随着

噪声的进一步增大,精度开始明显减小。 为了更加

充分地提取振动信号中的故障特征,本文提出了基

于混合域残差注意力网络(mixed domain attention
residual network, MDARN)的滚动轴承智能故障诊

断方法。 该网络是由 3 个注意力模块堆叠而成,堆
叠方式采用的是残差网络的堆叠方式,能够避免直

接叠加导致模型性能明显下降的问题。 同时,采用

最大池化层和上采样层模拟自下而上的快速前馈过

程和自上而下的注意力反馈过程,能够显著提高故

障诊断网络的鲁棒性。 最后在滚动轴承故障诊断试

验台上进行测试,验证了所提方法相比于现有方法

的优越性。

1　 残差网络

1. 1　 残差网络基本组件

残差网络具有与传统深度卷积网络相同的一些

基本组件,包括卷积层、整流线性单元(rectified line-
ar units,ReLU)激活函数、批归一化(batch normaliza-
tion,BN)层、全局平均池化( global average pooling,
GAP)层和交叉熵误差函数。 下面对这些基本组件

的概念作进一步详细介绍。
卷积层是使 CNN 区别于传统的全连接( fully

connected, FC)神经网络的关键部分。 由于卷积层

通过卷积操作进行数据特征提取,而不是采用矩阵

乘法进行运算,因此卷积层可以大大减少需要训练

的参数量。 此外,由于可训练参数较少,深度学习方

法发生过拟合的可能性较小,因此可以更容易地对

测试数据集产生较高的精度。 输入特征映射与卷积

核的卷积,加上偏置项可以表示为

y j = ∑
i∈M j

xi × kij + b j (1)
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式中, xi 为输入特征图的第 i 个通道, y j 为输出特征

图的第 j 个通道, k 为卷积核, b 为偏置, M j 为计算

输出特征图的第 j 个通道的通道集合。
特征的分布往往在训练迭代过程中不断变化。

在这种情况下,卷积层中的参数必须不断更新以适

应变化的分布,这增加了训练的难度。 BN 是一种

特征规范化技术,作为可训练过程被插入到深度学

习体系结构中。 BN 的目的是减少内部协变位移,
BN 首先将特征归一化为平均值为 0、标准差为 1 的

固定分布,然后将特征调整为在训练过程中学习到

的理想分布。 BN 的过程可表示为

μ = 1
Nbatch

∑
Nbatch

n = 1
xn (2)

σ2 = 1
Nbatch

∑
Nbatch

n = 1
(xn - μ) 2 (3)

x̂n =
xn - μ
σ2 + ε

(4)

yn = γx̂n + β (5)
其中, xn 和 yn 分别表示小批量第 n 个观测的输入和

输出特征; μ 和 σ2 是小批量的均值和方差, Nbatch 是

批量大小; γ 和 β 是 2 个可训练的参数来缩放和移

动分布; ε 是常数,接近于 0; x̂n 表示批归一化后的

xn。
在卷积层和 BN 之后一般紧跟激活函数,对提

取到的特征进行非线性变换。 激活函数通常是神经

网络的一个重要组成部分,用于非线性变换。 在过

去的几十年里,已经开发了各种激活函数,包括 sig-
moid、tanh 和 ReLU。 ReLU 激活函数由于能有效地

防止梯度消失,近年来受到广泛关注。 ReLU 激活

函数在负数部分的值恒为 0,此时导数为 0;而在正

数部分的值为 x ,导数为 1,这有助于保持特征在网

络层间流动时的范围不变。 ReLU 激活函数如式(6)
所示。

y = max(x, 0) (6)
其中, x 和 y 分别为 ReLU 激活函数的输入和输出。
1. 2　 残差网络设计

残差网络是近年来备受关注的一种新兴的深度

学习方法,其中残差块是残差网络基本组成部分。
如图 1 所示,残差块由 2 个 BN、2 个 ReLUs、2 个卷

积层和 1 个跳跃连接组成。 跳跃连接是残差网络优

于一般深度卷积网络的部分。 随着神经网络变得越

来越复杂,网络深度越来越深。 随着网络层数的逐

渐增加,传统的 CNN 会产生梯度消失和梯度爆炸现

象,严重影响网络的学习。

图 1　 残差块

为了使深度神经网络能够更好地学习,残差块

添加了跳跃连接,使输入特征能够直接传输到输出

端,防止信息的快速流失。 在使用了跳跃连接以后,
梯度可以有效地流向较早的层,这些层接近输入层,
因此可以更有效地更新参数,有效解决了梯度消失

和梯度爆炸问题。

2　 混合域残差注意力网络

2. 1　 注意力机制

振动信号中含有大量与故障不相关的信息,这
些信息会严重干扰故障诊断网络的学习,使得故障

诊断网络无法作出准确的判断。 为了提高网络的抗

干扰能力,研究者们开始将研究重心集中在注意力

网络上。 CNN 的典型注意力机制主要包括通道注

意力和空间注意力。 与传统的 CNN 不同的是,在注

意力机制增强的 CNN 中,前一个卷积层输出的特征

图在进入下一个卷积层之前会根据注意力系数进行

加权,而不是直接输入到下一层。 在通道注意力方

面,首先采用全局平均池化(GAP)和全局最大池化
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(global maximum pooling,GMP)对通道维度上的特

征映射进行压缩;然后将得到的特征映射送入一个

权值共享的多层感知器(multilayer perceptron,MLP)
中生成两组权值;最后,将两组权重之和作为注意力

权重。 在空间注意力方面,采用平均池化和最大池

化的方法沿着空间方向压缩特征图。 将得到的特征

映射叠加成双通道格式后,由辅助卷积层生成代表

不同区域重要性的空间注意力权值。 注意力机制的

引入改变了原来的等权模式,对网络的不同通道或

空间区域赋予不同的权值,能够使网络更加关注对

预测任务重要的特征,进而降低了噪声信息对预测

任务的干扰。

本文在残差网络基础上,构建如图 2 所示的基

于混合域残差注意力网络的故障诊断模型。 该模型

对振动数据采用掩码方式进行特征提取,削弱噪声

信息对特征提取的干扰,提高网络的诊断精度。 混

合域残差注意力网络是通过堆叠多个注意力模块进

行构建[28]。 每个注意力模块整体结构类似于残差

块,分为 2 个路径:软掩码路径和主路径。 主路径由

2 个残差块组成,负责对输入数据进行特征提取。
软掩码路径模拟自底向上和自顶向下的结构学习相

同大小的掩码,以此实现快速前馈和反馈的注意力

过程。

图 2　 混合域残差注意力网络

2. 2　 软掩码路径

注意力网络通过软掩码路径求取注意力系数,
整个软掩码路径包含快速前馈扫描和自顶向下的反

馈步骤[28]。 前者快速扫描整个特征图的全局特征,
后者则用来整合全局信息和原始特征图。

软掩码路径首先将输入数据 x 输入到连续 2 个

最大池化层和残差块中,进行下采样操作,能够迅速

增大网络层的感受野,实现对振动信号长期依赖信

息的捕获。 输入数据 x 在残差块中的处理过程如

下:
y1
r = Conv1×11×1(δ(BN(x))) (7)

y2
r = Conv2×13×1(δ(BN(y1

r ))) (8)

y3
r = Conv1×11×1(δ(BN(y2

r ))) (9)

ysc = Conv2×11×1(x) (10)

yr
out = y3

r  ysc (11)

其中, y1
r 、 y2

r 、 y3
r 、 ysc 和 yr

out 表示残差块中连续的卷

积层的输出特征, Convs×1υ×1 是步长为 s × 1, 卷积核大

小为 υ × 1 的卷积层, δ 是 ReLU 激活函数,BN 是批

归一化层,是逐元素相加。
在感受野足够大后,再对称于下采样过程,连续

堆叠 2 个残差块和上采样层,对提取的特征进行上

采样。 全局信息通过对称的自顶向下架构进行扩

展,以指导每个位置的输入特征。 从图 2 中的软掩

码中可以看到,在自下而上和自上而下之间添加了

跳跃连接,以此来捕获来自不同尺度的信息,使捕获

的信息更加丰富[28]。 针对每个通道和空间位置上

的特征 FM, 通过 Sigmoid 激活函数求取混合域注意

力系数 M (通道域和空间域),将注意力系数限制在
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[0,1]之间,以此防止出现过大的注意力系数,导致

网络训练的崩溃。

M = e -FM

(1 + e -FM) 2 (12)

2. 3　 混合域残差注意力模块

在获得注意力系数 M 之后,通过将主路径的特

征 FA 与注意力系数 M 进行逐元素相乘,便可得到

输入数据 x 的注意力特征 Fatt。
Fatt = FA  M (13)

其中,M是软掩码的注意力参数,取值范围是[0,1]。
随着注意力模块的叠加,输出的注意力特征图

会越来越小,有可能打破网络原有的特性,使网络性

能降低。 为了解决这个问题,求取的注意力特征

Fatt 参照 ResNet 恒等映射的方法,将求取的注意力

特征与主路径提取的特征进行相加,在确保注意力

特征不损坏的前提下,保证了注意力模块输出的特

征不会太小:
H = Fatt  FA (14)

其中, H 是注意力模块的输出。 这就构成了混合域

残差注意力模块,能将振动数据的特征和加强注意

力之后的特征一同输入到下一模块中。 注意力模块

通过主路径和软掩码路径,既能获取输入数据中的

最具类别区分度的关键特征,又能使其绕过软掩码

路径,保持原始数据的良好特征,削弱软掩码路径的

特征选择能力,使注意力模块的输出特征具有较强

的抗干扰能力。
通过上述操作,网络在不损失振动信号原有特

征的基础上,确保了重要特征能在所有特征中占据

更大的比重,进而削弱噪声信息对故障诊断模型的

干扰,增大不同故障数据间的可区分度。
2. 4　 混合域残差注意力网络设计

混合域残差注意力网络由 3 个连续的混合域残

差注意力模块堆叠而成。 通过堆叠注意力模块可以

逐渐细化特征图。 如图 2 所示,输入数据首先经过

具有大尺寸卷积核的卷积层,用于削弱振动信号中

的高频噪声;随后将压缩后的特征输入到连续的注

意力模块和残差块中。 随着网络深度的加深,特征

变得越来越清晰,可以持续提高残差注意力网络的

性能。 网络的具体参数如表 1 所示。

表 1　 MDARN 的网络参数

网络类型 尺寸 数量 步长

输入

卷积层 64 × 1 16 8 × 1
最大池化层 2 × 1 16 1 × 1

阶段 1
残差块 1 - 16 -

注意力模块 1 - 32 -
卷积层 1 × 1 32 -

阶段 2
残差块 2 - 32 2 × 1

注意力模块 2 - 64 -
卷积层 1 × 1 64 -

阶段 3
残差块 3 - 64 2 × 1

注意力模块 3 - 128 -
卷积层 1 × 1 128 -

输出

残差块 4 - 128 -
残差块 5 - 256 -
残差块 6 - 256 -

平均池化层 - - 4 × 1
展平层 - - -

全连接层 - 10 -

3　 实验及结果分析

3. 1　 实验数据采集

如图 3 所示,采用滚动轴承故障测试实验平台

进行实验数据采集。 该实验台主要由电动机、液态

水冷器、盘式涡流制动器和转速调节器组成。 无线

振动传感器安装在电动机风扇端的上方,用于对滚

图 3　 滚动轴承故障测试实验平台
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动轴承振动信号进行采集。 实验过程中的采样频率

为 16 000 Hz。 如表 2 所示,本文考虑了电动机滚动

轴承的 10 种健康状况,包括 1 种健康状况,3 种不

同损伤程度的轴承故障,损伤程度分别为0. 1 mm、
0. 3 mm和 0. 5 mm。

表 2　 故障类型

故障类型 故障信息 样本长度 样本数目 简称

滚动体故障 0. 1 mm 4 096 1 500 Ball L
滚动体故障 0. 3 mm 4 096 1 500 Ball M
滚动体故障 0. 5 mm 4 096 1 500 Ball H
内圈故障 0. 1 mm 4 096 1 500 Inner L
内圈故障 0. 3 mm 4 096 1 500 Inner M
内圈故障 0. 5 mm 4 096 1 500 Inner H
外圈故障 0. 1 mm 4 096 1 500 Outer L
外圈故障 0. 3 mm 4 096 1 500 Outer M
外圈故障 0. 5 mm 4 096 1 500 Outer H

正常 无 4 096 1 500 Normal

对于每种健康状态,实验中考虑了如表 3 所示

的不同转速(20 Hz 和 30 Hz)和负载(1 A 和 2 A)的
运行工况,共采集了 4 种运行工况的数据集。 在每

个特定转速和负载下,收集不同健康状态下的振动

信号。 同时,采用滑动窗口的方法将振动信号分割

为长度为 4 096 的数据样本,并按照 7 ∶ 3 的比例分

为训练集和测试集。 值得注意的是,为了验证所提

出方法的有效性,使用这种短信号进行故障诊断任

务更具挑战性。 在实际应用中,可以使用数据点较

多的长信号。 为了验证所开发的 MDARN 在不同背

景噪声下诊断机器故障的有效性,首先将高斯白噪

声加入到每个信号中,其信噪比分别为 - 2 ~ 10 dB。
具体地说,对原始振动信号进行噪声相加。 然后,
在深度学习模型优化过程中保持噪声振动信号不

表 3　 实验数据参数

数据集 转速 / Hz 负载 / A
A1 20 1
A2 20 1
A3 30 2
A4 30 2

变。 其中,每个噪声都是独立产生的,因此对振动信

号所添加的噪声是不同的。
3. 2　 实验流程

本文所提出的故障诊断算法整体流程(图 4)如
下。

步骤 1 通过更换电机故障轴承模拟不同健康

状态下的轴承故障。 待电机平稳运行后开始接收无

线传感器采集到的振动信号。
步骤 2 将采集到的振动信号进行分割,获得

适用于网络输入的数据样本,并将每种故障类型的

数据分为训练集和测试集。
步骤 3 将训练样本输入到 MDARN 中进行网

络训练。 训练集按照批处理大小为 10 依次输入到

网络中,先后通过 3 个混合域残差注意力模块,提取

振动信号中的故障特征。
步骤 4 将提取的故障特征最终输入到具有

softmax 激活函数的全连接层中进行故障类型预测。

图 4　 基于混合域残差注意力网络的滚动轴承故障

诊断算法流程图
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将预测的结果与真实标签一同输入到交叉熵损失函

数中进行损失计算,并将损失值通过反向传播调节

各层网络参数。
步骤 5 迭代结束,保存网络参数。
步骤 6 将保存的网络参数加载到 MDARN 中,

并将测试集输入到 MDARN 中进行模型性能测试。
3. 3　 实验结果分析和比较

将 MDARN 与现有先进故障诊断方法进行比

较,以进一步说明所提方法的优越性。 为了在接下

来的实验中使每种方法得到公平的比较,每种诊断

方法对每个故障诊断任务运行 10 次,取 10 次实验

的平均结果作为最终的实验结果。 对比方法的架构

基准和超参数设置与 MDARN 相同。 一方面,为了

验证混合域残差注意力网络的优点,本文使用了 2
个相似的注意力网络 SEnet[29] 和 CBAM[30] 进行比

较。 SEnet 仅使用通道域注意力对输入数据进行特

征加强,而 CBAM 则同时考虑了通道域和空间域注

意力。 此外,采用经典的基于 CNN(ResNet、WDC-
NN[31])的故障诊断网络进一步加强实验的说服力。

从表 4 可以看出,首先,MDARN 在不同信噪比

(signal noise ratio,SNR)噪声影响下都取得了较好

的结果,优于其他网络。 与经典的通道注意力网络

(SEnet)和混合域注意力网络(CBAM)相比,自下而

上的快速前馈过程和自上而下的注意力反馈过程能

够更好地捕捉到振动信号的长期依赖信息,从而使

网络能够捕获到更多的关键特征,这在 SNR 较低情

况下尤为明显。 对于不使用注意力机制网络的故障

诊断模型(ResNet、WDCNN),虽然采用 CNN 在无噪

声条件下取得了较高的准确率,但随着噪声的逐渐

增强,普通的卷积神经网络将无法从损坏的振动信

号中提取出故障信息,使得不同类的故障数据无法

有效分离。

表 4　 各种方法的故障诊断准确率 / %

故障诊断方法
SNR

- 2 0 2 4 6 8 10 无
平均准确率

SEnet 96. 66 96. 90 98. 56 99. 65 99. 67 100. 00 100. 00 100. 00 98. 93
CBAM 97. 56 97. 56 98. 92 99. 74 99. 56 99. 92 100. 00 100. 00 99. 16
ResNet 90. 12 92. 23 93. 13 93. 56 94. 01 94. 99 94. 99 98. 24 93. 91
WDCNN 97. 32 98. 61 99. 66 99. 61 99. 72 99. 91 99. 95 100. 00 99. 35
MDARN 98. 56 98. 64 99. 67 99. 89 100. 00 100. 00 100. 00 100. 00 99. 60

　 　 此外,引入混淆矩阵来评价每种故障的诊断性

能,4 种工况下的故障诊断结果的混淆矩阵如图 5
所示。 从图 5 中可以看到,MDARN 在数据集 A1 中

正常轴承数据会被识别为外圈高度损坏,内圈低度

损坏会被识别为滚动体中度损坏和内圈中度损坏,
滚动体低度损坏则会被误判为内圈低度损坏和滚动

体中度损坏。 而在数据集 A2、A3 和 A4 中,各个类

别的故障诊断准确率都取得了不错的结果,误判率

较低。 同时,MDARN 在 4 种工况下均没有出现将

故障数据误判为正常数据的情况,能够实现轴承故

障的准确预警。
为了更好地评价 MDARN 提取的特征是有效

的,采用主成分分析的方法将特征层的特征维数降

至二维。 数据集 A2 的二维特征如图 6 所示。 通过

分析图 6 可以得出结论,同一故障类别的特征紧紧

聚集在一起,不同故障类别的特征能够有效地分离。
这意味着 MDARN 能够有效识别每种类型的轴承故

障,展现出了 MDARN 优越的故障诊断性能。
为了进一步验证所提方法的性能,本文在一个

更大的数据集———凯斯西储大学(Case Western Re-

serve University, CWRU) 轴承故障数据集上[32] 对

MDARN 进行实验验证。 在 CWRU 数据集中,采样

频率为12 000 Hz。共设置了 4 种不同的运行工况:数
据集 A(1 797 rpm,0 hp)、数据集 B(1 772 rpm,1 hp)、
数据集 C(1 750 rpm,2 hp)和数据集 D(1 730 rpm,
3 hp)。每个数据集包括正常数据、内圈故障、外圈故

障和滚动体故障,故障直径分别为0. 18 mm、0. 36 mm
和0. 54 mm。MDARN的实验结果如表5所示,可以
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(a) 数据集 A1 (b) 数据集 A2

(c) 数据集 A3 (d) 数据集 A4

图 5　 混淆矩阵

图 6　 MDARN 的特征可视化

看出,随着噪声强度的增加,MDARN 仍能保持较高

的故障诊断精度,验证了所提方法的有效性。
4　 结 论

　 　 为了克服滚动轴承故障诊断中的抗干扰能力弱
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表 5　 故障诊断准确率

SNR / dB 平均准确率 / %
- 2 97. 39
0 99. 80
2 100. 00
4 99. 59
6 100. 00
8 100. 00
10 100. 00
无 100. 00

的问题,构建了一种基于混合域残差注意力网络的

故障诊断模型。 首先,采用自下而上和自上而下的

结构捕获振动信号的长期依赖信息,并根据残差网

络的结构特点,构建了注意力模块。 其次,为了加深

网络,提高网络的泛化能力,连续堆叠了 3 个注意力

模块。 最后,将提取的注意力特征输入到 3 个连续

的残差块中作进一步细化,实现对轴承故障类型的

准确识别。 对比结果表明,与其他基于深度学习的

故障诊断模型相比,MDARN 具有更好的诊断性能

和有效性。
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Intelligent fault diagnosis method of rolling bearing based
on mixed domain residual attention network

JIA Lixin, CHEN Yongyi, NI Hongjie, ZHANG Dan
(College of Information Engineering, Zhejiang University of Technology, Hangzhou 310023)

Abstract
Mechanical equipment is developing in the direction of large-scale, precision and automation, and mechanical

systems are becoming increasingly complex. The automatic detection of mechanical faults is a great challenge con-
sidering that those mechanical systems may suffer from featueless catastrophic failures. However, existing fault de-
tection methods have a high misdiagnosis rate when identifying fault types in highly complex industrial systems, and
cannot produce accurate fault diagnosis results. To solve this problem, a new fault diagnosis method based on
mixed domain residual attention network is proposed in this paper, which takes rolling bearing as the research ob-
ject as it is the key component of mechanical equipment. This paper aims to improve the performance of fault detec-
tion by combining the advantages of automatic learning representation of deep convolutional neural network and key
feature extraction ability of channel attention mechanism and spatial attention mechanism. Experimental results show
that the proposed method can accurately detect bearing faults and is superior to existing state-of-the-art methods.

Key words: fault diagnosis, rolling bearing, channel attention mechanism, spatial attention mechanism, con-
volutional neural network(CNN)
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