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基于 GRU 的密集连接时空图注意力网络的城市交通预测①
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摘　 要　 城市道路拓扑结构的复杂性、交通流量的实时变化以及多元的外部环境等因素

给交通预测带来了极大的困难。 现有方法对交通路网的时空特征挖掘性不足,缺乏对外

部因素的考虑,为此本文提出了一种基于门控循环单元(GRU)的时空图注意力密集连接

网络,通过门控循环单元来捕获路网数据的动态规律,并以图注意力密集连接网络来提取

路网复杂的空间结构特征,建立城市交通网络对时空的依赖关系。 针对外部客观因素,采
用独热编码的方式对城市各路段发生的交通事件进行数据建模,增强交通网络的信息属

性。 以杭州申花路及周围共 309 个路段为例,对所提出模型的预测能力和可行性进行验

证。 实验结果表明,模型预测精度最高达到了 81. 64% ,与传统数学模型和主流的神经网

络模型对比,预测精度较 ARIMA 提高了 35. 42% ,较图注意力网络(GAT)和 GRU 神经网

络分别提高了 17. 45%和 3. 02% 。 实验证明该方法可以适应复杂的交通流进行长期的交

通预测任务,同时也能增强交通管理能力,减少交通拥堵成本。
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　 　 作为交通管理系统的重要组成部分,交通预测

在交通规划、交通管理和控制中发挥着重要作用。
交通预测是指对城市道路网络数据进行分析,进而

预测未来的交通状况,包括速度、流量以及通行时间

等。 掌握未来交通状态可以大幅缓解交通拥堵带来

的不便,减轻城市环境压力[1],同时也能提高整个

交通网络的可靠性。 路网结构的复杂、交通流数据

的时变性以及环境因素和路网状态的不确定性给交

通预测带来了极大的困难。 因此,充分捕捉城市交

通路网的时间和空间特征是完成交通预测任务的关

键。
近年来,随着智能交通系统和机器学习的不断

发展,交通预测成为城市交通领域主要的研究课题

之一。 现有方法主要分为模型驱动方法和数据驱动

方法 2 类。 模型驱动方法是通过全面的先验知识进

行系统建模以解释交通流量、速度和密度之间的瞬

态和稳态关系,其代表方法有排队论模型[2]、交通

速度模型[3] 和微观基本图模型[4] 等。 实际交通数

据受到多方面因素的影响,这些模型依赖人的经验

和先验知识的假设,无法准确描述复杂的现实环境

中交通数据的变化。 数据驱动模型方法是基于数据

的规律性来分析变化趋势,并应用到交通状态的预

测和评估中[5-6],主要可以分为统计学模型、机器学

习模型以及深度神经网络模型。 统计学模型有以历

史平均数据作为预测结果的人类联想记忆(human
association memory,HAM)模型[7],其计算简单,但是

预测精度低;统计学模型还包括差分整合移动平均

自回归模型 ( autoregressive integrated moving aver-
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age,ARIMA)模型、线性回归[8] 和卡尔曼滤波等模

型。 ARIMA 时间序列模型是将观测到的时间序列

拟合为一个参数模型来预测未来的数据;线性回归

模型建立了一个基于历史交通数据的回归函数来预

测交通流量[9];卡尔曼滤波模型则是根据测量不同

时间下的交通数据,考虑各时间下的联合分布来对

未来的交通数据进行预测。 随后出现了基于机器学

习的交通预测模型,最初是将 k-最邻近算法(k-nea-
rest neighbors,KNN)应用于交通流量,然后使用贝

叶斯推理方法[10] 和支持向量机( support vector ma-
chines,SVM) [11]进行研究。 这些模型可以模拟更加

复杂的交通流特征,但对非线性特征的捕捉能力有

限。 近几年,深度学习在捕捉非线性和复杂模式上

的优势引起了广泛关注,有研究者将深度学习引入

到交通预测领域,如深度通信网络(deep belief net-
work,DBN) [12-13]、堆栈自编码神经网络(stacked auto

encoder, SAE) [14]。 这些方法可以独立处理交通流

信息,但是无法建立数据在时间维度上的依赖关系。
为此,本文研究了基于时间序列的循环神经网络

(recurrent neural network,RNN),该网络可以利用历

史时间序列数据来预测未来的时序。 但 RNN 在反

向传播时会出现梯度消失或梯度爆炸的情况,对此

有学者提出长短时记忆网络( long short-term memo-
ry,LSTM) [15-16]和门控循环单元(gate recurrent unit,
GRU) [17-18]用来解决上述问题。 文献[19]利用长短

时记忆网络来对交通速度进行预测,克服了 RNN 模

型梯度消失的问题。 GRU 相对于 LSTM 仅有 2 个

门,参数量较少,容易达到收敛状态,在一些细节较

多的交通预测任务中,GRU 预测效果更佳[20]。
交通流数据除了具有时间依赖性,还会受到路

网拓扑结构的影响,相邻路段的交通状态会相互牵

制,如上游路况会对中下游路况产生短期连锁反应。
通过引入卷积神经网络 ( convolutional neural net-
works,CNN)提取空间特征信息,并与 LSTM[21-22] 相

结合来捕捉路网时间和空间特征,提高预测精度。
但 CNN 比较适用于欧几里得空间设计,城市路网空

间结构具有随机性和复杂性,CNN 在处理这种拓扑

结构时具有较大的局限性。 文献[23]提出用图卷

积网络(graph convolutional network, GCN)来处理道

路空间结构[24],可以更好地建模路段对交通路网的

空间依赖性[25-26]。 GCN 在汇聚邻近路段信息时,无
法区分出相邻路段对目标路段不同的影响力。 在

GCN 基础上,文献[27]引入图注意力网络( graph
attention network,GAT)来对相邻路段分配不同的权

重系数,解决了该问题。 还有研究利用局部空间图

来进行时空注意层堆叠[28],但 GCN 和 GAT 网络本

质属于低通滤波器,经过多层汇聚后出现过平滑现

象[29],节点特征呈相似性;因此图神经网络存在的

瓶颈[30]会导致对空间特征提取不足,实现深度图卷

积[31]是解决该问题的关键。 城市交通还会受到各

种外界因素影响,例如天气、交通事件、周围环境等。
除了提取路网的时间和空间信息外,对外部因素建

模可以增加交通信息属性,提高交通预测精度。 文

献[32]集成了一个基于 LSTM[33] 的编码器,对外部

信息进行编码,并将多模态数据建模为序列输入,利
用外部信息进行交通预测任务。 文献[34]通过对

动态和静态因素分别进行编码,并引入到时空模型

中增加输入信息的特征,该方法被证明相较于单一

的时间序列,多源数据信息可明显提高交通预测性

能。 此外,特殊事件也会造成交通流的剧烈变化,有
学者捕捉某些特殊事件的隐藏变量[35] 来学习时间

序列中的动态模式,完善交通预测任务。
综上所述,考虑多维的路网特征是交通预测任

务未来的方向。 本文提出了一种新的时空神经网

络,该方法不仅可以从交通数据中捕获复杂的时空

特征,还可以通过对路网外部因素建模,用于城市道

路的交通预测任务,提高预测精度。

1　 数据分析和问题描述

本文将城市道路的实时平均速度作为实验研究

对象,选取杭州申花路及周围共 309 条路段进行 2
个月的数据记录。 收集的数据分为 2 个部分:第 1
部分是记录各路段的速度时序,时间间隔为 15 min,
记作 X = (X1,X2,…,XT), X ∈ RT×N, 其中 T 代表

记录的时间步步数, N 代表路网中所包含的路段数

量;第 2 部分是记录整个交通路网所发生的交通事

件,为了与速度时序相匹配,记录时间窗口同样为
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15 min,对其进行独热编码,即当前时间步发生交通

事件的路段记为“1”,其他为“0”,建模后的交通事

件矩阵 K = (K1,K2,…,KT),K∈RT×N。通过对收集

的路网数据进行分析,发现城市交通网络在时间和

空间上都具有较强的相关性。
时间特性:选取某一条路段连续 5 周的交通速

度进行可视化,如图 1(a)所示,区域框代表第 2 周

的路段速度变化情况,其整体趋势与其他几周较为

吻合,城市路段的交通状态受到时间约束,呈现周期

性变化。将该路段其中一天的交通速度可视化,如
图 1(b)所示,一天内的交通状态会随时间发生变

化,交通流受到之前或更长历史时刻的交通状况的

影响,当前时刻的交通状况对未来交通流也会产生

影响。 数据表明交通流随时间动态变化,主要体现

在周期性和趋势上。

(a) 路段速度在连续 5 周内的周期性变化

(b) 路段速度在一天内的变化趋势

图 1　 交通流的时间特性

空间特性:选取其中 3 个相邻的路段,对一段时

间内的交通速度可视化,根据道路方向将 3 个路段

分别标记为上游路段、中游路段以及下游路段。 如

图 2 所示,上游路段速度在第 30 min 有明显上升趋

势,与其相邻的中游路段速度在第 45 min 同样出现

了上升趋势,下游路段在之后时间步的速度也得到

了相应的提升。 这说明由于路网在短期内流动传输

的强相关性,3 个路段的交通状态变化趋势比较接

近,上游路段通过传递效应影响下游路段,下游路段

通过反馈也会影响上游路段,反映了城市道路交通

状态具有空间依赖性。

图 2　 交通流的空间特性

交通预测任务不仅依赖于历史交通信息和空间

关系,交通事件对交通流的影响也较大。 图 3 描述

了 2 个路段发生交通事件后,路段的速度随时间的

变化情况。 路段 1 和路段 2 分别在 135 min 和第

180 min 发生了交通事件,在此期间路段速度发生了

骤降,同时由于交通流通性,也会波及到周围相邻路

段。 交通事件的发生极大地阻碍了路段车辆的通

行,使得交通流数据产生尖锐的变化,产生诸多未知

因素,对未来交通状态影响较大,造成了交通预测的

困难。 因此,对该外部因素进行合理的建模可以增

加对路网提取特征的维度,增强模型对外部信息的

感知,从而提高交通预测的精度。

图 3　 交通事件对交通流的影响

综上所述,城市交通道路网络受到时间、空间以

及交通事件等外在因素的影响。 本文提出了一种时

空图注意力神经网络模型来对路网进行特征提取,
并将外部因素建模为路段中的属性信息,提高模型
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对外部信息的感知能力。 交通预测的主要任务是利

用前 l 项观测到的速度时序 X = (X t -l,X t -l+1,…,
X t) 来预测未来 T 个时间步的速度 X = (X t +1,X t +2,
…,XT), 其中 X t 是 t 时刻各路段的实际速度, X t +1

是下一时间步 t + 1 时刻的预测速度。

2　 模型搭建

2. 1　 空间特征建模

获取路网复杂的空间依赖关系是交通预测的关

键,卷积神经网络(CNN)利用卷积核来提取局部特

征,该方法适用于图像和规则性的网格结构。 城市

道路网络呈现无规则拓扑结构,路段排列随机且复

杂,CNN 无法准确地捕捉到路段与路段之间的潜在

联系。 本文引入图注意力网络 GAT 来处理路网空

间结构,将注意力机制和 GCN 结合。 如图 4( a)所
示,GAT 在汇聚节点信息时,对每个邻居节点赋予

不同的权重系数,在传播过程中引入自注意力机制,
每个节点的隐藏状态通过注意其邻居节点来计算。
该网络既可以准确地捕捉到路网的空间特征,又能

判断出相邻路段对目标路段不同的影响力,更好地

学习到局部特征的依赖关系。 对节点 ( i, j) 的注意

力系数计算方法为

eij = αT[W hi
⇀‖W h j

⇀] (1)
其中, eij 是节点 j 对节点 i 的注意权重系数; hi 和 h j

是当前输入层的节点 i 和节点 j 的特征表示; W ∈
RF×F′ 是线性变化矩阵,属于共享参数; F 表示输入

特征的维度; F′ 是输出特征的维度;‖为向量的拼

接。 最后对目标节点所有的注意权重系数进行归一

化操作:

αij = softmax j(eij) =
exp (eij)

∑ k∈Ni
exp(eik)

(2)

其中 Ni 是节点 i 的所有邻接节点,利用得到的权重

系数进行节点信息汇聚时可以捕捉重要节点的隐藏

特征。 GAT 也可以实现多头(multi-heads)注意力机

制,如图 4(b)所示,将每一层单头信息传递的向量

进行汇聚,使用多组注意力权重处理时间序列可以

学习不同的语义信息,更加有效地进行特征提取,具
体过程如式(3)所示。

h′i
⇀ = σ( 1

k ∑
k

k = 1∑ j∈Ni
αk

ijWk h j
⇀) (3)

其中, K 为多头注意力的个数, αk
ij 为第 k 个注意力

机制 (αk) 计算的归一化。

图 4　 图注意力神经网络模型框架

GAT 网络属于低通滤波器,在多层叠加后会出

现过平滑现象,节点呈现相似性,表征能力下降;另
外在邻接节点权重较小的情况下,对次邻接节点汇

聚时会导致信息损失。 为解决上述问题,通过引入

密集连接网络[36] (dense network)对 GAT 进行深度

建模,组成密集连接块(Dense-GAT)。 如图 5 所示,
每层多头图注意力网络与前面所有层的输入输出进

行向量拼接,利用特征重用的方法来提高空间提取

能力,提高模型对路网空间结构的感知度。 密集连

接网络借用了残差网络[37](ResNet)的思想,在加强

空间特征传递的同时,也减轻了模型在反向传播过

程中出现的梯度消失。 传播方式如式(4)所示。
xi = Hi([x0,x1,…,xi -1]) (4)

其中, xi 表示第 i 层 GAT 网络的输出, Hi 表示非线

性转换函数。

图 5　 密集连接的多头图注意力网络

2. 2　 时间特征建模

获取时间依赖关系是交通预测中的另一个关键

问题,目前处理时间序列的神经网络模型主要是递

归神经网络(RNN)。 由于 RNN 在训练过程中容易

出现梯度消失和梯度爆炸等问题,对于预测交通流

这种长序列数据存在较大的局限性。 LSTM 和 GRU
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模型是递归神经网络的一种变体,可以有效解决长

序列带来的梯度消失,同时利用门控机制来保存序

列的长期信息。 与 LSTM 相比,GRU 只使用了 2 个

门控开关,理论参数量是 LSTM 的 3 / 4,训练时更容

易收敛,对于精细化的交通预测任务效果更好[20]。
本文选用 GRU 模型来获取交通数据的时间依

赖关系,其内部结构如图 6 所示,其中 ht -1 表示 t - 1
时刻的隐藏状态,其中也包括历史序列信息; et 为 t
时刻的交通信息; rt 是重置门,控制前一时刻隐藏信

息的忽略程度,决定前一状态写入候选集 ht
~

的信息

量; zt 是更新门,控制前一时刻状态信息进入当前状

态的程度,决定如何将新的输入信息和记忆信息相

结合,更新门的值越大表示前一时刻信息量被写入

得越多; ht
~

为 t 时刻存储的记忆内容,使用 tanh 激

活函数保证 ht
~

输出向量元素均在 - 1 ~ 1 之间; ht

是当前 t 时刻的输出状态,由重置门和更新门计算

后得到。 通过门控开关使得 GRU 在获取当前时刻

交通信息的同时,仍保留了历史交通信息的变化趋

势,具有捕获时间依赖性的能力。 GRU 前向传播公

式为

zt = σ(Wz·[ht -1,xt]) (5)
rt = σ(Wr·[ht -1,xt]) (6)

ht
~ = tanh(W·[ rt☉ht -1,xt]) (7)

ht = (1 - zt)☉ht -1 + zt☉ ht
~ (8)

其中,[ ]表示 2 个向量相连,·表示矩阵乘法, ☉
表示哈达玛积。

图 6　 门控循环单元内部结构

2. 3　 基于 GRU 的密集连接图注意力神经网络

为了充分捕获路网的时空特征,本文提出了一

种新的基于 GRU 的密集连接图注意力神经网络

(dense graph attention network of GRU,DG-GRU),模
型如图 7 所示。 首先利用 2. 2 节的 GRU 模型构建

循环神经网络来捕捉路网的时间特征,建立时间序

列的长期依赖关系,其次利用 GAT 网络组成密集块

(Dense-GAT)来获取路网空间特征,重复多次利用

先前层的输入输出信息,层与层之间使用向量拼接

(concat),深度挖掘节点特征。

图 7　 基于 GRU 的密集连接图注意力网络

模型输入数据除了原始时序信息外,每个时间

步还加入了交通事件矩阵 K 作为先验知识,两者在

时间维度上进行连接,帮助模型学习路网潜在的干

扰因素。 前向传播过程如下,将速度时序 X =
(X t -l,X t -l+1,…,X t) 和交通事件矩阵 K = [K t -l,

K t -l+1,…,K t] 进行向量拼接,输入维度为 R2l ×N, 在 t
时刻门控循环单元输出包含时间维度的隐藏层 ht

后,经过 Dense-GAT 网络提取空间特征,最后通过

全连接层预测出未来 T 个时间步的交通速度。 如

式(9)所示。
[X t +1,X t +2,…,X t +T] = f(G,X | K) (9)

其中, G 为道路网络,用无向图 G = (V,E) 来描述

路网的拓扑结构,将路段作为节点; V 代表一组道路

节点, V = (v1,v2,…,vN);N 是节点数量, E 是节点

与节点连接的边,用邻接矩阵 A 来描述节点之间的

关系,其中 A ∈ RN×N。 对于相邻节点记作“1”,其他

记为“0”,通过该方式把整个城市路网的拓扑结构

映射到无向图中,对其进行空间建模,每个节点 v 都

包含路段的交通流时序数据和空间状态信息。
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3　 案例应用与结果分析

3. 1　 实验环境和数据

实验环境为 Pytorch,采用 GPU 加速的训练方

法,选取了杭州市申花路周围路段的交通速度数据

集来评估 DG-GRU 模型的预测性能。 数据集共由 3
个部分组成:(1)309 × 309 的邻接矩阵 A,用来描述

路段之间的空间关系;(2)记录各个路段的速度序列

X = (X1,X2,…,XT),X ∈ RT×N, 记录间隔为 15 min;
(3)描述各路段交通事件发生状况的矩阵 K = (K1,

K2,…,KT),K ∈ RT×N。 同时将所有数据进行归一化

操作以提高模型的训练速度,其中 80%的数据作为

训练集,20%的数据作为测试集。 实验预测了未来 15
min、30 min 和 45 min 3 个时间段的交通速度。
3. 2　 评价指标

为了比较直观地评估 DG-DRU 的预测性能,实
验采用 5 个主流的评价指标来描述真实交通速度 Yt

和预测速度 Y︿ t 之间的差距。 包括以下 5 个指标:
(1) 均方根误差(RMSE)

RMSE = (Yt - Y︿ t) 2 (10)
(2) 平均绝对误差(MAE)

MAE = 1
n∑

n

i = 1
| Yt - Y︿ t | (11)

(3) 精确度(Accuracy)

Accuracy = 1 -
‖Y - Y︿ t‖F

‖Y‖F
(12)

(4) 可决系数(R2)

R2 = 1 -
∑ i = 1

(Yt - Y︿ t) 2

∑ i = 1
(Yt - Y- t) 2

(13)

(5) 解释方差分数(Var)

Var = 1 - Var{Y - Y︿ }
Var{Y} (14)

其中,RMSE 和 MAE 代表 Yt 和 Y︿ t 之间的真实误差,
数值越小,代表模型预测能力越好;Accuracy 数值越

大,代表预测精度越高;R2 和 Var 是用来衡量预测

值代表真实值的能力,数值越大,说明模型预测能力

越高。
3. 3　 模型参数设计

DG-GRU 模型超参数主要包括学习率、批量大

小、训练次数、GAT 多头注意力头数、Dense-GAT 层

数以及 GRU 单元隐藏层的数量。 为加快模型收敛

速度,将学习率设为 0. 001,批量大小设为 32,训练

次数为 3 000 次。 模型选用 Xavier 初始化权重等参

数,使用 Adam 优化器更新参数。 模型训练过程中,
目的是减少预测值和真实交通速度之间的误差。 本

文模型选用的损失函数为

loss = | | Yt - Y︿ t | | + λLreg (15)

其中, Yt 表示实际的交通速度, Y︿ t 表示模型预测的

速度。 式(15)前一项用于减少两者之间误差,后面

一项是 L2 正则化, λ 为可训练参数。 通过观察损失

函数的变化趋势来判断模型预测性能,损失函数数

值越小,模型预测性能越好。
3. 4　 实验结果与模型性能分析

在实验过程中,超参数对模型预测性能具有较

大影响,其中包括 GAT 多头注意力头数、Dense-GAT
层数以及 GRU 单元隐藏层的数量。 为获得最佳预

测效果,通过对三者进行交叉验证来进一步分析实

验结果。 当设定 Dense-GAT 层数 P 后,改变多头注

意力头数和隐藏层数量来观察模型预测精度变化趋

势;选择模型参数的最优值,GAT 多头注意力的头

数分别设为[2,3,4,5,6],隐藏单元数量的候选集

设为[8,16,32,64,100]。 如图 8 所示,当 GAT 多头

注意力的头数和隐藏单元数量不断增加时,DG-
GRU 模型预测性能先提高后降低。 分析发现模型

对 GRU 隐藏单元数量较为敏感,在与注意力头数交

叉实验的过程中,当隐藏层数量设为 64、多头注意

力头数设为 3 时,RMSE 值最低,即模型预测效果最

好。 不同的 GAT 密集连接层数对预测精度也会产

生影响。 交叉实验结果显示,当 Dense-GAT 层数设

为 3 时 DG-GRU 模型达到最佳预测性能,而不断增

加层数会导致参数量变多,计算量增加导致过拟合

现象,效果变差。
为验证本文的思路,选取 5 个基线模型来进行

实验对比, 包括 ARIMA、 GCN、 GAT、 Dense-GAT、
GRU,其中 Dense-GAT 模型设置层数为 3 层时达到

最佳性能。 表 1、2 和 3 分别显示了各模型在未来

15 min、30 min 和 45 min 预测的性能指标,其中∗代

表数值太小,忽略不计。从表格中可以明显看出,对
—864—

高技术通讯　 2024 年 5 月 第 34 卷 第 5 期



图 8　 多头注意力和隐藏层的交叉验证

表 1　 DG-GRU 和基线模型对未来 15 min 交通状况的预测结果

时间 性能指标 ARIMA GCN GAT Dense-GAT GRU DG-GRU
　 RMSE 10. 910 0 9. 560 0 9. 410 0 6. 900 0 5. 770 0 4. 950 0
　 MAE 8. 620 0 7. 640 0 7. 520 0 5. 310 0 4. 130 0 3. 700 0

15 min Accuracy 0. 462 2 0. 641 9 0. 648 0 0. 742 6 0. 786 2 0. 816 4
　 R2 ∗　 0. 424 0 0. 451 0 0. 509 1 0. 648 3 0. 729 2
　 Var ∗　 0. 430 0 0. 453 0 0. 533 1 0. 668 0 0. 734 5

表 2　 DG-GRU 和基线模型对未来 30 min 交通状况的预测结果

时间 性能指标 ARIMA GCN GAT Dense-GAT GRU DG-GRU
　 RMSE 11. 090 0 9. 560 0 9. 430 0 7. 000 0 5. 970 0 5. 720 0
　 MAE 8. 750 0 7. 650 0 7. 600 0 5. 390 0 4. 460 0 4. 370 0

30 min Accuracy 0. 453 1 0. 641 7 0. 646 1 0. 739 2 0. 779 3 0. 798 2
　 R2 ∗　 0. 393 0 0. 443 0 0. 477 0 0. 620 1 0. 644 9
　 Var ∗　 0. 398 0 0. 446 0 0. 482 6 0. 635 1 0. 653 6
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表 3　 DG-GRU 和基线模型对未来 45 min 交通状况的预测结果

时间 性能指标 ARIMA GCN GAT Dense-GAT GRU DG-GRU
　 RMSE 11. 210 0 9. 570 0 9. 480 0 7. 410 0 7. 330 0 6. 020 0
　 MAE 8. 960 0 7. 650 0 7. 620 0 5. 920 0 5. 330 0 4. 580 0

45 min Accuracy 0. 451 2 0. 641 5 0. 642 2 0. 721 9 0. 728 5 0. 787 4
　 R2 ∗　 0. 381 0 0. 441 0 0. 506 5 0. 462 6 0. 602 0
　 Var ∗　 0. 385 0 0. 443 0 0. 601 3 0. 492 5 0. 620 2

于 3 个不同的预测视野,DG-GRU 在所有评估指标

中都优于其他模型,证明 DG-GRU 在交通预测任务

中的有效性。
对实验结果分析发现以下几点。
(1) 空间特征提取能力。 与只考虑时间依赖的

自回归模型 ARIMA 以及 GRU 网络进行对比,对于

15 min 的交通预测任务,DG-GRU 预测均方根误差

分别减少了 54. 6%和 14. 2% ,预测精度分别提高了

43. 4%和 14. 7% ,说明该模型具有从交通数据中提

取潜在空间特征的能力,建立对路网的空间依赖性,
比单一化利用路网时间信息的模型更加有效。 而

ARIMA 是通过计算每个节点的误差和平均来预测

的,很难长期处理波动较大的时序,导致预测精度远

低于 GRU。 将 Dense-GAT 和 GAT 模型对比可以发

现,在 3 个预测范围中,Dense-GAT 模型性能均优于

GAT,证明密集连接网络可以加深图卷积模型的空

间挖掘,增加节点表征能力。
(2) 时间特征提取能力。 为了验证 DG-GRU

模型是否有能力从交通数据中描绘时间特征,将其

与空间建模的 GCN、GAT、Dense-GAT 模型进行对

比,在 15 min 预测范围下,DG-GRU 预测的 RMSE 分

别减少了 48% 、47. 4% 和 28. 3% ,预测精度分别提

高了 30. 1% 、20. 6%和 9. 3% ,说明该模型可以很好

地捕捉时序间的非线性特征并建立路网的时间依赖

性。
(3) 长期预测能力。 对 DG-GRU 预测未来 3 个

时间段的 RMSE 和 Accuracy 进行分析,从图 9(a)可
以看出,在不同的预测范围下其 RMSE 和精度的变

化幅度小,对外界敏感度低,不易发生震荡;图 9(b)
显示,在不同的预测范围下,DG-GRU 模型的 RMSE
误差均为最低,预测效果优于其他基线模型。 证明

该模型既可以用于短期预测任务,也可以进行长期

的预测。
(4) 交通事件矩阵消融实验。 为了验证加入交

通事件矩阵的有效性,本文对其进行了消融实验,实
验结果如图 10 所示,其中 DG-GRU-K 表示加入交

通事件矩阵的密集连接网络。 结果表明,在加入矩

阵K后,DG-GRU模型的RMSE下降了3. 7% ,预测精

图 9　 DG-GRU 与基线模型预测性能对比分析
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图 10　 交通事件矩阵的消融实验

度提升了 2. 5% ,证明对外部环境因素建模可以有

效增加路段节点的特征多样性,增强信息属性,提高

模型预测精度。
此外,针对基线模型,本文分析了在训练过程中

各模型参数量、训练时间(s / epoch)以及达到收敛状

态的迭代次数,如表 4 所示。 结果表明,GRU 模型

相对于空间建模的 GCN、GAT、Dense-GAT 网络参数

量更多,带来的效果也更好,说明路网数据本身是时

间序列,对时间维度特征具有较大的依赖。 本文模

型在时空维度上建模,参数量最多,带来的训练复杂

度相对较大,但是通过较少的迭代次数就能达到收

敛状态,获得最佳预测效果,同时在一定程度上可以

避免模型产生过拟合。

表 4　 模型计算复杂度分析

　 GCN GAT Dense-GAT GRU DG-GRU
参数量 139 222 2 370 12 672 18 544

训练时间

(s / epoch)
3. 4 3. 8 6. 7 18. 2 22. 3

迭代次数 523 516 421 216 156
精确度 0. 641 9 0. 648 0 0. 742 6 0. 786 2 0. 816 4

为了更直观地检验本文提出模型的预测性能,
从交通路网中随机选取一条路段,对连续一周的预

测结果进行可视化。 如图 11(a)、12(a)和 13(a)所
示,其分别代表了未来 15 min、30 min 和 45 min 交通

速度预测的可视化结果。 为了观察局部预测细节,
本文将其中一天的预测结果进行可视化,结果如

图 11(b)、12(b)和 13( b)所示。 连续一周的预测

结果表明,DG-GRU 模型预测的结果在整体趋势上

具有较好的拟合度,模型能捕捉到真实速度的尖锐

特征,不会出现过度平滑的表现。

(a) 连续一周预测可视化结果

(b) 连续一天预测可视化结果

图 11　 未来 15 min 模型预测可视化结果

(a) 连续一周预测可视化结果

(b) 连续一天预测可视化结果

图 12　 未来 30 min 模型预测可视化结果
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(a) 连续一周预测可视化结果

(b) 连续一天预测可视化结果

图 13　 未来 45 min 模型预测可视化结果

将一天的可视化结果提取出来,可以更加明显

地看出 DG-GRU 模型的预测效果,其短期预测曲线

更接近真实曲线,说明该模型在长期预测中丢失部

分信息的同时,能较好地捕捉短期依赖关系;对于捕

捉变速趋势的转折点,DG-GRU 模型在高、低峰处有

偏差,原因可能是交通状态的突然变化不仅受到本

研究中使用交通事件的影响,还受到其他外在因素

的综合影响。 另外,该模型不会因为进行长期预测

产生严重的震荡而脱离预测目标,说明 DG-GRU 具

有长期预测能力,对外界的敏感度较低。
综上,DG-GRU 模型在复杂的交通流数据建模

上具有优势,尤其在捕捉时空特征上优于其他基线

模型。 通过学习路网数据潜在的非线性关系进而较

好地拟合其未来的变化趋势,使模型可以达到更好

的预测性能。

4　 结 论

(1) 通过对城市交通网络数据的分析,构建了

基于 GRU 的密集连接的图注意力网络。 一方面,利
用 GRU 来捕捉节点属性的动态变化,获得时间依赖

性;另一方面,利用 Dense-GAT 来捕捉路网的拓扑

结构,获得空间依赖性。 同时加入交通事件作为先

验知识,使模型能够捕捉时序数据的尖锐变化,实现

了城市交通道路速度预测的任务。
(2) 本文搭建的模型主要基于时空特征方面的

考虑,同时加入交通事件的先验知识是对考虑外部

客观因素的初步尝试。 从实验结果可以发现,相较

于考虑单一化特征的 GCN 模型和 GRU 模型,DG-
GRU 模型在捕捉交通路网时空特征和加入客观先

验知识后,其预测性能得到了较大的提升,说明对路

网数据和外界信息的充分挖掘是交通预测任务的重

点方向。 后续研究将着重考虑更多的外部因素,加
强交通预测任务对象特征的整合,进一步提高模型

预测的准确性和灵活性。
(3) 实验结果表明,DG-GRU 模型能够很好地

捕捉路网的时空信息,在预测精度上明显优于其他

基线模型。 对比传统模型 ARIMA,DG-GRU 模型预

测性能在 3 个预测范围内分别提高了 43. 3%、43. 2%
和 42. 7% 。 对比主流神经网络模型 GCN 和 GRU,
DG-GRU 模型预测性能在 3 个预测范围内分别提高

了 21. 4% 、19. 6% 、18. 5% 和 3. 7% 、2. 4% 、7. 5% 。
DG-GRU 预测模型对外界敏感度较低,具有长期预

测能力。
对城市交通网络的精准预测有助于改善路段拥

堵状况,提高道路的通行能力,同时对城市路段规划

和区域划分起着重要作用。 此外,DG-GRU 模型不

仅限于交通预测,还可用于其他时空预测任务。
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Urban traffic prediction based on densely connected
spatial-temporal graph attention network of GRU

GUO Haifeng∗, XU Hongwei∗∗, ZHOU Zisheng∗∗
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Abstract
Due to the complexity topology of urban traffic network, the real-time change of traffic flow and external envi-

ronmental factors, there are huge difficulties in traffic prediction. In view of the inadequacy of existing methods in
mining the spatio-temporal features of road network and the insufficient consideration of external factors, a spatial-
temporal network of dense graph attention network based on gated recurrent unit (GRU) (DG-GRU) is proposed.
The function of gated recurrent unit is used to capture the dynamic changes of road network data. Densely connect-
ed graph attention network (GAT) is used to extract the complex spatial structure characteristics of the road net-
work. They can establish the dependence of urban traffic network data on time and space. Considering the influ-
ence of external factors, the one-hot encoding is used to model the traffic events that occur in urban sections to en-
hance the information attributes of transportation network. Taking Shenhua Road and its surrounding sections in
Hangzhou as an example to verify the predictive ability and feasibility of the network. The experimental results il-
lustrate that the prediction accuracy of the method is up to 81. 64% . Compared with traditional mathematical model
and mainstream neural network model, the prediction accuracy of DG-GRU is 35. 42% higher than that of ARIMA.
Compared with graph attention network (GAT) and GRU neural networks, its prediction accuracy is improved by
17. 45% and 3. 02% , respectively. Experimental results show that the model in this paper can adapt to complex
traffic flow and carry out long-term traffic forecasting tasks. Meanwhile, it can enhance traffic management ability
and reduce the costs traffic congestion.

Key words:traffic prediction, spatio-temporal features, neural network, gated recurrent unit (GRU), dense-
ly connected, graph attention network (GAT)

—474—

高技术通讯　 2024 年 5 月 第 34 卷 第 5 期


