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基于边界分布注意引导的结直肠腺体分割网络①
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摘　 要　 从结直肠组织病理图中自动精确地分割腺体轮廓对结直肠病理诊断有极大帮

助,然而,腺体之间间隙狭小且不同等级的腺体具有形态变异性,准确地分割出每个腺体

实例具有很大的挑战。 为此,本文提出了一种基于注意力的边界引导网络用于腺体分割。
具体来说,本方法在边界分支中使用理想的边界图进行监督,引入全局特征整合模块提取

腺体边界,并输入后续的解码阶段辅助腺体分割。 通过多尺度注意力模块提取多尺度上

下文信息,增大模型的感受野。 提出边界注意融合模块补充边界细节信息,进一步细化分

割结果,得到最终的腺体分割图。 所提出模型的有效性在公开的结直肠腺癌数据集 GlaS
上得到了验证,取得了优于其他网络的性能。
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　 　 结直肠癌是最常见的癌症之一[1],对其进行正

确分级可以指导医生制定合适的治疗计划。 而结直

肠癌分级的关键标准就是肠道腺体的形态,包括腺

体的形状结构以及排列情况[2]。 腺体的分割能为

医生提供更明确的感兴趣区域,更好地判断腺体形

态[3]。 但人工对腺体进行标注费时且易受主观因

素影响,利用计算机辅助技术可以大幅提高医生工

作的效率,并能得到更加客观真实的结果[4-5]。 为

了辅助医生诊断,需要有效的图像分割方法从数字

化组织切片中准确分割出腺体。
目前,基于深度学习的计算机辅助技术已经可

以实现快速的图像分割[6-8],但设计一种高精度的

腺体分割方法仍具有挑战性:不同分化程度腺体具

有异质性,良性腺体呈较为规则的椭圆形,而恶性腺

体形态变异、边界模糊;细胞间相互作用力导致相邻

腺体之间具有邻近性,组织边缘间隙狭小。 为解决

这些难点,Chen 等人[9-10] 提出了一种多任务学习的

深度轮廓感知网络,采用改进的全卷积网络( fully

convolutional network,FCN) [11],在网络后半部分使

用一条边界分支用于腺体边界的分割,通过双分支

模型结合腺体轮廓和腺体实例的互补信息,集成多

层次的上下文特征,取得了较好的分割精度。 Xu 等

人[12-13]提出了一种深度多通道框架,分别用于像素

级的腺体分割、腺体区域建议和边界检测,并在最后

进行信息融合得到腺体分割预测图。 Graham 等

人[14]提出了一种最小信息损失扩张网络,通过一个

对象级的不确定性评分舍弃具有高不确定性的预

测,能够在特征提取过程中保留最大的信息。 Raza
等人[15]提出了多输入多输出网络融合不同通道之

间的信息,结合深度监督技术处理大小和形状可变

的腺体细胞。 王红玉等人[16] 设计了一种双路径网

络分别用于提取上下文特征和空间特征,获得更大

的感受野和空间信息,增强网络对腺体形态学特征

的学习能力。 Wen 等人[17] 提出了一种基于 Gabor
编码器和级联压缩的双注意力机制网络,捕获多尺

度通道和空间信息,并设计了一个新的损失函数进
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行类平衡。 Rastogi 等人[18] 针对恶性腺体难以分割

的挑战提出了一种编解码结构网络,通过跳跃连接

捕获上下文信息,并且利用形态学运算进行后处理,
细化原始预测结果。

以往的很多方法通过多分支策略或引入边界损

失强调边界的重要性,弥补网络流中丢失的腺体边

界细节信息,细化腺体图片中的模糊边界,取得了优

异的性能,这证实增强边界特征表达在腺体分割中

能有效地提升分割的准确性。 现有的边界增强方法

通过共享编码器参数隐式地强化模型边界表征能

力,或通过在网络浅层引出卷积支路作为边界提取

分支显式引入边界信息,类似的方法可以减少参数

量,但由于缺乏全局信息在提取边界特征时仍有不

足。 并且,使用逐元素相加进行两分支融合并不能

自适应地调节腺体图片中不同特征的权重,网络很

难区分腺体边界的远近像素点,在处理距离很近的

腺体边界分割任务时会有较大的局限性。 基于以上

思想,本文提出了优化的实例-边界双分支网络,改
进了网络对边界的提取能力并提出一种新的融合模

块自适应地选择边界分支输出的特征。 方法在公开

数据集上取得了最好的综合性能指标结果,证明了

方法的有效性。

1　 方 法

1. 1　 ABG-Net 模型架构

本文提出的双分支网络———基于注意力的边界

引导网络 ( attention and boundary guided network,
ABG-Net)结构如图 1 所示,网络主体用于分割腺体

实例,采用类似 Unet 的编解码结构。 编码器阶段使

用预训练的主干网络减少过拟合,为了更好地处理

良恶性腺体之间形态和尺度的差异,本文在解码器

末端引入多尺度注意力(multi-scale attention,MA)
模块整合网络中的深层特征,提升网络的上下文信

息提取能力。 本文在边界分支中使用理想的边界图

通过边界损失进行监督,引入全局特征整合模块

(global feature integration,GFI)从网络浅层提取腺体

边界,再输入后续的解码器分支中辅助腺体分割,以
增强网络对模糊腺体边界的捕获能力。 解码阶段本

文通过上采样和卷积操作逐步恢复图像的像素尺

寸。 最后,引入边界注意融合(boundary-attention fu-
sion,BF)模块关注腺体的空间信息并自适应地调整

权重,在融合腺体实例特征和边界特征时强调腺体

之间狭小的间隙,细化分割结果,经过一系列上采样

图 1　 网络整体框架

操作后最终得到与输入图像一样尺寸的预测图。 以

下将通过主干部分、GFI 模块、MA 模块以及 BF 模

块 4 个部分对所提出方法展开介绍。

1. 2　 预训练主干网络

为了减少训练时间以及降低过拟合的可能性,
本文采用了迁移学习策略,使用预训练的 HarD-
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Net68[19]作为主干网络。 网络在 DenseNet[20]的基础

上作出改进,移除了全局密集连接,采用如图 2 所示

的连接方式,推理速度更快且在 ImageNet 上达到了

更高的准确率。 此外,HarDNet68 在 stride-8 上拥有

最多的层来改进局部特征学习,从而更加有利于小

规模目标检测,能够更好地检测腺体狭小的边界像

素点。

图 2　 卷积层之间采用稀疏连接的 HarDBlock

1. 3　 边界提取分支

在腺体分割任务中,通过边界提取分支强调腺

体边界的重要性已证实能有效细化分割结果,并且

提供给网络准确的腺体边界对整体网络的性能会有

更好的指导作用。 由于腺体与周围环境的低对比

度,边界预测通常与背景相混淆。 此外,腺体之间狭

小的间隙也使得边界特征难以被模型捕获,相邻很

近的腺体边界可能被误分割在一起。 因此,有必要

进一步提高腺体边界特征的重要性,这不仅需要边

界细节信息,还需要语义信息。 为此本研究在网络

浅层引入了全局特征整合(GFI)模块,使用真实的

边界标签对模块的输出进行监督,利用 3 个不同尺

度的特征提取边界,保留重要的细节信息的同时引

入语义信息。
GFI 模块如图 3 所示,首先本方法将 3 个不同

尺度的输入特征分别通过 RFB 模块[21]。 降低通道

维度后得到通道数统一的 f1(H × W / 4)、 f2(H ×
W / 8)、 f3(H × W / 16), 再将 f3 通过 3 个不同的上采

样和 3 ×3 卷积层得到 f34(H × W/ 4)、 f32(H × W/ 8)、
f32′(H × W/ 8),其中, H 表示特征图的高度,W表示特

征图的宽度。 同样,对 f2 二倍上采样得到 f22、 f22 再

与同尺寸的 f34 和 f1 元素级相乘得到 f1 ′。 将 f32 和 f2
元素级相乘后得到 f2 ′, 再利用通道级连接整合 f2 ′、
f32 ′ 以及最大池化后的 f1 ′, 对整合后的特征进行二

倍上采样和卷积后得到 f2 ″。 最后再将 f1 ′ 和 f2 ″ 通道

级连接通过一系列卷积后输出最终的边界预测图。

计算公式如式(1)、(2)所示。
f2″ = up2(concat(f2☉up2(f3), pool(f1′), up2(f3)))

(1)
fe = concat( f1☉ up2( f2), up4( f3), f2 ″ (2)

其中,☉表示点积运算,up2 和 up4 分别表示 2 倍和

4 倍上采样,concat 表示通道级连接,pool 表示平均

池化,公式中上采样和通道级连接之后默认使用卷

积核为 3 × 3 大小尺寸的卷积操作,每个卷积操作后

默认进行 BN 操作和 ReLU 操作。

图 3　 全局特征整合模块

1. 4　 多尺度注意力模块

多尺度上下文信息可以提高语义分割任务的性

能[21],然而,有效地获取并整合这些信息的方法仍

然值得探索。 膨胀卷积扩大了卷积层的感受野,实
现上下文语义信息联系,在图像分割领域得到广泛

应用。 受到上下文金字塔融合网络(context pyramid
fusion network, CPF-Net) [22] 的启发,本文采用具有

尺度感知能力的多尺度注意力(MA)模块代替传统

编解码网络结构的最后一层操作, MA 结构如

图 4(a)所示,通过 3 个具有不同扩张率 R(1,2,4)
的膨胀卷积捕获多尺度上下文信息,其中使用了 2
个尺度感知模块( scale-aware module,SCA)整合不

同尺度的特征。 SCA 本质上是一种注意力机制,可
以动态选择合适的尺度特征并通过自学习将其融

合,SCA 模块结构如图 4(b)所示。 具体来讲,首先
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对不同尺度的输入特征图 Fp 和 Fq 进行通道级拼接

以及一系列卷积操作后得到 2 个尺度特征图 P 和

Q。 然后 P、Q 分别经过 softmax 分类器得到 2 个像

素级注意力映射 p、q, 接着与原先特征图进行点积

得到对应感受野信息的特征图,最后相加得到融合

后的特征图 F, 计算公式如式(3)、(4)。

pi = ePi

eQi + ePi
, qi = ePi

eQi + ePi
,

i = [1,2,3,…,H × W] 　 (3)
F = p☉Fp + q☉Fq (4)

其中,☉表示点积运算,H 表示特征图的高度,W 表

示特征图的宽度。

(a) MA

(b) SCA

图 4　 多尺度注意力模块

1. 5　 边界注意融合模块

传统的实例-边界双分支网络往往在网络的最

后一层通过元素级相加或通道级连接实现 2 个分支

的信息融合。 但这样可能存在不足,仅使用传统方

法并不能充分进行 2 个分支之间的交互,也使得网

络难以自适应地调整权重。 为解决这个问题,本文

使用所提出的边界注意融合(BF)模块自底而上的

融合来自主干网的多层特征,并逐步将边缘信息嵌

入到高级特征图中。 BF 模块结构如图 5 所示,通过

多尺度注意力模块的提取后,解码器能够提供丰富

的细节和其他有用的信息,但这些信息仍然有一定

的冗余性。 因此,本文引入空间注意力 SA[23] 从空

间维度调整特征,重点突出关键的空间位置。 具体

来说,本方法首先将上一层的特征与对应解码器特

征进行通道级连接后作为输入特征,再沿着通道轴

将平均池操作和最大池操作应用于输入特征,接着

将 2 个的输出结果通道级连接,生成一个有效的特

征描述符。 最后,利用一个卷积核为 7 × 7 的卷积层

和 sigmoid 算子生成所需的空间注意力图。 计算公

式如下:
A = σ(conv7×7(concat(avgpool(f i), maxpool(f i)))

(5)
其中, σ 表示 sigmoid 算子,avgpool 和 maxpool 分别

表示沿通道轴的平均池化和最大池化。 通过将输入

特征与空间注意力图元素级相乘突出感兴趣区域,
再结合残差连接,将解码器初始特征 f i 细化为空间

增强特征 f i
s。 具体公式如下:

f i
s = Ai

s☉f i + f i (6)
其中,☉表示元素级相乘。 空间增强特征在腺体内

部区域响应高,在腺体背景区域响应低,从而实现了

突出重要空间位置和抑制干扰的效果。 如前所述,
腺体模糊的边界易产生误分割,为了在每个解码阶

段保持边界的完整度和清晰度,本文引入 GFI 模块

提取的边界图 Sb 来强调重要的边界细节。 同时,为
了在不丢失其他重要信息的情况下突出边界位置,
本文仍然使用残差连接进行集成,并在最后通过自

乘实现边界注意。 具体公式如下:
f i

b = (Sb☉f i
s + f i

s)☉f i
s (7)

其中, f i
b 表示边界增强特征, Sb 为在边界提取分支

中GFI模块生成的边界图。本文通过4个BF模块

图 5　 边界融合模块
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自下而上增强预测结果,同时引入空间注意和边界

注意,在减小编码阶段信息冗余的同时增强网络对

边界细节的捕获能力,最终实现两分支信息的充分

有效融合。

2　 实验结果及分析

2. 1　 实验数据集

本文使用公开可用的组织学图像 数 据 集

GlaS[24]对所提出的 ABG-Net 进行评估。 该数据集

来自 2015 年的 MICCAI 腺体分割挑战赛,包含 165
张苏木精和伊红(H&E)染色玻片的图像。 整个数

据集被分为训练集(85 个样本)和测试集(80 个样

本),其中测试集分为测试集 A(60 个样本)和测试

集 B(20 个样本),每张图像都提供了癌症分级(即
良性或恶性)的像素级和图像级注释,表 2 显示了

该数据集的具体组成。

表 1　 GlaS 数据集

　 良性 恶性 总数

训练集 37 48 85
测试集 A 33 27 60
测试集 B 4 16 20

本文对初始的训练集进行了数据增强,首先将

输入的图像和相应的真实标注图片统一调整为 512
× 512 像素,再对调整过的图片使用旋转操作(0 °,
90 °,180 °,270 °)、镜像反转、亮度增强和随机裁剪

进行数据扩充,最终训练集被扩充为 2 040 张,其中

随机划分出 320 张图片用作验证集,并通过对训练

集中的真实标签做形态学操作得到对应腺体图片的

真实边界标签。

2. 2　 评价指标

为保证定量分析的有效性,本文采用 MIC-

CAI2015 腺体分割挑战中使用的 3 个评估标准来评

估所提出方法的性能,各指标定义如下:
(1)F1 分数(F1 score)用于测量单个腺体对象

的检测精度,定义为精确度和召回率的调和平均值,
F1 分数越高说明预测结果越好。 具体公式如下:

F1 = 2 × pre × rec
pre + rec (8)

pre = TP / (TP + FP), rec = TP / (TP + FN)
(9)

其中, TP、FP、FN 分别表示真阳性、假阳性、假阴性

的数量。 各指标以分割结果中腺体对象与真实标签

中腺体对象的最大重叠面积作为衡量标准,分割结

果中的腺体对象如果至少与它的真实标签相交

50%以上,则被视为真阳性,否则被视为假阳性;一
个真实腺体个体若没有对应的分割对象,或与其相

应的分割对象重叠的面积小于 50% 将被视为假阴

性。
(2)对象级 Dice 系数(Object Dice)测量 2 组样

本之间的相似性,对象级 Dice 系数越高说明预测结

果越好。 具体公式如下:

D = 2 | G ∩ P |
| G | +| P | (10)

Dobject(G,S) = 1
2 [

ns

i = 1
ωiD(Gi,Si) +

nG

j = 1
ωjD(Gj,Sj)]

(11)
其中, G 和 P 分别表示真实标签和预测结果。 Si 表

示第 i 个分割对象, G i 表示与 Si 最大程度重叠的真

实标签, G j 表示第 j个地面真实样本对象, S j 表示与

G j 最大程度重叠的分割对象,其中 nS 和 nG 分别是

分割对象和真实标签对象的总数, ωi = | Si |

/ ns

i = 1
| S j | ,ω j = | G j | / ns

j = 1
| G j | 。

(3)对象级豪斯道夫距离(Object Hausdorff)用
于评估预测结果与真实标签的形状相似度,侧重衡

量边界的分割精度。 与前 2 个指标不同,豪斯道夫

距离的数值越小,说明分割的效果越好。 具体公式

如下:
H(G,S) = max{sup

x∈G
inf
y∈S

‖x - y‖,sup
y∈S

inf
x∈G

‖x - y‖}

(12)

Hobject(G,S) = 1
2 [

ns

i =1
ωiH(Gi,Si) + 

nG

i = 1
ωiH(Gi,Si)]

(13)
其中各字母表示意义与式(11)一致。
2. 3　 损失函数

本文使用深度监督,在解码器多个阶段使用真
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实标签进行监督。 总的损失函数被定义为

Ltotal = LBCEGe, Se +  i = 5

i = 2
φiLhybrid(G,Si) (14)

其中, Se 是表示边界分支的输出, Si 表示腺体分割

分支的 4 个输出, G 表示腺体分割的真实标签, Ge

表示真实标签 G 导出的真实边缘映射, φi 是每个损

失的权重。 具体而言,本文使用 2 种不同的损失分

别训练边界分支和腺体分割分支。 LBCE 是标准的二

进制交叉熵(BCE)损失函数,被用于测量相关的边

缘映射 Se 和真实边缘映射 Ge 之间的损失。 本文使

用混合损失 Lhybrid
[25]训练腺体分割, Lhybrid 定义如

式(15)所示,其中 Liou 表示加权的联合区间( inter-
section over union,IoU)损失,用于测量 2 个集合的

相似性。 Lssim 表示结构化损失,它能够捕获图像中的

结构信息。 LBCE、Lssim 和 Liou 的定义与文献[25]中的

定义相同。
Lhybrid = LBCE + Lssim + Liou (15)

2. 4　 实验细节

本研究的实验环境是 Python3. 6 和 PyTorch1. 9. 1,
所有的模型都在 NVIDIA Quadro RTX A6000 GPU
上进行训练。 输入的腺体图像大小尺寸为 512 ×
512 像素,以端到端的方式训练,并采用多尺度的训

练策略(参数为 0. 75,1. 00,1. 25)。 本文采用 Adam
作为优化器,默认值分别为 β1 = 0. 9, β2 = 0. 999,

批大小设置为 16,最大训练轮次(epoch)为 100,初
始学习率为 0. 000 1,在每 20 个轮次之后下降学习

率。
2. 5　 实验结果及分析

2. 5. 1　 总体方法实验结果

定量分析:为了验证所提出的 ABG-Net 的有效

性,本文使用上述的训练方法与另外 10 种方法在公

共数据集(GlaS)上进行了对比实验,在计算每个模

型的性能指标之后进行排名并求和,各指标得分排

名之和越低,模型的综合性能越好。 为保证实验的

公平性,实验中对所有的模型均采用和 ABG-Net 相
同的训练方式,各模型的定量分割结果如表 2 所示。
可以看出,本文提出的方法在 11 种方法中排名的和

最小,证明了该模型的有效性。 其中 ABG-Net 在测

试集 B 上各项指标均高于其他方法,如表 1 所示,
相比测试集 A,测试集 B 中结构严重变异的恶性腺

体占比要大得多,网络更难提取这些腺体图片的结

构特征;另外,前后景像素差异小也导致上采样时容

易丢失边界像素点。 本文所提出的 ABG-Net 通过

提取多尺度上下文信息能更为准确地把握腺体的结

构信息,定位腺体的空间位置,并通过边界分支作为

辅助,补充恢复图像尺寸时丢失的边缘信息,能够更

好地分割恶性腺体。

表 2　 不同方法在公共数据集 GlaS 上的比较结果

网络

ObjectF1
TestA TestB

得分 排名 得分 排名

Object Dice
TestA TestB

得分 排名 得分 排名

Object Hausdorff
TestA TestB

得分 排名 得分 排名

合计

FCN[11] 0. 783 11 0. 692 11 0. 795 11 0. 767 11 105. 04 11 147. 28 10 65
Unet[6] 0. 870 8 0. 695 10 0. 876 7 0. 786 9 57. 09 8 148. 46 11 53

DeepLab[7] 0. 862 9 0. 764 5 0. 859 9 0. 804 8 65. 72 10 124. 97 8 49
Segnet[8] 0. 858 10 0. 753 7 0. 864 8 0. 807 7 62. 62 9 118. 51 7 48
customized
Unet[18]

0. 872 7 0. 752 8 0. 832 10 0. 817 6 55. 51 7 111. 17 5 43

MIMONet[15] 0. 913 4 0. 724 9 0. 906 5 0. 785 10 49. 15 5 133. 98 9 42
文献[16] 0. 877 6 0. 757 6 0. 886 6 0. 84 1 55. 45 6 107. 60 4 29
DCAN[10] 0. 893 5 0. 843 3 0. 908 4 0. 833 5 44. 13 4 116. 82 6 27
MildNet[14] 0. 914 3 0. 844 2 0. 913 2 0. 836 3 41. 54 3 105. 89 3 16

GCSBA-Net[17] 0. 916 1 0. 832 4 0. 914 1 0. 834 4 41. 49 2 102. 88 2 14
本文方法 0. 916 1 0. 847 1 0. 909 3 0. 840 1 37. 65 1 102. 24 1 8
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　 　 定性分析:定性实验中用到的对比网络为

FCN、Segnet、Unet 和 DeepLab,图 6 展示了 ABG-Net
和对比网络模型在公共数据集(GlaS)上的分割结

果。 本文从数据集中选择了 4 张具有代表性的腺体

图片进行展示,包括 2 张间隙狭小的良性腺体图片

以及 2 张分化程度较差的恶性腺体图片。 定性实验

结果表明,其他对比方法在处理密集的良性腺体时,
难以分割出每个独立的腺体实例;在分割边界模糊

的恶性腺体时容易误分割前景和背景,预测图与标

签有很大差别。 而本文提出的 ABG-Net 可以有效

地解决这 2 个问题,取得了明显更为准确的分割结

果。 主要原因是相比其他对比网络,ABG-Net 能够

通过边界分支捕获更为完整的边界信息,并在解码

器的每个阶段补充由于上采样丢失的细节信息,从
而细化分割结果。 这在良性腺体的分割案例中表现

为给予边界更多的关注,原本粘在一起的边界间隙

在预测结果中更为清楚;而在恶性腺体的分割案例

中表现为能够准确分割出腺体的模糊轮廓。

图 6　 各方法腺体分割效果对比

2. 5. 2　 消融实验

这个部分将通过消融实验分别验证本文所引入

的 GFI 模块、MA 模块以及 BF 模块的有效性。 消融

实验同样使用上述数据集进行训练和测试,其余实

验细节均保持一致。 本文分为 2 个阶段进行实验,
首先是验证边界提取分支中使用的 GFI 模块的有效

性,然后在此基础上测试语义分割分支中使用的

MA 模块以及 BF 模块对网络性能的影响。
边界提取分支消融实验:如前文所述,对于双分

支网络来说,为了更好地辅助语义分割分支,边界分

支需要能够提供一个更加准确的边界图。 于是本文

首先验证了所提出 GFI 模块对腺体边界的提取效

果。 实验采用预训练的 HarDNet 作为主干网络,保
留原始的腺体分割分支,并在网络浅层引出边界分

支通过真实的边界标签进行监督。 本文把文献[26]中
所使用的边界分支提取方法作为对照实验,即只在

主干网络的第 2 层引出一条卷积支路作为边界提取

分支。 图 7 展示了 2 种方法对边界模糊的恶性腺体

的边界提取效果。 可以看出,由于缺乏高级语义信

息,在分割前后背景差距小的恶性腺体时,仅通过在

网络浅层添加一条卷积分支并不能捕获到完整的腺

体边界,并且分割结果中存在过多噪声干扰,这对后

续的腺体分割是不利的。 结果显示 GFI 模块对腺体

边界的提取更为完整,并且没有多余的噪声。

图 7　 不同边界分割方法效果对比

语义分割分支消融实验:在这个阶段,本文验证

了语义分割分支中所使用的 2 个模块的有效性。 实

验将预训练的 HarDNet 定义为主干网络,并添加

GFI 模块后作为基准线进行对比实验(此时网络并
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没有用到边界分支);在编码器末端,实验测试所引

入的 MA 模块对实验的影响,此时网络仅使用通道

级连接以及 2 层卷积层进行边界融合,实验结果表

示为 GFI + MA;再在解码阶段测试所提出 BF 模块

对性能的影响,实验结果表示为 GFI + BF;表 3 中给

出了对比实验的定量结果,可以看出,与基准线

HarDNet 相比,引入的模块能显著优化网络性能,这
验证了增强边界分支的边界提取能力对腺体语义分

割有更好的辅助作用,以及解码器阶段 2 个模块自

适应融合边界信息的有效性。 最终 ABG-Net 集成

了上述模块,得到了最优的性能结果。

表 3　 不同模块对性能的影响

方法
Object Hausdorff
testA testB

Object Dice
testA testB

HarDNet 69. 30 124. 98 0. 858 0. 814
GFI + MA 55. 19 127. 02 0. 873 0. 825
GFI + BF 42. 48 110. 94 0. 895 0. 830
ABG-Net 37. 65 102. 24 0. 909 0. 840

3　 结 论

本文提出一种新的基于腺体边界的分布注意引

导的结直肠腺体分割网络(ABG-Net),旨在解决结

直肠腺体分割中存在的腺体结构变异、边界模糊以

及腺体间隙狭小等问题。 模型引入多尺度注意力模

块捕获不同尺度的上下文特征,来弥补网络在上采

样中丢失的细节信息;提出全局特征整合模块聚合

底层特征中的全局空间信息,捕获完整的腺体边界;
提出边界注意融合模块结合空间注意力和边界信

息,减少冗余信息的同时强化边界特征,进一步细化

腺体分割结果。 在公开数据集上进行的实验证明了

ABG-Net 能够准确分割出腺体的模糊边界,并且对

比其他方法取得了综合第一的定量指标结果。 同

时,消融实验验证了所使用模块的有效性。 在未来

的工作中,希望将本文提出的方法应用于更多的医

学图像分割场景。
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Attention and boundary guided network for
colorectal gland segmentation

FAN Zhengbang∗, SHI Shuling∗, MA Yue∗∗, LI Sheng∗

(∗College of Information Engineering, Zhejiang University of Technology, Zhejiang 310023)
(∗∗Zhejiang Aida Technology Co. , Ltd. , Zhejiang 310012)

Abstract
Automatic and accurate segmentation of gland contour from colorectal histopathology is of great help to colorec-

tal pathological diagnosis. However, due to the narrow gaps between glands and the morphological variability of dif-
ferent grades of glands, accurately segmenting each gland instance is a significant challenge. In this paper, an at-
tention and boundary guided network is proposed for gland segmentation. The boundary branch is supervised by the
ideal boundary map, and the global feature integration module is employed to extract the gland boundary, which is
then input to the subsequent decoding stage to assist gland segmentation. A multi-scale attention module is intro-
duced to extract multi-scale context information and increase the model’s receptive field. Finally, the boundary-at-
tention fusion module is proposed to supplement boundary details, further refine the segmentation results, and ob-
tain the final gland segmentation map. The effectiveness of the proposed model is validated on a publicly available
colorectal adenocarcinoma dataset GlaS, achieving superior performance over other networks.

Key words: gland segmentation, colorectal adenocarcinoma, histological image, deep learning
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