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摘　 要　 智能无人系统是一种能够在复杂环境中自主进行实时推理、决策和制定行动方

案的计算系统。 智能无人系统实现实时决策的关键在于对流式数据的实时处理,然而随

着人工智能技术和传感器技术的快速发展,智能无人系统需要处理的数据规模不断增长,
数据类型变得更加复杂。 面对不断增长的数据处理性能需求,智能无人系统需要一个充

分优化的专用流式数据处理框架来提升其数据处理性能。 针对该问题,本文提出了一种

面向智能无人系统的流式数据处理框架 OODAFlow,该框架将智能无人系统的硬件特征

和智能计算任务的数据特征与观察-判断-决策-行动(OODA)模型思想相融合,实现了

OODA 任务创建、任务调度、资源调度等功能,能够实现对智能无人系统异构资源的调度

和智能计算任务的处理。 本文在智能无人系统上搭建了一套 OODA 任务处理系统,验证

了所提 OODAFlow 框架的可行性。 通过提出的图像预处理过程优化、流水线优化以及判

断节点并行加速优化等方法,提高了系统的数据吞吐性能和资源利用率。 无人机智能控

制任务的实验表明,采用本文提出的 OODAFlow 框架后,智能无人系统的数据处理性能提

升了 73 倍。
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　 　 无人系统是一种利用硬件计算资源和软件算法

实现与周围环境交互,且能够在无人干预的情况下

独立执行一项或多项计算任务的计算系统。 以深度

学习为代表的人工智能技术的快速发展,为无人系

统的发展提供了新的机遇。 人工智能技术能够为无

人系统提供复杂场景下的自主作业能力,有效提高

无人系统在数据处理方面的能力。 随着人工智能技

术和无人系统的深入融合,智能无人系统应运而生。
智能无人系统是一种能够自主进行推理、决策,最终

形成行动方案的计算系统[1],具有高智能性和自主

性,能够适应多变的环境和需求,是无人系统的未来

发展趋势。 相较于传统无人系统,智能无人系统具

备多种异构计算资源如中央处理器(central process-
ing unit,CPU)、图形处理器(graphics processing unit,
GPU)、可编程阵列 ( field programmable gate array,
FPGA)和专用集成电路(application specific integrat-
ed circuit,ASIC)等,能够对智能计算任务充分发挥

其架构优势,突破传统计算技术的限制,提供多样性

的计算能力。
智能无人系统通常配备多种感知传感器,为智

能无人系统提供全面、准确和实时的环境感知能力,
从而实现更高效、更安全和更可靠的自主运动。 随

着智能无人系统感知传感器技术的不断发展,感知

类传感器的数量、种类和精度不断增加。 早期的智
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能无人系统使用超声波雷达或摄像头来对周围的环

境进行感知。 如今,智能无人系统已经开始使用距

离传感器、惯性传感器、红外热成像、全球定位导航

系统等设备,并采取多传感器融合的方法,对周围的

环境进行精准地分析。 智能无人系统中的传感器可

以收集到大量的数据,包括图像、位置、温度、压力、
声音等信息。 虽然多种高精度传感器能够有效提高

智能无人系统的环境感知能力,但传感器数量越多、
精度越高,其产生的原始数据量就越大,这些数据都

需要传输、存储和实时处理。 为了能够高效可靠地

处理这些海量数据,智能无人系统不仅需要异构且

强大的算力,还需要嵌入充分优化的数据处理框架

才能充分发挥其性能优势。 目前业界虽然出现了一

些能够部署在智能无人系统上的数据处理框架,但
这些框架主要用于处理巨量的无界数据流,并且这

些框架与人工智能技术的结合程度较低,对智能无

人系统的适配度不高,导致数据处理延迟无法满足

智能计算任务的需求。
目前,各研究领域中面向特定计算平台的数据

处理框架,其实现方法通常是将数据特征、硬件功能

与科学的智能范式相结合,定制适用于各自研究领

域的专用数据处理框架[2-3]。 在设计数据处理框架

时,智能范式的选择非常重要,这种范式需要具备很

强的通用性和丰富的表达性,能够包含智能应用的

主要特征。 观察-判断-决策-行动(observe-orient-de-
cide-act,OODA)模型是国内外著名的迭代反馈模

型[4],该模型用观察、判断、决策和行动的循环过程

来描述人类决策过程。 在 OODA 模型中,OODA 的

循环速度至关重要,它决定了个体或组织快速适应

复杂环境的能力,循环速度越快,适应能力和竞争力

就越强。 OODA 模型最初用于战场决策,现已扩展

到用于解释决策处理过程而得到了广泛应用。 近年

来,OODA 模型被用于指导面向群体智能无人系统

的新型操作系统设计[5]。 此外 OODA 模型被应用

于无人机集群仿真建模框架的设计中[6],甚至还被

运用到未来战斗机的发展路线图中[7]。 OODA 模型

的处理过程从观察开始,到行动结束,与环境存在极

强交互性,智能无人系统的数据处理过程(信息收

集、提炼、分析和实现控制)特征与 OODA 模型内涵

匹配。 因此,本文在设计面向智能无人系统的数据

处理框架时,使用 OODA 模型来表征智能无人系统

的数据处理过程,通过优化该 OODA 模型的循环速

度来达到优化智能无人系统数据处理性能的目的。
本文基于 OODA 模型思想,设计了一套面向智

能无人系统的流式数据处理框架———OODAFlow。
OODAFlow 将 OODA 模型应用于智能无人系统的资

源管理和智能计算任务的处理流程中,向下能够对

智能无人系统中各类异构计算资源进行高效调度和

管理,向上能够对复杂的智能计算任务负载进行处

理,将复杂的智能计算任务在智能无人系统进行部

署、调度和迁移,保证智能计算任务的高效处理以及

异构计算资源的利用最大化。 本文主要包含 3 方面

工作:(1)提出了一种面向智能无人系统的流式数

据处理框架 OODAFlow,基于 OODA 思想实现对智

能无人系统异构资源的调度和智能计算任务的处

理;(2)基于 OODAFlow 框架在智能无人系统上搭

建了一套 OODA 任务处理系统,并提出了多种针对

性的性能优化方法;(3)测试了 OODA 任务处理系

统在无人机智能控制任务中的数据处理性能,测试

结果表明,OODA 任务处理系统能够有效提高智能

无人系统的数据处理速度,可满足智能计算任务对

数据处理实时性的需求。

1　 相关工作

1. 1　 智能无人系统

目前,无人系统的应用场景正往动态非结构化

的方向发展,但传统的无人系统只针对特定的计算

任务而设计,泛化能力较弱,只能够在特定限制条件

下实现自主作业,难以适应新数据和任务的需

求[8]。 进入 21 世纪以来,人工智能技术的广泛应用

为无人系统的发展提供了新的机遇。 人工智能技术

能够为无人系统提供复杂场景下的自主作业能力,
提高无人系统在数据处理方面的能力,有效加速观

察-判断-决策-行动环路速度。 随着人工智能技术和

无人系统的深入融合,智能无人系统应运而生。
智能无人系统是无人计算系统的一个重要分

支,是一种通过深度学习技术来实现智能的无人系
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统。 智能无人系统具有环境感知和交互能力,能够

适应多变的环境和需求,是无人系统的未来发展趋

势。 相较于传统无人系统,智能无人系统的特色在

于具备专为人工智能技术设计的软硬件架构。 在硬

件方面,智能无人系统通常集成了 CPU 和不同硬件

架构的人工智能芯片,是一种集成了多种异构计算

资源的硬件系统。 人工智能芯片已经成为提高智能

无人系统计算效率的重要基础,这种芯片专为深度

学习算法设计,能够有效提高智能无人系统处理深

度学习算法的效率。 在软件方面,智能无人系统通

常支持不同种类的深度学习框架,支持不同类型的

深度学习算法来为智能无人系统提供多种智能功

能,还能集成一套编程环境,方便开发人员在智能无

人系统上开发智能应用。 目前,业界还出现了一种

基于 OODA 模型的智能无人系统,即 OODA 计算系

统[9],该系统采用了多加速器异构节点设计,根据

OODA 模型的特点,将整个计算系统分为主控分区、
观察分区、判断分区、决策分区和行动分区,通过高

性能的分区间互连实现松耦合通讯,并通过多种计

算分区的协同加速实现最大化性能提升。
智能无人系统的优势在于智能化,即具有类似

人类的思考推理能力。 智能无人系统通过发挥其异

构计算资源的性能优势,结合先进的深度学习算法,
实现了环境感知和规划决策,能够应对多种难以预

料的、非结构化的环境状况,更好地满足多样化的应

用需求。 智能无人系统主要部署在边缘端,更贴近

数据源,可以就近对数据进行分析并作出反馈,减少

了数据传输延迟。 智能无人系统可以在本地高效完

成深度学习算法的计算,无需再上传到云端服务器

执行,具备更高的数据处理效率。 智能无人平台由

于具有较高的移动性,对环境条件、网路带宽等要求

不高,因此可以被广泛部署,具有更广阔的发展前景

和市场潜力。 近年来,智能无人系统发展迅猛,出现

了无人机、无人车、无人船等一系列产品,并且应用

到制造业、交通等多个领域[10-11]。

1. 2　 数据处理框架

数据处理框架是智能无人系统提升数据处理效

率的关键,目前业界已经出现了一些能够部署于智

能无人系统的数据处理框架,这些框架主要分为 2

种类型,分别是批处理框架和流式处理框架。 主流

的 批 处 理 框 架 如 Apache Hadoop[12] 和 Apache

Spark[13]主要用于按批处理较大规模的数据,且需

要数据预先存储在固定的存储位置中。 然而在智能

无人系统的应用场景中,数据通常是持续生成的,并
且对数据处理的实时性有较高要求,因此批处理框

架并不适合应用在智能无人系统中。
流式数据处理框架可以随时对进入系统的数

据进行实时处理,更适合应用于智能无人系统。 目

前主流的流式数据处理框架有 Spark Streaming[14]、

Apache Storm[15]、Apache Flink[16] 等,这些流式数据

处理框架主要针对分布式集群系统设计,用于处理

巨量的无界数据流、进行大数据计算,着重强调高性

能计算[17]。 但是这些框架能够处理的数据格式比

较简单、通用,而智能无人系统中待处理数据的格式

相对比较复杂。 智能无人系统具备多种专为智能计

算任务设计的异构计算资源,而主流的流式数据处

理框架并不适合管理和调度这些计算资源,因此,主
流的流式数据处理框架与智能无人系统的适配度不

高。
目前,各研究领域中面向特定硬件系统的数据

处理框架,其实现方法通常是将任务数据特征、硬件

功能与科学的智能范式相结合,定制适用于各自研

究领域的专用数据处理框架。 本文将 OODA 智能

范式与流式数据处理框架相结合,设计了一种面向

智能无人系统的流式数据处理框架 OODAFlow。 该

框架能够充分利用智能无人系统的异构计算资源,
将智能计算任务与 OODA 思想相融合,实现了 OO-
DA 任务创建、任务调度、资源调度等功能,能够有

效提高智能无人系统的数据处理性能。

2　 OODAFlow 流式数据处理框架

智能无人系统的流式数据是指来自系统中各种

传感器或设备的实时数据流。 这些数据会不断地产

生,并且有着不同的类型和来源,例如视觉摄像头、
雷达、全球定位系统等。 这些流式数据具有高速性

和时效性,能够提供实时的信息和反馈。 智能无人

系统需要实时地将这些数据进行快速地传输、处理
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和分析,并采取相应的决策和行动以保证系统能够

正常完成任务目标。 智能无人系统的流式数据处理

框架是针对实时收集到的流式数据进行处理和分析

的一套软件框架,这种框架是智能无人系统实现数

据驱动实时决策的关键技术。 合理的流式数据处理

框架的设计和使用,可以帮助智能无人系统快速、精
确地获取和分析流式数据,并快速做出智能决策,提
高系统的效率和可靠性。

面向智能无人系统的流式数据处理框架通常需

要结合系统的任务特征和硬件特征进行设计,并且

最好有一种智能处理范式作为牵引。 智能无人系统

的特色在于自主性和智能化,具有自动适应外部环

境的能力。 而这种能力的形成,首先需要智能无人

系统通过各种传感器观察周围环境,实时收集包括

图像、声音、特定传感器数据等各种信息,对环境进

行感知;其次需要智能无人系统通过深度学习等技

术,在环境感知的基础上进行数据分析和推理,从而

做出更加准确和高效的判断;此外还需要智能无人

系统结合对于数据流的判断,根据情况调整任务策

略和行动计划;最后需要智能无人系统采取行动来

完成任务目标。 智能无人系统的任务处理过程就是

在不断观察、判断、决策和行动的过程中快速执行计

算任务,完成任务目标。 OODA 模型的目的是帮助

个体或组织在快速变化和不确定性的环境中快速适

应并制定有效的决策。 循环速度是 OODA 模型的

关键,循环速度越快,代表个体或组织具有更强的适

应能力和竞争力。 由于 OODA 模型所包含的观察、

判断、决策和行动 4 个步骤与智能无人系统的任务

处理流程非常相似,因此,本文在设计面向智能无人

系统的数据处理框架时,使用 OODA 模型来表征智

能无人系统的数据处理过程,将复杂的智能无人系

统数据处理性能优化问题,转化为对 OODA 模型循

环速度的优化问题。 本文提出了一种面向智能无人

系统的专用流式数据处理框架———OODAFlow。

OODAFlow 将 OODA 思想与流式数据处理框架相结

合,针对智能无人系统的硬件特征,采用自底向上的

设计思路,逐层对任务处理流程进行抽象,通过在各

业务层间设计连接接口,对各层结构进行相互连接

和扩展,最终形成 OODAFlow 的框架结构。 如图 1

所示,OODAFlow 流式数据处理框架由基础层、数据

层、管理层和展现层组成。

图 1　 OODAFlow 框架层次结构

2. 1　 基础层

OODAFlow 流式数据处理框架主要面向智能无

人系统设计,因此其基础层主要由智能无人系统的

软硬件环境构成;其软件环境主要由操作系统、文件

系统、各种软件库以及各类加速卡配套的中间件构

成,用于支撑 OODAFlow 的资源管理和任务调度功

能。
OODAFlow 将智能无人系统的硬件计算资源按
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照主控卡分区、观察分区、判断分区、决策分区以及

行动分区进行划分。 主控卡分区所包含的计算设备

用于实现高效异构资源管理和调度功能,是智能无

人系统硬件资源的核心管理单元和调度“大脑”;观
察分区的设备主要用于从外部设备中获取待处理的

任务和数据,能够对获取到的数据进行预处理;判断

分区主要由深度学习加速卡组成,能够实现目标检

测、图像分类等深度学习算法的加速计算;决策分区

包含的设备主要用于对判断节点输出的数据进行分

析计算,形成决策内容;行动分区的设备主要用于同

外部设备进行通信和控制,实现实时控制功能,是智

能无人系统与外部设备之间的纽带。
2. 2　 数据层

OODAFlow 的数据层主要用于完成数据存储和

信息通信任务。 传统的计算系统通常采用树状结

构,数据传输主要依赖中心节点,一旦中心业务节点

崩溃,整个系统将失去数据通信和计算能力,节点间

耦合性强、数据传输效率低。 为满足智能计算任务

对数据通信实时性和可靠性的需求,OODAFlow 需

要避免中心节点失效后导致整个系统的瘫痪,同时

需要保证数据传输的准确性、系统活跃程度以及安

全性。 高效的数据通信是实现智能计算任务处理流

程的基础,OODAFlow 需要保证数据在各个计算节

点中快速、高效、准确的传递,这就对框架的时延、可
靠性和吞吐量等技术指标提出了较高的要求。

目前用于数据分发通信模型可以分为点对点、
消息队列以及订阅发布 3 种模型。 点对点模型即客

户 /服务通信模型,在处理任务时,客户端可以向一

个或多个服务端请求服务,服务端可以处理来自一

个或多个客户端的请求,执行完请求的计算任务后

将计算结果返回给对应客户端。 在这种通信模式

中,客户端和服务端具有较高的时空耦合性,但灵活

性、鲁棒性和扩展性较差。 信息队列模型通过“队
列”的数据结构来实现消息传递,生产者或消费者

可以向一个或多个队列发送或接收消息。 消息队列

模型虽然解决了点对点通信方式中时空高耦合性的

问题,但该模型无法实现异步消息通信,且可靠性较

差。
在订阅发布通信模型中,消息的发布者将消息

发送到“话题”中,然后,感兴趣接收这些消息的订

阅者可以订阅这些“话题”,以便在消息可用时接收

它们。 该模型允许同时存在多个订阅者和发布者,
发布者和订阅者之间的解耦使得它们可以独立工

作,不会因为对方的变化而受到影响。 订阅者可以

选择订阅他们感兴趣的特定消息或事件,从而只接

收他们关心的信息。 由于发布者和订阅者是异步通

信的,因此他们不必等待彼此的响应,从而提高了系

统的整体性能。 订阅发布模型通过使用代理来实现

发布者和订阅者之间的解耦合,从而减少了直接交

互所带来的复杂性。 此外,该模型还可以轻松地添

加新的订阅者和发布者,而无需对现有组件进行修

改。 相较于点对点和消息队列模型,订阅发布通信

模型具有更多优势,并且更加贴合 OODA 计算系统

的数据处理流程,因此 OODAFlow 数据层选择订阅

发布通信模型来实现其数据通讯功能。
数据分发服务(data distribution service,DDS)是

对象管理组织(object management group,OMG)制定

的新一代分布式实时通信中间件技术规范[18]。 数

据分发服务基于订阅发布体系架构,强调以数据为

中心,具有出色的解耦合特性以及高效实时的传输

能力,并支持丰富多样的服务质量( quality of serv-
ice,QoS)机制,目前已经被广泛应用于航空、国防、
工业自动化等多个领域[19-21]。 数据分发服务具有

低延迟、高吞吐量、可控传输性能的优点,能够满足

智能计算任务对实时性、安全性和灵活性的需求,因
此 OODAFlow 的数据层基于数据分发服务来进行设

计和实现。
如何快速高效地完成数据通信任务,是流式数

据处理框架需要考虑的关键问题。 数据分发服务采

用以数据为中心的订阅发布模型(data-centric pub-
lish-subscribe,DCPS),如图 2 所示。 数据分发服务

定义了话题、发布者、订阅者、数据写入者以及数据

读取者这 5 类通信实体[22]。 DCPS 模型提出了全局

数据空间(global data space,GDS)的概念,把系统中

所有的本地数据都存储在全局数据空间中。 在全局

数据空间中,信息共享是以话题作为媒介,所有通信

节点既可以是话题的订阅者、也可以是发布者,每一

个节点都可以按照定义好的数据格式从全局数据空
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间中订阅它感兴趣的数据或者发布它能提供的数

据。 在基于数据分发服务打造的 OODAFlow 数据层

中,所有 OODA 节点的数据共享都是通过话题机制

来驱动,数据消息在节点间以点对点的形式完成高

速通信共享。

图 2　 数据分发服务结构

基于数据分发服务来实现的数据层更具优势。
由于数据层中并不需要维护传统计算系统中的中心

业务节点,每个节点只需要关注自己感兴趣的话题,
而无需知道数据发布者是谁。 节点间只有在话题订

阅成功时才建立通信,节点间通过全局数据空间中

的话题进行关联,能够实现一对多的连接,有效地提

高了数据通信效率。 当话题订阅成功时,话题数据

由发布节点以点对点的方式直接发送给订阅节点,
不存在任何中间节点,通信成本开销更小。 节点间

可以通过 QoS 策略选择最符合双方节点情况的传

输方法,有效增加了数据通信吞吐量,增强了数据通

信实时性。 此外,在系统运行过程中,系统可根据自

身需要动态增加或删除通信节点,来为系统扩充或

减少计算资源;也可以随时添加或删除数据话题,方
便对系统功能进行调整。
2. 3　 管理层

管理层主要负责完成智能计算任务管理、OO-
DA 任务分发和资源调度工作,主要由任务管理器

和资源管理器构成。 任务管理器负责智能计算任务

全生命周期的管理,是衔接 OODAFlow 上下软硬件

层的关键。 任务管理器的功能是将智能计算任务抽

象分解为观察、判断、决策和行动 4 种子任务,并将

这些子任务的 OODA 节点配置信息和数据打包分

发给资源管理器。 资源管理器负责将智能无人系统

的计算资源划分为观察、判断、决策和行动 4 个节点

进行管理,并进一步将各节点分解为更细粒度的功

能算子来进行调度,以实现所有智能计算任务的并

行调度和动态资源规划;同时还具备 OODA 节点运

行状态监控和分析的能力。
2. 4　 展现层

展现层主要用于向用户提供数据图形化界面以

及人机交互接口。 展现层基于 HTML、Java Script 开
发,并在底层实现代码中接入 DDS 服务,通过订阅

和接收各 OODA 节点的话题数据,能够实时显示智

能计算任务在各 OODA 节点的运行状态。 用户可

以通过与展现层进行交互,来向 OODA 节点的控制

接口话题发送相应的指令,对各节点进行配置和控

制。

3　 OODAFlow 管理层实现

OODAFlow 管理层主要负责完成智能计算任务

的解析和分发,能够实现智能无人系统计算资源的

管理和调度,是连接智能计算任务和异构计算资源

的关键一环。 管理层的设计思路是将智能计算任务

分解为一系列的 O-O-D-A 子任务,将智能无人系统

的计算资源抽象为 O-O-D-A 4 个节点进行管理和调

度。 并针对智能计算任务的计算特征对任务处理流

程进行优化,以加速数据处理速度。
OODAFlow 管理层的结构如图 3 所示,管理层

通过各个模块之间的紧密配合来完成智能计算任务

的处理流程。 首先,管理层将智能无人系统中的各

类异构计算资源在软件层面上封装为观察、判断、决
策以及行动节点进行管理和调度。 任务管理器在接

收到智能计算任务后,其计算任务分解模块将对任

务信息进行分析和分解,并将任务信息打包为 OO-
DA 任务实例。 之后,通过任务分发管理模块将 OO-
DA 任务实例发送给资源管理器。 资源管理器在接

收到 OODA 任务实例后,其资源调度模块将按照任

务内容对各 OODA 计算节点进行调度,从而完成该

智能计算任务的计算过程。
3. 1　 OODA 节点划分

　 　 OODAFlow 的管理层根据智能无人系统中各类

异构计算资源的主要功能,在软件层面上将这些计
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图 3　 OODAFlow 管理层结构

算资源封装为观察、判断、决策以及行动节点,将各

计算资源节点按照观察-判断-决策-行动的流程进行

管理和整合,形成完整的体系回路。 OODAFlow 对

各 OODA 节点的具体划分思路如下。
观察节点:智能无人系统中具备从外部设备中

获取智能计算任务信息和数据的硬件设备,例如图

传处理卡等,这类设备能够实现 OODA 模型的观察

环节,因此将这类设备在软件层面上封装为观察节

点进行管理。
判断节点:智能无人系统中的深度学习加速卡

能够有效加速深度学习算法的计算效率,可以通过

深度学习算法对输入数据进行分析,提炼出其中的

关键信息。 该功能与 OODA 模型的判断环节相符,
因此将深度学习加速卡封装为判断节点进行调用和

管理。
决策节点:决策环节主要是通过使用决策算法

对判断结果进行分析,形成决策信息,因此管理层将

能够完成决策算法计算的硬件设备封装为决策节点

进行调用。
行动节点:行动环节主要是根据决策信息计算

得出行动方案,并将行动方案输出到指定的外部设

备中,实现行动功能,管理层将具备上述功能的设备

封装为行动节点进行管理。

3. 2　 任务管理器

任务管理器主要用于对智能计算任务进行分

析,按照观察-判断-决策-行动流程对任务进行分解,

将任务信息打包发送给资源管理器。 任务管理器主

要由计算任务分解模块和任务分发管理模块构成。

计算任务分解模块负责将智能计算任务按照

OODA 模型进行解析、分解,并重新封装为具有固定

数据格式的 OODA 任务实例。 针对不同类型的智

能计算任务,任务分解模块首先对智能计算任务进

行解析,获取任务信息和数据;之后按照 OODA 模

型对智能计算任务的计算流程进行分解,生成相应

的 OODA 节点配置参数。 OODA 节点配置参数定义

了一套统一且固定的数据结构,包含了对各 OODA

节点功能的配置信息,用于驱动各 OODA 节点实现

不同类型计算任务的处理流程。 配置参数中还定义

了计算任务的任务优先级,当系统中出现资源竞争

的情况时,资源管理器能够按照计算任务的优先级

信息为重点计算任务优先分配计算资源。

任务分发管理模块的处理流程由 OODA 任务

实例驱动,当接收到由计算任务分解模块生成的

OODA 任务实例后,立即将该数据发送给资源管理

器进行后续处理。 OODA 任务管理器通过与资源管

理器进行通信,保证每个 OODA 任务实例都能够完

整、正确地发送到资源管理器中,为后续 OODA 计

算流程做准备,保证智能计算任务处理过程的正确

性。
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3. 3　 资源管理器

资源管理器主要用于对智能无人系统的异构计

算资源进行管理和调度,通过节点资源调度模块和

各 OODA 节点的节点控制模块来实现资源管理功

能,控制各 OODA 节点完成智能计算任务的数据处

理流程。
OODA 节点间的数据处理流程通过话题机制驱

动。 各 OODA 计算节点在完成计算任务后,将计算

中间结果数据发布到该节点的对应话题中。 下一计

算节点通过订阅该节点所发布的相应话题来获取中

间计算结果数据,从而开始进行下一步任务计算流

程。 同一个计算节点中可以同时维护多个话题,也
可以同时向多个话题发布数据消息,从而在同一节

点中支持多任务并行处理,加速任务处理速度。 各

OODA 节点中的节点控制模块用于接收来自节点资

源调度模块的控制信息,节点控制模块能够对该节

点的话题参数进行配置,通过修改该节点订阅和发

布话题的名称,来将该节点与前后计算节点进行连

接,以针对不同类型的计算任务实现不同的计算流

程。
资源管理器一旦接收到由任务管理器发送的

OODA 任务实例,将立刻通过节点资源调度模块控

制所有相关 OODA 节点开始该任务的计算流程。
资源调度模块能够对 OODA 任务实例进行解析,根
据其中的节点配置参数,对各 OODA 节点的控制模

块进行配置和控制,操控所有 OODA 节点按照观察-
判断-决策-行动的顺序逐步完成该智能计算任务。
资源管理器中维护了所有 OODA 节点的状态话题,
各节点通过向自己节点的状态话题发布消息来上报

自己的运行状态。 资源管理器通过分析各 OODA
节点的运行状态来判断智能计算任务的执行情况,
确定每个节点的空闲资源情况,并以此来优化资源

调度策略。
每个 OODA 节点都能够并行处理多个计算任

务,当各节点出现计算资源紧张的情况时,资源管理

器将结合各 OODA 节点的运行状态,按照各计算任

务的优先级对计算资源进行动态分配,保证重要任

务优先完成处理。 资源管理器根据各智能计算任务

的计算特征,结合各节点的运行状态,对 OODA 节

点的计算资源进行动态规划,保证 OODA 计算资源

能够被充分利用。
3. 4　 OODAFlow 管理层工作流程

OODAFlow 管理层的工作流程如图 4 所示。 任

务管理器的任务解析模块能够接收待处理的智能计

算任务,对智能计算任务进行分析后,模块基于 OO-
DA 思想和各 OODA 节点的具体功能对智能计算任

务进行分解,并生成各 OODA 节点的配置参数。 任

务解析模块将任务数据和节点配置参数打包为 OO-
DA 任务实例,之后由任务分发模块将 OODA 任务

实例发送给资源管理器,以启动任务的处理流程。

图 4　 OODAFlow 管理层的工作流程

　 　 资源管理器接收到 OODA 任务实例后,立即调

度各 OODA 节点进行任务处理流程。 OODA 节点中

所有数据都存储在全局数据空间之上,各 OODA 节

点基于话题机制在全局数据空间之中实现数据共

享。 智能计算任务在各 OODA 节点中按照观察-判
断-决策-行动的计算流程进行处理,资源管理器通

过监控各 OODA 节点的运行状态,对任务的处理流

程进行控制。 针对高优先级的计算任务,资源管理
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器将优先分配计算资源。

4　 OODAFlow 的数据流处理模型

OODAFlow 框架的数据处理流程包括观察、判
断、决策和行动 4 个阶段,数据流处理过程如图 5 所

示。
第 1 阶段为观察。 观察节点与外部设备相连

接,如无人机、图像传感器等,观察节点能够从 OO-
DA 任务实例中获取数据来源信息,根据该信息从

指定的外部设备中获取包含周围环境信息的数据。
在完成周围环境情报的收集工作后,观察节点将按

图 5　 OODAFlow 的数据处理模型

照智能计算任务的类型,对原始数据进行预处理。
最后将处理后的环境信息数据发送到观察节点的指

定话题。
第 2 阶段为判断。 判断节点主要通过深度学习

加速卡运行深度学习算法来对周围环境信息进行处

理。 判断节点根据 OODA 任务实例的参数配置信

息,完成对深度学习加速卡的参数配置,可配置的参

数包括使用的深度学习算法参数、投入计算的深度

学习加速卡数量、每张深度学习加速卡的并行度等。
通过使用深度学习算法对输入数据进行计算后,将
计算结果发送到判断节点的指定话题。

第 3 阶段为决策。 决策阶段的主要任务就是制

定明确的任务决策方案、下达决策计划,决策节点按

照 OODA 任务实例的配置信息,根据不同任务使用

特定的决策算法对判断节点的计算结果进行分析计

算,最终形成决策信息,之后将该信息发送到决策节

点的指定话题。
第 4 阶段为行动。 行动阶段主要针对决策方案

采取相应的控制手段,控制无人机等外部设备开展

动作行为。 这一阶段中,行动节点中的控制加速处

理卡将对输入的决策信息数据进行处理,得出面向

外部设备的具体控制数据,通过通信手段将控制数

据发送控制信息到外部设备,从而实现控制功能。
此外,行动节点将控制数据同步发送到行动节点的

指定话题,观察节点通过订阅该话题来获取行动信

息,作为其获取输入数据时的参考信息。

5　 OODA 任务处理系统

本文基于 OODAFlow 框架在 OODA 计算系统上

构建了一套用于处理智能计算任务的 OODA 任务

处理系统。 在 OODA 任务处理系统中,OODA 节点

是完成任务处理的关键,针对主流智能计算任务的

计算特征,本文为 OODA 4 个节点分别设计和实现

了不同的功能算子,通过 OODA 节点中各功能算子

间的组合,能够完成对不同类型智能计算任务的处

理。
5. 1　 OODA 计算系统

OODA 计算系统[9] 是一种基于 OODA 模型的

智能无人系统,如图 6 所示,OODA 计算系统由“1
个机箱 + 5 个功能分区”的硬件结构及配套的软件

环境组成,其特色在于搭载了用于加速深度学习算

图 6　 OODA 计算系统硬件连接逻辑
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法处理速度的深度学习加速卡。 OODA 计算系统的

软件环境主要由操作系统、文件系统、各种软件库以

及各类加速卡配套的中间件构成。 OODA 计算系统

的硬件结构采用了多加速器异构节点设计,根据

OODA 模型的特点,将整个计算系统分为主控卡分

区、观察分区、判定分区、决策分区和行动分区。 所

有功能分区中的加速卡均采用面向仪器系统的外设

高速互联扩展总线协议(peripheral component inter-
connect extensions instrumentation express, PXIe) 打

造,加速卡间通过计算机外设高速互联总线协议

(peripheral component interconnect express,PCIe)交

换芯片进行数据通信。
主控卡分区的主控卡基于飞腾 FT1500A / 16 研

制,整板峰值功耗约 55 W。 该分区还配置有 16 GB
的国产紫光板载内存芯片,并采用了板载 64 GB 固

态存储芯片。 由于主控分区中的处理器还可以用于

完成决策算法的计算过程,因此该主控卡在软件层

面上还被封装为决策分区进行管理。
观察分区的图传处理加速卡基于英特尔酷睿

i7-6820 处理器打造,具有实时处理图传、数传信号

数据处理以及构建无人机环境态势图等功能,是
OODA 计算系统内的图传数据预处理单元,也是从

外部设备中获取数据的窗口。
判断分区共包含 4 块深度学习加速卡,深度学

习加速卡基于寒武纪 MLU100 深度学习加速模块

研制,配备有 16 GB 板载内存,内存带宽能达到

102. 4 GB·s - 1,板卡峰值功耗约 80 W,采用被动散

热方式,支持双向风道进风。
行动分区由控制加速处理卡与智能网卡构成。

控制加速处理卡由赛灵思 KintexUltrascale 040 FP-
GA、双倍数据速率存储器、PXIe 连接器等部分组

成,配置了运动控制类算法、PCIe 直接内存访问软

件包、PCIe Gen 2. 0 x8 软件包,能够完成姿态和运

动控制加速功能。 智能网卡基于赛灵思 Kintex
7325 FPGA 打造,采用 PXIe 制式,主要实现的功能

是与外部设备之间进行高带宽低延时的通信。
5. 2　 OODA 节点功能算子实现

OODA 任务处理系统将 OODA 计算系统中的观

察、判断、决策以及行动分区在软件层面上封装为

OODA 节点进行管理。 由于各 OODA 节点都能够实

现多种计算功能,为了实现更细粒度的计算资源调

度,OODA 任务处理系统将各个 OODA 节点进一步

分解为更具体、更易于调度的功能算子,并对功能算

子进行封装,提供相应的算子调用接口,通过组合每

个 OODA 节点的不同功能算子来实现智能计算任

务的数据处理流程。 此外,细粒度的功能算子机制

也为后续的性能优化提供了可能性。
观察节点中的算子功能主要包括:(1)从外部

设备获取图像:观察节点使用 TCP / IP 协议与外部

设备进行通信,以获取任务信息和数据,并将接收到

的数据发送到指定的话题。 (2)图像预处理:对输

入的图像进行剪裁、缩放、压缩、填充、归一化等一系

列预处理操作过程。
判断节点中的算子功能主要包括:(1)目标检

测算法计算:使用 YOLO(you only look once) [23]、快
速区域卷积神经网络 ( faster region-based convolu-
tional neural network,Faster R-CNN) [24] 等算法对输

入的图像数据进行处理,找出图像中的指定目标,确
定目标的位置、类别,并将识别到的目标信息发送

到指定的话题。 (2)图像分类算法计算:使用 Res-
Net[25]、VGG(visual geometry group) [26] 等算法对输

入的图像数据进行计算,确定图像所属的类别,并将

分类结果发送到指定的话题。
决策节点中的算子功能主要包括:(1)A∗路径

规划算法计算:使用 A∗路径规划算法对目标检测

的结果数据进行处理,根据目标检测算法分析得到

的目标位置,通过计算得出路径轨迹信息,并将路径

规划信息发送到指定的话题。 (2)查找决策表:针
对判断节点的目标检测或图像分类算法的计算结

果,查找本地的决策表文件,找出相应的决策信息,
并将这一决策信息发送到指定的话题。

行动节点中的算子功能主要包括:(1)加速计

算控制信息:针对决策节点发送的决策数据,使用控

制计算加速卡进行处理,计算得出针对无人机或外

部设备的具体控制信息。 (2)控制智能网卡发送控

制信息:将具体行动信息通过智能网卡发送到指定

的硬件,完成对无人机或外部设备的控制任务。

6　 OODA 任务处理系统性能优化方法

介绍

　 　 OODA 任务处理系统将 OODA 计算系统的计算
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资源划分为 O-O-D-A 节点进行管理,并将各节点能

够实现的功能抽象为更细粒度的功能算子,这就为

OODA 任务处理系统提供了性能优化的可能性。 本

文提出了 3 项性能优化方法来优化智能无人系统的

数据处理效率,分别是图像预处理过程优化方法、流
水线优化方法以及判断节点并行加速优化方法。 由

于不同深度学习框架在判断节点上的性能表现各不

相同,本文通过测试和对比 3 种深度学习框架在判

断节点上的性能表现,确定了最适合判断节点的深

度学习框架。
6. 1　 图像预处理过程优化方法

在某些智能计算任务中,智能无人系统从外部

获取到的数据都是未经过任何处理的原始数据,这
些数据虽然包含更多的信息量,但需要更多的算力

和时间来对数据进行预处理。 例如由观察节点从无

人机端获取到原始图像,由于原始图像分辨率较高,
在处理每帧图像时都需要经过行剪裁、缩放、压缩、
填充、归一化等一系列预处理操作,因此预处理过程

所需要的计算资源就更多。
图像预处理算法默认是由判断节点进行处理,

而判断节点还负责使用深度学习算法对图像进行处

理。 判断节点是 OODA 节点中最为关键的一环,虽
然判断节点中的深度学习加速卡具备加速深度学习

算法处理速度的能力,但其并不具备加速图像预处

理算法的能力。 因此,当系统处理高分辨的图片时,
就会占用判断节点过多的计算资源来进行图片预处

理计算,从而降低其处理深度学习算法的计算效率,
导致整个 OODA 任务处理系统的数据处理速度变

慢。
针对这一问题,图像预处理过程优化方法的解

决思路是将原本由判断节点负责处理的图像预处理

过程进行拆分;将其中耗时较长的部分图像预处理

算法,如剪裁、缩放、压缩等转移到观察节点的图传

处理卡中完成,而部分基础图像预处理算法依然由

判断节点进行处理。 由于图传处理卡的主控具有较

强的图形处理能力,可有效加速图像预处理速度,通
过在图传处理卡中完成大部分图片预处理过程,再
将处理后的图片传送到判断节点的深度学习加速卡

中进行计算,这样能够有效加速判断节点的计算效

率,进而缩短每次 OODA 循环所需要的时间。
6. 2　 流水线优化方法

OODA 任务处理系统将智能计算任务分解为观

察、判断、决策和行动 4 种子任务进行处理。 系统默

认的处理流程是各 OODA 节点按照串行的方式顺

序完成每个智能计算任务的计算流程。 当采用这种

处理逻辑时,某 OODA 节点在执行子任务时,其余 3
个节点都处于空闲状态,这就造成了计算资源的浪

费,降低了数据处理效率。
针对这一问题,本文的解决思路是引入流水线

的思想来处理智能计算任务。 任务流水线优化方法

是一种将数据处理任务分解为多个阶段,形成一个

有序的处理流程以提高处理效率的方法。 任务流水

线优化方法包括并行计算、流水线拆分与调度、管理

等技术,可以最大限度地发掘硬件的性能潜力,提高

系统的吞吐量和响应速度。 任务流水线的各个阶段

可以并行处理不同的任务,从而充分利用系统资源,
提高并行性,加速任务执行速度。 任务流水线可以

同时处理多个任务,且每个任务只需在其所在的阶

段中等待,因此可以降低任务的整体等待时间和延

迟。 任务流水线优化方法可以方便地实现模块化设

计,对于任务的增加或修改可以很容易地进行扩展

和调整。 任务流水线优化方法可以根据任务的特点

和要求进行灵活配置,例如可以通过增加阶段数、调
整任务分配策略等方式来实现更高的性能和效率。

当 OODA 任务处理系统引入了任务流水线优

化方法之后,OODA 任务处理系统将智能计算任务

拆分为观察(observe)、判断(orient)、决策(decide)
和行动(act)4 种子任务,并在不同的处理阶段同时

执行,从而减少了任务之间的等待时间,提高了整体

运 行效率。如图7所示,在T2时间段,判断节点在

图 7　 OODA 任务流水线优化方法原理
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处理智能计算任务 1 的判断部分计算任务时,此时

空闲的观察节点可以继续处理任务 2 观察部分的计

算任务。 以此类推,当所有的计算节点都采用这样

的流水线处理逻辑时,就能够在 OODA 任务处理系

统中实现多任务并行处理功能,从而提升整个系统

的数据吞吐量,提高系统计算资源的利用率。
6. 3　 判断节点并行加速优化方法

判断节点由 4 块深度学习加速卡组成,当判断

节点使用深度学习算法处理图像数据时,如图 8 所

示,深度学习加速卡的默认计算逻辑是同时使用多

张加速卡来处理每单位的数据。 在这种逻辑下,判
断节点只有在完成当前数据的处理过程后,才能够

继续处理下一单位的数据。 这样的计算逻辑虽然可

以提高每单位数据的计算速度,但处理每单位数据

所需的计算量远达不到多张深度学习加速卡的峰值

计算性能,这就造成了判断节点硬件计算资源的浪

费,导致判断节点数据吞吐能力的降低以及计算资

源利用率的降低,严重影响了智能无人系统的 OO-
DA 任务处理效率。

图 8　 OODA中第 2 个“O”(判断节点)的并行加速优化方法

针对这一问题,本文的解决思路是通过使用并

行加速优化方法,改变深度学习加速卡的数据处理

逻辑,让判断节点中的每块深度学习加速卡都能够

以并行处理的方式同时处理多个数据。 其实现方法

是通过使用多个进程将每块深度学习加速卡在软件

层面上抽象为多个虚拟计算节点,每个虚拟计算节

点通过“话题”机制接入到全局数据空间之中。 并

且每个虚拟计算节点都维护一个判断话题,负责处

理 1 单位的数据。 通过资源管理器的调度,让每块

深度学习加速卡通过自身抽象出的多个虚拟计算节

点实现并行处理多单位数据的计算能力,有效提升

判断节点的计算并发度、吞吐性能。 此外,判断节点

并行加速优化方法使判断节点具备了可扩展性,可
以通过增加深度学习加速卡的数量或虚拟计算节点

的数量,满足更高的计算要求。 相较于传统的数据

处理逻辑,判断节点并行加速优化方法能够有效提

升判断节点的计算效率,进一步缩短 OODA 循环的

处理时间。
6. 4　 确定最适合判断节点的深度学习框架

在 OODA 任务处理系统的 OODA 节点中,判断

节点是计算量最大的节点,也是数据处理时间最长

的节点。 判断节点主要用于加速深度学习算法的计

算过程,因此如何让判断节点更快地执行深度学习

算法,成为了提高其数据处理速度的关键。 影响深

度学习算法处理速度的关键因素除了硬件本身的计

算性能之外,另一因素就是深度学习框架的性能。
目前业界已经出现了多种可以部署在智能无人系统

中的深度学习框架,例如由伯克利于 2013 年发布的

开源框架 Caffe[27]、谷歌于 2016 年发布的 Tensor-

Flow[28]、亚马逊于 2017 年发布的 MXNet[29] 等。 由

于不同的深度学习框架在同一计算设备上的性能表

现可能会存在差异,为了找出在判断节点的深度学

习加速卡上性能表现最好的深度学习框架,本文选

择了 3 种主流且兼容寒武纪 MLU100 深度学习加速

卡的深度学习框架即 Caffe、TensorFlow 以及 MXNet
进行性能测试。

智能无人系统主要部署在边缘端,由于边缘端

的计算任务更多的是执行神经网络推理任务,较少

涉及神经网络训练任务,因此,本文对深度学习加速

卡在 3 种神经网络框架上的推理性能进行测试。 对

于边缘端智能计算任务来说,数据处理速度和数据

处理准确率尤为重要,因此,本文在一块深度学习加

速卡上测试了 3 种深度学习框架的数据推理速度和

准确率表现。 测试中使用了 7 种主流的图像分类卷

积神经网络模型,测试所使用的模型均采用 Float 16
数据格式。

深度学习加速卡在 3 种深度学习框架下的处理

速度和准确率表现如图 9、10 所示。 在处理速度的

测试中,本文使用了每秒处理图像帧数( frame per
second,FPS)作为评价指标。 从图 9 中可以看出,3
种框架在不同神经网络模型下的处理速度各不相
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同,其中大多数神经网络模型在 MXNet 下的处理速

度都比较快,但 VGG 和 ResNet 系列神经网络模型

在 MXNet 下的处理速度明显不如 Caffe 和 Tensor-
Flow 快。 在准确率的测试中使用了图像分类领域

较为常用的前 5 准确率作为评价指标。 从图 10 中

可以看出,大多数神经网络模型在 MXNet 下都具有

更高的准确率。 虽然 VGG 和 ResNet 系列神经网络

模型在 MXNet 下的处理速度最慢,但是 VGG 和

ResNet 系列神经网络模型在 MXNet 下的准确率最

高。 从综合性能测试结果可以发现,MXNet 在深度

学习加速卡上处理大部分神经网络模型时都具有更

快的处理速度和更高的处理准确率,因此判断节点

选择 MXNet 作为处理深度学习算法的计算框架。

图 9　 深度学习加速卡在 3种深度学习框架下的处理速度表现

图 10　 深度学习加速卡在 3 种深度学习框架下的准确率表现

7　 OODA 任务处理系统应用效果分析

7. 1　 无人机智能控制仿真实验

本文通过无人机智能控制仿真实验来测试 OO-
DA 任务处理系统的实际数据处理性能。 无人机智

能控制任务通过对无人机捕捉到的图像数据进行实

时分析,识别出实验场地中蓝色机器狗的位置,根据

目标位置生成决策信息,最终通过向无人机发送控

制指令,控制无人机移动到目标位置。
无人机智能控制任务的计算流程可以按照观

察、判断、决策和行动 4 个阶段进行划分。
观察阶段:对无人机的当前状态和环境进行观

察,包括对周围环境的感知以及环境信息的收集和

传输。
判断阶段:对观察到的信息进行分析和整合,完

成对环境中机器狗位置和颜色的识别,确定下一步

操作的决策依据。
决策阶段:根据前 2 个阶段的结果,进行智能决

策。 使用路径规划算法对目标识别结果进行处理,
计算得出无人机移动到蓝色机器狗位置的飞行路

径。
行动阶段:将决策的结果转化为实际的行动指

令。 对决策信息进行处理,输出面向无人机的具体

控制数据,最终通过通信手段将控制数据发送到无

人机,控制无人机按照决策完成任务。
无人机智能控制仿真实验在户外场地中进行,

实验场地中摆放着 2 只带有红色和蓝色标识的机器

狗。 为了实现对机器狗颜色和位置的识别,本文构

建一套机器狗数据集,用于对目标识别模型进行训

练,最后通过训练后的目标识别模型来对场地中的

机器狗进行识别。 机器狗数据集的数据来自无人机

实际拍摄的视频,共包含了 4 000 帧无人机高空俯

拍视角下的机器狗图像,这些机器狗的机身上分别

带有红色或蓝色的标识。 机器狗数据集采用人工手

动标注的方法对每个图像进行分类标签的标注,标
注好的数据集按照 8 ∶ 1 ∶ 1 的比例划分为训练集、
验证集和测试集。 本实验采用 YOLO v3 模型来实

现目标识别任务,并使用 MXNet 作为深度学习框

架,YOLO v3 的模型大小为 61. 93 MB,模型包含的

计算操作数量为 27. 38 × 109。 在使用机器狗数据

集对 YOLO v3 进行充分训练后,该模型的平均精度

均值(mean average precision,mAP)为 0. 95,模型精

度可以满足任务需求。 其识别效果如图 11 所示,训
练后的模型用长方形的识别框标记出了带有蓝色标

识的机器狗,实现了对机器狗颜色和位置的识别。
在性能定义上,本文选择 OODA 循环平均处理

延迟作为评价智能无人系统数据处理性能的指标。
OODA 循环处理延迟是指智能无人系统完成无人机

智能控制任务中的观察-判断-决策-行动计算流程所
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需的时间。 本文统计并计算了一个智能无人系统在

处理 1 000 帧无人机图像后的 OODA 循环平均处理

延迟,并以该数值作为评价其数据处理性能的指标。
为了测试 OODA 任务处理系统的性能优化效果,本
文还采用了另一套具有相同配置的 OODA 计算系

统作为对比系统,该对比系统采用常规的方法来完

成无人机智能控制任务的 OODA 计算流程。

图 11　 无人机图像目标识别结果

7. 2　 性能测试结果

本文测试了 OODA 任务处理系统在无人机智

能控制仿真实验中的性能表现,还测试了 3 种性能

优化方法对智能无人系统的优化效果,这 3 种性能

优化方法分别是:方法 1 图像预处理过程优化方法、
方法 2 流水线优化方法以及方法 3 判断节点并行加

速优化方法。 OODA 任务处理系统的性能测试结果

如图 12 所示,图中展示了未搭载 OODA 任务处理系

统的同配置对比系统的数据处理性能,以及采用了

OODA 任务处理系统及其 3 种性能优化方法后的

OODA 计算系统的性能表现。

图 12　 OODA 任务处理系统的性能表现

当不使用 OODA 任务处理系统来完成无人机

智能控制任务时,由于常规的处理方法无法充分调

度和利用智能无人系统中的计算资源,因此,同等配

置的对比系统需要花费 19. 410 s 才能完成一帧图像

数据的处理流程,处理延迟较高,无法满足无人机智

能控制任务对于控制实时性的需求。
当使用 OODA 任务处理系统来完成无人机智

能控制任务时,在仅使用方法 1 图像预处理优化方

法时,性能就得到明显改善,OODA 循环平均处理延

迟降低到了 3. 130 s。 可见图像预处理流程严重影

响了判断节点中深度学习加速卡的性能表现,而判

断节点的延迟会直接影响整个 OODA 计算流程的

总延迟。 当采用图像预处理优化方法将部分计算量

较大的图像预处理算法转移到观察节点中计算后,
虽然观察节点的平均处理延迟从 0. 077 s 增加到

0. 884 s,但判断节点的平均处理延迟从原来的

19. 330 s 降低到 2. 250 s,从而显著降低了 OODA 任

务处理系统的处理延迟。
在继续使用方法 2 流水线优化方法后,OODA

任务处理系统的性能得到了进一步提升,OODA 循

环平均处理延迟降低到 2. 683 s。 在前 2 种优化方

法的基础上继续使用方法 3 判断节点并行加速优化

方法后,OODA 循环平均处理延迟显著降低。 当使

用 4 卡 4 进程时,即判断节点中的 4 张深度学习加

速卡分别被 4 个进程接管,每张加速卡负责处理 1
张图像,OODA 循环平均处理延迟为 0. 486 s。 当使

用 4 卡 8 进程时,即每张深度学习加速卡分别被 2
个进程接管,可以同时处理 2 张图片,拥有 4 张深度

学习加速卡的判断节点能够同时并行处理 8 张图

像,这时系统的 OODA 循环平均处理延迟降低到

0. 265 s,系统的数据处理性能得到了极大的提高。
从上述性能测试结果中不难看出,相较于同配

置的对比系统,在部署了 OODA 任务处理系统后,
智能无人系统的数据处理性能提升了 73 倍。 可见

基于 OODAFlow 搭建的 OODA 任务处理系统能够显

著提升智能无人系统的数据处理效率。

8　 结 论

本文介绍了面向智能无人系统的流式数据处理

框架 OODAFlow,该框架将 OODA 思想应用于智能

计算任务的处理和计算资源管理的流程中,能够对

智能无人系统中各类异构计算资源进行高效调度和
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管理。 本文基于 OODAFlow 框架在 OODA 计算系统

上搭建了一套 OODA 任务处理系统,进一步验证了

OODAFlow 的可行性,并提出了多种具有针对性的

性能优化方法,提高了系统的数据吞吐性能和资源

利用率。 本文利用无人机智能控制任务测试了 OO-
DA 任务处理系统的数据处理性能。 性能测试结果

表明,相较于同配置的对比系统,OODA 任务处理系

统的数据处理性能提升了 73 倍,充分发挥了智能无

人系统的性能优势,提升了智能无人系统的数据处

理效率。
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OODAFlow: streaming data processing framework
for intelligent unmanned systems
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Abstract

Intelligent unmanned system is a type of computing system that can autonomously perform real-time inferences
and decisions, and formulate action plans in complex environments. The key to realizing real-time decision-making
in intelligent unmanned systems lies in the real-time processing of streaming data. However, with the rapid devel-
opment of artificial intelligence technology and sensor technology, the scale of data that intelligent unmanned sys-
tems need to process is constantly increasing, and the types of data are becoming more complex. Faced with the
growing demand for data processing performance, intelligent unmanned systems need a well-optimized dedicated
streaming data processing framework to enhance their data processing performance. To address this problem, this
article proposes a stream data processing framework for intelligent unmanned systems called OODAFlow, which in-
tegrates the hardware features of intelligent unmanned systems and the data features of intelligent computing tasks
with the observe-orient-decide-act (OODA) model to enable functions such as OODA task creation, task schedu-
ling, and resource scheduling, it can schedule heterogeneous resources of intelligent unmanned systems and process
intelligent computing tasks. This paper builds an OODA task processing system on intelligent unmanned systems to
verify the feasibility of OODAFlow framework. Then, by proposing methods such as image preprocessing optimiza-
tion, pipeline optimization, and orient node multi-process parallel optimization, the data throughput performance
and resource utilization of the system have been improved. The experimental results in unmanned aerial vehicle in-
telligent control tasks show that when the proposed OODAFlow framework is used, the data processing performance
of the intelligent unmanned system is improved by 73 times.

Key words: intelligent unmanned system, deep learning accelerator card, observe-orient-decide-act ( OO-
DA), streaming data processing framework, heterogeneous computing resource
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