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基于 SVD-Schmidt 正交化的压缩感知测量矩阵的优化①

王　 月②　 覃亚丽③

(浙江工业大学信息工程学院　 杭州 310023)

摘　 要　 压缩感知(CS)理论中测量矩阵的性能优劣直接影响信号重构性能。 为了优化

测量矩阵提高其重构性能,本文提出了一种基于奇异值分解-施密特(SVD-Schmidt)正交

化的 CS 测量矩阵优化方法。 首先对测量矩阵进行奇异值分解(SVD)并选择最大的奇异

值替换原来的奇异值形成新的矩阵,同时对其进行施密特正交化,对矩阵的列进行单位

化,通过行和列不断循环交替自适应迭代优化得到优化后的测量矩阵。 通过一维信号和

二维图像的仿真实验验证所提方法的优越性。 一方面,本文方法优化的测量矩阵互相关

性明显降低;另一方面,实验仿真结果证明了测量矩阵经过优化之后提高了信号重构性

能,本文方法重构性能优于现有的 SVD 法和特征值分解法。
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　 　 压缩感知(compressed sensing,CS)理论是一种

新的信号采样理论[1-3],主要分为以下 3 个方面:稀
疏表示信号、性能良好的测量矩阵的构造和信号重

构。 该理论表明,当信号具有稀疏性质或可压缩时,
在信号采样过程中,采样率的选取不是固定的,而是

可以通过对原始信号进行压缩,使其在某个量级上

进行测量,这样就可以实现高精度的采样。 通过 CS
理论,只要设计出信号与观测值之间的线性变换关

系,就可以从少量的测量数据中精确地重构出其全

部的信息,因此该采样理论的图像重构效果较好。
作为图像压缩和图像处理领域出现的新方法,该理

论的采样速率要求较低,并且所需的采样数量少,因
此存储数据所需要的空间也更小,同时该采样理论

的安全性更高,适合保密要求较高的信号处理用途。
近些年相关学者们也专注于测量矩阵的优化研

究,通过优化测量矩阵来提高其性能。 Elad[4] 在

2007 年提出了需要对测量矩阵进行优化的理念,同

时给出了优化测量矩阵的方法,也就是通过迭代法

的原理减小互相关系数,提出了 Elad 优化方法。 此

后,越来越多的研究人员对优化测量矩阵的兴趣浓

厚起来,发展到目前,主要的优化算法可以分成两大

类,分别是迭代类优化算法和非迭代类优化算

法[5-6]。 从优化目标来看,这些测量矩阵优化方法

可分为直接相关最小化方法和间接相关最小化方

法[7-10]。 从优化机制来看,有贪心方法、基于深度学

习的方法、基于奇异值分解(singular value decompo-
sition, SVD)的交替最小化方法、基于特征值分解的

交替最小化方法和基于梯度的交替最小化方

法[11-20]。
为了优化测量矩阵提高其重构性能,本文主要

针对迭代类优化算法开展研究,提出了一种基于奇

异值分解-施密特(SVD-Schmidt)正交化的测量矩阵

优化方法,该方法通过降低矩阵互相关系数提高信

号重构性能。
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1　 相关工作

1. 1　 CS 基本原理

CS 理论的实质是针对稀疏或者可压缩的信号,
使用测量矩阵来对信号进行线性投影操作,从而获

得少量的测量数据,并且运用这些少量的测量数据

来进行信号重构从而得到原始信号。 它的数学模型

可以被简单地表达成:对于一个可以压缩的原始信

号 x∈RN,R 表示向量空间,通过少量测量数据组成

一个投影矩阵,并利用这个投影矩阵将少量的测量

数据投影到一个更低的维度上;然后,根据这个空间

中的位置信息来重构原始信号,从而高效重建原信

号,这一过程可表示为

y =Φx (1)
其中 Φ∈RM × N为测量矩阵,采样率为 R = M / N, y
为测量向量,根据 CS 理论,原始信号可在变换域中

进行稀疏变换,即 α =Ψx,才能更有效被重构:
y = Φx = ΦΨ-1α (2)

其中 Ψ∈ RN×N 是一个稀疏基,α 是稀疏系数,用来

描述信号在变换域中的特征。 将 M 维向量恢复成

N 维向量时,可以选择如下重构算法:
arg min‖α‖p subject to y = Φx = ΦΨ-1α

(3)
式(3)中 p 根据不同的取值,可以分别代表不

同类型的重构算法,可以是基于 l0 范数的贪婪算

法,也可以是基于 l1 范数的凸优化算法[3-4]。 其中

一类重构算法是贪婪算法,包括正交匹配追踪算法

(orthogonal matching pursuit,OMP) [21] 及其改进算

法;另一类是将其转化为 l1 最小化问题,可以使用

基追踪算法(basis pursuit,BP) [22]。
为了从式(3)中重构出原始信号,测量矩阵需

要满足一些条件。 Candès 和 Tao[3] 提出了受限等距

性质(restricted isometry property, RIP),这是 CS 确

保信号能被精确重构的充分条件。
定义 1 令Φ是一个M × N的矩阵,对于任意 k

稀疏信号 x ∈ RN,Φ 满足 k 阶受限等距性质,如果

一个常数满足 0 < δk < 1 则有:
(1 - δk)‖x‖2

2 ≤ ‖Φx‖2
2 ≤ (1 + δk)x‖2

2

(4)

其中 δk 是一个非负数的受限等距常数( restricted
isometry constant,RIC)。 由于 RIP 是个充分条件,很
难被证明,因此可以通过互相关性作为测量矩阵的

评判准则。
定义 2 令 Φ是一个 M × N 的矩阵,Φ 的互相

关性定义为

μ(Φ) 􀰛 max
1≤i≠j≤n

| 〈ϕi,ϕj〉 |
‖ϕi‖2‖ϕj‖2

(5)

其中 ϕ1,ϕ2,…,ϕn 是矩阵 Φ的列向量, 〈ϕi,ϕj〉 ≜

ϕT
i ϕj。

1. 2　 奇异值分解

测量矩阵的列向量之间的互相关性与测量矩阵

的奇异值密切相关。 矩阵的奇异值越大,矩阵的列

之间相关性就越弱,也就越独立。 因此为了提高测

量矩阵不同列之间的不相关性,需要增大矩阵的奇

异值来实现,也就是提高测量矩阵的性能。 奇异值

越大就越能包含更多的信息量,比如在图像压缩中,
经过 SVD,选择最大的奇异值并且丢弃较小的奇异

值,这样既可以节省资源,图像的信息又可以尽可能

保留。
1. 3　 施密特正交化

施密特正交化是经典的对基进行的正交化算

法,主要原理是将一组线性无关的向量转换成一组

单位正交向量,这个算法最早由 Schmidt 提出[23]。
定理 1 令 α1,α2,…,αn 是 n 维欧式空间 Z 的

一组基,那么 Z 中就会存在一组标准正交基 β1,β2,
…,βn, 从 α1,α2,…,αn 到 β1,β2,…,βn, 存在一个

过渡矩阵,这是一个上三角矩阵,并且该矩阵的主对

角线上元素都是大于 0 的[24]。
定义 3 对于任何一个实对称矩阵 A,总会存在

一个 n 维的正交方阵 P,使得:

AP = P -1AP =

λ1 　 　 　

　 λ2 　 　

　 　 ⋱ 　
　 　 　 λn

é

ë

ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú

(6)

其中 λ1,λ2,…,λn 是矩阵 A 的特征值。
在 m 维的欧式空间里,对于 n 个线性相关的向

量 α1,α2,…,αn, 得到 m 个标准的正交向量 ε1,ε2,
…,εm, 具体的计算过程为
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步骤 1 假设 n 个向量 α1,α2,…,αn 中不含零

向量。

步骤 2 令 β1 = α1,计算 α2 -
〈α2,β1〉β1

〈β1,β1〉
。如果

α1、α2 是线性无关的,那么可以得到 α2 -
〈α2,β1〉β1

〈β1,β1〉 2

≠0。 ,则可以计算出 β2 = α2 -
〈α2,β1〉β1

〈β1,β1〉
。

步骤 3 对于 β i( i = 3,4,…,m) 的计算步骤,
采取类似步骤 2 的计算方法,可得到 β i = αj -
〈αj,β1〉β1

〈β1,β1〉
-
〈αj,β2〉β2

〈β2,β2〉
- … -

〈αj,β i -1〉β i -1

〈β i -1,β i -1〉
, 其中

i 可能不等于 j。
步骤 4 最后对 β i( i = 1,2,…,m) 进行单位化

就可以得到 εi =
β i

〈β1,β i〉
, 这样就可以求出需要的

ε1,ε2,…,εm。

2　 基于 SVD-Schmidt 正交化的测量矩

阵优化

2. 1　 测量矩阵优化的目标函数

通常情形下,稀疏基 Ψ 是已知的且已被固定,
因此为了最大限度地降低测量矩阵和稀疏基之间的

相关性,可以通过设计和优化测量矩阵 Φ 来实现。
从另一个角度来看就是,如果 Φ 和 Ψ 是不相关的,
那么通过对原始信号采样得到的数据就会拥有更多

的关键信息。 因此,为了提升测量矩阵的性能,需要

降低 Φ 和 Ψ 的互相关性。 从有关的数学理论出

发,通过 Gram 矩阵尽最大可能逼近单位矩阵的方

法来求解测量矩阵和稀疏基之间的互相关性。 因此

想要获得更优的测量矩阵,可以求解以下优化问题:
Φ = argmin‖ΘTΘ - I‖2

F (7)
其中,Θ =ΦΨ, I 为 N × N 的单位矩阵,F 表示 F 范

数。 最小化式(7)可以降低互相关性,这样测量矩

阵的性能就能得到提升。
对于 M × N 的测量矩阵 Φ,虽然包含 N 个列向

量,但是只有 M 个列向量是线性无关的,通过这 M
个列向量来线性表示剩下的 N - M 个列向量,这也

能说明其中包含了大量的冗余信息。 如果这些冗余

信息可以通过某些方式去除,那么在进行信号表示

的时候就能够得到信号最简单的表达,这也会让测

量矩阵 Φ的列向量间的不相关性达到最大。 怎样

合理地利用列向量中的冗余信息,在对测量矩阵进

行优化时并没有制定具体的规则,所以也很难把握

这个尺度;如果毫无目的地把这些列向量的冗余信

息最大化地去除,可能会导致某些重构算法失效。
在式(7)中把单位矩阵当作最终的目标矩阵是

一种十分严格的约束,造成的结果就是计算复杂度

变高,收敛速度变慢,因此需要重新定义目标矩阵。
定义优化的目标函数为

Φopt = argmin‖ΘTΘ - Gopt‖2
F (8)

其中 Gopt就是新定义的目标矩阵,满足的条件为

Gopt =
gij 　 　 　 　 　 　 | gij | ≥ μwelch, i ≠ j

μwelch·sign(gij)　 | gij | ≥ μwelch, i ≠ j
{

(9)
其中 gij 为 Gram 矩阵 G = (ΦΨ) T(ΦΨ) 中的元素。
通过最小化目标函数,得到最终优化后的测量矩阵。
2. 2　 测量矩阵优化算法的过程

本文提出一种基于 SVD-Schmidt 正交化的测量

矩阵优化方法,算法的过程如下,算法 1 总结的是本

文提出的优化方法的具体过程。
(1) 首先生成一个 M × N 的测量矩阵 Φ ∈

RM×N(M < N), 并且对其进行奇异值分解得到:

Φ = UDVT = U
Σ 0
0 0

[ ]VT (10)

其中 U 和 V 分别是 M × N 和 N × N 的正交矩阵,T
表示矩阵的转置;D 是 M × N 的矩阵,非对角线的元

素均为 0,主对角线的元素是由 M 个奇异值和 N -
M 个 0 组成的; Σ = diag(σ1,σ2,…,σM),σ1 ≥ σ2

≥ …σM。
(2) 在对角矩阵中选出其中最大的奇异值 σ1

并且将其余奇异值都替换成最大奇异值, Σ′ =
diag(σ1 ′,σ2 ′,…,σM′),σ1 ′ = σ2 ′ = …σM′ = σ1 是

新构成的对角矩阵。 如此重新形成一个新的矩阵

Φ1:

Φ1 = UD′VT = U
Σ′ 0
0 0

[ ]VT (11)

(3) 计算 Φ1 各行向量间的夹角,选取最大值
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和最小值,计算各行向量的模,选择最大值和最小

值,然后进行施密特正交化。
(4) 计算 Φ1 各列向量间的夹角,选取最大值

和最小值,单位化各列向量。

(5) 依次对 Φ1 进行行向量施密特正交化和单

位化列向量,根据式(9)循环迭代更新至收敛稳定

且达到式(8)的最优解。 根据式(8)得到最终优化

后的测量矩阵 Φopt。

算法 1 基于 SVD-Schmidt 正交化的优化方法

输入:2 个正整数 M 和 N, 其中 M < N。
输出:测量矩阵 Φopt。

初始化:初始化一个的测量矩阵 Φ。
1. 对测量矩阵 Φ进行 SVD 得到:

　 　 　 　 　 　 　 　 　 　 Φ = UDVT = U
Σ 0
0 0[ ]VT

2. 对 D 中对角元素选择最大的奇异值,将其余奇异值都换成最大的奇异值,重新构成新的

对角矩阵,形成一个新的矩阵:

　 　 　 　 　 　 　 　 　 　 Φ1 = UD′VT = U
Σ′ 0
0 0[ ]VT

3. 计算 Φ1 各行向量间的夹角,选取最大值和最小值,计算各行向量的模,选择最大值和最

小值,进行施密特正交化。
4. 计算 Φ1 各列向量间的夹角,选取最大值和最小值,单位化各列向量。
5. 依次对 Φ1 进行行向量施密特正交化和列向量单位化操作并且根据式(9)循环迭代更新

至收敛稳定并且达到式(8)的最优解。 根据式(8)得到最终优化后的测量矩阵 Φopt。

3　 仿真实验和分析讨论

这一部分主要通过一维信号和二维图像的仿真

实验,说明本文提出的基于 SVD-Schmidt 正交化的

测量矩阵优化方法的性能,并且与未优化的随机高

斯矩阵、伯努利矩阵、托普利兹矩阵进行比较。 仿真

结果表明,本文提出的优化方法在 OMP 和 BP 算法

下,性能得到提高。 此外将提出的优化方法与已有

的优化方法(SVD[19] 和特征值分解[20] )比较,仿真

结果表明本文提出的方法性能更优、信号重构性能

提高。
3. 1　 一维信号的重构性能

本小节使用 Matlab R2019a 进行仿真。 通过仿

真实验验证提出的测量矩阵优化方法的重构性能的

优越性。 在仿真实验中,对于每一个 k 稀疏信号和

每一个测量矩阵,进行 1 000 次实验,最终得到信号

稀疏度和重构成功率的关系。 稀疏信号是均匀随机

生成的,而非零元素的相应值是根据标准高斯正态

分布生成的。 在第 i 次的实验中,一个相对重构误

差 ei 的表示公式如式(12)所示。

ei = ‖x′ - x‖
x2

(12)

其中 x′是重构后的信号,x 是原始信号。 如果 ei ≤
0. 001, 则表示第 i 次实验为“完美重构”。 重构算

法分别采用 OMP 算法和 BP 算法。 OMP 算法中,迭
代次数设置为 M / 4,BP 算法中,迭代次数设置为 M,
初始化参数分别设置为 α = 0. 01,β = 0. 5,λ = 10。
分别比较“Gau 矩阵”、“Ber 矩阵”、“Toe 矩阵”的重

构性能,表 1 是 3 种测量矩阵优化前后的互相关性

的比较,从中可以看出提出的优化方法可以明显降

低测量矩阵的互相关性。
为了比较信号的重构性能,图 1 选取了 OMP 算

法作为重构算法,为了更方便地描述图中的曲线和

性能的比较,分别用“Gau 矩阵”、“Ber 矩阵”、“Toe
矩阵”表示随机高斯矩阵、伯努利矩阵、拓普利兹矩

阵。 通过本文提出的优化算法对 3 种测量矩阵进行

优化,并且与未优化的测量矩阵进行对比,比较稀疏

度 k 和重构成功率的关系。 图 2 选取了 BP 算法作

为重构算法,其他参数设置与图 1 中一致。 从图 1
和图2可以看出,本文提出的优化算法可以明显提
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表 1　 测量矩阵优化前后互相关性

测量矩阵
Φ55 × 110 Φ114 × 342 Φ85 × 272 Φ160 × 512

未优化 μ |优化后 μ

Gau 0. 520 4 |0. 410 2 0. 487 8 |0. 386 1 0. 395 3 |0. 326 7 0. 365 7 |0. 325 2
Ber 0. 490 9 |0. 321 8 0. 458 8 |0. 327 9 0. 386 0 |0. 342 4 0. 337 5 |0. 300 5
Toe 0. 454 5 |0. 287 9 0. 388 2 |0. 302 0 0. 333 3 |0. 310 6 0. 300 0 |0. 287 7

(a) 信号长度为 110 × 1 (b) 信号长度为 342 × 1

(c) 信号长度为 272 × 1
(d) 信号长度为 512 × 1

图 1　 采用 OMP 算法,不同测量矩阵优化前后的重构信号稀疏度与重构成功率的关系

高信号的重构性能,3 类测量矩阵的性能均得到提

升。
为了表明本文提出的优化方法的优越性,将其

与 SVD 和特征值分解这 2 种优化方法进行比较。
图 3 选取了 2 种测量矩阵进行比较,重构算法选取

了 OMP 算法。 图 3(a)选取的是 Gau 矩阵,图 3(b)
选取的是 Toe 矩阵,展示了信号稀疏度和重构成功

率的关系。 从图 3 可以看出 3 种优化方法均能提高

这 2 种测量矩阵的重构性能,其中本文提出的优化

算法比 SVD 方法和特征值分解法更有优势,测量矩

阵性能提高更多,信号重构性能更好。
3. 2　 二维图像的重构性能

　 　 本小节实验使用Matlab R2019a进行仿真。 从

美国南加州大学信号与图像处理研究所图像库中选

取 10 幅图像(512 像素 × 512 像素)作为测试图像,
如图 4 所示。 使用离散余弦变换 ( discrete cosine
Transform, DCT)作为稀疏基来稀疏信号,采用分块

采样,块的大小设置为32像素 × 32像素,采用OMP
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(a) 信号长度为 110 × 1 (b) 信号长度为 342 × 1

(c) 信号长度为 272 × 1 (d) 信号长度为 512 × 1

图 2　 采用 BP 算法,不同测量矩阵优化前后的重构信号稀疏度与重构成功率的关系

(a) Gau 矩阵 (b) Toe 矩阵

图 3　 3 种优化算法对不同测量矩阵优化后重构信号稀疏度与重构成功率的关系

算法作为重构算法。 然后,通过改变采样率来比较

重构图像的峰值信噪比(peak signal to noise ratio,
PSNR) 和结构相似度 ( structural similarity index,
SSIM)来说明重构的性能。
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图 5 选取随机高斯矩阵、伯努利矩阵、托普利兹

矩阵,图像 Barbara 和 Peppers 的峰值信噪比( peak
signal to noise ratio,PSNR)和结构相似度( structual

similarity index,SSIM)比较,采样率为 0. 05、0. 10、
0. 20、0. 30、0. 40、0. 50。 为了更方便地描述图中

的曲线和性能的比较,分别用“Gau矩阵” 、“ Ber矩

图 4　 10 幅测试图像

(a) Barbara 的 PSNR (b) Barbara 的 SSIM

(c) Peppers 的 PSNR (d) Peppers 的 SSIM

图 5　 不同测量矩阵优化前后重构图像的 PSNR 和 SSIM 随采样率的变化
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阵”、“Toe 矩阵”表示随机高斯矩阵、伯努利矩阵、拓
普利兹矩阵。 图 5(a)和(b)是测量矩阵优化前后重

构图像 Barbara 的 PSNR 和 SSIM 值的对比,图 5(c)和
(d)是测量矩阵优化前后重构图像 Peppers 的 PSNR
和 SSIM 值的比较。 从图 5 可以看出本文提出的测

量矩阵优化算法可以提高测量矩阵的性能,从而提

高图像重构性能。 以采样率 R = 0. 10、选取 Gau 矩

阵和 Toe 矩阵为例,对于 Gau 矩阵来说,本文提出的

优化方法的 PSNR 和 SSIM 值平均提升了3. 72 dB和

0. 082 3;对于 Toe 矩阵来说,本文提出的优化算法

的 PSNR 和 SSIM 值平均提升了3. 95 dB和 0. 091 2。
为了表明本文提出的优化方法的优越性,将其

与 SVD 和特征值分解这 2 种优化方法进行比较。
图 6 选取了 2 种测量矩阵进行比较,采样率分别为

0. 05、0. 10、0. 20、0. 30、0. 40 和 0. 50。 图 6(a)选择

的是 Gau 矩阵,图 6(b)选择的是 Toe 矩阵,测试图

像选择的是 Barbara,重构算法选择的是 OMP 算法,
比较不同采样率下的 PSNR 和 SSIM 值。 从图中可

以看出,随着采样率的增加,图像的 PSNR 和 SSIM

值均有明显不断增加的趋势,3 种优化算法均能提

高测量矩阵的重构性能,其中本文提出的优化算法

使图像的 PSNR 和 SSIM 值相对更高,该方法优化能

力更具有优越性。 表 2 展示了采样率为 0. 10 时,
Gau 矩阵、Ber 矩阵、Toe 矩阵通过 3 种优化算法进

行优化后的 10 幅重构图像 PSNR 和 SSIM 值的对

比,并且与未优化时的值对比,重构算法选择 OMP
算法,其中对最优数据进行了字体加粗。 根据表格

中的数据可以看出,3 种优化算法均可以提高 3 种

测量矩阵的性能,重构图像的 PSNR 和 SSIM 值均得

到了提升,而本文提出的方法性能优于其他 2 种优

化算法。 以 Gau 矩阵和 Toe 矩阵为例,对于 Gau 矩

阵来说,本文所提出的优化算法的 PSNR 值( SSIM
值)相比于 SVD 方法和特征值分解法平均提升了

1. 33 dB(0. 020 7)和2. 32 dB(0. 030 1);对于 Toe 矩

阵来说,本文所提出的优化算法的 PSNR 值( SSIM
值)相比于 SVD 方法和特征值分解法平均提升了

1. 46 dB(0. 026 7)和 2. 57 dB(0. 037 8)。
　 　 图7展示的是当采样率为0 . 10时,4张测试图

(a) Gau 矩阵
(b) Toe 矩阵

图 6　 不同优化算法对测量矩阵优化后重构图像 PSNR 和 SSIM 值随采样率的变化

表 2　 采样率为 0. 10 时不同优化方法优化测量矩阵后 10 幅测试图像的 PSNR 和 SSIM 值

　 测量矩阵
PSNR / dB | SSIM(采样率 R = 0. 10)

未优化 SVD 法 特征值分解法 本文方法

Barbara
Gau 18. 90 |0. 861 7 20. 20 |0. 897 8 19. 78 |0. 889 1 21. 62 |0. 913 0
Ber 18. 96 |0. 863 8 20. 23 |0. 898 8 19. 89 |0. 889 9 21. 72 |0. 914 6
Toe 18. 93 |0. 864 6 20. 89 |0. 900 1 20. 01 |0. 892 1 21. 93 |0. 911 9

Peppers
Gau 21. 05 |0. 913 0 22. 89 |0. 947 8 22. 01 |0. 942 3 24. 05 |0. 952 8
Ber 21. 16 |0. 914 6 23. 09 |0. 949 8 22. 55 |0. 941 2 24. 69 |0. 958 9
Toe 20. 99 |0. 911 9 23. 23 |0. 956 3 22. 78 |0. 948 7 25. 01 |0. 960 1
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续表 2　 　 　

Woman
Gau 19. 87 |0. 818 9 21. 01 |0. 853 4 20. 56 |0. 850 1 22. 23 |0. 893 4
Ber 19. 80 |0. 816 3 21. 23 |0. 859 4 20. 61 |0. 857 8 22. 34 |0. 894 3
Toe 19. 85 |0. 817 4 21. 70 |0. 861 2 20. 78 |0. 860 1 22. 86 |0. 901 3

Mandrill
Gau 16. 14 |0. 578 7 17. 01 |0. 670 1 16. 77 |0. 667 8 17. 23 |0. 682 1
Ber 16. 05 |0. 580 9 16. 88 |0. 672 3 16. 99 |0. 671 3 17. 10 |0. 680 1
Toe 16. 05 |0. 575 7 16. 89 |0. 680 1 16. 88 |0. 680 0 17. 34 |0. 712 3

House
Gau 21. 41 |0. 903 6 22. 67 |0. 926 7 22. 42 |0. 921 1 23. 21 |0. 946 7
Ber 21. 25 |0. 903 0 22. 87 |0. 929 8 22. 54 |0. 923 4 23. 67 |0. 949 8
Toe 21. 46 |0. 905 5 23. 01 |0. 931 1 22. 89 |0. 930 1 24. 01 |0. 956 7

Boat
Gau 19. 18 |0. 822 6 20. 21 |0. 906 5 20. 11 |0. 901 2 21. 43 |0. 925 1
Ber 19. 36 |0. 830 7 20. 39 |0. 909 9 20. 21 |0. 906 7 21. 99 |0. 929 8
Toe 19. 37 |0. 830 2 20. 37 |0. 904 6 20. 18 |0. 904 4 21. 90 |0. 929 9

Cameraman
Gau 20. 09 |0. 917 6 21. 42 |0. 946 7 21. 12 |0. 941 3 22. 45 |0. 952 3
Ber 20. 00 |0. 916 6 21. 39 |0. 945 4 21. 07 |0. 943 2 22. 42 |0. 956 7
Toe 20. 06 |0. 917 8 21. 23 |0. 943 1 21. 07 |0. 943 3 22. 21 |0. 959 9

Couple
Gau 19. 29 |0. 807 7 20. 55 |0. 913 4 20. 41 |0. 912 3 21. 78 |0. 929 9
Ber 19. 26 |0. 807 8 20. 47 |0. 913 2 20. 39 |0. 911 8 21. 23 |0. 929 8
Toe 19. 25 |0. 809 6 21. 23 |0. 924 5 20. 89 |0. 921 0 22. 12 |0. 930 1

Resolution chart
Gau 10. 18 |0. 442 3 12. 07 |0. 776 5 11. 45 |0. 768 9 13. 23 |0. 798 7
Ber 10. 40 |0. 449 1 12. 34 |0. 779 8 11. 78 |0. 770 1 13. 78 |0. 801 2
Toe 10. 59 |0. 454 6 12. 66 |0. 780 1 12. 01 |0. 779 2 14. 05 |0. 801 2

Camera test
Gau 8. 33 |0. 646 2 10. 22 |0. 851 9 9. 11 |0. 946 5 11. 53 |0. 864 5
Ber 8. 30 |0. 641 2 10. 78 |0. 858 8 9. 91 |0. 850 1 11. 98 |0. 867 8
Toe 8. 07 |0. 625 6 11. 01 |0. 860 1 10. 34 |0. 860 0 12. 12 |0. 870 1

图 7　 4 幅图像在采样率 R =0. 10 时 3 种优化方法对 Gau 矩阵优化后的重构结果
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像经过 3 种优化算法对 Gau 矩阵优化后的重构图像

的视觉效果,并且与未优化的结果进行对比。 此外

对图像的局部细节放大处理,放置在图像左下角用

矩形框框住以对比重构的细节差异。 三种优化方法

的重构图像的局部细节基本可见,纹理细节基本清

晰,但是特征值分解法和 SVD 法的重构图像存在不

同程度的伪影,视觉效果相当,而本文提出的优化方

法的重构图像视觉效果优于另外 2 种优化方法,更
接近原始图像。

为了验证所提出的优化方法在噪声情况下的鲁

棒性,考虑噪声模型 y = Φx + v,其中 v 是均值为 0
的加性高斯噪声向量。 测量矩阵大小为 55 × 110,
以信噪比(signal noise ratio,SNR)取值范围为 10 ~
50 dB来进行实验,重构算法分别选取 OMP 和 BP 算

法。 从图 8 可以看出,重构误差随着信噪比的增加

而减小,并且本文的优化方法的误差小于其他方法,
鲁棒性更好。

(a) Gau 矩阵 (b) Toe 矩阵

图 8　 不同优化算法对测量矩阵优化后重构误差随 SNR 变化

3. 3　 重构时间比较

重构时间也是评价优化方法性能的一个指标,
图 9(a)显示了 512 × 1 一维信号的重构时间和稀疏

度之间的关系。 选择 OMP 算法作为重构算法,测量

矩阵为 Φ160 × 512,稀疏度取值范围为 10 ≤ k ≤ 80。

图 9(b)选取 5 张测试图像(Cameraman, Peppers,
Boat, Barbara, Camera test)比较其重构时间,采样

率为 0. 1。 从图 9 可以看出本文提出的优化算法时

间低于特征值分解法,略高于 SVD 法。

(a) 一维信号 (b) 二维图像

图 9　 不同优化算法重构时间比较
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4　 结 论

本文提出了一种基于 SVD-Schmidt 正交化的测

量矩阵优化方法,通过降低矩阵互相关性来提高测

量矩阵的性能。 同时进行了一维信号和二维图像的

仿真实验来验证提出的方法的优越性。 一维信号重

构实验结果表明优化后的测量矩阵提高了信号重构

性能,并且讨论了在有噪声的情况下优化方法的鲁

棒性,结果表明本文优化方法的误差小于其他方法,
鲁棒性更好;在二维图像重构实验中,以采样率 R =
0. 10 为例,本文提出的优化方法性能优于现有的一

些优化方法,比如本文选取 SVD 法和特征值分解

法,对于 Toe 矩阵来说,本文所提优化算法的 PSNR
值(SSIM 值)相比于 SVD 方法和特征值分解法平均

提升了 1. 46 dB(0. 026 7)和 2. 57 dB (0. 037 8)。此
外对重构时间进行了比较,结果表明本文提出的优

化算法时间低于特征值分解法,略高于 SVD 法。 这

些仿真结果表明了所提的优化方法的有效性和优越

性。
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Optimization of compressed sensing measurement matrix
based on SVD-Schmidt orthogonalization

WANG Yue, QIN Yali
(College of Information Engineering, Zhejiang University of Technology, Hangzhou 310023)

Abstract
The performance of measurement matrices in compressed sensing (CS) theory affects the signal reconstruction

performance. In order to optimize the measurement matrix and improve its reconstruction performance, this paper
proposes an optimization method of CS measurement matrix based on singular value decomposition-Schmidt (SVD-
Schmidt) orthogonalization. Singular value decomposition(SVD) of the measurement matrix is performed and the
largest singular value is selected to replace original singular values to form a new matrix, and Schmidt normalization
of it is performed, columns of the matrix are unitized. The optimization measurement matrix is obtained by the
adaptive iterative optimization of rows and columns. The superiority of the proposed method is verified by simulation
experiments of one-dimensional signal and two-dimensional image. The proposed optimization measurement matrix
reduces the coherence obviously. Furthermore, the simulation results show that the signal reconstruction perform-
ance is improved after optimizing the measurement matrix, and the reconstruction performance of the proposed
method is better than that of the existing SVD method and eigenvalue decomposition method.

Key words: compressed sensing ( CS), measurement matrix, coherence, singular value decomposition-
Schmidt (SVD-Schmidt) orthogonalization, iterative optimization

—7501—

王　 月等:基于 SVD-Schmidt 正交化的压缩感知测量矩阵的优化


