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摘　 要　 医学领域文本存在大量的专业词汇,相比于通用领域更容易出现分词错误和未

登录词的问题,其结果会导致上下文语义缺失,并影响命名实体识别(NER)的准确率。
为了解决上述问题,本文提出了引入词汇信息的基于门控循环单元的中文医学命名实体

识别模型 WI-NER。 首先,基于中文医学数据集的特点,描述了中文医学领域的命名实体

识别的任务定义、实体位置和实体类别标签,并将模型在嵌入层对匹配专业词的字符进行

特征嵌入与向量融合;其次,在上下文编码层添加词汇门控单元,利用循环神经网络的记

忆与遗忘机制,自动提取实体识别所需的特征,并通过引入词汇信息和先验知识,实现了

中文医学命名实体识别效果的提升;最后,对本模型在 3 个数据集上进行了实验验证,结
果表明,本文提出的中文医学命名实体识别模型在准确率方面优于基线模型,达到了预期

的医学领域特性。
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　 　 医学文献文本数据包含基因、药物、疾病和蛋白

质等多个子领域的实体,而命名实体识别( named
entities recognition,NER)的主要任务是识别命名实

体的文本范围,将其分类为预定义的类别,它是问答

系统、翻译系统和知识图谱的基础[1]。 目前,针对

医学知识图谱的研究还处于探索阶段,并且不同医

学子领域的数据都具有专业性强、关系分布不平衡

和结构复杂等特点,这使得知识图谱技术在医疗领

域普遍存在效率低、限制多和拓展性差等问题。
研究者们尝试利用机器学习和统计学算法研究

命名实体识别和实体抽取的问题,常用的方法包括

支持向量机[2]、隐马尔科夫模型[3]、条件随机场[4]

和最大熵[5]等。 文献[6]基于支持向量机模型进行

生物医学命名实体识别,其研究中引入了词缓存、无
监督训练等方法,达到了提高训练效果的目的。 文

献[7]提出了一种最大熵算法,并在 Medline 数据集

中对该算法进行了实验验证,结果表明该算法准确

率和召回率都得到显著提升。 近年来,机器学习中

的相关研究成果被广泛地应用在实体抽取任务中。
文献[8]提出了双向长短期记忆-条件随机场(bidi-
rectional long short-term memory-conditional random
field,BiLSTM-CRF)模型,通过双向长短期记忆网络

模型捕获序列依赖信息,并利用条件随机场结构考

虑全局序列标注信息。 文献[9] 提出 Stack-LSTM
(stack long short-term memory)模型,该模型将若干

实体词集中处理,并考虑了词与词之间的相关性。
文献[10]提出 Lattice LSTM ( lattice long short-term
memory)方法,该方法使用 Lattice 结构来表征单词,
并将词语信息有效地整合到基于字符的 BiLSTM-
CRF 模型中,有效地缓解了中文分词错误的问题。
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由大语料训练的预训练模型在中文序列标记方

面表现出色,应用基于 Transformer 的双向编码器表

示 ( bidirectional encoder representations from trans-
formers,BERT) [11]提取字符特征的模型在中文命名

实体识别等方面优于基于静态嵌入的方法。 Trans-

former[12] 是 Google 公 司 为 解 决 SequencetoSe-

quence[13]模型问题而提出的多头自注意力机制模

型,并在机器翻译任务中取得了重大的突破。 文

献[14]提出了 PLTE ( porous lattice transformer en-
coder)模型,通过引入一种新的多孔机制增强局部

建模能力,并使用轴共享结构替换全连接,简化了

Transformer 架构。 文献[15]提出了 FLAT( flat lat-
tice transformer)模型,利用 Transformer 中的自注意

力机制捕获长距离依赖,设计了一种相对位置编码。
该模型解决了潜在词汇冲突,并利用图形处理器

(graphic processing unit,GPU)的并行计算能力,显
著地提升了运行效率。 在引入词汇信息(word infor-
mation, WI ) 的 方 式 上, Lattice LSTM[12] 和 FLAT

Transformer[15]都属于设计了一个动态框架来兼容词

汇输入。 文献[16]提出了 LR-CNN( lexicon rethin-
king convolutional neural network)模型,采用卷积神

经网络(convolutional neural network,CNN)对字符特

征进行编码,同时采取注意力机制融入词汇信息,有
效地处理了词汇信息冲突问题。 文献[17]提出协

作图神经网络(collaborative graph network,CGN)模

型,并构建了基于协作的图网络和 3 种不同的建图

方式;通过生成对抗网络(generative adversarial net-
work,GAN)进行特征提取,将基于字符的上下文表

征与图网络表征加权融合。 文献[18]提出基于 lex-
icon 信息的图网络 ( lexicon-based graph network,
LGN)模型,该模型将每一个字符作为节点,匹配到

的词汇信息构成边,并通过图结构实现局部信息的

聚合。 文献[19]提出了 WC-LSTM 模型,该模型将

每个字符为结尾的词汇信息进行固定编码表示,并
进行并行化处理。 文献[20]提出了 Multi-digraph 模

型,该模型基于多图结构显示建模字符和词典的交

互,结合长短期记忆网络( long short-term memory,
LSTM)和条件随机场(conditional random field,CRF)
解决了词典匹配冲突的问题。 文献[21]提出了一

种在嵌入层引入词汇信息的方法 Soft-lexicon,并对

每个字符依次获取各个位置对应所有词汇集合后再

进行编码,有效地降低了信息损失的效率。
NER 方法大多是通过结合其他信息源,并利用

深度学习或 ChatGPT 模型来提高识别效果。 文

献[22]在零样本和少样本设定下, 全面分析了 In-
structGPT 在基础的结构化抽取任务、命名实体识别

上的表现。 文献[23]针对标注样本稀缺给基于文

本的小样本命名实体识别方法带来的问题,提出了

一种融合多模态数据的小样本命名实体识别模型,
该模型有效地解决了由文本与图像蕴含语义信息

粒度不一致导致的模态对齐效果不佳的问题。 文

献[24]构建了非小细胞肺癌的知识图谱以弥补传

统医学知识在数据挖掘和疾病分析方面的不足,并
对抽取的 7 类医学实体和 2 万余条实体关系进行验

证。 文献[25]提出了一种集成字符与词汇信息的

中医药古文献命名实体识别的 Lattice LSTM 模型,
并对疾病、证候、方剂、症状和药材 5 类实体进行抽

取和实验验证。 文献[26]针对中文命名实体识别

(Chinese named entities recognition,CNER)的现有文

献无法有效捕捉汉语的复杂性和模糊性的问题,提
出了一种双通道注意力增强中文命名实体识别(du-
al-channel attention enhancement for Chinese named
entity recognition,DAE-NER)模型。 该模型通过调

整语义特征向量的权值,重构语义权值,减轻上下文

语义差异的干扰;为了增强汉语文本中不同粒度的

语义表征,在字符和句子 2 个层面设计了注意力增

强模块。 通过在不同数据集中进行实验,验证了所

提出的 DAE-NER 可以有效地提高 CNER 的整体性

能[26]。
从关注词语特征和分类结果的角度出发,文

献[27]提出了一种基于多元数据嵌入的命名实体

模型 MECT (multi-metadata embedding based cross-
transformer),该模型融合 Cross-Transformer 提高了

中文实体识别的性能。 实验结果表明, MECT 可以

更好地捕捉汉字的语义信息。 文献[28]对生物医

学中的文本实体进行识别,并将它们规范化为标准

化的疾病词汇,提出了一种新的神经网络模型。 该

模型将端到端的疾病识别转换为一个动作序列的预
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测任务,并通过不同的数据集验证了模型的效果。
文献[29]通过分析文本特征,基于扩展先前次

优路径的识别方法,提出了一种新颖的嵌套方法命

名实体识别,该方法在每个节点上维护一组隐藏状

态并有选择地利用它们为每个级别的识别构建不同

的势函数。 文献[30]将字符偏旁部首特征与基于

字典方法相融合,对 NER BERT 模型进行微调,取

得了很好的实验效果。 文献[31]以触发词和关系

词作为识别实体词的关键特征词,并基于古籍文本

的特征,构建 Bert-BiLSTM-MHA-CRF 模型, 该模型

融合句法特征和 Bert-BiLSTM-MHA-CRF 模型实现

了对古籍文本深层次、细粒度的命名实体识别的目

的。 文献[32]针对法律文书命名实体识别的序列

标注模型仅关注字符信息无法获得语义和词语的上

下文信息问题,提出了一个融合外部信息特征并对

边界限制的司法命名实体识别模型 SBENER( se-

mantic and boundary enhance named entity recogni-

tion)。 该模型将司法盗窃罪的信息融入字符序列

以增强语义特征,解决了序列标注模型丢失词语信

息及缺少边界限制的问题,效果优于其他基线模型。

通过对目前的文献分析可知,针对词汇和字符

信息特征进行编码时,仅对嵌入层做优化,使得准确

率的提升效果有限;由于医疗行业具有特殊性、专业

性及隐私性等特点,基于深度学习的方法或 ChatG-

PT 模型存在研究过程中很难获取到具有规范、统一

标注的外部知识的问题。

为了解决上述问题,本文以分析中文医学文本

数据集的特点为基础,提出了引入词汇信息(WI)的
基于门控循环单元(gated recurrent unit,GRU)的中

文医学命名实体识别模型 WI-NER,本文的贡献如

下。
(1) 针对中文医学数据集的领域特点进行分

析,提出了一种引入词汇信息的基于门控循环单元

的中文医学命名实体识别模型 WI-NER;
(2) 该模型以门控循环单元为基础,设计了一

种字-词混合粒度的门控循环单元网络,并将词汇信

息融入到字粒度的循环神经网络中,达到了提升模

型性能的目的。

1　 WI-NER 模型的总体框架

本文将中文医学领域的命名实体识别任务定义

为:对于语料库中的各个句子实例 s = [c1,c2,…,
cn],ci 表示句子中的第 i 个字符,预测序列中每个元

素的实体位置标签 tpos 及实体类别标签 ttype, 其中,
实体位置标签集 Tpos = {B, M, E, S, O},含义如表 1
所示;实体类别标签集 Ttype = {dis, sym, bod, pro,
equ, dru, ite, dep, mic},含义如表 2 所示。 将位置

标签集 Tpos 与类别标签集 Ttype 结合,可得预测标签

集 T = {O, B-dis, M-dis, E-dis, S-dis, B-sym,…,
S-mic}。 最后输出预测的标签序列 Y = [y1,…,
yn],yi 表示句子中第 i 个字符对应的预测标签,即
句子实例 s 到预测标签集 T 的映射。

表 1　 实体位置标签

标签类型 含义 说明

B Begin 实体的起始位置

M Middle 实体的内部位置

E End 实体的结束位置

S Single 实体仅为当前字

O Other 不属于任何实体

表 2　 实体类别标签

标签类型 含义　 　 说明　 　
dis disease 疾病

sym symptom 临床表现

bod body 身体

pro procedure 医疗程序

equ equipment 医疗设备

dru drug 药物

ite item 医学检验项目

dep department 科室

mic microbes 微生物类

本文提出的 WI-NER 模型由嵌入层、编码层和

解码层组成,总体框架如图 1 所示。 WI-NER 模型

的处理过程如下:
(1) 在嵌入层通过 BERT 和动态构建的医学实

体特征向量,将序列中每个元素从字符表示转换成

向量表示;
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(2) 将序列的向量表示输入到编码器中,利用

引入词汇信息的双向门控循环单元,自动提取特征

并输出隐藏向量;
(3) 使用 CRF 解码器预测序列中每个字符对

应的实体位置和实体类型标签。

2　 WI-NER 模型的工作流程

2. 1　 嵌入模块

嵌入模块将句子实例 s 中的每个字符 ci 表示为

字向量形式 xi, 对当前字符依次获取各个位置标签

对应所有词汇集合,构建动态词典特征并将其添加

到每个字符的表示中,然后再进行编码嵌入表示,具
体过程如图 2 所示。

本文引入了先验知识与词汇信息相结合的方式

进行嵌入模块的实现,是个体在进行学习、推理或理

解新信息之前已经具备的知识或经验。 先验知识可

以来源于个人之前的学习、实践或观察,是机器在学

习新知之前已经存储在大脑中的语言知识和科学知

识等,有助于理解和解释新的信息、知识。

图 1　 WI-NER 模型的总体框架

图 2　 嵌入模块

　 　 不同领域的语料库会有明显的不同特点,例如

在医学领域的语料库中“病” “药”等字作为实体尾

部的概率远远高于其他领域的语料库,也就是语料

库的先验知识。 为了引入语料库的先验知识,提前

遍历与输入语句相关的所有语料 S,统计各个字符

在所有实体中被各标签标记的次数矩阵 zi( tpos,
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ttype), 获得医学实体字频矩阵 p( tpos, ttype), 进一步

构建语句的先验知识嵌入矩阵 k( tpos, ttype), 并对其

进行降维处理,获得输入语句的潜在实体标记向量

ki。 该向量体现了字符在潜在实体中不同位置与类

别的分布概率,增强了字符的实体类别特征。
将输入序列记为 s = [c1,c2,…,cn], 首先将序

列 s 的每个字符 ci 映射到一个密集向量 xi, 如

式(1)所示。
xi = ec(ci) (1)

其中 ec() 是字向量查找表中从字符到向量表示的

映射操作。
然后开始引入词信息,对于字符序列 s,其中匹

配到的单词记为 w j,k = {cj,…,ck}, 将匹配到的词

根据该字符的位置分类到集合{B,M,E,S}中,如
式(2)所示。

B(ci) = {w j,k | j = i < k}

M(ci) = {w j,k | j < i < k}

E(ci) = {w j,k | j < i = k}

S(ci) = {w j,k | j = i = k}

ì

î

í

ï
ïï

ï
ïï

(2)

字符 ci 在位置 tpos 的实体类别特征的信效度

vi( tpos) 由该字符的样本数量和离散程度决定,样本

数量与离散程度越高,其实体类别特征越可信并有

效,即字频 zi 和潜在实体标记向量 pi 中元素的方差

σi( tpos), 如式(3)所示。 其中 sigmoid 函数可使字

频实数映射到(0,1)区间内,以便神经网络收敛和

反向传播时求导。
vi( tpos) = sigmoid( zi) × σi( tpos) (3)
依据信效度 vi( tpos) 将潜在实体标记向量 ki 嵌

入到原字符向量 xi 中,如式(4)和式(5)所示。
ki( tpos) = tanh(pi( tpos) × tpos(ci) × vi( tpos))

(4)
xi = [xi;ki(B);ki(M);ki(E);ki(S)] (5)
最后,将嵌入了先验词汇信息的字向量输出到

编码层。
2. 2　 编码模块

本文在门控循环单元的基础上引入词汇信息的

门控循环单元(word information GRU,WI-GRU),使
得预训练模型中的词汇信息可以融入到基于字符编

码的训练网络中。 编码层 WI-GRU 的整体结构如

图 3所示。 其中,矩形代表字向量和词向量,圆角矩

形中 C 和 W 分别代表 WI-GRU 中的字单元和词单

元,圆形 h 代表单元输出向量和传递隐状态。

图 3　 编码层 WI-GRU 整体结构

　 　 WI-GRU 结构中的普通字单元使用字向量和上

一个单元传递的隐状态,训练重置门和更新门。 其

中,重置门用来控制单元生成候选隐状态时上一个

隐状态传递的程度;更新门用来控制单元生成真正

隐状态时上一个隐状态和当前候选隐状态的权重,
并将隐状态输出到下一个单元。

图 4 是 WI-GRU 中普通字单元的内部结构和运

算流程,其中 xi 是作为输入的字向量, hi -1 和 hi 分

别是上一个字单元传递来的隐状态和这一个字单元

的隐状态, R i 和 Z i 分别是被训练的重置门和更新

门, h
~

i 为单元的候选隐状态,重置门和更新门的计

算方式如式(6)和(7)所示,隐状态的计算方式如

式(8)和(9)所示。

R i = sigmoid Wr

xi

hi -1

é

ë
ê
ê

ù

û
ú
ú+ br( ) (6)
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Z i = sigmoid Wz

xi

hi -1

é

ë
ê
ê

ù

û
ú
ú+ bz( ) (7)

h
~

i = tanh Wh

xi

R i☉hi -1

é

ë
ê
ê

ù

û
ú
ú+ bh( ) (8)

hi = Z i☉hi -1 + (1 - Z i)☉ h
~

i (9)
式中的“☉”表示哈达玛积运算,即同阶矩阵之间的

“按元素乘”,设矩阵 A,B∈ Cm×n 且 A = {aij},B =
{bij}, 则矩阵 A 与矩阵 B 的哈达玛积如式(10)所
示。

A☉B =
a11b11 … a1nb1n

︙ ⋱ ︙
am1bm1 … amnbmn

é

ë

ê
ê
ê

ù

û

ú
ú
ú

(10)

式中的 sigmoid()和 tanh()都是连续可导的激活函

数,可以将神经网络非线性化,定义域都为 R,值域

分别为(0,1) 与 ( - 1,1),计算公式如式 (11) 和

式(12)所示。

图 4　 WI-GRU 中的普通字单元

sigmoid(x) = 1
1 + e -x (11)

tanh(x) = sinhx
coshx = ex - e -x

ex + e -x (12)

对于字符序列 s = [c1,…,cn], 其中匹配到的

单词记为 w j,k = [cj,…,ck], 先将单词与预训练的

单词词典进行匹配,得到单词的嵌入表示 xw
j,k, 如

式(13)所示。
xw
j,k = ew(w j,k) (13)

其中, ew() 表示与单词向量词典匹配的操作。 以

GRU 为基础,WI-GRU 添加了以词向量为输入的词

汇门控单元。 以该词的首字单元输出的隐状态作为

上一个隐状态,训练重置门和更新门。 其中,重置门

用来控制单元生成候选隐状态时首字单元的隐状态

传递的程度;更新门用来控制单元生成真正隐状态

时首字隐状态和该词候选隐状态的权重,然后将生

成的隐状态输出到该词的尾字单元。
本文中词单元与普通字单元不同之处在于:词

单元只在匹配到词时被构建,以词向量和该词的首

字单元的隐状态作为输入,最终生成的隐状态只输

出到该词的尾字单元;而普通字单元在字向量从嵌

入层传到编码层时即被构建,以字向量和前一个字

的隐状态作为输入,最终生成的隐状态会被输出到

下一个字单元和解码层。
图 5 是 WI-GRU 中普通字单元的内部结构和运

算流程,其中 xw
j,k 是作为输入的词向量, h j 是该词的

首字单元输出的隐状态, Rcw
j,k 和 Zcw

j,k 分别是该词单元

的重置门和更新门, h
~ w

j,k 是词单元的候选隐状态,重
置门与更新门的计算方式如式(14)和(15)所示,候
选隐状态和隐状态的计算方式如式(16)和(17)所
示。

Rcw
j,k = sigmoid Wcw

r

xw
j,k

h j

é

ë
ê
ê

ù

û
ú
ú+ bcw

r( ) (14)

Zcw
j,k = sigmoid Wcw

z

xw
j,k

h j

é

ë
ê
ê

ù

û
ú
ú+ bcw

z( ) (15)

h
~ w

j,k = tanh Wcw
h

xw
j,k

Rcw
j,k☉h j

é

ë
ê
ê

ù

û
ú
ú+ bcw

h( ) (16)

hw
j,k = Zcw

j,k☉h j + (1 - Zcw
j,k)☉ h

~ w
j,k (17)

生成所有以字符 ck 为分词结尾的词单元 w j,k,
分配权重,进而更新该字符单元的输出向量。 一个

字单元可能同时是多个词单元的末字单元,因此,除

图 5　 WI-GRU 中的词单元
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了前字单元的隐状态外,还会接收多个词单元的隐

状态,所以要为每个词单元设置传入更新门 Zwc
j,k。 通

过词单元的传入更新门和该末字单元的更新门,来
控制该末字单元最终生成隐状态时前一个字单元隐

状态的权重 αc
k-1、 该字单元的候选隐状态权重 αc

k 和

若干词单元隐状态的权重 αw
j,k。

图 6 为 WI-GRU 中普通字单元的内部结构和运

算流程,其中 xk 是作为输入的字向量, hk-1 是上一

个字单元传递来的隐状态, hw
j,k 代表若干个以该字

为末尾的词单元传递的隐状态, hk 是这个字单元输

出的隐状态, Rk 是被训练的重置门, Zk 是被训练的

字更新门, Zwc
j,k 是被训练的控制各个词单元隐状态

传输的词更新门, h
~

k 为单元的候选隐状态, α 是各

个隐状态的权重。

图 6　 WI-GRU 中匹配词的末字单元

末字单元的重置门和字更新门与普通字单元一

致,词更新门的计算方式如式(18)所示,各个隐状

态权重的计算方式如式(19)、(20)、(21)所示,该字

单元隐状态的计算方式如式(22)所示。

Zwc
j,k = sigmoid Wwc

z

xk

hw
j,k

é

ë
ê
ê

ù

û
ú
ú+ bwc

z( ) (18)

αc
k-1 =

exp(1 - Zc
k)

exp(Zc
k) + exp(1 - Zc

k) + 􀰐exp(Zc
j,k)

(19)

αc
k =

exp(Zc
k)

exp(Zc
k) + exp(1 - Zc

k) + 􀰐exp(Zc
j,k)

(20)

αw
j,k =

exp(Zc
j,k)

exp(Zc
k) + exp(1 - Zc

k) + 􀰐exp(Zc
j,k)

(21)

hk = αc
k-1☉hk-1 + αc

k☉ h
~ c

k + 􀰐(αw
j,k☉hw

j,k)

(22)

最后,将所有字符单元的隐向量序列 H = [h1,

…hn] 输出到解码模块。

2. 3　 解码模块

条件随机场 CRF 是一个序列标注算法,在序列

标注任务中一个词的标签常与其上下文存在关系,
因此,基于条件随机场考虑输入观测序列,计算整体

的联合概率分布,对比概率分布数值并选择最大者,
利用标签之间的约束条件选出最优输出。

模型的解码模块即为 CRF 结构,将编码层输出

到隐向量序列 H = [h1,…hn] 送入解码层,通过

Softmax 计算第 i 个字符 ci 与第 k 个预测标签 tk ∈ T
一致的概率,如式(23)所示。

p(k | csi) =
exp(Wkhi + bk)

􀰐exp(W jhi + b j) | T|
j = 1

(23)

上式 Wk 与 bk 是预测标签 tk 的可训练参数,字

符 ci 与各个标签一致的概率可设为 p(csi) = [p1,

…,p | T| ], 对应的预测标签 argmax [p1,…,p | T| ], 最

后解码层输出标签序列 Y = [y1,…,yn]。
为了得到最优模型,需要计算预测标签序列 Y

与样本真实标签序列 Q = [q1,…,qn] 的损失值

Loss,在模型中反向传播将其最小化,以实现模型所

有参数 W 的优化,损失值 Loss 的计算如式(24)所

示。

Loss = - 1
n􀰐

n

i = 1
log p(yi | qi) (24)

3　 WI-NER 模型算法描述

依据所提出的 WI-NER 识别模型框架,该模型

的计算流程描述如算法 1 所示。

算法 1 WI-NER 模型算法

输入:文本序列 sentence,实体位置标签集 Tpos,实体类别标

签集 Ttype

输出:实体标签序列

BEGIN:
For ci in sentence do: #字粒度的嵌入层

　 for ( tpos, ttype) in (Tpos, Ttype) do:
　 　 ki( tpos, ttype)　 #根据式(4),生成先验知识嵌入矩阵
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　 　 ki = ki( tpos, ttype). flatten() 　 #将嵌入矩阵降维得到嵌

入向量

　 　 　 xi = [ec(ci); ki] #将字向量查找表中的字向量与嵌

入向量拼接

　 end for
end for
for ck in sentence do: #字-词混合粒度的编码层

　 计算字单元的候选隐向量

　 for wj,k in words do: #遍历所有以 ck 为末字的词单元

　 　 根据式(13)查找表获得词的嵌入表示

　 　 根据式(15)计算词单元的传入更新门

　 　 根据式(17)计算词单元的隐向量

　 　 根据式(18)计算词单元的传出更新门

　 end for
　 根据式(22)计算各个隐向量的权重并计算最终隐向量

end for
　 根据式(23)解码层中计算实体标签概率

　 根据式(24)计算损失值

loss. backward() #计算梯度下降

optimizer. step() #迭代更新所有参数,将损失值最小化

END

4　 实验结果与分析

4. 1　 实验环境和评价指标

使用中文医学实体抽取数据集 CMeEE、智能对

话诊疗数据集 IMCS 和中药说明书实体识别数据集

TCM 作为本研究的测试语料库。
(1) CMeEE 语料来自中文医学领域的自然语

言文献,例如医学教材、医学百科、入院记录和检验

报告等,这些文本中蕴含大量医学专业知识和医学

术语。
(2) IMCS 语料来自医患对话文本,其标注了对

话中医疗相关的 5 类命名实体(症状、药品名、药物

类别、检查、操作)。
(3) TCM 的语料来自中药药品说明书,有 1 000

份数据用于训练,句子最大长度超过 3 000,按照 13
类定义的实体进行标注。

本文采用严格 Micro-F1 值作为模型的评价指

标,先通过总体样本统计 TP(预测正确的正例)、TN
(预测正确的负例)、FP(预测错误的正例)、FN(预
测错误的负例),计算查准率( precision)和查全率

(recall),并最终计算出 F1 值。 查准率、查全率和

F1 值的计算描述如式(25)、(26)和(27)所示。

Precision = 􀰐TP i

􀰐(TP i + FP i)
(25)

Recall = 􀰐TP i

􀰐(TP i + FNi)
(26)

Micro-F1 = 2 × Precision × Recall
Precision + Recall (27)

与模型相关的超参数如表 3 所示,在嵌入模块

使用预训练模型 BERT-base 对输入实例进行编码嵌

入,将训练次数设为 100,使用随机梯度下降方法进

行优化,在训练时使用网格搜索法结合交叉验证来

确定最优参数,指定参数空间子集为:句子最大长

度 max length ∈{200, 2 000, 5 000},学习率 lr ∈
{0. 001,0. 01,0. 1}。

表 3　 超参数

参数名称 参数表示 值

句子长度 max length 5 000
词向量维度 d c 768
隐藏层维度 d h 200
正则项系数 λ 1e-8

学习率 lr 0. 01
学习衰减率 lr decay 0. 05

为了验证 WI-NER 模型的有效性, 本文在

CMeEE、IMCS 和 TCM 数据集上与 BERT + MLP 模

型[11]、BiLSTM 模型[8]、Lattice 模型[10] 和 FLAT 模

型[15]进行对比分析,实验结果如表 4 所示。

表 4　 实验结果(准确率与召回率 / % )

　
CMeEE

Precision Recall
IMCS

Precision Recall
TCM

Precision Recall
BERT + MLP 62. 51 61. 54 84. 13 89. 68 65. 66 77. 94
BiLSTM 61. 17 54. 19 88. 31 86. 36 76. 54 72. 36
Lattice 60. 86 56. 74 89. 74 85. 62 66. 67 85. 76
FLAT 59. 78 59. 91 92. 52 88. 76 67. 71 78. 95
WI-NER 65. 38 62. 33 92. 18 90. 27 74. 18 84. 24
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　 　 基于实验结果中的查准率与查全率,计算 F1
值,并计算每个模型在 3 个数据集的平均 F1 值,结
果如表 5 所示。

表 5　 F1 值实验结果 / %

　 CMeEE IMCS TCM 平均

BERT + MLP 62. 02 86. 82 71. 28 73. 37
BiLSTM 57. 47 87. 33 74. 39 73. 06
Lattice 58. 73 87. 63 75. 02 73. 79
FLAT 59. 85 90. 60 72. 90 74. 45
WI-NER 63. 82 91. 22 78. 89 77. 97

对比各模型在各数据集的 F1 值,如图 7 所示。

图 7　 实验对比与分析

4. 2　 实验结果分析

对表 4 和表 5 的实验结果进行对比与分析可知

以下几点。
　 　 ( 1 ) WI -NER在3个数据集的F1值均高于基

线模型,比基线模型中性能最好的 FLAT 模型平均

高出 3. 5% ,验证了 WI-NER 模型能够更好地实现

中文医学命名实体识别任务。
(2) 从 3 个数据集下的实验结果可知,模型在

IMCS 数据集中准确率最高,在 CMeEE 数据集中准

确率最低。 说明在自然语言环境下,随着数据集中

实体类别数量的增加,实现命名实体识别的难度也

在增加。
(3) WI-NER 模型与基线模型中效果最好的

FLAT 模型相比,准确率更高。 其原因是:WI-NER
模型不仅在基于字符编码的模型中融入了词汇信

息,而且在嵌入模块中引入了医学领域的先验知识;
由于 WI-NER 属于循环神经网络,在机器性能有限

的情况下,WI-NER 模型可以处理更大长度的句子,
与 FLAT 模型将长句子分割或截断、破坏句子语义

不同。
为了验证在嵌入层引入先验知识和在编码层引

入新的词粒度单元均有助于模型性能的提升,对模

型进行了消融实验,消融实验结果如表 6 所示。 其

中,-WI 表示不在编码层引入词汇信息,取消词单元

的计算,将普通的双向门控循环单元作为编码层,只
计算字符单元之间的传递与输出;-Pattern 表示不在

嵌入层引入先验知识,取消对数据中实体字符规律

的统计,只将字符 ci 通过 BERT-base 映射到向量 xi。

表 6　 模型消融实验结果对比(准确率与召回率 / % )

　
CMeEE

Precision Recall
IMCS

Precision Recall
TCM

Precision Recall
-WI 60. 13 59. 54 83. 35 89. 62 68. 62 83. 19
-Pattern 63. 58 61. 86 89. 24 86. 29 71. 57 82. 72
WI-NER 65. 38 62. 33 92. 18 90. 27 74. 18 84. 24

　 　 通过实验结果中的准确率与召回率信息计算

F1 值,并计算每个模型在 3 个数据集的平均 F1 值,
结果如表 7 所示。

根据表 6 和表 7 的消融实验结果可知: WI-
NER 模型在各个数据集下的性能均优于-WI 模型,
验证了基于字粒度的门控循环单元中加入的词粒度

单元可以为编码层引入词汇信息,从而提升模型性

能 ;WI -NER模型在各个数据集下的性能均优于

表 7　 模型消融实验结果(F1 值 / %)

　 CMeEE IMCS TCM 平均

-WI 59. 83 86. 37 75. 21 73. 80

-Pattern 62. 71 87. 74 76. 74 75. 73

WI-NER 63. 82 91. 22 78. 89 77. 97

-Pattern 模型,验证了在嵌入层引入专业术语的实体

字符分布规律作为先验知识,可以为模型性能带来
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一定提升。
综合可知,WI-NER 模型在中文医学命名实体

识别任务方面具有良好的优势,有效提高了识别效

果的准确率。

5　 结 论

本文提出了引入词汇信息的基于门控循环单元

的中文医学命名实体识别模型 WI-NER,该模型充

分利用了中文医学领域数据的特征和词汇信息。 在

嵌入层将字符转化为向量表示的过程中,对匹配专

业词的字符进行特征嵌入与向量融合。 在上下文编

码层添加了词汇门控单元,使得模型可以同时对字

符单元和词汇单元进行编码与信息传递。 并分别在

中文医学文献、医患对话文本和中药药品说明书的

数据集上与多个模型进行了对比实验,分析了在命

名实体识别过程中各功能模块的重要程度。 实验表

明,本文提出的 WI-NER 模型能利用中文医学领域

数据的特征和词汇信息,更有效地识别文本中医学

实体的位置与类别,提高中文医学命名实体识别的

准确率。
本文提出的中文医学命名实体识别模型 WI-

NER 在性能上均优于基线模型,但是这种序列标注

方式无法解决实体嵌套问题,而且只引入了词汇信

息和实体分布的先验知识,没有更加充分地利用中

文医学实体的特点,比如字形、部首特点。 因此,在
接下来的工作中可以提出其他的标注方式来表达嵌

套实体,并在编码层中考虑字形对实体类别的影响。
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Abstract

There are a large number of specialized words in medical texts, which are more prone to word segmentation er-
rors and unregistered words than in general fields, resulting in the loss of contextual semantics and affecting the ac-
curacy of named entity recognition (NER). In order to solve the above problems, WI-NER, a Chinese medical
named entity recognition model based on gated circulation unit with lexical information, is proposed in this paper.
Firstly, on the basis of the characteristics of Chinese medical data set, the task definition, entity location and entity
category label of named entity recognition in Chinese medical field are described. In addition, the model performs
feature embedding and vector fusion on the characters matching professional words in the embedding layer. Second-
ly, a lexical gating unit is added to the context coding layer, and the features required for entity recognition are au-
tomatically extracted by using the memory and forgetting mechanism of recurrent neural networks. By introducing
lexical information and prior knowledge, the recognition effect of Chinese medical named entities is improved. Fi-
nally, the model is verified by experiments on three datasets, and the results show that the accuracy of the Chinese
medical named entity recognition model proposed in this paper is better than that of the baseline model, achieving
the expected characteristics in the medical field.

Key words: Chinese medical naming recognition, prior knowledge, embedding layer, gated unit, vocabulary
information
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