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基于 BLF 的变阻抗约束人机交互控制①

禹鑫燚②　 史栓武　 魏　 岩　 欧林林③
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摘　 要　 阻抗控制是一种广泛用于人机交互(HRI)的柔顺控制方法,它调节了机器人的

跟踪精度和与环境接触的柔顺性。 然而,传统的阻抗控制受限于阻抗参数恒定,很难适用

于复杂的人机交互任务。 为了解决人机交互中领导者与跟随者角色切换问题,本文提出

了一种基于障碍李雅普诺夫函数(BLF)的变阻抗约束人机交互控制方法。 首先,建立一

种新的阻抗模型,将阻抗参数作为新的阻抗系统控制输入,同时将具有阻抗约束的变阻抗

控制器设计问题转换成为一个可以求解的二次规划问题。 其次,设计了一个基于 BLF 的

自适应神经网络约束控制器来解决跟踪控制问题,同时该控制器保证了误差信号位于约

束空间内,其中径向基神经网络用来补偿机器人动力学的不确定性同时保证了跟踪性能,
闭环系统的稳定性通过李雅普诺夫稳定性定理进行了证明。 最后,通过 2 个仿真案例验

证了所提方法的有效性。
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　 　 近年来,随着社会的需要、智能控制和机器学习

技术的发展,越来越多的机器人逐渐从结构化的工

厂环境走进人们日常生活,如医疗、康复、装配等人

机协作场景,交互控制技术的研究变得越来越重要。
阻抗控制作为一种可靠的控制方法被广泛运用

于人机交互(human-robot interaction,HRI)控制,阻
抗控制的目标是根据给定的质量-弹簧-阻尼系统,
使得机器人的行为与环境适应[1]。 常用的阻抗控

制方法为阻抗参数固定的恒阻抗控制,它的阻抗参

数一般根据应用场景及行业经验来进行整定,这种

方法控制结构单一,一般用于简单的结构化任务。
然而,在许多工作场景中,机器人往往需要在任务执

行的过程中改变它们的阻抗,例如人机协作装配场

景,机器人需要在装配任务中根据与人类的交互来

调整刚度[2]。
变阻抗控制作为一种灵活高效的阻抗控制方

法,能够自适应地调节机器人阻抗参数,处理一些更

复杂的人机交互场景,因此,近年来许多学者对变阻

抗控制算法进行了研究[3]。 文献[4]设计了一个贝

叶斯估计器来估计人类刚度以确定机器人的刚度。
文献[5]采用最小二乘法学习人类的阻抗信息并调

整机器人的阻抗。 文献[6]设计了一种改进的高斯

混合模型(Gaussian mixture model,GMM)与高斯混

合回归 (Gaussian mixture regression,GMR) 算法,将
人体阻抗控制率传递给机器人。 以上变阻抗控制方

法旨在将人类阻抗转化为机器人的阻抗,其中可能

不存在任务相关的目标函数,对于某些任务,可能有

明确的目标。 例如康复训练场景,要求机器人具有

较高的跟踪精度以保证引导病人正确完成康复训练

任务。 文献[7,8]构建了一个关于交互力与跟踪误

差的代价函数,利用积分强化学习求解关于机器人

阻抗模型最优参数的线性二次调节器问题( linear
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quadratic regulator,LQR)。 文献[9]提出了一种基

于博弈论的人机交互框架,根据测量的交互力调节

刚度系数实现人机协作。 然而,以上的一些阻抗控

制方法没有考虑机器人的状态约束,例如位置和速

度约束。 文献[10]提出了模型预测阻抗控制(mod-
el predictive impedance control,MPIC)方法,将阻抗

控制器转换成一个模型预测控制器(model predic-
tive controller,MPC),并允许对不同的系统参数施加

约束,如状态或输入。 但文献[10]并没有考虑对阻

抗进行约束,即约束阻抗参数变化范围不合理的变

阻抗控制率容易导致系统的不稳定。 文献[11]初步解

决了这个问题,将阻抗约束和状态约束问题转换成

2 个二次规划(quadratic programming,QP)问题,但
这带来了较大的计算量,且最终得到的是一个基于

模型的控制器。 而基于障碍李雅普诺夫函数(barri-
er Lyapunov function,BLF)的约束控制方法可以直

接将 BLF 嵌入到控制器的设计中[12],不需要求解优

化问题便可以解决系统状态约束的问题,而且可以

结合神经网络设计一个无模型的控制器。
文献[12]提出了 BLF 的概念,针对包含 BLF 的

非线性系统控制器,当系统的状态接近设定的约束

边界时,系统的控制量将趋近于无穷。 文献[13-15]
研究了机器人系统中的输入、输出约束控制问题。
文献[16]提出了基于 BLF 的约束控制器来解决机

器人系统中的关节位置约束问题。 文献[17]提出

了基于状态反馈和输出反馈的协作机器人阻抗控制

器。 文献[18]针对不确定机器人系统,研究了基于

阻抗学习和正切 BLF 的自适应模糊神经网络约束

控制。 文献[19]结合积分 BLF,提出了基于导纳的

物理人机交互约束控制器。 然而,以上基于 BLF 的

约束机器人阻抗控制方法不能解决变阻抗情况下状

态约束问题,在复杂的交互场景中缺乏鲁棒性和灵

活性。
此外,在机器人控制设计中,机械臂动力学的不

确定性是不可忽略的,研究人员已经提出了许多控

制策略来处理机器人的不确定性,例如自适应控制、
模糊系统、神经网络和滑模控制[20-23] 等。 由于自适

应神经网络(neural network,NN)具有结构简单和学

习速度快等优点,其在机器人领域得到了广泛的应

用。 文献[24]结合神经网络,设计了扰动观测器来

估计不确定扰动。 文献[25]针对不确定机器人系

统的轨迹跟踪问题,提出了一种基于径向基神经网

络(radial basis function neural network,RBFNN)的非

奇异终端滑模控制器用于估计机器人的未知动力

学。 本文利用 RBFNN 来补偿机器人动力学模型的

不确定性以提高跟踪精度。
综上所述,本文提出了一种基于 BLF 的变阻抗

约束人机交互控制方法,阻抗控制器的参数可以根

据不同交互场景进行调节来满足交互需求。 本文的

主要贡献点为:(1)设计了一个基于 MPC 的变阻抗

控制器,将变阻抗控制问题转换成一个 QP 优化问

题,并添加约束条件将阻抗参数约束在一定范围内。
相较于无阻抗约束的变阻抗控制方法,提出的方法

可以防止不合适的变阻抗行为,保证系统的稳定性。
(2)设计了基于 BLF 的自适应神经网络约束控制器

跟踪变阻抗控制器的输出信号,保证闭环系统的所

有信号是一致最终有界的。 采用 RBFNN 补偿机器

人动态模型中的不确定性,提高了机器人在内控制

环中跟踪虚拟目标轨迹时的跟踪精度。

1　 问题描述及控制背景

1. 1　 问题描述

考虑如图 1 所示的人机交互场景,机器人被要

求在约束空间内完成人机交互任务。 针对不同的交

互任务,机器人往往需要采取不同的交互策略。 例

如人机康复训练[26] ,病人的肢体一般力量较弱,需

图 1　 人机交互场景

—0911—

高技术通讯　 2024 年 11 月 第 34 卷 第 11 期



要机器人作为领导者,人类作为跟随者配合机器人

完成手臂康复训练任务,即机器人高阻抗的场景。
而人机协作装配场景[27],当人类操作者需要处理工

件装配的意外情况时,需要以人类作为领导者,机器

人作为跟随者顺从人类意图协作完成工件重配任

务[28-29],即机器人低阻抗的场景。 面对不同的交互

场景,本文旨在研究一种变阻抗控制方案,满足不同

交互场景下的机器人变阻抗的需求。
1. 2　 控制背景

1. 2. 1　 机器人动力学

考虑一个 m 关节机器人动力学模型:
M(q) q̈ + C(q,q̇) q̇ + G(q) = τc - τh (1)

其中, q、q̇、q̈ ∈ Rm 分别代表关节位置、速度和加速

度; M(q) ∈ Rm×m 和 C(q,q̇) ∈ Rm×m 分别代表惯性

矩阵、哥氏力和离心力矩阵; G(q) ∈ Rm 为重力向

量; τc ∈Rm 是控制力矩; τh = JT(q) fh 为外力力矩,

其中 fh ∈ Rn 表示任务空间中机器人末端受到的外

力, J(q) ∈ Rn×m 为雅克比矩阵。 基于正运动学函

数 Φ(q), 可以得到 x = Φ(q), 结合 ẋ = J(q) q̇, 可

将式(1)转换为任务空间中的机器人动力学模型:
Mx(x) ẍ + Cx(x,ẋ) ẋ + Gx(x) = fc - fh (2)

其中, x、ẋ 和 ẍ∈Rn 分别代表机器人末端位置、速度

和加速度, Mx(x) = J +T(q)M(q)J + (q) ∈ Rn×n,

Cx(q,q̇) = J+T(q)(C(q,q̇) - M(q)J+ (q) J
·
(q))J +

(q) ∈ Rm×m,Gx(q) = J +TG(q) ∈ Rm。

已知的式(2)具有以下特性[15]。
特性 1 惯性矩阵 Mx(x) 是对称正定矩阵。

特性 2 M· x(x) - 2Cx(x,ẋ) 是一个斜对称矩

阵,即 ξT(M· x(x) - 2Cx(x,ẋ))ξ = 0,∀ξ ∈ Rn。

引理 1[30] 若存在连续正定可微函数 V(x) 满

足以下条件: κ1(‖x‖) < V(x) < κ2(‖x‖)(K1

与 κ2 属于 K 类函数)且具有有界初始条件,若 V·(x)
≤- pV(x) + C, 其中 C 和 ρ 为正常数,那么解 x( t)
是一致最终有界的。
1. 2. 2　 阻抗模型

任务空间中的阻抗模型可以表示为

Më + Dė + Ke = fh (3)
其中, e = x - xr,M、D 和 K 分别代表期望的惯性、

阻尼和刚度矩阵。 为了简化,阻抗模型式(3)可以

解耦成以下一维模型:
mi ëi + di ėi + kiei = fhi, i = 1,2,…,n (4)

其中, ei = xi - xri;mi、di 和 ki 为正常数,分别代表第

i 维期望的惯性、阻尼和刚度值。 当参考轨迹 xr 给

定,并且外力可测时,可以将式(5)作为机器人系统

式(2)的输入以实现期望的阻抗行为式(3)。
ẍ = ẍr + M -1( fh - D( ẋ - ẋr) - K(x - xr))

(5)
同理,在单维度情况下,式(5)可表示为

ẍi = ẍri +
fhi - dėi - kiei

mi
(6)

为了实现良好的人机交互,需要将人的模型考

虑在控制器的设计中,根据参考文献[7],人体的阻

抗模型可以表示为

(Dhs + Kh) fh = kee (7)
其中, Dh、Kh 和 ke 为未知的增益矩阵,这些参数因

人而异,取决于具体的任务。 式(7)可以写成如下

时域形式:

Dh f
·
h + Kh fh = kee (8)

或等价于:

f
·
h = - D -1

h Kh fh + D -1
h kee (9)

式(6)可以改写成以下状态空间形式:
ξ
·

= Aξ + Bu′ (10)
其中,

ξ =
e
ė
fh

é

ë

ê
ê
ê

ù

û

ú
ú
ú
, A =

0 1 0
0 0 0

D -1
h ke 0 - D -1

h Kh

é

ë

ê
ê
ê

ù

û

ú
ú
ú
,

B =
0
1
0

é

ë

ê
ê
ê

ù

û

ú
ú
ú
, u′ = 1

m ( fh - dė - ke) (11)

这样阻抗控制就可以被看作一个状态反馈跟踪

问题。

2　 人机交互控制系统设计

2. 1　 控制系统概述

本文提出的控制系统由 2 部分组成,第 1 部分

为基于 MPC 的变阻抗控制器,第 2 部分为基于 BLF
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禹鑫燚等:基于 BLF 的变阻抗约束人机交互控制



的自适应神经网络约束控制器。 系统控制框图如

图 2所示,首先 MPC 优化器根据交互力、参考轨迹

与真实轨迹的偏差计算最优阻抗参数,得到考虑阻

抗约束的期望阻抗模型,输出参考轨迹;然后自适应

神经网络约束控制器跟踪期望轨迹得到合适的控制

输入;最后输入机器人系统。

图 2　 系统控制框图

2. 2　 基于 MPC 的变阻抗控制器设计

阻抗模型中的 M、D 和 K 具有重要的物理意

义,它们决定了惯性阻尼弹簧系统的特性。 阻抗参

数 K 和 D 越大,机器人的跟踪精度越高,柔顺性越

差;相反,K 和 D 越小则跟踪精度越低,柔顺性越

好。 可以将高阻抗模型机器人作为领导者、人类作

为跟随者的情况;反之,低阻抗模型看作人类为主导

者、机器人为跟随者的情况。 为了实现领导者与跟

随者之间角色的转换,设计合适的变阻抗控制器是

必要的。
为了在线调整阻抗模型的参数,许多变阻抗的

方法被提出,例如基于博弈论的方法[9]、基于 LQR

的方法[7]。 虽然这些方法都实现了阻抗自适应,但
是没有考虑约束阻抗的变化区间,不合理的变阻抗

行为可能导致系统不稳定。 而 MPC 控制器可以用

于求解一个带约束的有限范围最优控制问题,因此,
本文采用基于 MPC 的变阻抗方法调节并约束阻抗

参数。 由于阻抗参数隐含在模型式(10)的控制输

入中,无法在 MPC 优化问题中引入约束条件以限制

阻抗变化的范围,因此定义 u = - k
m

- d
m

1
m[ ]

T
,

则 u′ = ξTu, 将模型式(10)改写成以下形式:

ξ· = Aξ + BξTu (12)
将模型式(12)进行离散化,可以得到:
ξ t +1 = (AT + I)ξ t + TBξT

t ut (13)

其中, T 为控制周期,I 为单位矩阵。 设计输入 ut 以

解决以下单步 MPC 优化问题:
min
ut

J(ut) = ξT
t +1Qξ t +1 + uT

t Rut (14)

s. t.

mt = mc

dt = 2 mt
kmax

kt

kt ∈ [kmin,kmax]

ì

î

í

ï
ïï

ï
ïï

(15)

其中,Q 和 R 分别为正定和半正定矩阵, mc、kmin 和

kmax 为正常数, dt、kt 为时变的正数。 式约束阻抗系

统为一个定惯性变刚度、阻尼的二阶系统,刚度的变

化范围为 [kmin kmax]; 另外,为了保证人机交互的

安全,阻抗系统被设计为具有过阻尼特性,阻尼参数

与刚度正相关。 优化问题式(14)、(15)可以进一步

写成以下二次规划形式:

min
ut

J(ut) = 1
2 uT

t Htut + fTt ut + gt (16)

s. t.
􀭺Aut ≤ 􀭰b
􀭺Aequt = 􀭰beq

{ (17)

其中Ht = 2T2ξ tBTQBξT
t + 2R, ft = 2Tξ tQBTξ t,gt =

ξT
t (AT + I) TQ(AT + I)ξ t,􀭺A =

mc 0 0

- mc 0 0
é

ë
ê
ê

ù

û
ú
ú,􀭰b =

[ - kmin kmax] T,􀭺Aeq =
0 0 cm

2kmax m
k k

- 1 0

é

ë

ê
ê
ê
ê

ù

û

ú
ú
ú
ú

,􀭰beq =

[1 0] T。 显然, Ht 是一个正定矩阵,因此,优化问

题式(16)和(17)是严格凸的二次规划问题。 通过

设定合适的权值矩阵 Q、R,可以求得满足约束式的

最优输入,根据输入 u 的定义,可以解得最优阻抗

参数 M∗、D∗、K∗, 将其带入式(5),即可求出最优

阻抗参数下的期望加速度信号。
2. 3　 基于 BLF 的约束控制器设计

本小节的目的是设计一个约束控制器使机器人

跟踪期望的加速度信号(式(5)),并将机器人末端

跟踪误差限制在一定范围内。 根据式(2),令 x1 =
x,x2 = ẋ, 机器人动力学可以改写成:

ẋ1 = x2

ẋ2 = Mx(x) -1( fc - fh - Gx(x) - Cx(x,ẋ) ẋ)

(18)
跟踪误差被定义为
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z1 = x1 - xd (19)
z2 = x2 - α (20)

其中 z1 = [ z11,…,z1n] T, z2 = [ z21,…,z2n] T,α 代表

虚拟控制率。 假设误差信号被要求满足约束 | z1i | <
kai (其中 i = 1,2,…,n)。式(20)中的虚拟控制率可

以被设计为

α = ẋd - A (21)

A =

k1k2
a1

z11π
sin πz211

2k2
a1

( )cos πz211
2k2

a1
( )

…

knk2
an

z1nπ
sin πz21n

2k2
an

( )cos πz21n
2k2

an
( )

é

ë

ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú

(22)

其中 ki( i = 1,…,n) 是正的常数。 将 z2 对时间求

导,结合式(18)和(20)可得:
　 ż2 = Mx(x) -1( fc - fh - Gx(x) - Cx(x,ẋ) ẋ) - α̇

(23)
然后,构建一个正切型李雅普诺夫函数如

式(24)所示。

V1 = ∑
n

i = 1

k2
ai

π tan πz21i
2k2

ai
( ) (24)

将 V1 对时间求导,可得:

V·1 = ∑
n

i = 0
z1i ż1isec2 πz21i

2k2
ai

( ) (25)

进一步,基于式(24)构建候选李雅普诺夫函数

V2 为

V2 = V1 + 1
2 zT2Mxz2 (26)

对 V2 求导可得:

V·2 = V·1 + zT2Mx(x) ż2 + 1
2 zT2 M

·
x(x)z2

= ∑
n

i = 0
z1i ż1i sec2 πz21i

2k2
ai

( ) + zT2( fc - fh - Gx(x)

　 - Mx(x) α̇ - Cx(x,ẋ)α) (27)
因此,基于动力学模型的约束控制器被设计为

fc = Mx(x) α̇ + Cx(x,ẋ)α + Gx

+ fh - K2 z2 -

z11 sec2 πz211
2k2

a1
( )

…

z1n sec2 πz21n
2k2

an
( )

é

ë

ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú

(28)

其中 K2 ∈ Rn×n 为正常数矩阵。 将式 (28) 代入

式(27),可以得到 V·2 满足以下条件:

V·2 = - ∑
n

i = 0

kik2
ai

π tan πz21i
2k2

ai
( ) - zT2K2 z2 < ρ1V1

(29)

ρ1 = min 2k1,2k2,…,2kn,
2λmin(K2)
λmax(Dx)

( ) (30)

其中, λmax(·) 和 λmin(·) 分别代表矩阵·的最大和

最小特征值。 为了确保闭环系统的稳定,控制参数

应该满足 ki > 0( i = 1,2,…,n),K2 > 0。
由于 在 实 际 机 器 人 系 统 中, 获 得 精 确 的

Mx(x),Cx(x,ẋ) 和 Gx 是很困难的,控制率式(28)
往往不能直接用于机器人控制,而神经网络在拟合

模型不确定方面具有良好的性能,因此,设计如下神

经网络自适应律:

W
·^

i = - Γi[Si(Z i) z2i + σi Ŵi], i = 1,2,…,n

(31)

其中, Γi 代表正定增益矩阵, Ŵi 代表估计的神经网

络权值, σi 是一个正的常数, Z i = [x1i,x2i,αi,α̇i]

为神经网络的输入, ŴTS(Z) 被用于估计 W∗TS(Z)。
W∗TS(Z) = Mx(x) α̇ + Cx(x,ẋ)α + Gx - ε(Z)

(32)
其中, W∗

i 代表理想的神经网络权值, ε(Z) 为有界

神经网络误差。 进一步,设计基于径向基神经网络

的约束控制器为

fc = fh + ŴTS(Z) - K3z2 -

z11sec2 πz211
2k2

a1
( )

…

z1nsec2 πz21n
2k2

an
( )

é

ë

ê
ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
ú

(33)
下面将对控制器式(33)为输入构成的闭环系

统进行稳定性分析,考虑一个新的李雅普诺夫候选

函数为

V3 = V2 + 1
2 ∑

n

i = 1
W
~ T

i Γ-1
i W

~
i (34)

其中 W
~

i = W∗
i - Ŵi 代表神经网络权值估计误差。

将 V3 对时间求导可得:
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V·3 = ∑
n

i = 0
z1i ż1isec2 πz21i

2k2
ai

( ) + ∑
n

i = 1
W
~ T

i Γ-1
i W

·~
i

+ zT2( fc - fh - Gx(x) - Mx(x) α̇
- Cx(x,ẋ)α) (35)

将式(31)和式(32)代入式(35)可得:

V·3 = - ∑
n

i = 0

kik2
ai

π tan πz21i
2k2

ai
( ) - zT2K3z2

+ zT2(ŴTS(Z) - W∗TS(Z) - ε)

- ∑
n

i = 1
W
~ T

i (Si(Z) z2i + σi Ŵi) (36)

因为,

- zT2ε ≤ 1
2 zT2 z2 + 1

2 ‖􀭵ε‖2

- σi W
~ T

i Ŵi ≤
σi

2 (‖W∗
i ‖2 - ‖ W

~
i‖2)

其中, ‖ε‖ ≤ ‖􀭵ε‖,􀭵ε 是误差上界。 进一步可得:

V·3 ≤- ∑
n

i = 0

kik2
ai

π tan πz21i
2k2

ai
( ) - zT2(K3 - 1

2 I) z2

-∑
n

i =1

σi

2 ‖W
~

i‖2 +∑
n

i =1

σi

2 ‖W
~∗

i ‖2 + 1
2 ‖􀭵ε‖2

≤- ρV3 + C (37)
其中,

ρ = min( min
i = 1,2,…,n

(ki),
2(λmin(K3 - 1

2 I))

λmax(Mx(x))
,

min
i = 1,2,…,n

(
σi

λmax(Γ-1
i )

))

C = ∑
n

i = 1

σi

2 ‖W∗
i ‖2 + 1

2 ‖􀭵ε‖2 (38)

为了确保闭环系统的稳定性,控制参数需满足

ki > 0 ( i = 1,2,…,n), K3 > 0。 因此,根据引理 1,
可得定理 1。

定理 1 对于式(18)描述的具有输出约束的系

统,若初始状态有界,则控制器式(33)可以保证所

有误差信号都是半全局一致最终有界的, z1、z2 和W
~

将分别收敛到集合 Ωz1、Ωz2 和 Ω W
~ 内,其中:

Ωz1 = {z1 ∈ Rn | ‖z1i‖≤ H,i = 1,2,…,n}

Ωz2 = z2 ∈ Rn | ‖z2i‖ ≤ H
λmin(Mx(x))

{ }

Ω W
~ = W

~
∈ R l ×n | ‖ W

~
i‖ ≤ H

λmin(Γ-1){ }
(39)

其中 H = 2(V3(0) + C / ρ)。

证明 在不等式(37)两边同乘 eρt, 可得:

eρt V·3 ≤- ρV3 eρt + C eρt (40)
d
dt(V3 ept) ≤ C3 eρt (41)

对不等式(41)积分,可得:

V3 ≤ (V3(0) - C
ρ ) e -ρt + C

ρ ≤ V3(0) + C
ρ
(42)

进一步可得:
1
2 zT1 z1 ≤ V3(0) + C

ρ
1
2 zT2Mx(x)z2 ≤ V3(0) + C

ρ
1
2 W

~ TΓ -1 W
~

≤ V3(0) + C
ρ

(43)

因此可以得出 z1 收敛与紧集 Ωz1, 同理可以得

z2,W
~

收敛于紧集 Ωz2,、Ω􀭾W。
本文提出的基于 BLF 的变阻抗人机交互控制

方法总结为算法 1。

算法 1 基于 BLF 的变阻抗人机交互控制方法

输入: 参考轨迹 xr, 交互力 fh, 仿真步数 N
输出: 机器人控制力矩 fc
1. 　 for t = 1,…,N do
2. 　 观测系统式(13)的状态 ξt
3. 　 求解 MPC 优化问题式(16)、(17),计算阻抗 kt,dt

4. 　 根据求得的阻抗参数和式(5)计算期望的加速度信号

5. 　 根据式(33)计算控制力矩

6. 　 根据式(31)计算神经网络更新率

7. 　 计算下个时刻神经网络权值 Ŵt+1 = Ŵt + W
·^

tT
8. 　 end for

3　 仿真实验

本节通过 CoppeliaSim (4. 1. 0, Windows) 和

Mtalab (R2020a) 联合仿真验证本文所提方法的有

效性。 利用 CoppeliaSim 仿真平台构造了图 3 所示

的二连杆臂,Matlab 通过 CoppeliaSim 官方提供的应

用程序接口与 CoppeliaSim 中的二连杆机械臂进行

通信。
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图 3　 二连杆机械臂

图 3 中, mi 和 li 分别代表连杆 i的质量和长度,

lci 代表关节 i 到连杆 i 质心的距离, Ii 表示连杆 i 的
惯性,其中 i = 1,2。 图 3 中的二连杆臂动力学可以

表示为

M(q) =
p1 + 2p2cos(q2) p3 + p2cos(q2)

p3 + p2cos(q2) p3

é

ë
ê
ê

ù

û
ú
ú

C(q,q̇) =
- p2sin(q2) q̇2 - p2sin(q2))( q̇1 + q̇2)

p2 q̇1 0
é

ë
ê
ê

ù

û
ú
ú

G(q) =
(m1 + m2)l1cos(q2) + m2 l2cos(q1 + q2)

m2 l2cos(q1 + q2)
é

ë
ê
ê

ù

û
ú
ú

其中, p1 = (m1 + m2) l21 + m2 l22, p2 = m2 l1 l2, p3 =

m2 l22, g = 9. 8 m·s - 2。 二连杆臂的正运动学和雅

克比矩阵分别为

Φ(q) =
x
y

[ ] =
l1cosq1 + l2cos(q1 + q2)

l1sinq1 + l2sin(q1 + q2)
é

ë
ê
ê

ù

û
ú
ú,

J(q) =
- l1sinq1 + l2sin(q1 + q2) - l2sin(q1 + q2)

l1cosq1 + l2cos(q1 + q2) l2cos(q1 + q2)
é

ë
ê
ê

ù

û
ú
ú

在 CoppeliaSim 仿真环境中,二连杆机械臂模型

参数被设定为 m1 = m2 = 0. 5 kg, l1 = l2 = 0. 30 m,

lc1 = lc2 = 0. 15 m, I1 = I2 = 1 kg·m2。 仿真环境中

的外力是通过计算平面上不动点和动点的距离得到

的,通过拖动点,可以产生大小和方向不同的外力作

用于机械臂末端。
为了验证所提控制器在不同交互场景下的性

能,本节中设计了 2 组仿真案例。
案例 1 是人类作为跟随者,机器人作为领导者。

任务轨迹为一条圆形参考轨迹,设为

xr = 0. 42sin(2πt / 15 - 1. 3)

yr = 0. 42sin(2πt / 15 + 0. 26)
{

其中 t ∈ [0,15]。 当人类施加外力使得机器人偏离

参考轨迹时,机器人将人类外力作为干扰,刚度增

大,阻止机器人末端偏离参考轨迹。
案例 2 参考轨迹与案例 1 一致,但要求人类施

加外力时机器人刚度减小以顺从人类。 仿真平台的

控制频率被设为 100 Hz,机器人末端的初始位置设

为 (x0, y0) = (0. 409 8,0. 109 8)。 变阻抗控制器参

数设为 mc = 1,kmin = 60,kmax = 120,Q = diag{1. 0,

0. 1,0. 1},R = diag{10 -9,10 -9,10 -9}, 约束控制器

参数设为 K3 = diag{5,5},ka = [0. 05,0. 05] T, 神

经网络节点中心在区间[ - 1,1]内均匀选择,节点

个数设置为 128,神经网络的初始权值设为 0, Γi =
10I128, σi = 0. 002。

图 4 为案例 1 的仿真结果。 如图 4(a)所示,当
t = 5 s 和 t = 9 s 左右时,在机械臂末端分别施加了

X 方向和 Y 方向的交互力,此时机械臂偏离参考轨

迹 xr, 进而跟踪期望轨迹 xd。 图 4(c)、( e)所示分

别为机器人 X、Y 方向和任务空间的跟踪轨迹。 从

图 4(b)可以看出机器人为了抵抗外力的干扰,X 方

向和 Y 方向刚度随着外力的增加而增加,在 t = 8 s
及 t = 11 s 左右,X 方向和 Y 方向的外力分别减小到

0,此时机器人刚度减小,并且重新恢复跟踪参考轨

迹 xd。 跟踪误差轨迹如图 4(d)所示,其中虚线和点

划线分别代表误差的约束上界和下界,显然,跟踪误

差 z1 始终在预定义的约束中,并且收敛到一个接近

0 的值,这表明控制器式良好的跟踪性能。
案例 2 要求人类作为主导者,机器人作为跟随

者顺从人类意图。 引入以下函数改变刚度上下界为

􀭰k( t) = kmin + (kmax - kmin) e -| fh| ∕(2σ2)

k( t) = 􀭰k( t) - 􀭴k
{

其中, 􀭰k( t)、k( t) 分别代表刚度上界和下界, 􀭴k 为设

定的刚度上下界差值。 设定 kmin = 60, kmax = 120,􀭴k
= 20,σ = 0. 86,Q = diag{0. 10,0. 01,0. 01},R =
diag{10 -9,10 -9,10 -9}。 图 5 为案例 2 的仿真结果,
与案例 1 类似,当 t = 5 s 和 t = 9 s 时分别在机器人

末端 X 方向和 Y 方向施加外力。 图 5(a)是外力的

变化轨迹图;图5(b)为刚度变化轨迹图,当交互力
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(a)X 方向和 Y 方向施加的外力 (b) 刚度变化轨迹

(c) X 方向和 Y 方向跟踪轨迹
(d) 跟踪误差轨迹

(e) 任务空间跟踪轨迹

图 4　 案例 1 仿真结果
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(a) X 方向和 Y 方向施加的外力 (b) 刚度变化轨迹

(c) X 方向和 Y 方向跟踪轨迹 (d) 跟踪误差轨迹

(e) 任务空间跟踪轨迹

图 5　 案例 2 仿真结果

增加时,刚度减小,同时机器人的交互柔顺性增加。
当交互力减小并逐渐减小到 0 时,刚度增大并逐渐

恢复到初始刚度值;图 5(c)、(e)为机器人末端跟踪

轨迹和 X 方向及 Y 方向跟踪轨迹,相较于案例 1 高
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阻抗情况下的跟踪结果,低阻抗参数下的机器人真

实轨迹与参考轨迹的偏差更大,这表明机器人实现

了顺从人类意图的目标;跟踪误差轨迹如图 5(d)所
示,显然,跟踪误差 z1 始终在预定义的约束中,并且

收敛到一个接近 0 的值,验证了所提控制器的良好

跟踪性能。

4　 结 论

本文提出了一种基于 BLF 的变阻抗约束控制

方法,能够针对不同交互场景实现机器人变阻抗行

为,解决了人机交互中领导者与跟随者角色切换问

题。 构建了一种新的阻抗模型,将阻抗参数作为新

的阻抗系统的输入。 设计了一种基于 MPC 的变阻

抗约束控制器,通过求解一个 QP 约束优化问题求

解最优阻抗参数,同时保证阻抗参数约束在一定范

围内。 此外,为了处理跟踪控制问题,提出了一种基

于 BLF 的自适应神经网络约束控制方法,保证跟踪

误差位于给定的约束域内,同时,自适应神经网络补

偿了机器人动力学模型的不确性,提高了跟踪精度。
最后,通过 2 个仿真案例验证了所提方法在不同交

互场景下的良好性能。
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Variable impedance control based on barrier Lyapunov function for
constrained human-robot interaction

YU Xinyi, SHI Shuanwu, WEI Yan, OU Linlin
(College of Information Engineering, Zhejiang University of Technology, Hangzhou 310023)

Abstract
Impedance control is a compliant control method widely used in human-robot interaction (HRI). It regulates

the tracking accuracy of the robot and the contact compliance with the environment. However, fixed impedance pa-
rameters limit the applicability of impedance control in complex HRI tasks. In order to realize the role switching be-
tween leader and follower in HRI, a variable impedance control approach is proposed based on barrier Lyapunov
function (BLF) for constrained HRI. Firstly, A novel impedance model is established and the impedance parame-
ters are designed as the control input of the new impedance system. The design problem of variable impedance con-
troller with impedance constraints is transformed into a quadratic programming problem. Secondly, BLF-based
adaptive neural network constrained controller is designed to solve the tracking control problem. At the same time,
the controller ensures that the error signal within the constrained domain. The radial basis neural networks (NNs)
are adopted to handle uncertainty of the robot dynamics and guarantee tracking performance. The stability of the
closed-loop system is proved by the Lyapunov stability theorem. Finally, the effectiveness of the proposed method is
verified by two simulation cases.

Key words: human-robot interaction(HRI), variable impedance control, model predictive control, barrier
Lyapunov function(BLF), neural network (NN)
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