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基于标签置信度的弱监督自训练视频异常检测算法①

赵义正②

(安徽电信规划设计有限责任公司　 合肥 230000)

摘　 要　 在公共安全领域,如何借助视频监控设备实现实时、高效的异常事件检测,已成

为一个的重要研究课题。 为此,本文提出一种基于隐式类激活特征和标签置信度的弱监

督视频异常检测算法。 针对正常与异常之间的界限模糊并会随着不同的场景而有所变化

的问题,提出使用隐式类激活模块差异化正常和异常的类间特征表达。 针对多示例学习

框架引入的标签噪声问题,采用基于标签置信度感知的自训练策略,通过计算伪标签的置

信度,在模型迭代过程不断提高伪标签的质量。 本文算法在 ShanghaiTech 和 UCF-Crime
这 2 个公开数据集上的曲线下面积 (area under curve,AUC) 分别达到 97. 63%和 86. 38% 。
模型在制造业工厂实际场景中进行测试,实验结果表明所提算法能够有效检测视频中的

异常事件。
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　 　 随着智能监控系统在公共安全、交通管理、工业

生产等领域的广泛应用,基于监控视频的异常行为

检测技术已成为研究和实践领域的焦点,引起了广

泛的关注[1]。 由于视频中的异常事件是稀疏的,并
且对视频数据进行帧级别标注需耗费大量人力,最
近的研究主要在弱监督学习框架下进行,并且仅提

供视频级别的标注,训练模型预测视频帧级别的异

常得分。 现有的弱监督视频异常检测(weakly su-
pervised video anomaly detection,WSVAD)方法可以

分为 2 类:基于多示例学习(multiple instance learn-
ing,MIL)的一阶段方法和二阶段自训练方法[1]。

基于一阶段多示例学习的方法[1-5] 将每个视频

视作一个包,包中含至少一个异常片段的视频为正

包;反之,包中仅含正常视频片段的视频为负包。 基

于 MIL 方法从回归问题的视角重新描述了视频异

常检测问题,此类方法采用排名损失( ranking loss)
来鼓励正包中的示例最高得分大于负包中的示例最

高得分。 由于正包将视频级别的标注分配给包中每

个示例引入了大量的标签噪声,导致基于 MIL 的模

型异常检测精度较低。 为了缓解这个问题,部分研

究提出了二阶段自训练方法[6-7]。 在一阶段,这些

方法使用基于 MIL 学习的伪标签生成器生成可靠

的伪标签。 在二阶段,利用这些伪标签来监督训练

异常分类器。
尽管二阶段自训练方法取得了一定的效果,现

有方法仍存在局限性。 首先,在复杂的场景中,正常

与异常的界限是模糊的,有时根据情况的不同,“异
常事件”的定义可能会根据上下文和运动关系的不

同而有所不同。 也就是说,不是需要在异常类之前

有一个固定的显式先验,而是需要通过相对比较每

个类来隐式地学习类代表特征。 例如,在篮球比赛

期间发生身体冲突是正常且可接受的事件;但在街

上发生肢体冲突属于异常事件。 因此,根据运动与

周围环境或外观之间的关系,相同的运动具有不同

的类别。 本文通过考虑类之间的相对边界来提取隐

式类激活(implicit class-activate,ICA)特征[8]。 差异
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化正常和异常的类间特征表达,并利用该特征生成

可靠的伪标签。
其次,现有的基于自训练的方法在二阶段直接

使用一阶段生成的伪标签训练异常分类器,由于伪

标签中依旧含有部分标签噪声,这部分噪声在后续

的迭代训练中会不断放大,从而影响模型的性能。
为了解决这个问题,本文提出通过计算伪标签的置

信度,来增强伪标签对异常分类器的监督效果。
具体来说,本文设计了一个隐式类激活伪标签

生成器,使用 ICA 模块对单分支特征编码器提取的

特征进行隐式类激活,从而更好地学习正常和异常

的判别特征。 此外,本文设计了一种迭代的基于伪

标签置信度的自训练策略。 受文献[9]的启发,使
用蒙特卡罗(Monte Carlo,MC)丢弃法来计算伪标签

的置信度。 在第 1 次迭代中,使用伪标签置信度优

化一阶段得到的伪标签,在剩余的迭代中,将其用于

优化最终分类器的输出。 本文的主要贡献如下。
(1)提出了一种基于隐式类激活特征的伪标签

生成器,利用学习到的正常和异常示例的隐式激活

特征生成可靠的伪标签。
(2)设计了一种基于伪标签置信度性感知的自

训练策略,逐步提高伪标签的质量,用于训练最终的

异常分类器。
(3)在 UCF-Crime、ShanghaiTech 这 2 个数据集

上的实验结果证明了本文方法的有效性。

1　 相关工作

1. 1　 无监督视频异常检测

由于异常数据在现实世界中很难获取和进行帧

级别注释训练,因此许多研究都是基于无监督学习

框架,使用自动编码器[10-12] 和帧预测等方式,学习

正常样本直接的潜在特征分布,将明显偏离正常特

征分布的样本判定为异常。 尽管这种方法具有数据

易获取且无标记成本等优点,但由于深度模型的泛

化能力强,容易将训练数据以外的正常样本检测为

异常,从而导致高误报率等问题。
1. 2　 弱监督视频异常检测

为了缓解无监督视频异常检测存在的问题,使

用视频级别标签的弱监督视频异常检测方法旨在通

过对异常事件的最小监督来区分正常和异常,以避

免对先验信息的过度拟合。 多数弱监督异常检测方

法都是基于 MIL 的单阶段方法。 文献[1]提出了使

用排名损失的基于 MIL 的方法,并收集了大规模视

频异常检测数据集 UCF-Crime。 文献[13]提出了一

种标签校正方法,基于特征相似性和时间一致性,将
监督信号从高置信度视频片段传播到低置信度视频

片段。 文献[14]提出了一种针对未见模式的鲁棒

方法,该方法学习确定未见的开放数据。 文献[15]
使用动态非参数层次聚类技术来有效地对时间和语

义上相似的片段进行分组。
利用视频片段的运动感知特征可以高效地检测

异常,为此,文献[16]使用注意力模块将时间上下

文纳入多实例排名模型中。 文献[17]提出一种鲁

棒的 top-k MIL 方法,拉大类间的时间特征幅度差

距。 为了有效地利用时间上下文,文献[18]提出了

一种高阶上下文编码模型。 文献[19]旨在通过使

用元学习来解决异常检测任务中存在的开放事件

问题。
1. 3　 自训练

自训练是半监督学习的主流技术之一,最近在

分类和领域适应[20-21] 等任务方面取得了重要进展。
其核心思想是利用标记数据训练的模型生成无标记

数据的伪标签,然后将标记数据和伪标签联合训练

模型。 重复训练过程直到模型收敛。 在弱监督视频

异常检测中,文献[7]提出了一种自训练框架,其中

将多实例伪标签生成器生成的片段级伪标签分配给

异常视频的所有片段以细化特征编码器。 文献[9]提
出多序列学习方法,它通过自我训练逐渐减少所选

序列的长度来细化异常分数。 然而,这些方法使用

的自训练机制没有考虑伪标签的置信程度,导致由

噪声伪标签引导的自训练过程逐渐放大误差。 本文

设计了一种置信度性感知自我训练策略,可以减少

标签噪声的影响。

2　 算法及其改进

2. 1　 问题定义

弱监督视频异常检测任务旨在通过对异常事件
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的最小监督来区分正常和异常。 具体而言,在训练

过程中仅提供视频级别的标签,该标签仅表示视频

中是否含有异常片段,无需提供帧级别标注。 在推

理阶段模型将预测出每一个视频帧的异常得分,异
常得分越高的帧是异常帧的概率越大。

给定包含 N 个监控视频的数据集 D = {Vi} N
i = 1

以及对应的标签集 Y = {yi} N
i = 1 ∈{0,1}。 当视频中

存在至少一个视频片段时,该视频的标签为 yi = 1,
反之 yi = 0。 在训练过程中,每一个视频被划分成长

度相同(通常为 16 个连续的视频帧)且互不重叠的

视频片段。 将这些视频片段送入预训练好的三维

(three-dimension,3D)特征编码器中得到对应的视

频特征序列 C i = {ci,1,ci,2,…,ci,Ti) ∈ ℝ Ti×DV, 其中

Ti 是第 i 个视频包含的视频片段个数, DV 是视频片

段特征的维度。 由于未经处理的长视频包含不同数

量的视频片段,这不利于模型训练。 因此,通过对多

个连续的视频片段特征进行平均,将视频组合成 S

个视频片段 χ i = {xi,t} S
i = i ∈ℝ S×DV。本文将异常视频

Va
i 作为一个正包,将正常视频 Vn

i 作为负包,将视频

片段 xa
i 和 xn

i 作为包中的示例。
2. 2　 网络结构

2. 2. 1　 第 1 阶段生成伪标签

如何学习到正常 /异常类别的判别性特征,对于

使用弱标签从所有视频片段中检测异常事件的任务

而言至关重要。 与先前的研究所采用的方法类似,
本文使用在大规模动作识别数据集上预训练的特征

编码器(通常为 I3D 或 C3D)提取每个视频片段的

特征。 该编码器提取的特征包含了视频片段的运动

信息,但很难捕获有代表性的正常和异常信息。 此

外,单一主干网络提取的特征在区分不同类别之间

的差异方面存在一定限制,并且在以特定类别为基

础明确划分网络为 2 个流的过程中较为困难。 伪标

签生成过程如图 1 所示。

图 1　 伪标签生成过程

　 　 受到文献[8]的启发,本文采用隐式类激活模

块,旨在通过差异化类间的特征表达,实现对正常和

异常片段的有效区分。 将 T 个视频片段输入到特征

编码器得到特征 F ∈ ℝ T×D:

F i = e(χ i) (1)

式中: e(·) 为特征编码器, D 为特征维度, χ i 为第 i

个视频的视频片段集合。 特征 F i 通过 ICA 模块进

行类激活后得到特征 F̂ i ∈ ℝ T×2D:

F̂ i = ϕ(F i) (2)

式中: ϕ(·) 为 ICA 模块, F̂ i = { f̂ i1, f̂2,… f̂T}。每个

特征向量 f̂1 按照通道数被分割为 f̂ 1 i 和 f̂ 2 i, 用于后

续的最大激活操作:

f̂ 1 i = f̂ 0:D
i , f̂ 2 i = f̂ D:2D

i (3)
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fi = max[ b̂1d
i ,b̂2d

i ] D
d = 0, ( i = 1,…T) (4)

通过式(4)中的最大激活操作,仅有激活元素

的权重传播到梯度,其他元素将被舍弃,其公式为

∂f d
i

∂ b̂d
i

=

∂f d
i

∂ b̂1d
i

b̂1d
i ≥ b̂2d

i

∂f d
i

∂ b̂1d
i

其他

ì

î

í

ï
ïï

ï
ïï

(5)

基于单个类别的具体特征,这种激活通过简单

的单层卷积网络展现出了强大的效果。 通过 ICA 模

块得到正常和异常视频的激活特征 F
~ n = { f n

1,…,

f n
T}、 F

~ a。 将这些特征送入到伪标签生成器,该生成

器由 3 个神经元数量分别为 512、32 和 1 的卷积层

组成,基于多实例学习框架进行训练,其目标函数为

LMIL = (1 - max
1≤l≤L

Sa
l + max

1≤l≤L
Sn
l ) + +

λ
L∑

L

l = 1
Sa
l

(6)
式中: Sa

l 和 Sn
l 分别代表正包和负包的异常得分,公

式中前半部分为合页损失(hinge loss),该损失函数

能够增大正包和负包当中异常得分最大示例间的距

离。 由于正包中异常事件是稀疏的(罕见的),本文

在合页损失后添加稀疏损失,限制模型预测出的异

常示例的数量。 为了减轻异常得分的抖动并降低预

测结果中的离群值对模型的影响,本文算法对每个

包的异常得分进行时域平滑操作:

s~ i = 1
2k∑

i +k

j = i-k
s j (7)

式中:参数 k 为卷积核的大小,则负包的伪标签为

Ŷn = { ŷn
i } T

i = 1,ŷn
i = s~ n

i 。 对平滑后的异常得分 s~ a
i 进

行归一化处理后便得到正包的伪标签 ŷa:

ŷa
i =

( s~ a
i - min S

~ a)

(max S
~ a - min S

~ a)
(8)

式中: i∈[1,T],ŷa ∈[0,1],则每个包的伪标签为

Ŷa = { ŷa
i } T

i = 1。
2. 2. 2　 第 2 阶段基于伪标签置信度的自训练策略

一些基于自训练方法的研究[7,21]直接使用初始

阶段获得的片段级伪标签来训练最终期望的片段分

类器 fc, 此类算法忽略了初始结果中存在的部分标

签噪声,这部分噪声在后续的迭代训练中会不断放

大,从而影响模型的性能。 因此,如图 2 所示,本文

创新性地提出了一种基于伪标签置信度的自我训练

策略,用于挖掘具有可靠伪标签的片段,提升用于训

练分类器的数据质量,降低标签噪声对模型性能的

影响。

图 2　 基于伪标签置信度的自训练策略

　 　 具体地,本文希望通过模型预测结果的方差来

计算模型不确定性(认知不确定性),不确定性低的

预测结果可以认为拥有较高的置信度。 通过引入

MC-Dropout[9]来计算伪标签置信度,从而选择具有

高置信度的片段来训练异常分类器。 此过程会对异

常分类器进行多次迭代训练。 在这些迭代过程中,
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伪标签会被不断精炼,最终生成高质量的细粒度伪

标签,以训练最终的所需片段分类器 fc。
具体地,使用 MC-Dropout 来估计片段级别伪标

签的不确定性。 对于训练视频片段 χ i = {xi,t} S
i = i,

通过带有 Dropout 的训练模型 f 进行 M 次随机前向

传播。 每次前向传播都按照以下方式生成片段级别

的伪标签:

ŷm
i = sigmoid( f(χ i;W

~ m)) (9)

式中: W~ m 表示第 m 次采样后得到的带掩码模型参

数, Ŷm
i = { ŷm

i }
Ti
t = 1。 将 M 次前向传播预测的伪标签

的期望作为训练异常分类器的片段级伪标签 Y~ i =

{ 􀭴yi,t} Ti
t = 1:

E( ŷi) = 1
M∑

M

m = 1
ŷm
i (10)

式中: E 为数学期望。 伪标签 Y~ i 的不确定性 Ui =

{ui,t} Ti
t = 1 为由协方差矩阵 Cov( Y~ i) 的对角线元素:

Cov( Y~ i) = 1
M∑

M

m = 1
Y~ m

i
T Y~ m

i - E( Y~ i) TE( Y~ i)

(11)

则标签的置信度 θ̂i = {θi,t} Ti
t = 1 为

θi,t = 1 -
ui,t - minUi

maxUi - minUi
(12)

为了在后续训练过程中不断获得更可靠的伪标

签,本文采用迭代的策略,使用上文获取的伪标签

Y
~

i = { 􀭴yi,t} Ti
t = 1 和视频片段重新训练异常分类器 fc。

通过设定置信度阈值,低置信度的伪标签和对应的

示例将更小地影响模型优化过程。 该过程使用置信

度加权交叉熵损失函数 LWE 进行优化:

LWE = - 1
Ti
∑
Ti

i = 1
w i,t[ 􀭴yi,t log( si,t + ε)

+ (1 - 􀭴yi,t) log(1 - si,t + ε)] (13)
式中: si,t 当前异常分类器输出的第 i 个视频的第 t
个视频片段的异常得分。 w i,t 为该视频片段的权重:

w i,t =
1 θi,t ≥ 阈值

θi,t θi,t < 阈值
{ (14)

2. 3　 推理与应用阶段

在推理阶段,给定一个未经处理的监控视频,直

接使用异常分类器 fc 预测视频帧级别的异常得分。
在实际应用中,模型根据不同的应用场景设定

异常阈值 θ, 当模型预测视频帧的异常得分大于

θ(0 < θ < 1) 时,该视频帧判断为异常,反正则为正

常。 模型在线进行异常检测时,若连续多帧被检测

为异常则判定异常事件发生,触发警报。 离线异常

检测时,若发生异常事件,可根据异常帧所处的位置

定位异常发生的时间。

3　 实验结果与分析

3. 1　 数据集与评价指标

ShanghaiTech 数据集:该数据集为视频异常检

测任务而设,涵盖上海科技大学校园内外 13 个不同

场景,由多角度、多季节、不同光照条件下的摄像机

拍摄。 异常种类丰富,如争吵、花坛骑行、奔跑及人

行道行车等。 数据集含 437 个 480 × 856 分辨率视

频,按 3 ∶ 1 比例划分训练与测试集,测试集含 130
个标注异常事件。 其丰富性和复杂性使其成为视频

异常检测研究的理想选择。
UCF-Crime 数据集:该数据集包含 13 种损害公

共安全、人身安全的极其恶劣的犯罪行为,主要有谋

杀、枪击、随意放火、斗殴、偷窃、抢劫等 13 种真实场

景下的犯罪事件监控视频。 该数据集由 1 900 个未

经处理的监控视频构成,并按照 5 ∶ 1 的比例将原始

数据划分为训练集与测试集。
评价指标:本文使用接收器操作特征曲线( re-

ceiver operating characteristic curve,ROC)对应的曲

线下面积(area under curve,AUC)作为评价指标,其
值越接近于 1 代表模型性能越好。
3. 2　 实验环境及参数设置

实验使用的操作系统为 ubuntu20. 04,采用 Py-
torch1. 8. 0 深度学习框架,使用 Python3. 7 作为编程

语言,采用的图形处理器( graphics processing unit,
GPU)硬件为 NVIDIA GeForce RTX 3090。

在第 1 阶段,训练过程中使用 Adam 优化器,指
数衰减率设置为 β1 = 0. 9, β2 = 0. 999,学习率 lr =
0. 010。 实验中,使用 I3D 做主干网络时,批次大小

设置为 40,训练 3 000 个轮次;使用 C3D 做主干时,
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训练批次大小设置为 10,训练 1 000 个 epoch。 损失

函数的超参数 λ = 0. 01。
在第 2 阶段,计算标签置信度和生成伪标签时,

前向传播次数 M 在所有数据集上均设置为 50。 在

标签细化过程中,异常分类器由 3 个全连接层构成,
全连接层之间使用保留概率为 0. 8 的 Dropout 正则

化。 训练使用 Adam 优化器,学习率设置 lr = 1 ×10-4,
权重衰减设置为 5 × 10-4。
3. 3　 实验结果

3. 3. 1　 在 ShanghaiTech 数据集上的实验结果

表 1 详细展示了在 ShanghaiTech 数据集上,本
文所提出的方法与其他视频异常检测方法之间的性

能对比结果。 由表 1 可知,本文方法取得了优于现有

无监督和弱监督方法的结果。 其中,使用 I3D-RGB
特征时,本文方法的 AUC 优于鲁棒时序特征强度方

法( robust temporal feature magnitude, RTFM) 方法

0. 42% ,使用 C3D 特征时优于同样基于自训练策略

的多序列学习(multi-sequence learning,MSL)方法

0. 91% 。

表 1　 在 ShanghaiTech 数据集上与其他方法的比较

监督方式 方法 特征 AUC / %

弱监督

Sultani[2] C3D 86. 30
GCN[14] C3D 76. 44
AR-Net[6] I3D 85. 35
AR-Net C3D 85. 01
MIST[7] I3D 94. 83
MIST C3D 93. 13

RTFM[18] I3D 97. 21
RTFM C3D 91. 51
MSL[9] I3D 96. 08
MSL C3D 94. 81

CoMo[8] I3D 97. 60
本文方法 I3D 97. 63
本文方法 C3D 95. 72

注:表格中的英文缩写均为经典视频异常检测方法。 CAC,上下文感

知的协同分析技术(context-aware collaborative analysis);SSMT,状态

空间模型变换器( state-space model Transformer); GCN,图卷积网络

(graph convolutional network);AR-Net,异常回归网络(anomaly regres-
sion network); MIST,多示例自训练方法(multiple instance self-train-
ing);RTFM,鲁棒时序特征强度方法( robust temporal feature magni-
tude);MSL,多序列学习(multi-sequence learning);CoMo,上下文-运
动关联模块(context-motion interrelation module)。

3. 3. 2　 在 UCF-Crime 数据集上的实验结果

表 2 展示了在 UCF-Crime 数据集上,本文所提

出方法与现有其他视频异常检测技术的性能对比结

果。 本文算法在该数据集上使用 I3D 特征的 AUC
为 86. 38% ,而同样使用自训练框架的 MIST 和 MSL
方法的 AUC 分别为 82. 30% 和 85. 30% ,验证了本

文基于标签置信度方法的有效性。 同时,相较于使

用复杂的多尺度时空自注意力特征的 RTFM 方法,
本文方法的 AUC 提升了 2. 35% ,证明本文所提出

的隐式类激活模块能够有效学习正常和异常的判别

特征,提升模型异常检测性能。

表 2　 在 UCF-Crime 数据集上与其他方法的比较

监督方式 方法 特征 AUC / %

弱监督

Sultani[2] C3D 75. 40
GCN[14] TSN 82. 12
AR-Net[6] C3D 79. 00
Zhang[15] C3D 78. 70
CLAWS[22] C3D 83. 03
MIST[7] I3D 82. 30
MIST C3D 81. 40

RTFM[18] I3D 84. 03
RTFM C3D 83. 28
MSL[9] I3D 85. 30
MSL C3D 82. 52

CoMo[8] I3D 86. 10
本文方法 I3D 86. 38
本文方法 C3D 84. 37

注:表格中的英文缩写均为经典视频异常检测方法。 GODS,生成开

放集检测(generative open-set detection);ST-Graph,时空图卷积网络

(spatial temporal graph convolutional network);CLAWS,聚类辅助式弱

监督方法(clustering assisted weakly supervised)。 其他英文缩写代表

的方法同表 1。

3. 3. 3　 消融实验

为了验证本文算法提出的隐式类激活模块和基

于标签置信度感知策略的有效性,在 ShanghaiTech
和 UCF-Crime 数据集上进行了消融实验。 实验中将

基线网络设置为仅使用基于多示例学习的伪标签生

成器,使用该生成器生成的伪标签直接监督训练异

常分类器。
(1)隐式类激活特征模块消融

　 　 为了验证隐式类激活特征模块的有效性,将使
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用隐式类激活特征的模型(表 3 第 2 行)与基线网

络(表 3 第 1 行)在 2 个数据集上进行比较。 实验结

果如表 3 所示,在 2 个数据集上隐式类激活模块均

带来了显著的性能提升,相较于基线网络 AUC 分别

提升了 4. 92%和 7. 99% ,表明该模块能够有效增强

伪标签的质量,改进模型的性能。
(2)标签置信度感知策略的消融

为了深入研究标签置信度感知策略的有效性,
本文在基线模型上仅增加了基于标签置信度感知的

伪标签细化策略,并进行实验(参见表 3 第 3 行数

据)。 从表 3 中的实验结果可知,与基线网络相比,
标签置信度感知策略显著提升了模型的性能,在 2
个数据集上模型性能提升了 5. 82% 和 8. 17% 。 这

一结果充分证明了该模块在提升模型性能方面所发

挥的重要作用。

　 　 　 　 　 　 　 　 表 3　 消融实验结果　 　 　 　 　 　 　 　 %

基线
隐式类

激活模块

标签置信度

感知策略
UCF-Crime

Shanghai-
Tech

√ 77. 21 86. 87
√ √ 82. 13 94. 86
√ √ 83. 03 95. 04
√ √ √ 86. 38 97. 63

　 　 (3)迭代次数消融

表 4 展示了本文算法在 UCF-Crime 数据集上不

同迭代次数的 AUC 结果。 由表可知,随着迭代次数

的增加,性能初期呈现出迅速提升的趋势,并在 3 ~
5 次迭代后逐渐趋于稳定。 在综合考虑效率和性能

的基础上,在 UCF-Crime 数据集上迭代次数设为 3,
ShanghaiTech 数据集设为 4。

　 　 　 　 　 　 　 表 4　 不同迭代次数的实验结果　 　 　 　 %

数据集 /
迭代次数

1 2 3 4 5

ShanghaiTech 94. 83 95. 91 97. 57 97. 63 97. 41
UCF-Crime 84. 65 85. 57 86. 27 86. 38 86. 14

3. 3. 4　 可视化效果

为了更直观地展示本文算法的异常检测效果,
本文在 UCF-Crime 和 ShanghaiTech 数据集上对训练

好的模型进行测试,并可视化最终预测的异常得分,
并根据阈值判断出异常帧。 其中横坐标代表视频帧

数序号,纵坐标代表异常得分,异常得分越高,代表

该视频帧发生异常事件的概率越高。 阴影区域是异

常事件发生的片段,曲线为该视频的异常得分曲线。
图3(a)、(b)、(d)、(e)为异常视频,图3(c)、( f)为

图 3　 可视化效果
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正常视频。 由图可知本文提出的算法可以准确地定

位视频中的异常事件。
3. 4　 在真实应用场景中的检测效果

为验证模型在制造业场景中的效果,本文收集

了 109 个未经处理制造业工厂中架设在工厂大门、
产线、仓库、办公室等区域的真实监控视频,其中异

常视频 9 个。 按照 3 ∶ 1 划分为训练集和测试集,并
对测试集视频进行帧级别标注。 实验结果表明,本
文所提算法能够有效检测出所有测试集中的异常

事件。

本次测试的可视化效果如图 4 所示。 图 4 左图

中,从第 579 帧开始,视频帧的异常得分大于异常阈

值,对应监控视频中车间内叉车靠近行人,且行人未

察觉,是异常事件。 图 4 右图展示了正常生产的车

间监控视频的异常得分曲线,异常得分均处于较低

值。 图中的异常阈值依据测试集数据予以确定,其
取值范围被设定为闭区间[0,1]。 设定异常阈值的

移动步长,在[0,1]范围重复测试流程,计算模型的

预测准确率,最终将准确率达到最高时所对应的异

常阈值选定为该场景下的异常阈值。

图 4　 模型在制造业场景中应用的效果

4　 结 论

针对目前弱监督视频异常检测领域存在的一些

问题,本文提出一种基于隐式类激活特征和标签置

信度感知的弱监督视频异常检测算法,得出如下

结论。
(1)针对现有异常检测领域正常和异常的边界

模糊、“异常事件”的定义会因上下文不同而有所区

别的问题,使用隐式类激活模块来提取学习类代表

特征,能够有效获取正常和异常的判别性特征,提升

了模型的检测效果。
(2)针对多示例学习方法引入的标签噪声问

题,采用基于标签置信度感知策略细化伪标签,能够

有效提高伪标签质量,改善模型性能。
(3)未来视频异常检测研究可从异常类别信息

入手,进一步增大不同异常类别间的特征差异,提高

模型的异常判别能力;同时,聚焦于优化算法结构和

参数设置来增强性能,降低算法复杂度,以适应大规

模数据处理需求;此外,模型轻量化处理也是关键,
需减小模型体积、降低资源占用,以适应实际应用

场景。

参考文献

[ 1] 王志国, 章毓晋. 监控视频异常检测: 综述[J]. 清华

大学学报:自然科学版, 2020,60(6):518-529.

[ 2] SULTANI W, CHEN C, SHAH M. Real-world anomaly

detection in surveillance videos[C]∥Proceedings of the

IEEE Conference on Computer Vision and Pattern Recog-

nition. Salt Lake City, USA: IEEE, 2018:6479-6488.

[ 3] CHEN Y, LIU Z, ZHANG B, et al. MGFN: magnitude-

contrastive glance-and-focus network for weakly-super-

vised video anomaly detection [ C] ∥Proceedings of the

AAAI Conference on Artificial Intelligence. Washington,

USA: AAAI Press, 2023:387-395.

[ 4] WU P, ZHOU X, PANG G, et al. VadCLIP: adapting

vision-language models for weakly supervised video anom-

aly detection[C]∥Proceedings of the AAAI Conference

—763—

赵义正等:基于标签置信度的弱监督自训练视频异常检测算法



on Artificial Intelligence. Vancouver, Canada: AAAI

Press, 2024:6074-6082.

[ 5] YANG Z, LIU J, WU P. Text prompt with normality

guidance for weakly supervised video anomaly detection

[C]∥2024 IEEE / CVF Conference on Computer Vision

and Pattern Recognition. Seattle, USA: IEEE, 2024:

18899-18908.

[ 6] WAN B, FANG Y, XIA X, et al. Weakly supervised

video anomaly detection via center-guided discriminative

learning[ C] ∥2020 IEEE International Conference on

Multimedia and Expo. London, UK: IEEE, 2020:1-6.

[ 7] FENG J C, HONG F T, ZHENG W S. MIST: multiple

instance self-training framework for video anomaly detec-

tion[C]∥Proceedings of the IEEE Conference on Com-

puter Vision and Pattern Recognition. Nashville, USA:

IEEE, 2021:14009-14018.

[ 8] CHO M A, KIM M, HWANG S, et al. Look around for

anomalies: weakly-supervised anomaly detection via con-

text-motion relational learning [ C] ∥Proceedings of the

IEEE / CVF Conference on Computer Vision and Pattern

Recognition. Vancouver, Canada: IEEE, 2023:12137-

12146.

[ 9] LI S, LIU F, JIAO L. Self-training multi-sequence learn-

ing with transformer for weakly supervised video anomaly

detection[C]∥Proceedings of the AAAI Conference on

Artificial Intelligence. Vancouver, Canada: AAAI Press,

2022:1395-1403.

[10] GAL Y, GHAHRAMANI Z. Dropout as a Bayesian ap-

proximation: representing model uncertainty in deep

learning [ C ] ∥ International Conference on Machine

Learning. New York, USA: PMLR, 2016:1050-1059.

[11] ABATI D, PORRELLO A, CALDERARA S, et al. La-

tent space autoregression for novelty detection[C]∥Pro-

ceedings of the IEEE / CVF Conference on Computer Vi-

sion and Pattern Recognition. Long Beach, USA: IEEE,

2019:481-490.

[12] JOO H K, VO K, YAMAZAKI K, et al. CLIP-TSA:

clip-assisted temporal self-attention for weakly-supervised

video anomaly detection [ C] ∥2023 IEEE International

Conference on Image Processing. Kuala Lumpur, Malay-

sia: IEEE, 2023:3230-3234

[13] LIU W, LUO W, LIAN D, et al. Future frame prediction

for anomaly detection: a new baseline[C]∥Proceedings

of the IEEE Conference on Computer Vision and Pattern

Recognition. Salt Lake City, USA: IEEE, 2018: 6536-

6545.

[14] ZHONG J X, LI N, KONG W, et al. Graph convolution-

al label noise cleaner: train a plug-and-play action classi-

fier for anomaly detection[C]∥Proceedings of the IEEE /

CVF Conference on Computer Vision and Pattern Recog-

nition. Long Beach, USA: IEEE, 2019:1237-1246.

[15 ] ZHANG C, LI G, XU Q, et al. Weakly supervised

anomaly detection in videos considering the openness of

events[J]. IEEE Transactions on Intelligent Transporta-

tion Systems, 2022,23(11):21687-21699.

[16] SAPKOTA H, YU Q. Bayesian nonparametric submodu-

lar video partition for robust anomaly detection[C]∥Pro-

ceedings of the IEEE / CVF Conference on Computer Vi-

sion and Pattern Recognition. New Orleans, USA: IEEE,

2022:3212-3221.

[17] ZHU Y, NEWSAM S. Motion-aware feature for improved

video anomaly detection[EB / OL]. (2019-07-24)[2024-

11-18]. https:∥arxiv. org / pdf / 1907. 10211v1.

[18] TIAN Y, PANG G, CHEN Y, et al. Weakly-supervised

video anomaly detection with robust temporal feature mag-

nitude learning[C]∥Proceedings of the IEEE / CVF In-

ternational Conference on Computer Vision. Montreal,

Canada: IEEE, 2021:4975-4986.

[19] LV H, ZHOU C, CUI Z, et al. Localizing anomalies

from weakly-labeled videos [ J]. IEEE Transactions on

Image Processing, 2021,30:4505-4515.

[20] LIU H, WANG J, LONG M. Cycle self-training for do-

main adaptation[J]. Advances in Neural Information Pro-

cessing Systems, 2021,34:22968-22981.

[21] GONG D, LIU L, LE V, et al. Memorizing normality to

detect anomaly: memory-augmented deep autoencoder for

unsupervised anomaly detection[C]∥Proceedings of the

IEEE / CVF International Conference on Computer Vision.

Seoul, Korea: IEEE, 2019:1705-1714.

[22 ] ZAHEER M Z, MAHMOOD A, ASTRID M, et al.

CLAWS: clustering assisted weakly supervised learning

with normalcy suppression for anomalous event detection

[EB / OL]. (2021-08-04) [2024-10-22]. https:∥arxiv.

org / pdf / 2011. 12077.

—863—

高技术通讯　 2025 年 4 月 第 35 卷 第 4 期



A weakly supervised self-training video anomaly detection
framework based on label confidence

ZHAO Yizheng
(Anhui Telecom Planning and Design Institute Co. , Ltd. , Hefei 230000)

Abstract
In the field of public safety, realizing real-time and efficient anomaly detection with the aid of video surveil-

lance equipment become a significant research topic. A weakly supervised video anomaly detection framework based
on implicit class activation features and label confidence is proposed. Given the ambiguous boundary between nor-
mal and abnormal events, which varies across different context, an implicit class activation module is introduced to
differentiate the inter-class feature representations of normal and abnormal events. Furthermore, to tackle the issue
of label noise introduced by the multiple instance learning framework, a label confidence-aware self training strategy
is employed. This strategy computes the confidence of pseudo-labels, continuously improving the quality of pseudo-
labels during the model iteration process. The proposed method achieves the AUC (area under curve) scores of
97. 63% and 86. 38% on the ShanghaiTech and UCF-Crime datasets, respectively. The model is tested in actual
scenarios within manufacturing plants, and experimental results demonstrate its effectiveness in detecting anomalies
in video data.

Key words: video anomaly detection, self-train, multiple instance learning, weakly supervised learning
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