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摘　 要　 利用存算分离架构,可以将数据混洗的计算和存储过程解耦,从而提高分布式数

据处理应用的可扩展性。 然而,将混洗数据传输到远端存储节点的过程增加了额外网络

开销,存储节点将成为新的通信瓶颈。 为应对引入存算分离架构后数据混洗过程面临的

新挑战,本文提出一种基于被动分离式内存的数据混洗( passive disaggregated memory-
shuffle,PDM-Shuffle)系统,利用新型一致性总线互连协议计算快速链接(compute express
link,CXL)直连共享内存设备存储并交换混洗中间数据,避免了数据的硬盘存储及传输控

制协议 / 网际协议( transmission control protocol / Internet protocol,TCP / IP)的传输过程。 鉴

于内存设备仅支持被动数据写入,本文采用了内存预分区和元数据控制节点分配内存地

址等方法来保证同分区数据的预聚合和共享内存的一致性访问管理。 实验结果表明,在
处理大规模数据集时,与传统的集中式架构相比,PDM-Shuffle 系统可将排序和图计算的

综合类应用程序 Terasort 和 PageRank 的单个作业完成时间分别减少 49%和 65% ,相对于

存算分离架构下已有的优化方案 Zeus,分别提升了 36%和 18% 。
关键词　 数据混洗; 存算分离; 分离式内存系统; 计算快速链接; 内存一致性; 预聚合

　 　 MapReduce 框架[1]是分布式并行处理应用的典

型代表,它为处理大规模数据集提供了一种简洁而

强大的模型。 该框架的核心思想是将复杂的数据处

理任务分解为 2 个主要阶段:映射(Map)阶段和归

约(Reduce)阶段。 在 Map 阶段,数据被切分成块,
每个块由一个任务处理并生成键值对。 在 Reduce
阶段,同一类别的键值对被相同的任务收集并进行

归约汇总,以产生最终结果。 混洗(shuffle)则是这 2
个阶段之间的数据整理过程,负责数据的重新分配

和传输工作。 脸书(Facebook)的一项研究工作[2]显

示,超过 50%的 MapReduce 作业包含了至少一次混

洗操作。 此外,混洗过程在作业执行时间中占据了

显著的比例,统计结果表明,它可能占到整个作业运

行时间的 30% ~ 40% 。 这些数据表明了优化混洗

过程对于提升大数据处理效率的重要性。
尽管混洗过程至关重要,传统的混洗机制仍存

在一些明显的局限性:(1)混洗数据本地存储,限制

了混洗过程的可扩展性;(2)混洗数据单点存储,数
据丢失时,所有相关任务都需要重新计算;(3)混洗

过程产生的中间文件数量和任务数量呈正比,带来

了密集的硬盘和网络读写过程,影响了整体性能。
存算分离架构[3] 作为新兴的数据中心设计模

式,通过将存储和计算资源独立部署,实现了资源的

池化和共享,从而提高了资源的利用效率及系统的
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可扩展性。 在此背景下,许多研究人员开始探索将

混洗的计算与存储位置解耦,并提出了一些新的实

现方案[2,4-12]来解决传统混洗过程的局限性。 这些

方案的核心思想是将混洗数据主动推送到远端存储

节点并进行同分区数据预聚合。 然而,与传统的混

洗过程相比,这种方法在 Map 阶段引入了额外的网

络开销,同时存储节点将成为新的通信瓶颈,伴随的

预聚合操作也增加了任务失败后重计算机制的复

杂性。
分离式内存[13] 作为存算分离架构的关键组成

部分,进一步推动了数据处理的效率,并逐渐成为了

新的研究热点[14-20]。 分离式内存将内存资源从计

算节点中分离出来,形成一个独立的存储层,使得内

存的分配和回收更加灵活,减少了资源的闲置和

浪费。
在分离式内存架构中,高效的数据传输对于提

升系统性能至关重要。 其中,计算快速链接( com-
pute express link,CXL)协议[21]作为一种新型的高速

缓存一致性总线互连协议,支持多个计算节点直接

连接并共享访问同一内存设备。 通过这种连接方

式,内存设备可以用来存储混洗中间数据,进而在混

洗过程中带来了以下优势:(1)中间数据的交换不

再需要经过传统的网络及硬盘输入 /输出( input /
output,I / O),减少了传输开销;(2)计算节点可以直

接在内存设备上进行数据的读写操作,实现了内存

级别的读写速度;(3)多个计算节点同时对内存设

备进行操作,这种并行性适应混洗阶段的处理方式。
然而,此类架构中分离式内存设备仅提供存储

功能,内存管理和分配工作需由计算节点完成,因此

也被称为被动分离式内存系统。 对于分布式环境下

多主机同时读写共享内存设备的混洗过程,一致性

管理成为了关键挑战。
为应对存算分离架构中混洗过程的相关挑战,

并充分利用新型总线互连协议的优势,本文提出了

基于被动分离式内存的数据混洗 ( passive disag-
gregated memory-shuffle,PDM-Shuffle) 系统,该系统

通过总线直连共享分离式原始内存设备存储并交换

混洗中间数据,可大幅优化混洗时间占比较高的作

业性能。 本文的主要贡献有以下 4 个方面。

(1)内存预分区机制。 本文设计了一种动态内

存分配策略,通过引入三级存储区域的概念,来精确

控制各批次作业、各次 shuffle 以及各分区数据的存

储位置,有效提高了内存利用率。
(2)并发访问及地址一致性管理机制。 本文引

入了元数据控制节点负责管理每次混洗数据的写入

和读取地址,实现了不同 Map 任务同分区数据的预

聚合,从而减少 Reduce 端读取次数。
(3)分离式内存空间不足的可靠性机制。 分离

式内存空间不足时,数据将被转发至元数据控制节

点,通过远程混洗服务将数据异步写入到分布式文

件系统。
(4)任务失败的容错机制。 某次 Map 任务失败

可能会导致某块内存区域数据被污染,被污染的位

置将会被记录并发送至元数据控制节点,最小化重

计算代价的同时保证了计算的正确性。
本文基于 Spark 实现了提出的 PDM-Shuffle。 实

验结果表明,在处理超过 300 GB 的测试负载时,涉
及混洗的单操作算子作业完成时间可减少 40% 左

右,其中 Reduce 阶段执行时间最高可减少 75% 。
对于综合类测试应用程序 Terasort 及 PageRank,在
大规模数据集下单个作业完成时间可减少 49% 及

65% ,相对于存算分离架构下已有的优化方案 Zeus
分别提升了 36%和 18% 。

1　 研究背景及问题分析

1. 1　 存算分离架构下的混洗过程

传统的混洗过程部署在集中式的数据中心架构

中,如图 1 所示,Map 端生成与任务数量成正比的中

间文件且均为本地单点存储,同时,Reduce 端需要

发起频繁的网络请求,显著降低了整体性能。 为了

解决这一问题,存算分离架构提供了新的优化策略,
如图 2所示。 首先,Map 端主动将混洗数据推送至

存储节点;其次,存储节点执行同分区数据的预聚合

操作,以减少 Reduce 端的数据拉取次数。 存储节点

通常部署远程混洗服务[4] ( remote shuffle service,
RSS)来负责接收推送的数据,之后将数据异步写入

相关的文件系统。
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图 1　 传统混洗过程

图 2　 存算分离架构下的混洗过程

这种架构设计可以通过动态扩容存储设备、部
署分布式文件系统(distributed file system,DFS)、实
现同分区文件预聚合机制在一定程度上解决传统混

洗过程在可扩展性及大量小文件传输方面的问题。
尽管使用存算分离架构在一定程度上优化了混洗过

程,但也引入了以下一系列挑战。
挑战 1:网络通信次数增加。 Map 端需要将数

据写入到远端存储节点,这增加了网络通信次数,导
致混洗写入时间增加。

挑战 2:存储节点的负载问题。 存储节点作为

新的通信枢纽,需要处理大量的数据写入和读取请

求。 如果存储节点的性能不足或者请求处理机制不

合理,会成为新的瓶颈。
挑战 3:容错机制的复杂性。 存算分离架构中,

预聚合的数据文件会包含多个 Map 任务的输出。
如果一个 Map 任务失败,可能需要重新计算所有相

关联的任务。
1. 2　 分离式内存架构下的新型总线互连协议

随着数据中心规模的扩大,内存资源的利用效

率问题逐渐显现。 根据文献[22]的统计数据,集群

的中央处理器(central processing unit,CPU)使用率通

常在 10% ~ 30%之间,而内存的平均利用率大约为

50% 。 这种低效的内存利用率限制了数据中心的性

能和扩展能力,因此分离式内存成为了存算分离架

构下新的研究方向。
传统的分离式内存系统中远程内存访问主要依

赖于网络协议和特定的内存访问技术,通常具有较

高的延迟和受限的带宽。 CXL 是一种在高速串行

计算机扩展总线标准(peripheral component intercon-
nect express,PCIe)技术的基础上发展起来的缓存一

致性总线互连协议,它突破了传统分离式内存系统

的局限,使得多台主机能够通过原生的 Load / Store
指令共享和访问远程内存设备。 CXL 协议的引入,
标志着存算分离架构在实现高速数据交换方面迈出

了重要一步。
CXL 协议的主要优势在于其显著提高了内存

访问的速度和效率。 同时,CXL 协议提供了 2 种内

存使用模式[15],以适应不同的应用场景和系统

需求。
(1)NUMA 模式。 由于 CXL 内存的访问延迟接

近于双 CPU 槽机器的跨非一致性内存访问( non-
uniform memory access,NUMA)延迟。 因此在这种模

式下,CXL 内存被配置为一个特殊无 CPU 的 NUMA
节点,其地址空间由操作系统统一管理。 内存在这

种模式下只能附属于一个 CPU,无法实现真正的多

主机内存共享。
(2)DAX 模式。 直接访问(direct access,DAX)

模式允许 CXL 内存设备以字符设备的形式被识别。
通过内存映射(memory map,mmap)等技术,用户可

以将内存设备映射到用户空间,实现直接的内存访

问。 在 DAX 模式下,多个 CPU 可以同时访问同一

个内存设备,实现了内存资源的高效共享。
然而,CXL 协议在分离式内存中的应用也带来

了新的挑战,特别是在内存一致性和数据管理方面。
鉴于多个计算节点共享同一内存资源且内存设备仅

支持被动数据写入,主要挑战如下。
挑战 4:缺少一致性管理与内存并发访问机制。

通过总线互连协议连接的分离式内存设备缺乏自主

管理多个主机写入请求的能力,分布式环境下这一

特性增加了维护共享内存一致性访问的复杂性。 除
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此之外,在执行混洗操作时,多个计算节点可能需要

同时准确地确定数据写入位置以实现预聚合,这还

要求系统能够具有高效的并发控制机制。
挑战 5:缺少内存容量限制下的可靠性机制。

分离式内存设备相较于传统的外部存储设备在容量

上存在局限性,在处理大规模数据集时可能会造成

数据溢出。 数据溢出不仅会影响数据处理的连续

性,导致任务失败,还会对系统的可靠性构成威胁。

2　 相关工作

2. 1　 基于存算分离架构的混洗实现

在大数据时代背景下,利用存算分离架构对混

洗过程进行革新已成为行业发展的关键趋势。 众多

互联网和云服务提供商根据自身的业务需求,提出

了多种创新的混洗优化方案,有效提高了混洗过程

的可扩展性并提升了混洗效率,已在大规模数据中

心得到应用。
微软的 Sailfish[5] 是最早提出数据主动推送及

同分区数据预聚合的方案。 该方案通过将不同 Map
任务的结果写入同一个文件来实现数据的预聚合,
对于 Reduce 过程,Sailfish 会通过自调节的方式确

定任务数量以及每个任务需要负责的键值范围。
Facebook的 Cosco[6]则是 Spark 中的 Sailfish 的类似

实现。
Magnet[4]保持了原生 Spark 的 shuffle 本地落盘

方式,在极端情况下即使远程聚合的 shuffle 文件被

损坏也可以回退到原始 shuffle 方式,极大地降低了

作业的失败风险。 Zeus[7] 为 Uber 在存储节点上部

署的 RSS,强制所有数据写入远程存储集群,但其存

储节点采用的是去中心化的服务架构。
除此之外,Crail[8]对文件进行了分层存储,先将

文件存储在空闲内存中,之后再利用集群的闪存层。
Exoshuffle[9]提供了一个分布式的 shuffle 库,除了将

shuffle 的控制和数据平面解耦之外,还针对机器学

习训练进行了优化设计,具有更高的灵活性和更细

粒度的可操作性。
2. 2　 分离式内存系统及相关混洗实现

分离式内存系统可以根据存储节点是否具备内

存管理功能,分为主动分离式和被动分离式 2 种类

型[16]。 主动分离式内存系统能够在存储节点上执

行内存管理任务,而被动分离式内存系统则依赖于

计算节点来管理内存。
2. 2. 1　 主动分离式内存系统

主动分离式内存系统中的“主动”是指存储节

点可以主动进行内存访问管理。 按照内存的提供方

式,还可以再将主动分离式系统细分为 2 个子类,其
基本架构如图 3 所示。

图 3　 主动分离式内存系统

(1)通过服务器提供内存。 此类架构中,内存

资源由独立的服务器节点提供。 通过高速的网络连

接和高效的内存管理技术,服务器能够有效地响应

内存访问请求,并保证数据处理的高效。 典型代表

系统如 INFINISWAP[17]。 然而,额外的服务器硬件

需求增加了初期的资本投入和运营成本。 另外,为
了确保系统的可靠性和容错性,通常需要配置额外

的硬件设备,这在一定程度上导致资源的浪费。
(2)直接使用原始内存设备。 在主动分离式内

存系统中,选择直接使用原始内存设备意味着必须

集成额外的专用计算组件来补充内存设备本身缺乏

的处理能力,以实现对内存资源的有效管理和操作。
典型代表系统如 Clio[18]。 但这种系统的专用性较

高,需要针对特定的应用场景进行定制,这限制了其

通用性和灵活性。
主动分离式内存系统中,Intel 公司利用服务器

提供的持久性内存(persistent memory,PMEM)实现

了自定义的混洗机制 Spark-PMof[10]。 该机制集成

了远程直接内存访问( remote direct memory access,
RDMA)技术,允许计算节点直接与远程 PMEM 存储
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集群进行高效的数据交换,提升了数据传输的性能。
在 Spark-PMof 中,计算节点将混洗数据以对象的形

式发送给存储节点上运行的远程持久内存池( re-
mote persistent memory pool,RPMP)代理。 RPMP 代

理负责管理 PMEM 资源,并为数据写入提供地址分

配服务。
然而,Spark-PMof 中数据写入地址由 RPMP 代

理统一分配,因此未能实现同分区数据的预聚合,进
而影响到了整体性能。 此外,京东公司也推出了类

似的基于 PMEM 的 shuffle 方案[11]。 尽管该方案可

以实现一定的性能提升,但存在内存节点和计算节

点混合部署在同一台物理机上的情况,这限制了系

统的可扩展性和资源的最优分配。
综上所述,尽管主动分离式内存系统的混洗机

制在提升数据处理性能方面取得了一定的进展,但
仍未解决混洗写入时的远程传输问题。 同时存储节

点上的地址分配代理并非是针对于混洗过程设计

的,因此预聚合的功能也暂未在主动分离式内存系

统上实现。
2. 2. 2　 被动分离式系统

被动分离式内存系统中的“被动”是指存储节

点仅有原始的内存设备,内存的访问管理功能需要

由计算节点负责。 按照最后一层数据访问的所属位

置及内存管理方式,这里又可以衍生出 3 种模式,其
基本架构如图 4 所示。

图 4　 被动分离式内存系统

　 　 (1)Direct 模式。 Direct 模式下,数据访问和内

存管理工作均由计算节点负责,计算节点无需通过

中心服务器或其他中介,就可以直接与存储节点上

的内存进行交互。 这种模式下,数据的一致性实现

主要依赖于协议的特性。 RDMA 技术支持高效的数

据传输,可通过原子操作和锁机制处理并发读写请

求[16],然而,由于 RDMA 写入操作需要预先协商地

址,这导致了较高的写入延迟。 对于 CXL 协议连接

的内存设备,在 NUMA 模式下,被附加内存的主机

可以将其识别为一个无计算能力的新增 NUMA 节

点[14,19],利用计算节点的操作系统内存机制可以管

理其内存地址。 然而,识别为 NUMA 节点后,多主

机之间不能有效地共享内存,因此无法基于这种方

式实现混洗。
(2)Central 模式。 Central 模式下,数据访问和

内存管理的职责集中于一个中心服务器。 计算节点

在需要进行数据存取时,必须先将数据发送至中心

服务器,随后中心服务器负责将这些数据进一步转

发至目标存储节点。 中心服务器在这个过程中起到

了关键的中介作用,它不仅处理数据读取和写入,还
负责维护数据的一致性和系统的稳定性。 然而,这
种模式导致所有的数据写入都需要经过中心服务

器,这会增加额外的网络延迟,同时在高负载情况

下,中心服务器的处理能力会限制整个系统的性能

表现。
(3)Meta 模式。 在 Meta 模式中,内存管理的职

责由一个全局的元数据控制节点承担,而数据的写

入操作则由各个计算节点独立执行。 这种架构结合

了 Direct 模式的高效数据访问和 Central 模式的集

中元数据管理的优点,同时避免了两者的主要缺点。
Meta 模式与目前大数据领域中广泛采用的 Master-
Worker 架构兼容,其中 Master 节点负责元数据管理

和任务调度,而 Worker 节点执行具体的数据处理任

务。 这种模式已经在实际应用中展现出了优异的性

能表现。 本文将采用 Meta 模式来设计后续的 PDM-
Shuffle 机制。

在被动分离式内存系统中,惠普实验室开发的

Sparkle[12]项目采用了一种类似于 Central 模式的架

构设计。 Sparkle 的核心创新之一是采用了共享内
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存技术来改进混洗流程和中间结果的存储方式。 在

这种设计下,所有任务在单个高性能纵向扩展

(scale-up)服务器内部的不同虚拟机上执行。 这种

架构允许多个任务共享同一块大内存资源,从而降

低了数据传输的开销,并提高了内存的使用效率。
此外,Sparkle 引入了内存代理(retail memory broker,
RMB)作为中心控制节点,负责协调内存的一致性

和数据的写入操作。
尽管 Sparkle 在单个大型内存机器上表现出色,

但在真正的分布式环境中,当数据需要通过网络传

输到中心节点时,中心控制节点会成为性能瓶颈。

3　 PMD-Shuffle 系统设计

为应对存算分离架构中混洗过程的相关挑战,
并充分利用新型总线互连协议的优势,本节提出了

基于被动分离式内存的数据混洗系统 PDM-Shuffle。
该系统通过总线直连共享分离式原始内存设备存储

并交换混洗中间数据,可以避免数据的硬盘存储及

传输控制协议 /网际协议( transmission control proto-
col / Internet protocol, TCP / IP)传输过程,从而解决

了挑战 1 和挑战 2。 本节采用 Spark 作为基础,在系

统设计上进行了全面优化。
首先,从各个关键节点入手,分别介绍了内存节

点的预分区机制、元数据控制节点的一致性保证机

制以及计算节点中负责通信和缓存数据的关键组

件,以实现整体的内存管理,应对挑战 4。 其次,混
洗写入过程中,计算节点会在每个分区的缓冲数据

达到阈值后向元数据控制节点请求分配特定分区的

写入地址,元数据控制节点还会记录每个分区的位

置信息,地址返回后,计算节点会将数据写入内存节

点中预先划分的区域;混洗读取过程中,计算节点会

一次性向元数据控制节点请求对应分区的全部内存

地址。 随后,将分批地向内存节点发起读取请求,获
取数据。 最后,为保证系统整体的鲁棒性,在分离式

内存存储空间不足时设计了数据转写至远程混洗服

务的可靠性机制,在任务失败时设计了最小代价的

容错机制,分别应对了挑战 5 和挑战 3。

3. 1　 关键节点设计

3. 1. 1　 内存节点预分区机制

本小节将探讨内存节点的预分区设计策略。 数

据预聚合技术将相同分区的数据定向存储于同一区

域,从而可以减少属于同一分区的中间文件数量。
然而,在被动分离式内存系统架构下,缺少类似于传

统文件系统所提供的区域管理功能。 因此,为了确

保同分区数据能够有效聚合,必须对内存空间进行

精确和高效的划分。 此外,在执行大型作业时,可能

会遇到多次 shuffle 操作,每次 shuffle 都会根据 Re-
duce 任务的数量创建多个数据分区。 由于 shuffle
过程中的数据量是在计算执行期间动态生成的,因
此在 shuffle 开始前难以预测具体的数据量。 鉴于

这一挑战,实施预分区策略并结合动态内存分配方

法,可以在数据分布不均的情况下优化内存使用效

率,从而有效提高数据处理性能。
如图 5 所示,内存被划分为 3 层具有固定大小

的区域:最高层级为 job 级,数据单元称为 zone;中
间层级为 shuffle 级,数据单元称为 region;最低层级

为 partition 级,数据单元称为 block。 这 3 层区域呈

现一种包含关系,即 zone 内包含多个 region,而每个

region 又包含多个 block。 在 job 级,每个作业会被

分配一个固定大小的 zone。 与此不同的是,shuffle
级和 partition 级对应的 region 和 block 数量会根据

数据量的增长而动态增加。 图 5 中,P0、P1 和 P2 分

别标识了数据所属的不同 partition 分区,体现了这

种动态分配的特性。

图 5　 内存节点预分区机制
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　 　 在作业执行 shuffle 数据写入之前,系统会利用

shuffle 注册函数向元数据控制节点报告预期的

shuffle 次数和每次 shuffle 的分区数量,以便预先确

定 region 和 block 的标准大小。 为了确保 region 和

block 的数量能够方便进行分配,本文引入了缩放因

子(scale factor,SF)的概念。 该因子用于调整 region
和 block 的整体数量,使其超过由 shuffle 次数和 par-
tition 分区数量确定的基础值,从而实现内存区域的

灵活分配。 每个区域的平均大小是通过特定的计算

公式得出的,如式(1)和(2)所示。 这种设计使得系

统能够根据实际数据分布和计算需求,动态地调整

内存资源的分配,优化数据处理效率。

AvgSizeregion =
Capacityzone

NUMshuffle × SFshuffle
(1)

AvgSizeblock =
AvgSizeregion

NUMpartition × SFpartition
(2)

式中: AvgSizeregion 和 AvgSizeblock 分别代表每个 region
和 block 的平均标准大小, Capacityzone 代表 zone 的

固定容量, NUMshuffle 和 NUMpartition 分别代表 shuffle
的次数和 partition 的分区数量, SFshuffle 和 SFpartition 代

表 shuffle 和 partition 的缩放因子。
3. 1. 2　 元数据控制节点一致性管理机制

在被动分离式内存架构中,由于内存节点不具

备计算能力,当多个主机共同访问同一内存设备时,
难以实现对内存地址的集中管理和分配。 这导致

Map 任务在获取写入地址时缺乏透明性,若没有相

关的地址分配策略,多个 Map 任务可能会竞相写入

同一内存区域,从而引起数据覆盖的问题。 为了确

保多个 Map 任务在写入内存时能避免地址冲突,同
时实现不同 Map 任务间 shuffle 数据的有效预聚合,
本文引入了元数据控制节点来专门负责分配写入位

置,对应的服务称为内存分配服务(memory alloca-
tion service,MAS)。 通过 MAS,系统能够在并行处

理中确保各个 Map 任务顺利且无冲突地访问内存

资源,大幅提高了数据处理效率并保障了数据的完

整性。 此外,Reduce 任务也能够通过元数据控制节

点获取到所有必要的 block 信息,进一步优化了数

据处理流程。
地址分配方法主要见算法 1。 MAS 首先会根据

shuffleId 获取本次混洗信息;之后根据 partitionId 得

到请求分区当前指向的内存块,通过检查内存块剩

余大小是否大于 length 来决定是写入当前指向块还

是申请一个新的内存块,若需要申请新的内存块,则
要将旧内存块进行记录,并更新请求分区的当前指

向块;最终,将会返回对应的写入地址。

算法 1 地址分配方法 long GetAddress( int shuffleId, int
partitionId, int length)

address← -1
shuffleInfo←globalInfo. get( shuffleld)
partitionInfo←shuffleInfo. get(partitionId)
block←partitionInfo. getBlockNow()
if block. offset + length < = blockAvgSize then
　 　 address←block. startAddress + block. offset
else
　 　 partitionInfo. addBlocktoList(block)
　 　 block←shuffleInfo. getNextBlock()
　 　 address←block. startAddress
　 　 block. offset←block. offset + length
　 　 partitionInfo. putBlockNow(block)
end if
return address

3. 1. 3　 计算节点关键组件

在计算节点中,除了核心的数据处理框架(例
如 Spark Runtime)负责执行数据操作和转换之外,
还集成了一系列自定义的关键组件,以确保作业在

执行过程中能够顺利地完成所需功能和通信任务。
这些关键组件包括以下部分。

(1) DRAM Manager。 负责对分离式内存设备

进行精确的地址读写操作。 它通过 Java 本地接口

(java native interface,JNI)将 C ++ 代码中的 mmap
功能引入 Java 环境,进而直接将 DAX 模式下的 CXL
内存地址映射到用户空间,实现高效的内存访问。

(2)RPC Client。 用于与元数据控制节点进行

远程过程调用 ( remote procedure call,RPC) 通信。
RPC Client 能够创建并维护一个网络连接池,确保

执行器内部可以支持最大并行任务数的网络通信通

道。 此外,在计算节点初始化 RPC Client 后,它会将

作业的预分区配置数据发送给元数据控制节点,以
便对全局元数据进行初始化,从而为作业提供必要

的元数据支持。
(3) Buffer Pool。 负责创建缓冲区,用于存储经
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过处理的二进制键值对数据。 在 Map 和 Reduce 操

作中,Buffer Pool 会在堆外内存中创建适当大小和

数量的缓冲区,以便临时存储各个阶段的处理结果。
3. 2　 PDM-Shuffle 具体过程

3. 2. 1　 混洗写入过程

PDM-Shuffle 的写入流程如图 6( a)所示,主要

分为以下 5 个步骤。
(1)缓冲区初始化。 每个 Map 任务在开始时会

根据整体 Reduce 任务的数量 R 初始化 R 个预设大

小的缓冲区。
(2)数据转换及缓冲区写入。 计算结束后,每

个键值对(key value,KV)会被加密、压缩并序列化

为二进制格式,最终存储于对应编号的缓冲区中。
(3)请求写入地址。 当 Map 任务的 Partition 0

(简称为 P0)缓冲区容量达到设定的阈值,它会通

过 RPC Client 向元数据控制节点发出包含 shuffleId、
partitionId 和数据长度的地址请求消息。

(4)并发控制与地址返回。 元数据控制节点的

MAS 组件使用锁机制来管理多节点的并发地址请

求。 例如,如果 2 个节点同时请求 P0 的地址,元数

据控制节点会先锁定 P0 的信息,通过算法 1 处理完

第 1 个 Map 任务的请求并返回写入地址后解锁,再
处理第 2 个 Map 任务的请求。

(5)数据写入内存。 一旦 Map 任务收到写入地

址,它将调用 DRAM Manager 的相关方法,将数据写

入指定的内存地址中,如图 6(a),第 1 个请求任务

Map1 被分配了 Region0 中的 Block0 (简称为 R0
B0)地址,第 2 个请求任务 Map2 被分配了 Region0
的 Block2(简称为 R0 B2)地址。

(a) 混洗写入 (b) 混洗读取

图 6　 PDM-Shuffle 写入和读取流程

3. 2. 2　 混洗读取过程

PDM-Shuffle 的读取流程如图 6(b)所示,分为

以下 5 个步骤。
(1)请求 block 信息。 每个 Reduce 任务在开始

读取数据前,会先向元数据控制节点的 MAS 组件发

出请求,以获取其对应分区的所有 block 起始地址

和长度信息。

(2)block 信息返回。 在 Reduce 任务请求时,元
数据控制节点的 MAS 组件会将对应的所有 block 信

息返回给请求的 Reduce 任务节点。
(3)初始化读取流及缓冲区。 得到要读取的

block 数量 B 及信息后,Reduce 任务将会初始化 B
个输入流及对应的缓冲区。

(4)分批读取数据。 由于单个 block 的大小可
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能超过缓冲区的容量,Reduce 任务会根据缓冲区的

剩余空间,多次调用 DRAM Manager 的方法分批读

取数据。 为了适应这种分批读取,缓冲区设计为循

环结构。
(5)数据转换及完整性检查。 读取到的二进制

数据将经过反序列化、解压缩和解密处理,转换回原

始的键值对。 这些数据随后被传递给上层计算逻

辑。 如果在还原或处理过程中发现数据损坏,相关

环节会报告错误,确保数据的完整性和准确性。
3. 3　 内存不足时可靠性机制

尽管分离式内存系统能够提供高达 TB(Ter-
abyte)级别的存储容量,但成本问题仍然可能导致

存储资源不足。 当混洗数据量超出可用内存时,元
数据控制节点的 MAS 服务将无法分配新的写入地

址,导致任务失败。 在这种情况下,PDM-Shuffle 需

要回退到 Spark 的传统 shuffle 机制。 为了解决这一

限制,本文在元数据控制节点中增加了 RSS,它在内

存不足时会接管剩余的数据处理过程。 RSS 对数据

进行预聚合,并将其异步写入到分布式文件系统。
如图 7 所示,具体流程如下。

(1)触发 RSS 转写。 当 Map 任务的缓冲区容量

达到阈值且元数据控制节点无法提供新地址时,RSS
服务被激活。 RSS 会为相应分区创建一个大缓冲区

进行数据预聚合,并告知 Map 任务写入地址为 -1。
(2)Map 任务将数据发送至 RSS。 得知写入地

址为 - 1 后,Map 任务会将本次及后续数据都直接

发送至 RSS,而不再尝试写入内存。
(3)RSS 处理 shuffle 数据。 RSS 使用双缓冲区

机制,初始数据存入 Buffer 0。 一旦 Buffer 0 满,数
据会被转移到 Buffer 1,并异步写入分布式文件系

统,文件名格式为{ shuffleId} {partitionId}。 此过程

不影响 Buffer 0 的持续写入。
(4)Reduce 任务请求 block 信息。 除了写入内

存的 block 数据之外,写入文件系统的数据会被记

录为起始地址为 - 1 的特殊 block。
　 　 (5)Reduce任务读取文件系统的数据。Reduce

图 7　 内存不足时的转写及读取过程
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任务在遇到起始地址为 - 1 的 block 时,会直接从分

布式文件系统读取相应的{ shuffleId} { partitionId}
文件,绕过 RSS。 由于数据已经预聚合,Reduce 任

务只需读取单个文件。 后续的循环缓冲区读取、反
序列化、解压缩和解密步骤与 3. 2. 2 节中的步骤(5)
相同。
3. 4　 任务失败时容错性机制

PDM-Shuffle 的容错机制旨在最小化任务失败

后的重算成本,同时保持与 Spark 任务失败重试机

制的兼容性。 在 Spark 中,任务失败通常会导致任

务重新执行,但 PDM-Shuffle 由于内存预聚合的特

性,不能简单地废弃失败任务的数据。 以下是

PDM-Shuffle 容错机制的优化描述。
(1)Map 任务失败处理。 在 PDM-Shuffle 中,多

个 Map 任务的数据在内存中预聚合,一旦一个任务

失败,相关数据块会被污染。 为了解决这个问题。
任务失败时,RPC Client 会将失败任务的写入信息

发送给元数据控制节点,该节点将保留这些信息直

到 Reduce 任务读取数据。 失败任务仍使用 Spark
的调度器重新提交执行即可。 当 Reduce 任务请求

数据时,元数据控制节点会检查并分割受污染的数

据块,确保 Reduce 任务不会读取到这些数据,从而

避免了整个数据块的重算和其他 Map 任务的连锁

失败。
(2)Reduce 任务失败处理。 对于 Reduce 任务,

由于其仅涉及数据读取,任务失败不会影响内存中

的数据。 因此,当 Reduce 任务失败时,可以简单地

利用 Spark 调度器重新提交任务,而无需对 PDM-
Shuffle 进行额外修改。

通过这种设计,PDM-Shuffle 能够在保持最小化

内存损失的同时,有效地处理任务失败情况,且无需

对 Spark 的核心调度机制进行大规模修改。

4　 实验与结果

4. 1　 基本配置

4. 1. 1　 实验平台

由于 PDM-Shuffle 的架构设计是基于诸如 CXL
总线连接的原始内存设备,且目前 CXL 相关产品暂

时还未普及化,因此本次实验采用模拟的方式来实

现多主机之间共享的 CXL 内存设备。 实验平台为

一台高性能的多核服务器,具体配置如下:处理器为

Intel Xeon Silver 4210R CPU(@ 2. 40 GHz,40 核,双
NUMA 节点)、内存为 256 GB(每个 NUMA 节点拥有

128 GB)。
4. 1. 2　 计算及内存节点硬件配置

对于计算节点,本文在服务器中虚拟出了 3 台

虚拟机,分别充当 Spark 的 1 个 Master 和 2 个 Work-
er。 对于共享内存节点,则采用 IVSHMEM( Inter-
VM Shared Memory)技术在多个虚拟机中进行实现。
同时,参考文献[14,20]的模拟方式,本文对计算和

内存节点的硬件设备来源作了一定的限制。 其中最

重要的是 Worker 的 CPU 和内存节点的内存将来自

不同的 NUMA 节点,以模拟实际 CXL 内存设备的访

问延迟。 表 1 展示了各节点的基本硬件配置。

表 1　 计算及内存节点的硬件配置

节点名称 配置

Spark Master CPU:10 核(NUMA 节点 1)
　 内存:20 GB(NUMA 节点 0)

Spark Worker 1 CPU:10 核(NUMA 节点 0)
　 内存:40 GB(NUMA 节点 0)

Spark Worker 2 CPU:10 核(NUMA 节点 0)
　 内存:40 GB(NUMA 节点 0)

内存节点 128 GB(NUMA 节点 1)

4. 1. 3　 软件配置

　 　 本次实验使用的 Spark基础版本为 3. 3. 2,
Hadoop 分布式文件系统(Hadoop distribuced file sys-
tem,HDFS)对应的 Hadoop 版本为 3. 2. 4,数据存储

节点为 2 台 Worker 机器,测试负载的数据集均保存

在 HDFS 上。 Spark 的 driver 和 executor 分别运行在

Master 和 Worker 上,因此它们的运行核数和内存大

小基本与对应的计算节点配置一致。 元数据控制节

点将运行在 Spark Master 所在的机器上。 除此之

外,本文还在 Spark 中实现了 2. 1 节中介绍的 Zeus,
用以证明 PDM-Shuffle 较其他存算分离优化方案的

性能优势。
4. 2　 微基准性能测试

微基准性能测试主要测试 Spark 中涉及 shuffle
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的基础操作算子(重分区类 gropuByKey、partitionBy,
排序类 sortBy, 连接类 join, 聚合类 reduceByKey
等),本小节将基于 4. 1 节中的软硬件基本配置,实
现这些基础操作算子并评估 PDM-Shuffle 的性能。
4. 2. 1　 测试程序

微基准测试中,本文将从 3 个方面分析 PDM-
Shuffle 带来的性能优化。 作为 shuffle 操作的典型

代表,groupByKey 将具有相同 key 的数据分组到同

一个分区中,会涉及全部数据的重新分区,同时

groupByKey 相对于 reduceByKey 或 sortByKey 来说

不需要进行任何排序或聚合操作,更直接地反映了

数据重新分区所带来的开销,可以更准确地评估

shuffle 操作的性能。 因此,测试 1 和测试 2 将基于

groupByKey,分别观察调整任务数量和单次任务数

据量对于整体作业的性能影响。 对于测试 3,将在

固定任务数量及单次任务数据量之后,观察不同基

础操作算子的性能优化特征。
4. 2. 2　 测试指标

微基准测试中的所有测试都以 Map 和 Reduce
阶段的执行时间( s)作为衡量系统性能的指标,并
与原始 Spark 以及 Zeus 的执行时间进行对比。 其

中,Map 阶段和 Reduce 阶段的执行时间加和为单个

作业整体的端到端时延。 端到端时延优化百分比计

算方法为式(3)和(4),用以对比不同情况下 PDM-
Shuffle 及 Zeus 相对于原始 Spark 的优化情况。

ImprovementPDM =
LatencySpark - LatencyPDM

LatencySpark
× 100%

(3)

ImprovementZeus =
LatencySpark - LatencyZeus

LatencySpark
× 100%

(4)
式中: ImprovementPDM 和 ImprovementZeus 分别代表了

PDM-Shuffle 及 Zeus 相对于原始 Spark 的时延优化

百分比, LatencySpark、LatencyPDM 和 LatencyZeus 分别代

表基于原始 Spark、PDM-Shuffle 及 Zeus 的端到端时

延。
4. 2. 3　 测试结果及分析

测试 1:固定单次任务数据量,调整任务数量。
测试 1 中,固定单个任务的输入记录数为 300

万条,大小约为 185 MB。 为观察 PDM-Shuffle 性能随

着任务数量增加的变化,任务总数量由 96 一直调

整到3 072,输入数据总量由 11 GB 增加到 370 GB,
map 和 reduce 任务数量比例保持在 2 ∶ 1。

根据图 8,随着任务数量的增加,PDM-Shuffle 相

对于原始 Spark 的性能优势逐渐凸显,其中端到端

时延性能提升比例由 26%提升至 40%左右,而 Zeus
最高仅提升不到 30% ,特别是 Reduce 阶段 PDM-
Shuffle 可以将性能提升比例由 15% 提升至 75% 。
值得注意的是,总任务数为 3 072 时,shuffle 的数据量

达到了137 GB,超出了共享内存的最大容量 128 GB,
虽然有部分数据溢出并使用了 3. 3 节中的 RSS 进

行 shuffle 数据的写入和读取,但整体性能优化仍具

有较好的效果。

图 8　 不同任务数量下 groupByKey 的性能表现

测试 2:固定任务数量,调整单次任务数据量。
测试 2 中,固定任务总数量为 512,由于后期单

个 Reduce 任务需处理的数据量过大,因此将 Map
和 Reduce 任务数量比例设置在 1 ∶ 1。 为观察

PDM-Shuffle 性能随着单个任务数据量增加的变化,
单个任务的输入记录数由 100 万条调整到 2 000 万

条,单个任务大小由 62 MB 增长到 1. 2 GB,作业输

入数据总量由 15 GB 增加到 310 GB。
根据图 9,在单个任务数据量为 927 MB 和 1. 2 GB

时 PDM-Shuffle 的端到端时延优化比例分别达到了

40% 和 36% ,均比 Zeus 的实现提高了 15% 左右。
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相较于测试 1,Reduce 阶段由于单个任务占用的内

存量过大,导致了频繁的 Java 虚拟机( java virtual
machine,JVM)垃圾回收( PDM-Shuffle 中最高达到

了单个任务总时间的 62. 5% ),最终优化效果不及

测试 1。
测试 3:固定单次任务数据量及任务数量,调整

基础操作算子。
测试 3 中,固定单个任务的输入记录数为 300

万条,大小约为 185 MB,任务总数量为 384,Map 和

Reduce 任务数量比例保持在 2 ∶ 1,整个作业的数据

量为 46. 4 GB。

图 9　 不同单次任务数据量下 groupByKey 的性能表现

如图 10 所示,从左向右 5 类操作算子的端到端

时延优化比例分别达到了 45% 、23% 、49% 、38% 、
37% ,同时 Zeus 在所有操作算子中的表现均不及

PDM-Shuffle。 可以观察到排序类算子 sortByKey 整

体优化效果最差,这主要是因为原始 Spark 默认采

用基于排序的 shuffle 方式,在所有算子中都会将单

个 Map 任务中的数据先进行部分排序再 shuffle。 而

PDM-Shuffle 仅在排序类 sortByKey 算子中需要进行

排序的过程。 对于连接类算子 join,由于会进行多

次 shuffle 写入,因此在 Map 阶段的优化效果要强于

其他算子。 而对于聚合类算子 reduceByKey,在 Map
阶段进行了部分数据的预聚合,导致 shuffle 阶段传

输的数据量要远少于其他算子,因此其 Reduce 阶段

整体执行时间要少于其他算子。 相比之下,重分区

算子 partitionBy 不需要在 Reduce 端再将相同 key
的数据进行聚合,因此 Reduce 阶段的执行时间将大

大少于 groupByKey。

图 10　 不同操作算子的性能表现

4. 3　 宏基准性能测试

宏基准性能测试主要涉及 Spark 中常见的真实

场景综合应用。 其中,TeraSort[23] 为 Hadoop 提供的

标准测试程序,是一个混洗密集型测试基准,用于对

大规模数据集进行排序。 其过程包括数据生成、数
据分区、排序、合并和验证。 随机生成的数据记录按

照键进行排序,最终会被验证排序结果的正确性,被
广泛应用于各类 MapReduce 应用的性能评估[11,24]。
PageRank[25]则是一种图计算的迭代算法,用于衡量

网页的相关性或重要性,计算过程中会涉及多次混

洗。 因此,本小节将基于 4. 1 节中的软硬件基本配

置,通过 TeraSort 和 PageRank 分别代表排序和图计

算的综合应用程序,以测试 PDM-Shuffle 在宏基准应

用程序中的性能。
4. 3. 1　 TeraSort 测试及结果分析

在 TeraSort 宏基准测试中,固定每个任务的数

据量约为 150 MB,并通过控制任务数量来生成不同

大小的总体测试负载,范围为 15 ~ 250 GB。 单个作

业端到端延时(单位为 s)为衡量系统性能的指标,
并以原始 Spark 及 Zeus 的完成时间作为比较基准。
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如图 11,可以观察到 TeraSort 的优化效果与4. 2
节中的测试 1 具有类似的趋势,随着任务数和总数

据量的增加,原始 Spark 和 PDM-Shuffle 的性能差距

逐渐拉大,性能优化比例由 12% 提升至 49% ,而
Zeus 在小数据量下的表现甚至不如原始 Spark。 数

据量为 250 GB 时,使用 PDM-Shuffle 可减少整体作

业 1 560 s 的端到端延时,相较于 Zeus 提升了 36% 。

图 11　 不同任务数量下 TeraSort 的性能表现

4. 3. 2　 PageRank 测试及结果分析

在 PageRank 宏基准测试中,测试数据集选用了

来自斯坦福网络分析项目(Stanford Network Analysis
Project,SNAP)的社会网络数据集(soc-LiveJournal1)
和社区网络数据集( com-Friendster)。 这些数据集

的基本特征和具体实验配置见表 2。

表 2　 PageRank 数据集及实验配置

数据集 大小 / GB 迭代次数 混洗数据量 / GB
soc-LiveJournal1 1. 0 10 2. 7
com-Friendster 30. 0 5 99. 7

如图 12 所示,PDM-Shuffle 在这 2 种测试数据

集下都实现了一定程度的性能优化。 由于 PageR-
ank 算法会进行多次迭代计算,性能收益还会随着

迭代次数的增加而持续增长。 在使用 soc-LiveJour-
nal1 数据集进行实验时,Zeus 的内部算法导致每次

迭代的 shuffle 数据量高于另外 2 种方案,因此作业

执行的端到端延时甚至高于原始 Spark。 另外,在使

用 com-Friendster 数据集进行实验时,原始 Spark 出

现了多达 7 次的 stage 重算,其中 Reduce 端的 Fetch
Failed Error 是主要原因之一。 相比之下,PDM-Shuf-
fle 的 shuffle 数据传输不涉及网络,因此只有少量子

任务由于计算时间过长而需要进行失败重算,性能

优化比例高达 65% ,相较于 Zeus 提升了 18% 。 此

外,PDM-Shuffle 还借助于 3. 4 节设计的容错机制,
保证了重计算的正确性,未出现整个 stage 重算或失

败的情况。 这也是在大型数据集下 PDM-Shuffle 性

能远高于原始 Spark 的一个重要原因。

图 12　 不同测试数据集下 PageRank 的性能表现

4. 4　 可靠性测试

4. 4. 1　 测试基准

为了评估在分离式内存容量不足时,数据转写

到 RSS 后 PDM-Shuffle 的性能表现,本节将基于

125 GB的 TeraSort 宏基准测试,分别将分离式内存

大小调整为 shuffle 数据量大小的 0% 、25% 、50% 、
75%及 100% ,对应数据溢出比例为 100% 、75% 、
50% 、25%及 0% 。 本次实验中,分布式文件系统为

运行在原宿主机系统上的网络文件系统( network

file system,NFS)。
4. 4. 2　 测试结果及分析

如图 13 所示,即使数据 100% 溢出并完全使用

RSS,PDM-Shuffle 仍然实现了 5% 的优化比例。 然

而,本次实验中整个集群仅部署了2个Worker节点,
这意味着原始 Spark 中的 Reduce 过程有大约一半

的任务可以从本地读取数据,而 RSS 则需完全远程

读取,从而削弱了一部分 Reduce 阶段的优化效果。
若扩大集群规模,预计使用 RSS 的优化效果将会进
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一步凸显。

图 13　 不同数据溢出比例下 TeraSort 的性能表现

此外,随着数据溢出百分比的下降,整体的端到

端时延以及 Map 和 Reduce 阶段的执行时间逐步都

有所下降,性能优化比例最终达到 45% ,这证明了

PDM-Shuffle 的有效性及整体系统的可靠性。

5　 结 论

本文提出了一种基于被动分离式内存的数据混

洗系统 PDM-Shuffle,旨在应对存算分离架构下混洗

过程带来的新挑战。 该系统的核心思想是通过共享

分离式内存设备来进行混洗数据交换,以替换当前

基于本地磁盘存储及 TCP / IP 传输的数据混洗过

程。 由于原始内存设备仅能被动地写入数据,缺少

对内存地址的一致性管理机制,PDM-Shuffle 系统对

内存进行了预分区,并引入了元数据控制节点来分

配写入地址并保证多节点的并发写入正确性,实现

了同分区数据预聚合。 这一方案不仅消除了混洗数

据的网络传输过程,还借助了内存介质的存储优势。
同时,针对内存数据溢出和任务失败的情况,本文提

供了相应的分离式外存转写方案和最小代价重计算

方案。 最终的实验结果充分验证了针对不同的基准

程序及溢出或失败的情况,本文提出的 PDM-Shuffle
均能大幅优化混洗密集型应用的性能。

本研究展示了新型分离式内存系统在数据混洗

过程中的潜在优势。 下一步将扩大计算节点数量,
并设计分布式的元数据控制节点,以探索优化计算

节点与元数据控制节点之间的 RPC 通信过程,减少

Map 端请求写入地址时引入的网络延迟。
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Abstract
Using the separation of storage and compute architecture, the computation and storage processes of the shuffle

phase can be decoupled, thereby enhancing the scalability of distributed data processing applications. However,
transferring shuffle data to remote storage nodes introduces additional network overhead, and storage nodes may be-
come a new communication bottleneck. To address the new challenges faced by shuffle after introducing the separa-
tion of storage and compute architecture, this paper proposes a shuffle system called PDM-Shuffle based on passive
disaggregated memory, which uses a novel consistency bus interconnect protocol compute express link (CXL) to di-
rectly connect shared memory devices for storing and exchanging shuffle data, avoiding the hard disk storage and
transmission control protocol / Internet protocol(TCP / IP) transmission. Given that memory devices only support pas-
sive data writing, this paper adopts methods such as memory pre-partitioning and metadata control node allocation
of memory addresses to ensure the pre-aggregation of data in the same partition and consistent access management of
shared memory. Experimental results show that when processing large-scale datasets, compared with traditional
centralized architectures, the PDM-Shuffle system can optimize the single job completion time of comprehensive ap-
plications such as TeraSort and PageRank by 49% and 65% , respectively. Relative to the existing optimization so-
lutions in the separation of storage and compute architecture like Zeus, it has been improved by 36% and 18% , re-
spectively.

Key words: shuffle, separation of storage and compute, disaggregated memory system, compute express link
(CXL), memory consistency, pre-aggregation
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