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摘　 要　 结构化剪枝将神经网络中整组权重捆绑删除来压缩和加速模型。 大多数已有的

剪枝方法将模型修剪到预定的稀疏度,即修剪固定比例的权重,而不是以优化推理时间为

目标。 然而,稀疏度与推理时间非线性对应,修剪到指定稀疏度的方法不能直接适配以推

理时间为约束的应用场景。 为了解决这个问题,提出一种新颖的推理时间约束的结构化

剪枝方法( inference time constrained pruning,ITCP),可以自动搜索实现所需推理加速的剪

枝方案,同时最小化模型精度损失。 ITCP 首先将推理时间约束的剪枝任务建模为一个约

束优化问题,即在指定推理时间内,最大化性能分数,然后用动态规划算法高效求解。 此

外,还构建性能模型来快速估计不同稀疏度下模型的推理时间。 在 CIFAR 10、CIFAR 100
和 ImageNet 数据集上的剪枝实验表明,ITCP 在保证加速前提下,相比基线剪枝策略实现

了更高的准确性。
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　 　 最近出现的边缘计算应用引起了对深度神经网

络压缩的关注。 深度神经网络压缩可以降低模型的

计算和存储成本,使其能在终端设备上运行。 主要

的压缩技术包括剪枝[1]、量化[2]、知识蒸馏[3] 和低

阶分解[4]。 其中,剪枝已被证明对神经网络压缩和

加速非常有效[5 - 7],可以大幅缩小模型的同时保持

准确性。 不同的剪枝方法大致可分为 2 种:将单个

权重清零的非结构化剪枝和删除整个子结构的结构

化剪枝。 非结构化剪枝产生稀疏的权重矩阵,并依

赖于特定的软硬件来实现运行加速。 相比之下,结
构化剪枝删除了整个结构化组件,例如整个通道或

滤波器,能在不同硬件上获得加速,具有更广泛的实

际应用。
大多数剪枝方法将模型修剪到指定的稀疏度,

并报告浮点运算次数(floating point operations,FLOP)
的减少,而没有直接考虑模型的推理时间。 然而,稀

疏度和计算量与推理时间并不是线性对应,修剪

75%的权重或者 FLOP 减少 75%并不能带来 4 倍的

加速比,通常仅有 2 倍左右。 此外,修剪固定比例权

重的剪枝算法难以直接估计所获结构的加速比。 如

果推理时间无法满足要求,则需要使用不同的稀疏

度重复整个剪枝过程,直到达到目标加速且准确率

下降最少。 因此,一个更实际的任务是在尽可能减

少性能损失的情况下,修剪模型达到预定的加速比,
而不是预定的稀疏度。

为了解决这个挑战,本文提出了一种新颖的推

理时间约束的结构化剪枝方法( inference time con-
strained pruning,ITCP)。 给定推理引擎和硬件上需

求的加速比,ITCP 自动确定每个网络层修剪多少参

数,在实现所需加速比的前提下,最大限度地减少模

型性能损失。 ITCP 将具有加速目标的结构化剪枝

建模为逐层执行时间和启发式重要性分数的组合约
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束优化问题,并为求解该问题设计了动态规划求解

和推理时间估计 2 个模块。
本文将剪枝问题建模为:给定总推理时间限制,

最大化模型的性能分数。 为了使这个问题易于处

理,需要额外的近似值。 本文假设总和推理时间为

各层推理时间之和,模型性能分数也由各层得分相

加给出,并通过额外的离散化处理,使该问题可以用

动态规划求解。 其中,性能分数采用权重归一化范

数作为启发式的重要性得分进行估计。
为了获得单独的模型层在不同稀疏度下的执行

时间,已有方法采用模拟的方式,将单独的模型层裁

剪到不同稀疏度,在硬件上执行并记录推理时间。
虽然该方法可以准确获取推理时间,但需要重复耗

时的测试记录过程,并且更换模型结构或硬件都需

要再次收集,不够灵活。 本文提出了一个性能分析

模型,根据模型层的参数(如矩阵的大小)和硬件指

标(如指令延迟)来估计执行时间。
为了评估本文提出的剪枝算法的有效性,在

CIFAR 10、CIFAR 100 和 ImageNet 数据集上进行实

验,结果显示本文提出的 ITCP 方法修剪的模型的准

确率与速度权衡明显优于现有剪枝策略。 对于给定

的加速比,本文的剪枝算法在不同数据集和不同模

型上均优于基准方法。 本文的主要贡献如下。
(1)提出了推理时间约束的模型剪枝方法。 将

模型剪枝建模为给定推理时间限制,最大化性能分

数的优化问题,实现修剪到指定加速比的目标。
(2)设计性能模型估计运行时间,并用动态规

划算法求解时间约束下的剪枝问题。
(3)进行了详尽的实验和分析,在多个模型和

数据集上取得比基准方法更好的性能,证明了本文

所提方法的有效性。

1　 相关工作

本节简要回顾与模型剪枝相关的工作,并重点

介绍了与本文工作关联紧密的资源约束的剪枝

方法。
1. 1　 模型剪枝

模型剪枝删除网络中不太重要或冗余的参数来

压缩和加速模型而不影响其性能。 早期的一种非常

成功的剪枝方法使用权重的绝对值大小作为启发式

重要性分数[1],删除绝对值小的权重。 研究者们提

出了一种剪枝再训练的迭代式流程来减少精度损

失。 后续提出了各种重要性评估方法,例如,文

献[7]采用参数导数的绝对值衡量参数重要性。 文

献[8]采用特征图的秩,认为低秩特征图包含的信

息较少。 文献[9]用批归一化层的扩展因子衡量通

道重要性。 其他方法还包括通道相似度[10]、损失变

化信息[11 - 12]和梯度流[13 - 14] 等。 在剪枝方式上,研

究者们也提出了多种模式。 软剪枝[15] 允许在剪枝

后微调模型时更新被修剪的参数,提供了更大的优

化空间。 文献[16]在训练过程中添加稀疏诱导正

则化,使部分参数逐渐趋近于 0,然后再进行修剪,
以减少模型精度损失。

由于结构化剪枝会造成模型结构的修改,耦合

参数的处理是其独特的研究重点。 例如,修剪前一

层的输出通道需要删除后继层的输入通道。 一些工

作使用经验规则或预定义的结构模式来处理层间耦

合关系[14,17],但适用的模型结构有限。 最近的进展

集中在层依赖关系的自动分析上,以解决任意架构

的结构剪枝问题。 文献[18]引入了数据流耦合的

概念,通过枚举相关层和数据传播来表征耦合。 文

献[19]设计了一种依赖图方法,以广义的方式捕获

层关联和依赖关系。 然而,上述剪枝技术都没有专

门针对推理时间或其他资源限制进行优化。
1. 2　 资源约束的模型剪枝

虽然结构化剪枝可以提高推理速度,但许多工

作仅仅关注每秒浮点运算次数( floating point opera-
tions per second,FLOPS)的减少,提供理论上的加速

比。 有研究发现,FLOPS 指标不能直接决定实际推

理速度,还需要考虑内存访问[14]。 例如,3 × 3 卷积

的计算量是 1 × 1 卷积的 9 倍,但推理时间却小于 9
倍。 一些研究考虑了资源约束下的模型剪枝。 约束

感知重要性估计(constraint-aware importance estima-
tion,CAIE) [20]通过考虑滤波器对多个资源约束的

贡献来贪婪地对滤波器进行排名。 背包剪枝(knap-
sack pruning,KP) [21]将结构化剪枝构建为 0 / 1 背包

问题,求解滤波器在单一约束下的选择问题。 自动
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匹配模型压缩(automated machine learning for model
compression,AMC) [22] 使用单次剪枝性能作为代理

来训练强化学习代理,以预测逐层结构化稀疏目标。
能耗感知的剪枝[23] 提出了一种基于能量感知的剪

枝算法,根据层的能耗进行剪枝。 推理感知的剪

枝[24]结合了模型性能和特定资源的约束,并用基于

贝叶斯优化的方法自动确定每个卷积层保留的滤波

器数量。
上述方法以资源约束而不是稀疏度为目标,但

其约束大多是准确率、浮点计算量、参数量等与硬件

无关的指标。 本文的剪枝算法以实际硬件的推理时

间为约束,在满足推理时间的限制下寻找高精度的

剪枝方案。 在该约束优化问题中,不同稀疏性下的

加速是非线性的,使得问题建模和求解都更加困难。
与本文最相关的工作是动态搜索稀疏度分

布(sparsity profiles via dynamic programming search,
SPDY) [25]。 SPDY 为非结构化剪枝设计自动确定实

现所需加速目标的逐层稀疏度的算法,同时最小化

精度损失。 它通过在实际系统上运行不同稀疏度的

层来收集推理时间和误差数据,然后求解分层误差

约束下的最优分层稀疏度。 然而,为了获得准确的

分层误差,该方法需要消耗大量时间来训练不同稀

疏度的层,并且非结构化剪枝的加速高度依赖软硬

件的实现,因此难以迁移到新模型或新设备。

2　 方 法

本节介绍本文提出的推理时间约束的结构化剪

枝算法。 首先形式化建模该任务,然后介绍本文提

出的剪枝算法的整体流程,并详细描述用于预测推

理时间的性能模型和动态规划求解算法。
2. 1　 问题建模

给定模型和加速比目标,该任务识别并删除推

理时间和模型精度权衡最差的组件。 具体来说,本
文希望解决在满足总和推理时间 T 的同时,找到模

型精度下降最小的结构。 目标推理时间 T 由原始模

型运行时间 T0、 目标加速比 Z 和其他固定时间消耗

Tb 计算得出, T =
T0

Z - Tb。其中, Tb 与硬件设备有关

且无法通过剪枝加速。 为了使问题易于处理,本文

采用了一些近似。 首先,神经网络可以用由运算节

点组成的计算图表示,因此可以通过聚合每个运算

节点的推理时间来近似总体推理时间。 由于模型部

署推理时可能执行层融合,该值可能有误差,但这通

常是一个很好的估计。 对于模型精度的近似,本文

用每层剪枝后的启发式重要性分数累加,来判断剪

枝后模型的质量。 该近似值类似全局剪枝方

法[5,16,19]。 全局剪枝方法对模型全部权重进行重要

性排序,保留重要性最高的权重。 此时模型权重的

重要性总和最高,潜在认为模型质量最好。 本文的

近似方法同样用剪枝后的剩余权重的重要性累加来

衡量模型质量。 此外,结构化剪枝的稀疏度集合 S
是离散的,可以建模以下约束优化问题。

max
s1,…,sL∈S

∑
L

l = 1
isll s. t. ∑

L

l = 1
tsll ≤ T (1)

式中: L是模型的总层数, sl 表示第 l层的稀疏度, isll
表示第 l 层在稀疏度 sl 下的重要性分数, tsll 是对应

的第 l 层推理时间。 当剪枝方法固定时,对于具有

相同稀疏度的同一层,剩余权重的形状相同(卷积

核数目、输入输出通道数等),因此具有相同的推理

时间,可以将问题简化为求解每层的稀疏度配置。
2. 2　 剪枝框架

在结构化剪枝中,各层的稀疏度配置不能独立

地求解,需考虑层间的耦合关系。 神经网络具有复

杂的内部结构,参数层耦合在一起,需要同时被修剪

以确保剪枝后模型的正确性。 本文抽象模型中的参

数化层和非参数计算。 共有 L 层的神经网络模型 F
可以形式化为计算节点序列 F = { f1, f2,…, fL},
其中计算节点 fi 表示参数化层(如卷积层、全连接

层)或非参数化操作(如张量相加、张量拼接)。 耦

合的层具有相同的稀疏度配置,在求解过程中将其

视为同一层。 此外,由于某些参数化层的输入和输

出处可能具有不同的剪枝方案,计算节点 fi 入口处

和出口处可以进一步细化为 f -i 和 f +i , f -i 表示计算节

点入口, f +i 表示计算节点出口,同一层可能拥有入

口和出口 2 个稀疏度配置。
剪枝框架首先将模型参数根据耦合关系分组。

模型结构的耦合关系可分为由计算节点间的连接导

致的节点间依赖关系和计算节点内的传递性导致的
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节点内依赖关系。 节点间依赖关系由神经网络的拓

扑结构决定,可以通过模型运行时的数据传播过程

获取。 节点内依赖关系只存在于特定的计算节点,
如批量归一化层、张量加法、激活函数等。 通过遍历

模型执行过程中所有可能的数据流路径,所有计算

节点根据依赖关系划分为不同的剪枝组,同一组内

各层剪枝后维度保持一致。
算法 1 详细描述了模型计算节点分组的工作流

程。 首先遍历计算节点,根据网络拓扑构建计算图。
然后,遍历计算节点出口,用宽度优先搜索(breadth
first search,BFS)获取包含该节点出口的剪枝组,并
添加到分组列表。

算法 1: 模型计算节点分组

输入: 神经网络模型 F
输出: 分组列表 G
初始化依赖图 GG[2L][2L] 为 0,已访问节点列表 V = {}
for i = 1 to L do
　 if fi 是具有层内依赖的特殊节点

　 　 　 　 　 CG[ f -i ][ f +i ] = CG[ f +i ][ f -i ] = 1
　 for j = 1 to L do
　 　 if f j 是 fi 的后继节点

　 　 　 　 　 CG[ f -j ][ f +i ] = CG[ f +i ][ f -j ] = 1
　 done
done
for i = 1 to L do
　 if f +i ∉ V
　 　 g = { f +i }
　 　 宽度优先搜索获取分组 g = BFS(CG, g)
　 将分组 g 添加到分组列表 G 中

done

2. 3　 动态规划求解

获取结构化剪枝的分组后,式(1)的层转化为

参数分组,同一个分组视为一层,共享稀疏度配置。
然而,式(1)中定义的约束优化问题是 NP 难的,需
要指数时间来求解。 由于结构化剪枝导致的稀疏度

是离散的,可以将推理时间也离散化,并进一步对稀

疏度和时间分桶,使该问题可以在线性时间内用动

态规划算法有效地求解。
用 I( l,t) 表示到第 l层且花费时间 t时,可获得

的最高重要性得分。 该分数可由当前第 l 层修剪到

稀疏度 s 的得分 isl, 加上前 l - 1 层可获得的最大得

分递推得到。 同时,总运行时间 t 减去第 l 层所用时

间 tsl, 可得到前 l - 1 层运行时间。 因此可以将问题

化为以下递归。
I( l,t) = max

s∈S
I( l - 1, t - tsl) + isl (2)

I(1,t) =
max
s∈S

is1 　 ∃ts1 ≤ t

0　 　 　 其他
{ (3)

该递推用层数、时间和稀疏度的三重循环动态

规划求解最优解,递推式中的最大值消除了对稀疏

度的依赖。 算法的时间复杂度为 O(L·| T |·| S | ),
空间复杂度为 O(L·| T | )。 通过记录取得最大值的

路径,得到各层的最佳稀疏度,进而获得整个模型的

剪枝方案。 具体描述如算法 2 所示。

算法 2: 动态规划求解稀疏度配置

输入:时间 T
输出:各层稀疏度配置

初始化动态规划数组 dp[L][T] 和稀疏度数组 p[L][T] 为 0
for s ∈ S do
　 if dp[ l][ ts1] > is1
　 　 dp[ l][ ts1] = is1, p[ l][ ts1] = s
done
for l = 2 to L do
　 for s ∈ S do
　 　 for t = tsl to T do
　 　 　 if dp[ l - 1][ t - tsl] + isl > dp[ l][ t]
　 　 　 　 dp[l][t] = dp[l - 1][t - tsl] + isl, p[l][t] = s
　 　 done
　 done
done
获取最大得分对应的时间 t = argmax

t
dp[L][ t]

for l = 2 to L do
　 返回每层稀疏度 sl = s = p[ l][ t]
　 t = t - tsl
done

对于重要性得分的计算,由于耦合层已经被分

组,且需要同时修剪,可以在一个组中估计组级别的

通道重要性。 然而,现有剪枝算法中的重要性估计

方法主要用于估计单个层中通道的重要性。 本文首

先估计单个层的通道重要性,然后将重要性在组内

聚合以衡量组级的通道重要性。 文本使用简单的基
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于 l2 范数的通道重要性评估,并在一个组内求平均

值作为组内该维度的综合重要性。 给定一个剪枝组

g = {W1,W2,…,W| g| },Wi 表示分组 g 中第 i 个权

重矩阵, | g | 表示组内权重总数。 用归一化的通道

范数作为启发式重要性分数计算每个单独层的重要

性,对于具有稀疏度 s 的层,其重要性分数计算为

I(W) =
‖Ws‖2

2

‖W‖2
2

(4)

式中: I(W) 表示单独一个模型层的重要性得分,
Ws 表示该层剪枝后剩余部分的权重矩阵,W 表示该

层原始权重矩阵,‖·‖2
2 表示 2 范数的平方。 整

个剪枝组在动态规划算法中视为一层,其重要性得

分 is 则可以计算为

is = 1
| g | ∑W∈g

I(W) (5)

实际剪枝时,保留具有最大范数的通道,以使该

层的重要性分数最大化。
2. 4　 推理时间预测

已有方法通过记录不同稀疏度下的各层在实际

推理环境中的运行时间,构建运行时间表以对一个

稀疏配置进行快速的推理时间估计。 然而,该表仅

适用单一模型和硬件,新模型结构或硬件需要重新

统计运行数据,可扩展性低。 此外,对于结构化剪枝

中入口和出口处剪枝方案不同的层,该表的构建与

记录十分繁琐。 本文构建性能模型,通过层的参数、
目标硬件信息以及批处理大小等超参数估计该层的

推理时间。
2. 4. 1　 内核分类

本文考虑 2 类计算核:计算瓶颈核和带宽瓶颈

核。 通过计算该内核的计算密度,并与硬件相关的

阈值进行比较,可将内核分为计算瓶颈和带宽瓶

颈。 计算密度定义为计算量除以访存量,单位为

FLOP·Byte - 1。计算量用内核的 FLOP 统计,而访存

量包括输入特征、输出特征和模型权重的内存占用。
当内核的计算密度小于硬件计算强度阈值时处于带

宽瓶颈,大于时则处于计算瓶颈。 内核的计算密度

可由具体的内核参数计算得到,包括输入特征图的

形状、输出特征图的形状、内核权重矩阵形状和内核

类型(卷积层、线性层、归一化层等)。 硬件的计算

强度阈值则由峰值浮点计算量除以峰值带宽得到。

本文不考虑未充分利用硬件的情况,因为此时

推理时间中无法被剪枝加速的部分占比大,加速比

的计算没有意义。 此外,通过增大批处理大小,通常

可使带宽或计算处于瓶颈。
2. 4. 2　 内核执行时间预测

图形处理器( graphics processing unit,GPU)中

的线程被组织为线程块,且一次可以并行执行的多

个块,其最大线程块数量 Bmax 等于一个 GPU 中的流

式多处理器(stream multiprocessors,SM)的数量或驻

留的块数。 当单个计算核分解成的块数较多时,需
要多次迭代完成计算。 总线程块数量 B total 可通过

超参数计算得到,例如卷积核的输出特征图大小、输
出通道个数、批处理大小等。 除了最后一次迭代,所
有迭代的执行时间都是相同的。

对于计算瓶颈核,由于并行化计算,每个块的计

算时间基本相同。 此时运行时间与迭代次数成正

比。 块的数量增加时,执行时间会呈阶梯式增加。
将实际计算指令的吞吐量用硬件峰值计算指令吞吐

量估计,总执行时间为

t = n
Fnum

Fmax
(6)

n = 「
B total

Bmax
⌉ (7)

式中: t 是运行时间, n 是迭代次数, Fnum 是单次迭代

的计算指令数, Fmax 是峰值计算指令吞吐量,「⌉表
示向上取整。

当带宽是瓶颈时,由于访存指令通常是串行化

的,每次迭代的执行时间与访存指令的数量成正比。
将实际访存指令的吞吐量用硬件峰值访存指令吞吐

量估计,则执行时间为

t =
B total

Bmax
·

Dnum

Dmax
(8)

式中: Dnum 是单次迭代的访存指令数, Dmax 是峰值

访存指令吞吐量。
上述公式中符号的具体数值与内核实现和内核

输入有关。 总块数 B total 与计算任务划分为子任务

的方式相关。 以通用矩阵乘(general matrix multipli-
cation,GEMM)为例,矩阵乘法被分解为小矩阵乘,
单个块可能的大小为{(32,32),(64,128),(128,
128)},可通过内核参数静态分析获得具体的实现,
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然后计算出总块数 B total。 对于单次迭代的计算指令

数 Fnum, 可运行少量测试分析单个块中浮点计算指

令的数量,然后与 Bmax 相乘得到。 Dnum 可以用类似

的方式计算,它与内核的输入输出以及权重的大小

成正比。
在求解式(1)时,虽然将耦合的参数组视为了

同一层,但执行时间仍需以单独的模型层的粒度进

行预测。 首先根据稀疏度确定单独的层的参数形

状,使用上述公式预测执行时间;然后累加起来估计

参数组的运行时间。
2. 5　 推理时间约束的剪枝算法

给定预训练模型和由加速比计算得到的目标时

间 T 作为输入,本文提出的剪枝算法将推理时间约

束的剪枝问题简化为各层稀疏度分配问题,并用动

态规划求解。 对于每一个稀疏性配置,预测该层执

行时间,同时计算该层的权重范数,获取对应的重要

性得分。 然后,推理时间数据和重要性分数传递给

动态规划求解程序,求解具有目标推理时间 T 和最

大性能得分的分层稀疏度配置。 最后根据该稀疏度

配置执行剪枝,删除权重范数最小的通道,并通过重

训练恢复精度。 虽然本文采用权重范数作为重要性

分数,该框架可以轻易扩展到其他重要性度量。 由

于性能模型仅适用英伟达 GPU 的运行时间预测,因
此整体算法目前仅适用于 GPU。 此外,模型推理时

间包含不能用剪枝加速的固定时间,算法适用于硬

图 1　 ITCP 算法流程图

件资源充分利用的情况,此时固定时间占比较小,加
速比的计算才有实际意义。

3　 实验和分析

本节介绍具体的实验设置,并进行了一系列实

验来验证所提方法的有效性。
3. 1　 实验设置

3. 1. 1　 模型和方法实现

在 3 个代表性数据集 CIFAR-10、 CIFAR-100
和 ImageNet上进行了广泛的实验。 CIFAR 数据集被

广泛用于验证剪枝算法的有效性,ImageNet 则是一

个更大规模的评测数据集。 对于 CIFAR 数据集,从
头开始训练基础模型。 初始学习速率设置为0. 1,在
第 50 个迭代轮次和第 75 个迭代轮次减小 10 倍,总
共训练 100 个轮次。 对于 ImageNet 数据集,使用深

度学习框架 PyTorch[26] 官方的预训练模型。 剪枝

后,所有模型都将按照与训练阶段类似的程序进行

微调。 对于剪枝参数,离散的稀疏度集合大小为

128(与通道数匹配),离散的推理时间集合大小为

1 × 104(间隔为总时间除以 104)。
3. 1. 2　 基线方法

本文与经典和前沿的结构化修剪方法进行比

较,以评估所提出框架的有效性。 具体来说,将与以

下方法进行比较。
(1)通道剪枝(channel pruning,CP) [5]是一个经

典的剪枝方法,采用权重范数大小评估重要性,通常

作为剪枝任务的一个强基线。
(2)AMC[22]利用强化学习对剪枝空间进行高

效采样,自动化地寻找剪枝方案。
(3)Greg[16] 联合训练和剪枝,在训练中逐渐增大

被修剪参数的稀疏惩罚强度,迫使其逐渐趋近于 0。
(4)门控批量归一化( gate batch normalization,

GBN) [17]将输出乘以通道缩放因子进行变换,使用

泰勒展开估计缩放因子置 0 造成的误差,并将该估

计值用于全局滤波器重要性排名。
(5)DepGraph[19]设计了一种依赖图,以广义的

方式捕获层关联和依赖关系,并提出了一种分组稀

疏化方法来减轻剪枝造成的精度损失。
—633—

高技术通讯　 2026 年 4 月 第 36 卷 第 4 期



(6)ResRep[27]采用了一种结构重参数化方法,
添加辅助矩阵,并在辅助参数上使用具有惩罚梯度

的更新,修剪后参数合并成具有更小矩阵的原始

架构。
3. 2　 实验结果分析

遵循先前工作的常规设置,表 1 和表 2 分别报

告了在 CIFAR 10 上 ResNet 56 模型和 CIFAR 100
上 VGG 19 模型的剪枝结果。 实验比较了本文的方

法和基线方法在 2. 0 和 2. 5 加速比下剪枝后模型的

准确率。 在单张 Tesla V100 上求解 ResNet 56 模型

大约需要 18 min,求解 VGG 19 模型大约需要 3 min。
从结果可以看到,相比基线方法,本文提出的推理时

间约束的结构化剪枝可以在指定加速比下保持更高

的准确率。 相比于 CP 剪枝方法,本文采用了相同

的重要性指标,但在 2 个数据集上均有明显提升。
基线方法只关注指定的剪枝率,完全由重要性得分

引导剪枝,而不直接考虑推理速度的提升,往往过度

修剪模型才能达到指定的加速比,因此精度损失较

大。 本文提出的方法删除权重时权衡了重要性得分

与运行时间,可以搜索到更优的结构。此外,基线方

　 表 1　 CIFAR 10 上 ResNet 56(93. 80%)剪枝结果对比 %

方法 2. 0 加速比下准确率 2. 5 加速比下准确率

CP 91. 75 90. 24
AMC 91. 90 91. 03
GReg 92. 36 91. 89
GBN 92. 17 90. 77
DepGraph 92. 86 92. 26
ResRep 92. 71 92. 18
ITCP 93. 72 93. 58

　 表 2　 CIFAR 100 上 VGG 19(73. 67%)剪枝结果对比 %

方法 2. 0 加速比下准确率 2. 5 加速比下准确率

CP 71. 65 71. 10
AMC 72. 23 71. 97
GReg 73. 15 73. 01
GBN 72. 59 72. 27
DepGraph 73. 34 72. 89
ResRep 73. 18 73. 04
ITCP 73. 60 73. 54

法需要使用不同的稀疏度值重复整个剪枝过程,以
达到目标加速。 本文提出的方法只需一次求解即可

精确达到目标加速比。
表 3 在更复杂的大规模数据集 ImageNet 上进

一步评估本文的方法。 该数据集上训练的模型冗余

参数更少,因此设置了更低的加速比。 结果显示,本
文提出的方法在不同架构以及不同规模的模型上均

实现了更优的速度与准确率的权衡,显示了本文所

提方法的通用性和可扩展性。 此外,对于为端侧推

理设计的轻量模型 MobileNetV2,本文提出的剪枝算

法取得明显的性能优势,准确率损失比最好的基线

方法小 2. 09% ,展示了在剪枝时考虑推理时间限制

的重要性。

　 　 　 　 表 3　 ImageNet 数据集上剪枝结果对比　 　 　 %

模型 　 方法 准确率 FLOPS 减少

ResNet50
(76. 15% )
1. 5 加速比

CP
GReg
DepGraph
ITCP

73. 50
74. 36
74. 59
75. 84

63
58
54
46

MobileNetV2
(71. 87% )
1. 5 加速比

CP
GReg
DepGraph
ITCP

65. 20
66. 87
67. 16
69. 25

58
55
55
49

ViT-B / 16
(81. 07% )
1. 4 加速比

CP
GReg
DepGraph
ITCP

77. 34
79. 18
79. 46
80. 77

44
43
41
40

3. 3　 性能模型的影响

在本文提出的推理时间约束的结构化剪枝中,
采用性能模型估计推理时间,而不是实际运行得到,
这可能引入误差,因此需要评估性能模型的准确率

以及对剪枝算法的影响。 实验对比了在单张 Tesla
V100 芯片上,以 256 的批处理大小推理 50 000 张图

片的时间。 从图 2 中可以看到,ResNet 50 和 VGG 19
的推理时间预测的整体误差在 6. 00%以内,足以替

代实际测量提供各层在不同稀疏度下的推理时间。
MobileNetV2 的推理时间误差偏大,可能会影响剪枝

算法的性能。
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图 2　 推理时间预测值与测量值对比

为了探讨该误差对剪枝算法的影响,在CIFAR 10
数据集上将基于预测时间的剪枝与基于实际测量时

间的剪枝进行对比,表 4 报告了不同模型剪枝后的

准确率,加速比设定为 2. 0。 从表 4 可以看到,采用

性能模型的预测时间对最终剪枝效果的影响极小。
MobileNetV2 的偏差稍大,这可能是因为数据加载的

时间预测偏差较大,而该网络存在更多的带宽瓶颈

内核。 由于相邻地址中的请求合并、数据缓存等原

因,带宽瓶颈内核的预测执行时间通常偏大,造成剪

枝算法的过度修剪。 对于主要由计算瓶颈内核构成

的网络 ResNet 50 和 VGG 19 而言,采用性能模型预

测足以保证剪枝算法的性能。 由于实际运行时间的

测量存在随机性,以及时间离散化效果,单个层推理

时间的预测误差对剪枝算法的整体影响可以忽略。

　 　 　 　 　 表 4　 不同模型剪枝后的准确率比较　 　 　 　 %

方法 ResNet 50 MobileNetV2 VGG 19
原模型 93. 62 94. 43 92. 84
采用预测时间 93. 43 93. 18 92. 73
采用实测时间 93. 43 93. 54 92. 74

4　 结 论

本文提出了一种高效的推理时间约束的结构化

剪枝方法,可以在保证推理加速的前提下,生成比传

统剪枝方法更好的剪枝方案。 ITCP 首先将推理时

间约束的剪枝任务建模为一个约束优化问题,在指

定推理时间内,最大化性能分数,并用动态规划算法

求解。 为了高效获取不同稀疏度下的推理时间,构

建了一个性能模型预测推理时间,避免了繁琐的运

行时间测量。 在 CIFAR 10、CIFAR 100 和 ImageNet
数据集上的详尽实验验证了本文方法的有效性,ITCP
在保证加速前提下,相对于基线剪枝策略实现了更

高的准确率。
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Inference time constrained structured pruning
Li Chenhao, Li Lin, Qiu Qiang, Zhang Zhibin, Guo Jiafeng, Cheng Xueqi
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Chinese Academy of Sciences, Beijing 100190)

(University of Chinese Academy of Sciences, Beijing 100049)
Abstract

Structured pruning compresses and accelerates neural networks by removing groups of weights in a structured
manner. Most existing pruning methods target a predefined sparsity level, i. e. , pruning a fixed proportion of
weights, rather than directly optimizing inference latency. However, the relationship between sparsity and inference
time is highly nonlinear, making sparsity-targeted pruning methods unsuitable for deployment scenarios with explicit
latency constraints. To address this issue, we propose a novel structured pruning method, termed inference time
constrained pruning (ITCP), which automatically searches for a pruning scheme that satisfies a desired inference-
time budget while minimizing accuracy degradation. Specifically, ITCP formulates latency-constrained pruning as a
constrained optimization problem, where the objective is to maximize a performance score under a given inference-
time constraint, and solves it efficiently using dynamic programming. In addition, a performance model is devel-
oped to rapidly estimate the inference time of models at different sparsity levels. Experimental results on CIFAR-
10, CIFAR-100, and ImageNet demonstrate that, under the same acceleration requirements, ITCP consistently
achieves higher accuracy than baseline pruning strategies.

Key words: model pruning, model compression, performance models, time constraints
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