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车联网边缘计算中的多跳任务卸载决策①

李　 亚②　 张　 原③　 王卫岗　 郭一枫

(河南理工大学物理与电子信息学院　 焦作 454000)

摘　 要　 在车联网( Internet of Vehicles,IoV)移动边缘计算卸载系统中,多跳卸载可将任

务卸载到路侧单元(road site unit,RSU)范围外的车辆上,可以有效地利用空闲车辆的计算

资源,然而由于车辆的高速移动,无法保证节点之间的稳定性。 本文提出了一种基于A∗

算法的集中式动态多跳卸载策略,该策略以最小化任务时延为目标,将问题建模为马尔可

夫决策过程(Markov decision process,MDP),采用A∗算法来确定车辆任务卸载的最优队

列,并利用近端策略优化算法(proximal policy optimization,PPO)进行求解。 仿真结果表

明,该方法与深度 Q 学习和贪婪策略相比,任务完成率明显提高,并且平均时延降低了

30%左右。
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　 　 车联网(Internet of Vehicles,IoV)被视为未来智

能交通系统的核心[1]。 随着技术的发展,车辆功能

日益复杂,能够支持如自动驾驶和增强现实( aug-
mented reality,AR)等服务,这些服务通常需要进行

高强度的数据处理和存储。 对于车辆自身而言,计
算资源不足以支撑信息交互与数据计算[2]。 传统

的基于云的任务卸载方式依赖远程云服务器,受限

于网络连接质量,难以满足对时延敏感的任务需求。
因此如何满足车联网的通信和计算需求是一个很大

的挑战。
移动边缘计算(mobile edge computing,MEC)是

一种用来解决终端计算能力不足的方法[3]。 近年

来,常常将车联网和移动边缘计算结合起来,将

MEC 服务器部署在路侧单元( road site unit,RSU)
处提供计算服务,接收车辆的卸载任务辅助计算。
Sachan 等人[4]提出了一种向 RSU 卸载的最优方案,
根据车辆的位置、速度和通信情况找到最适合当前

车辆卸载的 RSU 来减少系统开销。 Ning 等人[5] 设

计了一种多个 RSU 之间的协同卸载方案,在道路旁

部署多个 RSU,当任务被卸载到其中一个 RSU 时,
通过比较本地计算的时延和传输到其他 RSU 计算

的时延,决定在哪个 RSU 卸载。 虽然 RSU 有强大

的计算能力,但是当多个任务被卸载到 RSU 时,系
统中的时延主要是任务排队时延。 Zhao 等人[6] 提

出一种 Lyapunov 优化方法,针对 RSU 上的负载情

况,将时延最小化问题优化为每个时隙的调度问题。
由于 RSU 计算资源有限,当车辆数量过多时,

RSU 可能负载严重,导致网络拥堵。 而事实上,道
路上部分车辆无需任务卸载,这些空闲车辆可被利

用进行任务计算。 Fan 等人[7]提出了一种车与基础

设施(vehicle to infrastructure,V2I)和车与车(vehicle
to vehicle,V2V)的卸载方案,其中对于 V2V,根据车

辆是否有卸载任务和是否愿意提供计算资源将车辆

分为有卸载需求不提供计算资源、没有卸载需求并

且提供计算资源、没有卸载需求不愿意提供计算资

源和有卸载需求提供计算资源 4 种。 Liu 等人[8] 提
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出了一种分布式卸载方案,将道路中的车辆分为服

务车辆和客户车辆,服务车辆作为计算节点能够自

发地为客户车辆提供卸载服务,并设计了在线稳定

感知启发算法进行求解,实验结果证明该方案能够

减少系统开销。 Andrey 等人[9] 提出了一种 RSU 调

度的方案,RSU 收集到车辆的信息,将车辆组成车

辆队列;随后 RSU 感知道路环境,生成计算任务并

计算;之后将计算结果,通常是一些减速变道等指令

发送给车辆队列;并设计了一种有效启发式算法进

行求解,结论证明了该方案能够有效降低开销。
上述方案均基于单跳卸载,即车辆与 RSU 或其

他车辆之间仅进行一次数据传输。 然而,由于 RSU
通信范围有限,当车辆位于 RSU 覆盖范围之外时,
需采用多跳卸载方案。 考虑到高速行驶的车辆导致

网络拓扑动态变化,通信稳定性面临巨大挑战[10]。
Huang 等人[11]提出了一种车与车与基础设施(vehi-
cle to vehicle to infrastructure,V2V2I)的卸载路径重

选和路径恢复的方案,当车辆突然加速而驶出 RSU
范围或者突然掉头行驶时,原有的卸载路径不再适

用,可以通过潜在路径进行路径重选或者找到新的

车辆修复原有断开的路径,实验结果证明该方案能

够有效提高卸载成功率。 Zhao 等人[12] 提出了一种

基于最优路径的 V2I 多跳卸载,考虑到车辆在道路

中高速行驶,可能会导致通信中断,设计了一种深度

优先搜索算法,找到最长的卸载路径,保证卸载的稳

定性,实验结果证明卸载完成率得到了提高。
车联网是一个高度动态的场景,传统算法更适

合处理静态问题[13],故在处理车联网问题时具有局

限性;而强化学习作为一种新兴方法,通过智能体与

环境的交互,可有效应对车联网中的计算卸载问题,

强化学习可以在卸载操作中改进策略,快速适应车

辆环境变化,满足车联网延迟敏感应用的要求[14]。
Peng 等人[15] 提出了一种基站-RSU-车辆的卸载架

构,设计了一种分层深度确定性策略( hierachichal
deep deterministic policy gradient,HDDPG)的强化学

习算法,其中包括 2 个 DDPG 结构,将原问题分解为

计算和频谱分配 2 个子问题, 分别进行求解。
Namory 等人[16]提出了一种博弈论与 DDPG 相结合

的卸载策略,将计算资源等同为购买力,RSU 和空

闲车辆进行竞争,再对系统进行训练达到最优状态。
综上所述,本文提出一种集中式动态多跳卸载

策略,RSU 作为控制中心接收车辆信息并生成卸载

任务,卸载目标包括相邻 RSU 和道路上的空闲车

辆。 当目标在当前 RSU 范围内时,直接卸载;若目

标位于 RSU 范围外,则通过 A∗路径规划算法确定

最优卸载路径,以减少时延。 最后将系统建模为马

尔可夫决策过程,基于 PyTorch 平台,采用近端策略

优化算法(proximal policy optimization,PPO)进行训

练与策略求解,有效验证了该策略在降低时延方面

的优越性。

1　 系统模型

如图 1 所示,考虑一个由多个 RSU 和若干车辆

组成的道路环境,车辆正常行驶,向右为正方向。 在

RSU 处部署 MEC 服务器,因此将 RSU 和车辆作为

计算节点,则计算节点表示为 N = {1,2,3,…,V,
V + 1,…,V + R}, 其中 V 表示车辆数量,R 表示

RSU 数量。 在此环境中,RSU 和其覆盖范围内的车

辆可以相互通信,进行任务卸载,RSU 也可以与其

他 RSU进行通信卸载。另外,RSU也可以通过车辆

图 1　 系统模型
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转发通信来和 RSU 覆盖范围外的车辆进行通信。
本文是以集中式卸载进行卸载,由 RSU 确定卸载目

标,制定卸载策略。
1. 1　 任务模型

考虑到系统以时隙为单位进行,将时间划分为

若干时隙 τ。 如在时隙 τ 时,RSU 通过感知道路上的

信息,生成任务进行计算,任务表示为 Mτ( sτ,cτ,
tτ), 其中 sτ 表示任务大小, cτ 表示任务计算完成所

需的计算资源, tτ 表示任务可容忍的最大时延。 任

务可以卸载到 RSU 进行计算,也可以卸载到车辆

进行计算,设卸载决策为 Gτ(G ∈ N), 代表卸载目

标,当 Gτ ∈(1,…,V) 时,代表向车辆卸载,当 Gτ ∈
(V + 1,…,V + R) 时,代表向 RSU 卸载。
1. 2　 通信模型

由于车辆在道路上高速行驶,当车辆驶出 RSU
覆盖范围或者驶出车辆的通信范围时,通信就会中

断。 通过车辆的速度和位置,计算得到车辆与 RSU
或车辆的通信时间,当通信时间不满足卸载的最小

约束时,代表卸载失败。 设向右为正方向,通信时间

为 Ic, 沿正方向行驶速度大于 0。
1. 2. 1　 V2V 通信

设当前道路上的 2 辆车车速为 Va 和 Vb, 则这 2
辆车 a、b 的通信链路时间为 Ia,b。

当 Va > 0, Vb > 0 时,有:

Ia,b =

　
R2

v - (Ya - Yb)2 - (Xa - Xb)2

| Va - Vb |
, Va > Vb

　
R2

v - (Ya - Yb)2 + (Xa - Xb)2

| Va - Vb |
, Va < Vb

ì

î

í

ï
ïï

ï
ï

(1)
当 Va > 0, Vb < 0 时,有:

Ia,b =
　
R2

v - (Ya - Yb) 2 - (Xa - Xb) 2

| Va + Vb |
(2)

当 Va < 0, Vb > 0 时,有:

Ia,b =
　
R2

v - (Ya - Yb) 2 + (Xa - Xb) 2

| Va + Vb |
(3)

当 Va < 0, Vb < 0 时,有:

Ia,b =

　
R2

v - (Ya - Yb)2 - (Xa - Xb)2

| Va - Vb |
, Va < Vb

　
R2

v - (Ya - Yb)2 + (Xa - Xb)2

| Va - Vb |
, Va > Vb

ì

î

í

ï
ïï

ï
ï

(4)

式中: Rv 为车辆的通信范围, X 代表车辆的横坐标,
Y 代表车辆的纵坐标, |· |表示取绝对值。

由香农定理可得,相邻车辆 a、b 的通信速率

ωV
a,b 为

ωV
a,b = BV2V log2 1 +

PVgi

ωndα( ) (5)

式中: BV2V 为传输带宽, PV 为车辆的发射功率, gi

为信道增益, ωn 为噪声功率, d 为车辆之间的距离,
α 为路径损耗因子。
1. 2. 2　 V2I 通信

设路侧单元 Ru 与车辆 a 进行通信, Ir,a 则表示

车辆 a 与 RSU 之间的通信链路时间。
当 Va > 0 时,有:

Ir,a =
　
R2

u - (Ya - Yu) 2 - (Xa - Xu) 2

| Va |
(6)

当 Va < 0 时,有:

Ir,a =
　
R2

u - (Ya - Yu) 2 + (Xa - Xu) 2

| Va |
(7)

式中: Ru 为 RSU 的通信范围, Xu 表示 RSU 的横坐

标, Yu 表示 RSU 的纵坐标。

由香农定理可得,车辆与 RSU 的通信速率 ωU
r,a 为

ωU
r,a = BR2V log2 1 +

PRgi

ωndα( ) (8)

式中: PR 为 RSU 的发射功率,其他同式(5)。
1. 3　 计算模型

本文是以最小化时延为目标,因此衡量条件就

是时延,时延包括 3 个部分:通信时延 ts、 计算时延

tc 和等待时延 tw。 其中通信时延是指由 RSU 向卸载

目标进行卸载所需要的时间以及计算完成后回传所

需时间,由于计算结果比较小,回传时间可以忽略;
计算时延是卸载目标进行任务计算所需要的时间;
等待时延是考虑到卸载目标有自己的任务需要计算

时,需要等待计算完毕才能开始计算。 因此时延 tall
的计算公式为

tall = ts + tc + tw (9)
1. 3. 1　 RSU 与车辆之间的卸载

若卸载目标在 RSU 的范围内,采用一跳通信进

行卸载;当卸载目标超出了 RSU 的范围,就需要车

辆不断转发直至卸载目标,设中间经历了 k 次转发,
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转发车辆队列为 L = {V1,V2,…,Vk}。V1 为第 1 个转

发车辆,它在 RSU 范围内, Vk 为目标车辆。

ts =

Sr,v

ωU
r,v
,　 　 　 　 　 　 k = 1

sr,v1
ωU

r,v
+ ∑

k-1

1

Svk, vk+1

ωV
vk,vk+1

,　 k > 1

ì

î

í

ï
ïï

ï
ï

(10)

式中: Sr,v 为 RSU 和卸载目标车辆 V 之间的距离,
ωr,v 为 RSU 与车辆的通信速率。

tc = C
fv

(11)

式中: C 为任务大小, fv 为目标车辆的计算能力。

tw =
C0

fv
(12)

式中: C0 为目标车辆还未处理完的任务。
因此 RSU 卸载到车辆过程中产生的时延为

tV =

Sr,v

ωU
r,v

+ C
fv

+
C0

fv
,　 　 　 　 　 　 k = 1

sr,v1
ωU

r,v
+ ∑

k-1

1

Svk,vk+1

ωV
vk,vk+1

+ C
fv

+
C0

fv
,　 k > 1

ì

î

í

ï
ïï

ï
ï

(13)
1. 3. 2　 RSU 与 RSU 之间的卸载

场景中有多个 RSU,相邻的 RSU 之间可以互相

通信。 RSU 之间的卸载产生的时延包括:传输时

延、计算时延和等待时延。 类似于式(13),RSU 之

间的卸载产生时延为

tR =

Sr1r2

ωR
r1,r2

+ C
fR

+
C0

fR
,　 　 　 k = 1

∑
k-1

1

Srk,rk+1

ωR
rk,rk+1

+ C
fR

+
C0

fR
,　 k > 1

ì

î

í

ï
ïï

ï
ï

(14)

式中: Sr1r2 表示 2 个 RSU 之间的距离; ωr1r2 表示

RSU 之间的通信速率; fR 表示 RSU 的计算力;k 表

示 RSU 之间的跳数。 RSU 不仅可以跟相邻的 RSU
通信,也可以与其他 RSU 通信。
1. 4　 问题描述

本文采用集中式卸载,由其中一个 RSU 作为中

心节点,收集道路上的信息,每个时隙车辆都会产生

任务到 RSU,目标是优化卸载决策,使场景下产生

的总时延最小。 总时延的表达式为

T = ∑
V

1
xr,m tVr,m + ∑

v+R

V+1
xr,m tRr,m-V (15)

式中: xr,m 代表是否进行卸载, tVr,m 表示 RSU 与车辆

之间的卸载时延, Rr,m-V 表示 RSU 之间的卸载时延。
约束条件 C 为

　 　 　 　 　 　 　 min
xr,m

∑
N

1
T

s. t. C1: xr,m ∈ {0,1}, m = {1,2,…,V,…,V + R}

C2: ∑ V+R

n = 1
xr,m r ∈ R = {V + 1,…,V + R}

C3: Ts ≠0
C4: Ts < Ir,m
C5: T < Tmax

(16)
式中: C1 表示节点的卸载状态,0 表示没有卸载到

该节点,1 表示卸载到该节点; C2 表示在每个时隙,
都会存在卸载; C3 表示传输时间 Ts 不为 0,即不能

将任务卸载给自己; C4 表示传输时间不能超过任

务的最大约束时间 Ir,m ; C5 表示任务卸载时延不能

超过最大容忍时延 Tmax。

2　 算法实现

2. 1　 A∗路径算法

如果卸载目标 Gτ 为 RSU 范围外的车辆,此时

RSU 不能直接进行通信,需要车辆进行转发,这些

转发车辆就形成了一个车辆转发队列。 然而车辆在

转发卸载请求时,接收到的车辆不会只有一辆,因此

可能会产生不同的队列,从中确定一条最优队列。

A∗算法是一种启发式搜索路径算法,在每一次搜索

中,找到代价最低的节点[17]。 启发函数为

f(x) = g(x) + h(x) (17)
式中: g(x) 为起点到当前节点的实际代价, h(x)

为当前节点与目标节点之间的估计代价。 A∗算法

的流程如算法 1 所示。

算法 1: A∗算法

start;
　 创建 open list,其中只有初始节点;
　 创建 close list,初始为空;
　 设置启发函数 f(n) = g(n) + h(n);
　 设置初始节点 g(n) = 0
　 repeat;
　 if open list 为空;
　 　 　 return False;
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　 else;
　 取 open list 中 f(n) 最小的节点 n,
　 将节点 n 加入 close list;
　 If 节点 n 是终点;
　 　 　 return True;
　 遍历节点 n 不在 close list 中的相邻节点;
　 If 节点在 open list 中;
　 计算这些节点的 g(n)的值,检查该节点的路径是否更优;
　 从目标节点开始,通过父节点,回溯到起点,得到完整

路径

end;

　 　 A∗算法采用启发函数的方法计算每个节点的

代价,open list 是当前节点的相邻节点,通过找到相

邻节点中代价最小的节点 m, 放到 close list 中;之
后确认 m 的相邻节点,对于已经在 open list 中的相

邻节点,计算是否是更优的,不在 open list 的相邻节

点,加入 open list 中进行比较;这样做的优势是,当
第 2 次进行搜索时,如果最优节点是上一节点的相

邻节点,可以进行比较,如果 2 次搜索的代价和小于

上一次搜索,那么可以直接选取 1 次的搜索作为最

小节点。 通过A∗算法,可以找到卸载时的最优路

径,减少时延。 本文采用的是集中式控制方式,每个

时隙由 RSU 收集全局状态信息后再进行卸载决策。

A∗算法仅在目标车辆不在 RSU 通信范围时被调

用,用于生成最优的多跳路径。 在进行通信时通信

范围有限,搜索空间较小,A∗算法具有较快的收敛速

度,能满足实时性的需求。 此外,整个卸载策略在

PPO 算法的指导下,能在动态环境中学习出更优的

卸载路径,减少重计算频率,从而进一步保障卸载决

策的实时性。
2. 2　 PPO 算法的实现

将上述问题转化为马尔可夫问题,设计了一种

近端策略优化的强化学习方法进行求解。 马尔可夫

决策过程(Markov decision process,MDP)是智能体

通过与环境进行交互,得到奖励反馈并不断优化动

作的过程[18]。 设 S 为状态空间, A 为动作空间,R
为奖励。 那么这 3 个部分具体表述为

(1) 状态空间

在每个时隙,智能体收集到每个计算节点上的

任务列,即为状态。 表示为

S = {CV
1,CV

2,CV
3,…,CV

V,CR
V+1,…,CV

V+R} (18)
计算节点包括 RSU 和车辆, C 表示当前时隙下

节点的任务大小。
(2) 动作空间

智能体在感知到状态 S 后,需要进行卸载决策

A, 表示为

A = {x1,x2,x3,…,xv,xv+1,…,xv+r} (19)
实际上动作就是选择一个计算节点进行卸载,

包括 RSU 和车辆。
(3) 奖励

智能体在做出动作后,根据环境的反馈获得奖

励。 奖励应该与目标成正比,本文目标是最小化时

延,因此将奖励设置为时延,在满足式(16)的约束

条件下,依据式(15)计算出每个时隙的奖励,在不

满足的情况下,当作卸载失败,设立惩罚机制,从而

鼓励满足上述约束。

R = ∑
t

0
- x0T + x1P f (20)

式中: t 为一个回合的时隙数, T 是每个时隙进行卸

载的总时延,由式(15)可得, x0、x1 表示当前时隙下

卸载是否失败, P f 代表惩罚为负值。
本文采用的强化学习算法是 PPO 算法,是一种

基于策略梯度的算法。 与传统的 Q 值评估算法不

同,策略梯度输出的不是一个固定的动作,而是一个

对应不同动作的概率分布,不再需要依据 Q 值对动

作进行评估[19 - 20]。 PPO 算法采用剪裁的方法,将策

略更新限制在一定的范围,使训练过程更加稳定。
传统强化学习算法通常采用同策略学习,即智能体

在策略更新时使用的是其自身与环境交互过程中产

生的数据。 这种方法称为同策略方法。 然而,在不

断迭代的过程中,原始策略可能会被新策略覆盖,样
本利用率低,导致训练效果不稳定。 与此不同,PPO
算法采用了一种异策略学习的方式。 在 PPO 中,与
环境交互的智能体和用于策略更新的智能体并非完

全相同。 交互智能体通过与环境交互生成数据,并
将这些数据存储起来,供策略更新智能体使用,从而

实现策略优化。 这种机制有效避免了因旧策略被覆

盖而影响训练结果的问题。 PPO 的核心是重要性采

样,实现了同策略到异策略的转换,公式如式(21)
所示。
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Ex ~ p[ f(x)] = ∫f(x)p(x)dx
= ∫f(x)q(x) p(x)

q(x)dx

(21)
式中: p(x)、q(x) 分别是 2 个智能体的策略分布,
p(x)
q(x) 为重要性权重。 使用重要性采样将同策略转

化成了异策略,但是 2 个智能体在与环境进行交互

时,生成的策略不可能完全相同,因此需要 p(x) 与

q(x) 之间的差异尽可能得小。 图 2 所示为 PPO 算

法框图。

J(θ) = min
πθ(a | s)
πθ(a | s)A( s | a), A( s | a)clip πθ(a | s)

πθ(a | s),1 - ε,1 + ε( )( )

图 2　 PPO 算法

PPO 算法的主要结构包括以下部分。
(1)策略网络( actor network)。 策略网络通过

πθ(a | s) 来参数化智能体的策略,其中 θ 表示控制

策略的参数。 策略网络输出当前状态下所有可能动

作的概率,允许智能体根据学习到的策略选择动作。
(2)价值网络( critic network)。 价值网络是用

来衡量策略网络所选择策略而采取动作的好坏。 价

值网络一般采用值估计的方法,计算优势函数,评估

当前动作对于平均动作的优越性,指导策略网络的

更新。
本文的 PPO 选择剪裁的方法,将策略限制在固

定的范围,剪裁函数为

clip pθ(at | st)
qθ′(at | st)

,1 - ε,1 + ε( )A(at,st) (22)

通过 clip 函数,将
pθ(at | st)
qθ′(at | st)

的值限制在 [1 - ε,

1 + ε] 之间,那么策略优化函数为

Tθ′ = min

pθ(at | st)
qθ′(at | st)

A( st,at),

clip
pθ(at | st)
qθ′(at | st)

,

1 - ε,1 + ε
( )A( st,at)

æ

è

ç
ç
ç
ç
çç

ö

ø

÷
÷
÷
÷
÷÷

(23)

式中: θ与 θ′ 分别表示旧策略与新策略; A(at,st) 表

示优势函数,是对当前状态-动作一个评价系数。 当

A > 0 时,表示该状态-动作在基线之上,能够获得更

大的奖励;当 A < 0 时,该状态-动作在基线之下,只
能得到更小的奖励。 PPO 算法通过将策略限制在一

定的范围内,使策略的更新不会很大程度地偏离当

前策略,新策略与旧策略的差距不会很大。 PPO 采

用迭代优化过程,每次训练时,从经验池选取小批次

梯度下降来更新策略和价值网络。
PPO 算法的执行过程可总结如下。 首先,对各

个参数进行初始化,之后设置 N 个回合,每个回合

包括 T 个时隙。 每个时隙,RSU 作为智能体收集道

路上的车辆的信息,状态 s 和运行策略 πθ; 收集当

前状态下的轨迹,当前状态 st、 奖励 rt、 动作 at 和下

一状态 st +1, 将这些轨迹储存到经验池中,供于之后

的学习。 从经验池中取出一小批次轨迹输入到策

略(actor)和价值( critic)网络中,critic 网络根据当

前的状态 st 估计出价值 Vs, 再根据下一状态 st +1 估

计 Vs+1, 计算优势函数传入 actor 网络,指导其进行

策略更新。 actor 网络利用剪裁的方式优化策略,从
中获取更优策略。 最后 actor 网络和 critic 网络根据

梯度下降和反向传播进行参数更新。 PPO 算法流程

如算法 2 所示。

算法 2 PPO 算法

输入:环境及 RSU 车辆基础设置;
初始化 actor 网络 θ 和 critic 网络 θ′;
for 每次迭代:
　 　 运行当前策略 πθ, 收集一组轨迹 { st,at,rt,st+1};
　 　 计算优势函数

　 　 Aθ( st,at) = r( st,at) + γV( st+1) - V( st);
　 　 通过式(23)优化策略 Lθ(θ);

　 　 通过最小化更新价值函数; Lθ′(θ′) = 1
T ∑

T

1
( r( st,

at) + γV( st+1) - V( st)) 2;
　 　 更新策略参数 θ ← θ + α∇θLθ(θ);

　 　 更新价值函数参数 θ′ ← θ′ - α∇θLθ′(θ′);
end for;
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3　 仿真实验

本次实验在 Pytorch 中进行。 环境参数如表 1
所示,设置在 1 200 m 长、50 m 宽的道路上。 场景中

有 10 辆车,每辆车的速度在 30 ~ 40 m·s - 1,车辆的

计算能力在 2. 0 ~ 2. 5 每十亿次时钟周期每秒(giga
cycles per second,Gcycles·s -1)之间,车辆所能容纳

的最大任务数为 3,车辆的通信范围为 200 m。 场景

中有 3 个 RSU,每个 RSU 的计算能力在 3. 5 ~ 4. 0
Gcycles·s - 1之间,RSU 所能容纳的最大任务数为

5,通信范围为 400 m。 环境中对一个任务的最大容

忍度为 25 s。

表 1　 环境相关参数

参数 值

车辆数量 10
RSU 数量 3
车辆速度 30 ~ 40 m·s - 1

车辆最大通信距离 dV 200 m
RSU 最大通信距离 dR 400 m
任务大小 sr 2 ~ 5 MB
RSU 最大任务数 5
车辆最大任务数 3
RSU 计算能力 fR 3. 5 ~ 4. 0 Gcycles·s - 1

车辆计算能力 fV 2. 5 ~ 3. 0 Gcycles·s - 1

任务最大时延 Tmax 25 s

表 2　 PPO 网络相关参数

参数 值

训练回合数 500
步长 100
actor 学习率 4 × 10 - 5

critic 学习率 4 × 10 - 5

折扣因子 γ 0. 99
激活函数 tanh
小批次数量 128
剪裁系数 ε 0. 2
优化器 Adam

图 3 是在 critic 学习率不变的条件下,不同 ac-
tor 学习率的收敛情况。 Actor 学习率主要是来调整

智能体的动作变化速率,当学习率为 4 × 10 - 7时,ac-
tor 网络的策略更新速率较慢,智能体的动作变化不

够灵活,导致学习进程明显滞后,在 200 轮左右才开

始收敛,同时策略优化不充分导致最终的收敛效果

较差;当学习率为 4 × 10 - 6时,智能体的策略更新速

率较为适中,相较于 4 × 10 - 7,收敛速度明显提升,
在 100 轮左右开始稳定。 然而,收敛性能仍然存在

一定局限性,最终奖励不如更高学习率的情况;学习

率为 4 × 10 - 5时,actor 网络的策略更新更加高效,能
够迅速调整动作并适应环境的动态变化,收敛速度

较快,并且最终收敛效果显著优于其他学习率。 因

此本实验将学习率设置为 4 × 10 - 5。

图 3　 Actor 不同学习率的收敛情况

图 4(a)是不同强化学习算法在该环境下的训

练结果。贪婪算法(greedy algorithm,GA)在每次迭

代时,智能体总是倾向于将任务卸载到卸载队列最

短的情况,然而却忽略了在传输过程中可能会出现

通信中断的问题,带来较高的负奖励,同时也会给部

分车辆带来过高的负载压力。 PPO 在 100 轮左右就

趋向收敛了,而深度 Q 网络算法( deep Q-network,
DQN)在 200 轮左右才开始收敛,这是因为车联网是

一个高度动态的环境,PPO 可以直接进行策略优化,
而 DQN 是值估计的方法,对环境变化的适应性较

差,因此稳定性和收敛性能不如 PPO。 图 4(b)所示

是不同算法的完成率比较,PPO 算法和 DQN 算法有

一定的探索能力,可以尝试不同的方案来学习到更

好的策略,而贪婪算法只会选择当前的最佳策略,没
有探索能力。
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(a) 不同算法的奖励

(b) 不同算法的完成率

图 4　 不同强化学习算法的训练结果

图 5(a)和(b)所示为在 PPO 算法下不同的路

径算法的训练结果。 从结果来看 2 个算法的效果差

不多,A∗算法略优于 Dijkstra 算法,是因为在寻找路

径时,A∗算法严格根据启发式函数来寻找下一个卸

载节点,综合考虑了整个过程;而 Dijkstra 算法在确

定下一个卸载节点依据的是实际最短距离,只考虑

了相邻节点传输过程中的时延。 因此A∗算法的任务

完成率高于 Dijkstra 算法,总体时延低于 Dijkstra 算法。
图 6 所示为不同车辆数量对计算的结果。 随着

车辆的增加,车辆中的可用资源也在增加,但对于贪

婪算法来说,更倾向于将任务卸载到车辆上。 虽然

车辆的计算资源增多了,但是随着负载加大,等待时

间也在提高。 随着车辆的增加,环境中存在的空闲

车辆也会随之增加,因此在进行卸载时,由于可选择

车辆增多,任务的完成率会提高,即任务时延超过最

(a) 不同路径算法的奖励

(b) 不同路径算法的完成率

图 5　 PPO 算法训练结果

图 6　 车辆数量的影响

大容忍度的可能降低,减少了惩罚,在一定程度上可

以提高奖励;另一方面,空闲车辆的增多可能带来更

好的卸载路径,来达到更小的时延,因此平均奖励在

逐渐降低。
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4　 结 论

本文提出了一种由 RSU 作为控制中心的集中

式卸载策略,对于 RSU 范围内的卸载,直接进行一

跳卸载,对于 RSU 范围外的空闲车辆,利用 A∗算法

找到最优路径进行多跳卸载,从而达到最小化时延

的目标。 实验采用 PPO 算法进行训练,仿真结果证

明该策略有更好的收敛效果。 然而,本文的目标只

专注于时延方面,对于资源分配以及运营商的开销

部分没有考虑到。 未来的工作需要研究如何平衡时

延和资源开销。
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Multi-hop task offloading decision in edge
computing for Internet of Vehicles

Li Ya, Zhang Yuan, Wang Weigang, Guo Yifeng
(School of Physics and Electronic Information, Henan Polytechnic University, Jiaozuo 454000)

Abstract
In Internet of Vehicle (IoV) edge computing offloading system, multi-hop offloading enables tasks to be off-

loaded to vehicles outside the coverage area of road-side unit (RSU), effectively utilizing the computational re-
sources of idle vehicles. However, the high-speed mobility of vehicles poses challenges to maintaining stability be-

tween nodes. This paper proposes a centralized dynamic multi-hop offloading strategy based on the A∗ algorithm.

The strategy aims to minimize task delay by modeling the problem as a Markov decision process (MDP). The A∗

algorithm is employed to determine the optimal task offloading queue for vehicles, and the proximal policy optimiza-
tion (PPO) algorithm is utilized for problem-solving. Simulation results show that, compared with deep Q-learning
and greedy strategies, the proposed method significantly improves task completion rates and reduces average delay
by approximately 30% .

Key wrods: Internet of Vehicle, mobile edge computing, centralized dynamic multi-hop offloading, proximal
policy optimization algorithm
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