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摘　 要　 特征选择作为机器学习建模的关键环节,其质量直接影响模型最终的预测性能。
然而,针对具体应用场景选择最优特征子集仍具挑战性。 现有自动化方法虽能高效筛选

特征组合,但缺乏可解释性;而传统人工选择方法虽然可解释性强,却效率低下。 为应对

上述挑战,本文提出一种面向时序预测任务的特征选取交互式可视分析方法,采用极端梯

度提升(extreme gradient boosting,XGBoost)、轻量梯度提升机( light gradient boosting ma-
chine,LightGBM)和 PathFormer 多尺度 Transformer 模型构建集成基准预测框架,并提出了

一种多维度模型相似性度量方法,用于量化特征组合对模型性能的影响。 基于此,设计并

实现了一个包含数据概览、特征子空间概览、详情视图及预测曲线对比等多个联动视图的

可视分析系统,用以支持用户通过迭代探索进行特征重构与模型优化。 核心视图采用分

层节点链接图,实时记录并可视呈现用户的探索路径,揭示特征迭代过程中模型的演变关

系。 为解决该视图中连线交叉导致的视觉混乱问题,本文进一步引入基于整数线性规划

的布局优化算法,有效提升了布局的清晰度与可读性。 案例分析与用户研究验证了所提

方法在提高时序预测建模效率与性能方面的有效性。
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　 　 特征选择作为机器学习中的重要预处理环节,
直接影响模型预测精度、鲁棒性与可解释性[1]。 然

而,随着大数据时代的到来,数据维度的急剧增长使

得从高维特征空间中识别最优特征组合变得愈发困

难,已成为学术界和工业界共同关注的核心挑战。
当前,特征选择方法主要分为自动化方法和人

工选择方法两大类[2 - 3]。 自动化特征选择方法,如
基于过滤式、包裹式和嵌入式的算法,能够通过预设

的评价准则快速筛选特征子集。 这类方法虽然在处

理效率上具有明显优势,但其在可解释性上存在不

足。 用户难以理解算法的决策逻辑,无法将领域知

识有效融入选择过程。 相比之下,传统的人工特征

选择方法允许领域专家基于经验知识进行特征筛

选,具有较强的可解释性和灵活性[4]。 然而,面对

高维特征空间,人工方法效率瓶颈显著。
近年来,交互式可视分析技术的引入为解决上

述困境提供了新思路。 例如,INFUSE 系统[5] 通过

可视化不同特征选择算法下的特征排名,帮助分析

师理解各特征的重要性。 AFExplorer[6] 针对音频信

号特征设计了多视图界面,交互式展示特征分布与

相关性,辅助用户选择有效特征组合。 尽管这些工

作在一定程度上提升了特征选择的效果,但它们大

多对用户在特征空间中渐进式、迭代式的探索过程

支持不足。
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为此,本文提出了一种人在回路的交互式可视

分析框架,旨在辅助用户在时序预测场景中高效进

行特征重构与模型优化。 本文选择时序预测任务作

为研究场景,主要基于以下考虑。 首先,时序数据广

泛存在于金融、气象、交通、能源等关键领域,具有重

要的应用价值;其次,时序预测模型的性能对特征质

量更为敏感,微小的特征变化可能导致预测结果的

显著差异,这为验证本文方法的有效性提供了理想

的实验场景。
具体而言,本文提出了一个完整的人机协同特

征选择框架,并以极端梯度提升( extreme gradient
boosting,XGBoost)、轻量梯度提升机( light gradient
boosting machine, LightGBM) 和 PathFormer 多尺度

Transformer 模型构建集成为基准,利用算法互补性

增强预测鲁棒性。 同时,该框架具有良好的可扩展

性与可替换性,可进一步拓展适用于其他时序预测

的模型。 此外,本文提出了一个多维度模型相似性

度量方法,辅助用户探索分析特征组合变化对模型

的影响。 基于此,设计并实现了集成上述技术的交

互式可视分析系统。 该系统包含数据概览、特征子

空间概览、特征子空间详情及预测曲线比较等联动

视图。 其中,特征子空间探索视图为核心组件,采用

分层节点链接图实时记录用户探索路径,直观揭示

模型在特征迭代中的演变关系,支持高效比较模型

差异。 针对该视图中因连线交叉导致的视觉混乱问

题,本文进一步引入了基于整数线性规划的布局优

化算法,通过最小化连线交叉提升可视化布局的清

晰度与可读性。
本文的主要贡献如下:提出一种人在回路的交

互式特征选择框架,有效平衡效率与可解释性;设计

并实现面向时序预测的可视分析系统,通过多视图

联动和渐进式探索,支持用户理解特征-模型性能的

复杂映射;案例分析和用户研究验证了方法的实用

性,证明其能有效提升不同背景用户的建模效率。

1　 相关研究

1. 1　 交互式特征选择可视分析

交互式特征选择可视分析的核心是通过人机协

同的方式,提升特征工程的效率与质量。 具体而言,
其通过将数据特征与模型的内在信息以直观易懂的

视觉形式呈现给用户,支持领域专家凭借其经验知

识深度参与特征探索与决策过程,从而为特征选择

和模型调优决策提供了兼具解释性与操作性的技术

框架。
已有研究开发了多种适用于特征选择的可视化

技术。 其中,在单一视图层面,包括揭示特征间共线

性的相关矩阵[7]、展示多维属性的径向可视化[8]、

观察数据分布的散点图[9],以及直观呈现特征重要

性的排序图[10]和聚类图[11] 等。 这些技术虽能针对

特定方面提供洞察,但难以应对复杂场景下的多维

分析需求。 为此,研究者转向构建集成多种视图的

可视分析系统,通过联动高亮、动态查询等交互机

制,支持用户从不同维度和粒度进行迭代式特征探

索与优化[12]。 相应地,一系列面向特征工程的可视

分析系统相继涌现,例如,INFUSE[5] 利用径向布局

整合并对比多种自动特征选择算法的结果;Feature-
EnVi[13] 和 FeatureExplorer[14] 则分别聚焦于辅助特

征转换、组合与迭代式模型调优,通过可视化特征贡

献度增强模型行为的透明度。
尽管已有工作在交互式特征选择方面取得了进

展,但其在支持用户回顾和比较历史探索结果方面

仍存在不足,导致难以高效构建特征选择与模型解

释的人机交互回路。 为此,本文提出一个新型可视

分析框架,通过分层节点链接图记录并可视化用户

的探索过程,以期更有效地辅助领域专家完成高质

量特征选择任务。
1. 2　 时序和图数据可视化技术

本研究旨在构建一个面向时序预测任务特征选

择的交互式可视分析框架,因此,有必要对与该任务

密切相关的时间序列与图结构数据的可视分析技术

进行综述与梳理。
时间序列可视分析作为数据分析领域的重要方

向,致力于结合视觉呈现技术来高效挖掘时序数据

中的内在规律与演化模式。 传统的折线图与水平条

形图在处理大范围数值变化时,往往存在数值辨识

困难以及比较精度不足等问题。 针对这些问题,
Braun 等人[15]提出数量级水平图和数量级线图,前
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者通过数量级分带并结合颜色饱和度增强差异感

知,后者在每个数量级内采用线性比例并辅以颜色

编码。 Xu 等人[16]开发的多变量时间序列预测模型

评估系统 mTSeer,结合折线图与箱型图可视化模型

预测结果及时间步特征重要性,并引入模型差异线

以标识 2 个模型在同一时间点的特征贡献差异,支
持整体性能评估与特征影响分析。 除此之外,“概
述 +细节”和“焦点 + 上下文”等交互模式的引入,
使得用户能够在保留整体上下文信息的同时深入探

索数据细节,极大地提升了多变量时间序列数据探

索的效率。
图结构数据可视分析技术为表达复杂关系提供

了直观手段。 节点链接图作为最基本的图可视化形

式,通过节点表示实体、边表示关系的方式,在多个

应用场景中发挥重要作用。 Chen 等人[17] 提出的自

动化标注生成方法将复杂图数据转化为可解释的叙

述性可视化形式。 Li 等人[18] 则利用节点链接图表

达从表格数据中提取的数据见解,通过颜色、形状、
边样式等视觉编码技术以及嵌套、边捆绑等布局优

化策略,有效辅助用户识别数据模式并建立逻辑关

联。 分层节点链接图通过对节点进行层次化布局,
能够更清晰地展示网络结构。

然而,现有技术在处理大规模时序网络时常面

临边交叉等可读性问题。 为此,基于现有研究基础,
本文进一步提出了基于整数线性规划的节点链接图

布局优化算法,通过最小化连线交叉的方式,提升可

视化布局的可读性,从而为面向时序预测任务的特

征分析提供更高效的可视分析支持。

2　 方 法

本研究的核心目标在于构建一个面向特征选择

的交互式可视分析方法,辅助用户高效、便捷地进行

特征子集的选择优化和模型改进。 在此框架下,本
节主要介绍数据处理与模型构建过程,为后续可视

分析系统提供数据支持。 如图 1 所示,整个过程分

为 3 个主要阶段。 首先,对原始数据进行数据清洗、
特征转换与特征组合,以获得可直接用于构建特征

子集的高质量特征集。 其次,基于预处理后的特征

集,采用交互式时序预测方法进行模型构建,允许用

户根据特定的场景需求自定义模型权重参数。 在模

型构建过程中,图 1 中的 X 表示由当前选中特征子

集构成的模型输入, Y 表示待预测的目标变量或目

标时间序列。 通过交互式建模,用户可以动态调整

特征子集,探索不同特征组合对模型性能的影响。
最后,通过迭代执行上述预处理与建模过程,生成多

个候选模型,并采用多维度相似性度量方法对这些

模型进行系统化比较。 用户可依据模型相似性分析

结果,结合特征子集的详细信息,进一步开展特征重

构与优化。

图 1　 数据处理与模型构建流程图

2. 1　 多变量时序预测方法

本节所述的多变量时序预测方法作为本文可视

分析框架的基准预测模块,其核心目的在于为框架

验证提供稳定可靠的性能基准,而非追求单一预测

算法的创新。 本文所设计的可视分析系统具有良好

的通用性和可扩展性,能够适配并替换为其他预测

模型,以满足不同应用场景的需求。
本研究选取多变量时间序列预测任务作为特征

选择的研究基准,并提出一种融合传统树模型与深

度学习模型的预测策略。 该策略的设计基于以下 2
个关键考虑:首先,不同类型模型在理论基础和计算

原理上的差异性能够有效缓解单一模型的过拟合风

险;其次,多模型融合策略能够有效增强预测系统的

鲁棒性。
具体而言,本文提出了一种 XGBoost[19] -LightG-

BM[20] -PathFormer[21]融合预测模型,其结构如图 2
所示。 在模型选择方面,XGBoost 与 LightGBM 作为

当前主流的梯度提升决策树算法,在处理结构化表

格数据方面表现优异,能够高效捕捉特征间的非线
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性关系,且具备内置的特征重要性评估机制;Path-
Former 作为近年提出的先进 Transformer 变体,专为

时序预测任务设计,擅长建模长距离时序依赖关系。
3 种模型在理论基础和建模机制上的互补性,使其

融合能够有效降低单一模型的偏差和过拟合风险,
从而提升预测系统的整体鲁棒性。

图 2　 多变量时序模型结构图

各模型参数设置如下。 XGBoost 与 LightGBM
采用经实验验证效果较优的通用参数配置,其中较

小的学习率(0. 01)配合适中的树深度(6 层)有助

于模型稳定收敛并降低过拟合风险;PathFormer 则

遵循原论文推荐的默认结构参数,包含 3 个堆叠的

自适应多尺度模块,每个模块从{2,3,6,12,16,24,
32}的候选池中选取 4 种不同尺寸的区块(patch)进
行双重注意力建模(包含块内和块间注意力),并在

整体结构中结合了实例归一化层和线性预测头,以
充分挖掘多尺度的时空依赖特征。

本研究采用特征级联的集成学习策略构建预测

框架。 首先,对原始数据作以下预处理操作:(1)数

据清洗:剔除缺失值、异常值及重复记录,确保数据

质量;(2)时间对齐与重采样:针对不同采样频率的

数据源,采用线性插值等方法将其统一至相同的时

间分辨率;(3)标准化处理:为消除不同特征间的量

纲差异并加速模型收敛,对所有连续型数值特征采

用 Z-Score 标准化方法进行处理。 在此基础上,将气

象特征与电站物理特征进行拼接,形成统一的输入

特征集。 在时序建模方面,模型输入的滑动窗口长

度设定为 48 个时间步,输出为单步预测结果。
为充分发挥异构模型的互补优势,本研究设计

了双路并行的特征级联处理架构。 具体而言,将预

处理后的原始特征集 X = {X1,X2,X3,…,Xa} 输入

XGBoost 基模型进行初步建模,其输出的预测结果

被视为一个新的派生特征 Xa+1。 随后,将此派生特征

与原始特征集合并,形成一个增强特征集 X = {X1,
X2,X3,…,Xa,Xa+1}。 该增强特征集作为 LightGBM
的输入得到的预测结果 yk;yk 同时作为第 a + 2 个特

征,得到特征集 X = {X1,X2,X3,…,Xa,Xa+2}, 该特

征集作为 XGBoost 的输入,得到预测结果 yi; 与此

同时,原始特征集也被直接输入到 PathFormer 深度

学习模型中得到预测结果 y j。 最终,模型的总输出

由 3 个预测结果 yi、y j、yk 加权融合而成,并允许用

户根据实际业务需求和具体应用场景,通过界面或

配置文件来自定义这些权重。 为减少模型过拟合并

提升模型泛化能力,本文采用 5 折交叉验证方法对

XGBoost 及 LightGBM 进行基模型训练。 鉴于本研

究样本量级较大,5 折划分既能确保训练数据的分

布具有代表性,又能避免高折数带来的冗余计算,从
而在计算效率与评估稳定性之间取得良好平衡。

为验证模型融合相较单一模型的性能优势,本
文开展了对比实验。 实验结果以均方根误差( root
mean square error,RMSE)和平均绝对误差(mean ab-
solute error,MAE)作为评价指标,RMSE 和 MAE 的

计算公式分别定义如下。

RMSE = 1
n∑

n

i = 1
(yi - ŷi) 2 (1)

MAE = 1
n∑

n

i = 1
| yi - ŷi | (2)

式中: n 为样本数量, yi 为第 i 个样本的真实值, ŷi
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为模型对第 i 个样本的预测值。
本文选用光伏发电出力数据集进行测试。 该数

据集包括气象特征和发电站物理特征,时间跨度

为 2014年 1 月 1 日至 2016 年 12 月 31 日,原始数据

总量为 315 639 条。 融合模型的权重设置为 w1 =
0. 3, w2 = 0. 3, w3 = 0. 4, 其中 PathFormer 的权重

稍高,以突出其在时序数据建模上的性能优势。
如表 1 所示,采用 XGBoost-LightGBM-PathFormer

融合模型在 RMSE 和 MAE 2 项指标上均优于单一

模型。 具体而言,融合模型的 RMSE 和 MAE 分别

为 1. 12 MW和 0. 53 MW;单独使用 XGBoost 时,RMSE
和 MAE 分别为 2. 54 MW 和 1. 88 MW;单独使用

LightGBM 时, RMSE 和 MAE 分别为 2. 57 MW 和

1. 79 MW;单独使用 PathFormer 时,RMSE 和 MAE 分

别为 2. 23 MW 和 1. 53 MW。 融合模型在 RMSE 和

MAE 2 项误差指标上均取得了更低的数值,说明该方

法能够降低光伏发电出力预测误差,从而提高预测结

果的精度。

　 　 　 　 　 　 表 1　 模型对比实验结果　 　 　 　 　 　 MW

模型 RMSE MAE
XGBoost[19] 2. 54 1. 88
LightGBM[20] 2. 57 1. 79
PathFormer[21] 2. 23 1. 53

XGBoost-LightGBM 2. 17 1. 52
XGBoost-PathFormer 1. 88 1. 17
LightGBM-PathFormer 1. 79 0. 96

XGBoost-LightGBM-PathFormer 1. 12 0. 53

在特征重要性分析方面,XGBoost 和 LightGBM
可利用其内置功能直接计算各特征的重要性;对于深

度学习模型 PathFormer,则可借助沙普利加性解释

(Shapley additive explanations, SHAP)方法评估各特

征对预测结果的贡献。 对于集成学习模型的特征重

要性值,则采用与模型构建过程一致的权重,对 3 种

模型的结果进行加权融合以获得最终重要性评估。
此外,本方法支持用户基于领域知识对融合权重

进行交互式调整,使时序预测模型灵活适配不同场景

与规模的数据集。 这一设计在增强模型泛化能力的

同时,提升了用户在模型构建过程中的参与度,以针

对特定预测目标与数据特性进行动态优化。
2. 2　 多维度模型相似性度量方法

为实现对机器学习模型间差异的量化分析,本文

提出一种多维度的模型相似性度量方法。 度量的维

度包括:训练模型使用的特征子集、特征重要性、模型

权重以及最终的 RMSE 指标。 假设模型使用的特征

子集为 {f1, f2,…, fn}, 对于每个特征可以计算出该

特征对于模型的特征重要性,得到特征重要性集合,
记作 {I1,I2,…,In}, 其中 I1 代表特征 f1 的特征重要

性。 模型权重用集合 R 表示,记作 {r1,r2,r3}, 其中

r1 代表融合模型中 XGBoost 所占的权重, r2 代表融合

模型中 LightGBM 所占的权重, r3 代表融合模型中

Pathformer 所占的权重。 模型评价指标采用 m 表示,
代表该模型的 RMSE 的数值。 将特征子集、特征重要

性、模型权重以及模型指标融合为一个集合 G, 则得

到如式(3)所示的数据集合。

G =

{f1, f2,…, fn},

{I1, I2,…, In},

{r1, r2, r3},

m

ì

î

í

ï
ïï

ï
ïï

ü

þ

ý

ï
ïï

ï
ïï

(3)

假设有模型 A和模型 B,衡量模型 A和 B的数据

集合可以表示为式(4)和式(5)。

GA =

{fA1, fA2,…, fAn},

{IA1, IA2,…, IAn},

{rA1, rA2, rA3},

mA

ì

î

í

ï
ï
ï

ï
ïï

ü

þ

ý

ï
ï
ï

ï
ïï

(4)

GB =

{fB1, fB2,…, fB},

{IB1, IB2,…, IBn},

{rB1, rB2, rB3},

mB

ì

î

í

ï
ï
ï

ï
ïï

ü

þ

ý

ï
ï
ï

ï
ïï

(5)

特征子集种类的相似性可以用来量化特征选择

和组合的差异。 本文采用 Jaccard 相似度计算集合

GAF = {fA1, fA2,…, fAn} 和集合 GBF = {fB1, fB2,…,

fB} 之间的相似性,如式(6)所示。

S(GAF,GBF) =
| GAF ∩ GBF |
| GAF ∪ GBF |

(6)

式中: | GAF ∩GBF | 表示 2 个特征子集的交集基数; |

GAF ∪ GBF | 表示并集基数; S(GAF,GBF) 表示特征子
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集 GAF 和 GBF 之间的 Jaccard 相似度,其值越大表示 2
个集合的相似度越高。

特征重要性的相似性可用以对比不同模型中特

征的贡献度。 考虑到特征子集可能不完全相同,首先

需要将特征重要性向量映射到统一的特征空间(特征

并集),对于原本不存在的特征,其重要性设为 0。 随

后采用余弦相似度计算集合 GAI = {IA1, IA2,…, IAn}
和集合 GBI = {IB1, IB2,…, IBn} 之间相似性,如
式(7)所示。

S(GAI,GBI) =
GAI·GBI

‖GAI‖·‖GBI‖
(7)

式中: GAI 和 GBI 表示为特征重要性向量,·表示向量

点积,‖·‖表示向量的二范数, S(GAI,GBI) 的值越

大表示相似度越高。
模型权重的相似性体现了集成学习架构的差异

程度。本文采用归一化的欧氏距离来度量GAR = {rA1,
rA2,rA3} 和 GBR = {rB1,rB2,rB3} 的相似性, d(GAR,
GBR) 表示权重向量 GAR 和 GBR 之间的欧式距离,如
式(8)和式(9)所示。

d(GAR, GBR) =

(rA1 - rB1)2 + (rA2 - rB2)2 + (rA3 - rB3)2

(8)

S(GAR,GBR) = 1
1 + d(GAR,GBR)

(9)

采用曼哈顿距离来衡量 GAM = mA 和 GBM = mB

的相似性,如式(10)和式(11)所示。
d(GAM,GBM) = | mA - mB | (10)

S(GAM,GBM) = 1
1 + d(GAM,GBM)

(11)

式中: mA 和 mB 分别表示模型 A 和模型 B 对应的

RMSE 值; | mA - mB | 表示二者差值的绝对值,称为

一维的曼哈顿距离。
为获得模型间的综合相似度,本文采用加权线性

组合的方式整合 4 个维度的相似性度量,如式(12)
所示。

S(A,B) = w fS(GAF,GBF) + w iS(GAI,GBI) +
wrS(GAR,GBR) + wmS(GAM,GBM)

(12)
式中:权重系数 w f、w i、wr、wm 需满足式(13)的约束

条件。
w f + w i + wr + wm = 1 (13)
研究人员可根据具体的分析目标和应用场景,

灵活调整这些权重系数。 例如,在特征分析导向时,
可适当提高 w f 和 w i 的权重;而在强调预测性能的场

景下,则可增加 wm 的权重。 通过灵活调整权重配置,
该方法能够适应不同分析目标下的模型比较任务。

3　 可视分析系统

3. 1　 系统介绍

基于前述技术,本文设计并实现了一个面向特

征选择的交互式可视分析系统。 该系统旨在支持用

户对不同特征子集构建的模型进行深入的探索性分

析,从而实现特定应用场景下的最优特征组合选择。
系统采用概览 + 细节的层次化及可视化设计策略,
用户界面如图 3 所示,共包含 4 个核心视图组件:数
据概览视图(a1 和 a2)、特征子空间概览视图(b1 和

b2)、特征子空间详细视图(c)和曲线比较视图(d)。

图 3　 可视分析系统界面图

3. 2　 数据概览视图

数据概览视图旨在帮助用户全面了解各特征的

数据分布特性。 如图 4 所示,系统采用直方图结合

累计分布的方式统计每个区间内数据的频数,呈现

特征值的总体分布情况。 除展示原始特征的分布

外,系统还支持对特征数据进行转换与组合,当用户

创建新的特征后,其数据分布情况也会同步呈现在

视图中,实现对特征变化的即时更新反馈。
3. 3　 特征子空间概览视图

特征子空间概览视图旨在辅助用户记录和探索

特征子集(特征子空间)的演化过程,采用分层节点
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图 4　 数据概览视图

链接图的可视化范式,以直观、清晰的方式记录用户

的探索路径,并揭示不同模型间的演变关系,从而便

于对模型的差异性与相似性进行探索分析。
如图 5 所示,视图中的每个节点代表一个独立

的模型,采用专门设计的环形图元进行可视化编码。
该图元集成了关于模型的关键信息,包括特征子集

的构成类别、各特征的重要性、模型中不同算法的权

重,以及关键评估指标。

图 5　 特征子空间概览视图

不同模型之间通过边进行连接,构成了一个反

映演化流程的节点链接图。 当用户对特征子集或模

型参数进行调整时,系统会在原模型节点的基础上

生成一个新节点,从而构建出模型演化的分支路径,
完整记录探索的全过程。

此外,为了量化并直观呈现不同模型间的相似

性,本视图集成了前文所述的多维度模型相似性计

算方法。 用户可根据具体的分析需求自定义相似性

计算的权重及阈值。 当任意一对模型的相似度满足

预设阈值时,系统将在视图中用高亮的红色连线连

接对应的图元,形成“相似性链路”,以凸显模型之

间的内在关联。 以下将从图元构建与节点链接图两

方面对该视图进行详细介绍。
3. 3. 1　 基于多维模型信息的图元构建

随着数据维度的增加及特征关系复杂度的提

升,传统的可视分析方法在处理多变量数据时表现

出一定的局限性。 为此,本文设计了一种新型图元

结构,采用 3 层同心环编码策略实现多维数据的协

同表达,从而更清晰直观地呈现模型的综合信息。
如图 6 所示,该图元设计融合了环形图与柱状

图的特点,并采用 3 层结构以分层呈现不同类型的

信息。 第 1 层环形图用于表征集成模型中各级学习

器的权重分布,其中弧度与权重呈正相关。 第 2 层

环形图用于可视化模型验证指标,弧度越大表示模

型性能越优,便于用户快速评估模型整体表现。 第

3 层采用改进型柱状图,将传统柱形结构弯曲为圆

形布局,用于表示各特征在模型中的重要性排序,柱
高与特征重要性成正比。 该设计不仅有效呈现了多

个特征的对比信息,还避免了传统柱状图在高维特

征下的视觉拥挤问题。 综上,该 3 层图元结构在处

理高维复杂数据时,能够减少信息冗余与空间浪费,
提升数据可视化的表达效率与清晰度。

图 6　 3 层图元设计

3. 3. 2　 分层节点链接图布局优化及效果评估

为进一步增强节点链接图的可读性并降低用户

的认知负荷,本文采用了一种交叉最小化的布局优

化方法,旨在通过减少边交叉数量,增强模型间层次

结构与演化关系的视觉可辨识度。 鉴于本研究场景

中节点链接图的规模通常介于 10 ~ 100 个节点,计
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算成本在可接受范围内,因此布局的精确性与最优

性是首要考量。 基于上述考量,本文选用整数线性

规划算法(integer linear programming,ILP)实现布局

优化。 下文将详细阐述 ILP 模型的构建过程,即如

何通过节点重排序实现分层图中边交叉总数的最

小化。
给定一个分层节点链接图 G, 包含节点集 V 和

边集 E, 其中每个节点 v ∈ V, 存在一个层级分配函

数 L:V → {1,2,…,K}, 其中 K 是层的总数,且确保

所有边 e ∈ E 连接不同层级的节点,该图的 ILP 优

化模型 MG 定义如下。
(1)位置变量:用 xi, j 表示同一层中的节点 i和 j

的位置。 如果节点 i 在节点 j 上方,则 xi, j = 1,反之

xi, j = 0,并且有 xi, j + x j,i = 1。
(2)交叉变量:对于连接不同层的 2 条边 ( i,k)

和 ( j, l), 定义二元变量 c( i,k),( j,l)。 若这 2 条边

发生交叉,则 c( i,k),( j,l) = 1,否则为 0。 交叉关

系具有对称性,即 c( i,k),( j,l) = c( j,l),( i,k)。
(3)如图 7 所示,边 ( i,k) 和 ( j,l) 发生交叉的

充要条件是,它们端点在各自层内的相对位置相反。
此逻辑关系可由式(14)的线性约束来表达。

c( i,k),( j,l) + x j,i + xk,l ≥1
c( i,k),( j,l) + xi, j + xl,k ≥1

(14)
该约束确保了当节点 i在 j之上且 k 在 l之下时

(或反之),交叉变量 c( i,k),( j,l) 为 1。

图 7　 最小化交叉点优化中的交叉约束示意图

(4)传递性约束:为保证同一层内所有节点的

排列顺序是一致且无环的,需引入传递性约束。 参

考 Jünger 等人[22]的经典模型,对同层内的任意节点

三元组 施加如式(15)的约束。
xi, j + x j,k - xi,k ≤1

xi, j + x j,k - xi,k ≥0
{ (15)

该约束保证,若 i在 j之上 (xi, j = 1) 且 j在 k之
上 (x j,k = 1),则 i也必须在 k 之上 (xi,k = 1)。这些

约束被添加到 ILP 模型中,适用于所有同层的节点

三元组 ( i, j,k), 确保层内所有节点之间的相对位

置遵循传递性。 在这个过程中会产生 O( | V | 3) 个

约束。
将上述变量和约束条件构建成一个 ILP 模型,

位置变量和交叉变量的有效赋值对应图的布局,所
有交叉变量的总和即为图中边交叉数量。 因此,具
有最小总和的交叉变量赋值表示具有最少交叉的布

局。 目标函数如式(16)所示。

OBJ = ∑
K-1

r = 1
∑

e1,e2∈Er

ce1,e2 (16)

式中:OBJ 表示 ILP 模型的目标函数值; Er 表示第 r
层和第 r + 1 层之间的边集; ce1,e2 是交叉变量,表示

边 e1 和边 e2 是否交叉(交叉为 1,否则为 0),这里要

求 e1 ≠ e2。 总的来说,这个目标函数是最小化所有

交叉变量 ce1,e2 的和。

为提高求解效率,本文参考了 Gange 等人[23] 提

出的对称性破除方法。 在图布局优化问题中,原图

与其垂直镜像在边交叉数量等评价指标上具有功能

等价性(如图 8 所示)。 然而,这种对称性会导致求

解器在等价解空间中进行冗余搜索,从而增加计算

开销。 对称性破除的基本策略是在优化前将一个特

定的 x 变量固定为 0,即选择同一层中第 1 个节点

对(假设为节点 u 和 v )对应的 xu,v = 0, 表示节点 u
位于节点 v 下方。 本文在此基础上,选择在交叉约

束中出现次数最多的 x 变量将其固定为 0。 该策略

为求解器提供了更优的起点,有助于更快速找到其

他变量的最优赋值,并尽可能简化模型。

图 8　 对称的节点链接图

本文从可视化效果提升与求解效率优化 2 个维

度,对提出的布局优化方法进行综合评估。 在可视

化层面,以一个具体案例(图 9)进行说明,优化前的

布局(图 9(a))包含 15 个节点、21 条边,产生了 14
个交叉点,视觉上显得较为杂乱。 通过应用本文的

—614—

高技术通讯　 2026 年 4 月 第 36 卷 第 4 期



优化算法,重构后的布局(图 9(b))边交叉点数量

降低至 6 个,降幅达 57. 1% 。 实验结果表明,在节

点链接图中引入最小交叉点优化能够显著简化图的

结构,减少视觉干扰,使用户更直观地理解不同图元

所代表模型的关联关系。

(a) 优化前　 　 　 　 　 　 　 　 　 　 (b) 优化后

图 9　 分层节点链接图布局

在求解效率层面,为验证对称性破除策略的有

效性,本文基于美国电话电报公司(American Tele-
phone and Telegraph Company,AT&T)贝尔实验室收

集的 AT&T[24]图目录中的 1 276 个有向无环图展开

了系统性实验。 所有图均经过预处理(采用最小宽

度分层算法分层,并为长边插入虚拟节点)以满足

分层布局要求,预处理后的图节点数范围为 10 ~
399。 实验环境为 CentOS Linux (8 GB 内存),采用

Gurobi 10. 0 求解器。
表 2 呈现了具有不同特征的基准测试实例,在

节点规模 15 ~ 200、边稀疏程度 57 ~ 2 067 条边以及

约束复杂度等维度上均呈现梯度分布。 综合性能评

估结果表明,所提对称性破除方法具有良好的求解

效能与场景适应性。 以一个包含 150 个节点与2 067
条边的高密度图实例为例,引入该策略后求解时间

表 2　 最小交叉布局优化性能实验结果表

节点

数量
边数量

约束

数量

未引入

对称性破除

运行时间 / s

引入

对称性破除

运行时间 / s

15 57 104 0. 030 0. 021
20 106 260 0. 034 0. 027
25 173 880 0. 048 0. 028
50 488 1 942 0. 112 0. 039
100 955 3 778 0. 619 0. 223
150 2 067 9 950 2. 073 0. 669
200 1 486 13 706 9. 304 6. 352

较基线方法缩减 68% 。 上述实验结果验证了对称

性破除策略在节点链接图交叉最小化问题中的有效

性,尤其在大规模、高密度图的布局优化场景下,该
方法在计算效率方面表现出优势,具备良好的实用

性与可扩展性。
3. 4　 特征子空间详细视图

特征子空间详细视图(图 10)旨在支持用户对

特征子空间进行深入探索与分析,从而获取特征之

间及特征与目标变量之间的多层次关联信息。 该视

图借鉴了热力图矩阵的设计思想,构建了一种基于

分区的相关性矩阵视图。 该方法通过均匀划分,将
变量组合划分为多个小区域,矩阵中的每个矩形区

域对应一个特定特征对。 区域的颜色编码反映相关

性度量值:颜色越深,相关性越强;颜色越浅,相关性

越弱。 该可视化方式能够使用户快速识别特征间的

关系模式,从而更直观地理解不同特征子集在数据

分析与建模中的作用与影响。

图 10　 基于分区相关性矩阵视图

3. 5　 曲线比较视图

曲线比较视图旨在展示并对比不同模型生成的

时间序列预测结果。 常用的时间序列可视化方式包

括曲线图与条纹图,两者各具优势,适用于不同分析

场景。 条纹图便于观察变量的整体趋势及上下文信

息,而曲线图则通过连线精确呈现各时间点的变化

趋势。

如图 11 所示,本文构建的曲线比较视图将条纹

图与曲线图相结合,实现对预测结果的分层次展示。
具体而言,图 11(a)多预测结果对比条纹图用于呈
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现数据的全局上下文,帮助用户直观了解预测结果

的整体分布特征,并识别不同模型预测结果间的差

异;图 11(b)预测曲线对比图则支持单一时间序列

预测结果的精细化展示,能够准确反映特定模型或

特征子集在时间轴上的变化轨迹,尤其适用于分析

特定时间点或事件的表现。 通过整体与细节相结合

的设计,该视图支持用户快速定位模型差异,为特征

选择与模型优化提供有力参考。

图 11　 条纹图与曲线图的结合

4　 评 估

为全面评估所提出方法的有效性与可用性,本
研究遵循可视分析领域的主流评估范式,采用了案

例分析与用户研究相结合的混合评估策略。 其中,
案例分析旨在展示系统解决复杂实际问题的逻辑与

能力,而用户研究则侧重于量化评估系统的易用性

与交互体验。
4. 1　 案例分析

本节以光伏发电出力预测任务为例,通过详尽

案例研究系统性地阐释了本工具辅助模型性能优化

的完整工作流与交互逻辑。 实验邀请了一位具有 2
年可视分析研究背景、但在光伏领域具备“零先验

知识”特征的研究生(E2)参与。 该选择基于如下 2
点考虑:(1)其缺乏领域先验知识的背景能够更好

地验证系统对非领域专家的支持能力;(2)依托其

可视分析素养,可更高效地演示系统的交互功能与

分析路径。 需指出,本案例属于定性的流程演示,重
点在于展示系统如何使用以及能够发现什么;而系

统的有效性广泛验证则通过 4. 2 节的 16 人用户研

究进一步支撑。
首先,E2 用光伏发电数据集进行自由探索,获

得如图 12(a)所示的结果。 其希望了解在光伏发电

出力预测场景中,不同特征子集对模型性能的影响,
因此在参数面板将特征种类权重设置为 0. 5,性能

指标权重设置为 0. 5,相关性阈值设为 0. 75,执行分

析后得到图 12(b)。

图 12　 特征子集分析

值得注意的是,上述参数并非系统固定的超参

数,而是用户在交互探索过程中根据当前分析需求

动态调整的即时配置。 这种设计体现了本系统的核

心理念———用户可根据分析侧重点(如更关注特征

多样性还是模型精度)自由调整各维度权重,系统

据此实时更新模型相似性度量结果。 在本文案例

中,系统将交互探索过程中生成的候选模型节点统

一标记为“T-编号”的形式,其中每个编号对应一个

由特征子集、算法权重和预测性能共同确定的候选

预测模型。 在该参数配置下,E2 发现 T-301 与 T-
307 在特征集合种类上具有较高的相似性,但观察

图元最内层圆环可发现两者的 RMSE 值差异较大。
进一步查看两者对应的矩阵视图发现,T-301 特征

集中包含光照强度,而 T-307 不包含该特征。 仅此

一个特征差异即导致两者在性能指标上存在显著差

距。 随后,E2 检查了其他 RMSE 较低的模型,发现

其特征集均包含光照强度。 由此,E2 推断光照强度

为该预测任务的关键特征,并在后续探索中确保所

构建的特征子集均包含该特征。
如图 13(a)所示,E2 认为初始的节点链接图较

为混乱,不利于分析模型间的相似性。 因此,其尝试

对分层节点链接图进行布局优化。 点击布局优化按

钮后,系统重新对节点链接图进行布局,得到如

图 13(b)所示的视图。 优化后的分层节点链接图将
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相关性较高的图元置于同一层级,显著减少了连线

交叉,整体视觉效果更加清晰,有助于模型间差异与

关联关系的比较。 E2 评价指出,该设计有效降低了

用户的视觉认知负荷,使模型间的关联特征更加清

晰直观。

图 13　 节点链接图布局优化

在图 14(a)的基础上,E2 希望探索算法权重对

于不同模型的影响。 其在参数面板中将算法权重设

置为 0. 5,特征种类权重设置为 0. 2,性能指标权重

设置为 0. 3,相关性阈值设置为 0. 8,生成了如图 14(b)
所示的视图。

图 14　 算法权重分析

此处 E2 调整参数配置的目的在于,提高算法

权重占比来突出模型融合策略的差异,同时适当降

低特征种类权重以聚焦于算法层面的分析。 这一参

数调整过程体现了用户根据分析目标动态优化探索

策略的典型交互模式。 分析结果显示,模型 T-306
和 T-308 的相关性均大于 0. 8。 进一步查看这 2 个

图元的组成可知,两者在特征种类上完全一致,但在

算法权重和性能表现上存在差异。 T-306 的权重参

数为 XGB =0. 1,LGB =0. 1,PathFormer = 0. 8,RMSE
=2. 4;T-308 的权重参数为 XGB = 0. 2,LGB = 0. 2,
PathFormer = 0. 6,RMSE =2. 1。

E2 分析发现,虽然 PathFormer 单模型在时序预

测任务中表现优异,但在具体应用场景下,将其与其

他模型进行融合可有效降低过拟合风险。 因此有必

要引入树模型的结果进行集成。 此外,E2 指出,该

可视分析系统能够支持用户自主探索最优算法组

合,从而增强集成模型的可解释性。 其评价道,对于

缺乏领域知识的普通用户而言具有较高的友好性,
能够在逐步探索的过程中帮助用户理解并掌握相关

领域知识,同时不断优化模型性能。 在持续优化后,
E2 将模型的 RMSE 降低至 0. 98,并成功导出预测

结果。
4. 2　 用户研究

为进一步评估系统的有效性和可用性,本研究

设计了一项受控用户实验,旨在从操作便捷性、交互

友好性及功能有效性 3 个维度进行评估。 此项实证

研究补充了前文案例分析的局限性,增强了评估结

果的鲁棒性。 本次用户研究共招募了 16 名具有计

算机科学或相关专业背景的学生作为参与者。
研究流程包括 2 个主要环节。 首先,参与者被

要求完成一系列代表性的分析任务。 如,请根据数

据概览视图数据分布对特征作特征工程”,“请设置

4 个相关性参数和 1 个阈值,显示模型之间的相关

性”。 其次,在完成所有任务后,参与者需填写一份

包含 8 个评估维度的用户偏好问卷,以收集他们对

系统的主观反馈。 具体问题设计见表 3。

表 3　 用户问卷设计

题目

编号
问题描述

Q1 您认为数据概览视图对于初步构建特征子集有帮助吗?
Q2 您认为数据操作工具对特征工程有帮助吗?
Q3 您认为节点链接图的设计有助于记录用户探索流程吗?
Q4 您认为圆形图元的设计对分析模型有帮助吗?
Q5 您认为节点链接图中相关性连接有帮助吗?
Q6 您认为节点链接图中布局优化有帮助吗?
Q7 您认为特征子空间详细视图中的热力矩阵图有帮助吗?
Q8 您认为条纹比较视图有帮助吗?

在任务执行方面,所有参与者在经过短暂的熟

悉阶段后,均能独立、顺利地完成所有预设任务,并
成功获得最终的预测结果。 观察记录显示,有 2 名

参与者在初始的创建特征子集阶段遇到了挑战。 其

根本原因在于,当面对一个不熟悉的领域问题时,由
于缺乏相关的领域知识参与者难以判断哪些原始变

量可能与预测目标相关,也难以确定应优先尝试哪

些特征处理方式,例如变量筛选、数值变换或简单特
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征组合,因此难以形成有效的特征工程思路。 然而,
值得注意的是,系统的整体界面设计与交互逻辑获

得了普遍认可。 用户反馈表明,在完成一个完整的

使用流程后,绝大多数参与者都能快速掌握系统的

主要操作。
问卷的量化结果(如图 15 所示)表明,参与者

对本研究提出的技术方案及系统整体功能给予了积

极的评价,表现出较高的满意度。 同时,通过对开放

性问题和访谈内容的归纳分析,识别出若干亟待改

进的关键点。

图 15　 反馈问题的评估结果

用户反馈主要集中于以下几个方面。 (1)有 2
名参与者认为,当前的数据操作主要为简单的特征

转换,对于缺乏领域经验的用户而言,难以在短时间

内构建出有价值的特征,且特征转换过程耗时较长。
他们建议系统可增加自动化推荐功能,或引入大语

言模型辅助用户进行特征工程。 (2)有 2 名参与者

指出,节点链接图中的图元设计在理解上存在一定

难度,视觉呈现较为繁琐,尤其对于未接触过可视分

析的用户,需要一定的学习成本。 然而,他们同时认

可将 3 个维度信息整合至单一图元的设计有助于提

升空间利用率,便于对比不同模型。 (3)有 1 名参

与者认为,节点链接图的相关性连接功能在实际使

用中帮助有限,原因在于当前模型性能指标仅包含

RMSE 值,建议在模型评价中引入更精细化的指标

体系。 (4)有 3 名参与者指出,条纹图比较视图目

前仅用于预测结果的展示,作用有限,建议在该视图

中增加更多信息维度,如每一时刻的特征重要性。
(5)有 4 名参与者表示,本系统在一定程度上缓解

了传统特征选择过程中对特征缺乏认知的问题,并
能辅助用户进行特征提取,对可视分析视图的设计

与工作流予以肯定。 但他们也建议提升系统的可扩

展性,以适应更多不同场景下的需求。

5　 结 论

本文提出一种基于人在回路的交互式可视分析

方法,旨在辅助研究人员高效进行特征选取与模型

优化。 该方法首先构建了一个融合 XGBoost、Light-
GBM 与 PathFormer 的集成模型作为基准预测框架。
为精准量化不同特征组合对模型性能的影响,本研

究进一步提出了一种多维度模型相似性度量方法。
面向交互式模型探索流程中对动态可视分析的需

求,本文设计了一种基于动态分层节点链接图的可

视分析方法。 针对该分层节点链接图中因连线交叉

导致的视觉混乱问题,本文进一步引入了基于整数

线性规划的布局优化算法,通过最小化连线交叉提

高可视化布局的清晰度与可读性。 在此基础上,构
建了一个面向特征选择的交互式可视分析系统,并
通过案例研究和用户研究,对系统的可用性与有效

性进行了验证。
尽管取得了上述成果,本研究仍存在一定局限

性。 首先,在特征工程方面,系统当前主要支持基于

数学变换的特征转换和简单算术运算的特征组合,
虽能满足基础需求,但在处理依赖复杂领域知识的

特征构建时仍显不足。 其次,在模型评估与优化方

面,系统主要依赖均方根误差等传统指标,单一指标

难以全面反映模型性能;对于特征子集的评估也主

要基于传统的特征重要性与相关性数值,缺乏对模

型鲁棒性和可解释性的深入分析。 最后,系统在跨

领域适应性与可扩展性方面仍有提升空间,以更好

满足不同应用场景的需求。
综上所述,本文通过构建一个融合多维度模型

度量与动态可视分析的交互式系统,为解决时序预

测任务中的特征选择难题提供了一套有效的解决方

案。 研究结果验证了人在回路方法在提升模型构建

效率与可解释性方面的价值。 未来的工作将聚焦于

深化智能特征工程、构建多维度的模型综合评估体
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系以及提升系统的跨领域扩展性,以期打造更为智

能、鲁棒和通用的可视分析工具。
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Abstract

Feature selection is a critical preprocessing step in machine learning that directly influences model accuracy, ro-
bustness, and interpretability. However, identifying optimal feature subsets from high-dimensional spaces remains a sig-
nificant challenge. Existing automated methods, while computationally efficient, often lack interpretability, whereas tra-
ditional manual approaches offer transparency but suffer from low efficiency. To address this limitation, this paper propo-
ses a human-in-the-loop interactive visual analytics framework for feature selection in time series forecasting tasks. The
proposed approach integrates an ensemble prediction model combining XGBoost, LightGBM, and PathFormer, and intro-
duces a multi-dimensional model similarity metric to quantify the impact of feature combinations on prediction perform-
ance. Building upon this foundation, we design and implement a visual analytics system featuring coordinated multiple
views, including data overview, feature subspace exploration, detail-on-demand views, and prediction curve comparison.
The core component employs a hierarchical node-link diagram that dynamically records users’ exploration paths and re-
veals the evolutionary relationships among models throughout the feature iteration process. To address visual clutter ari-
sing from edge crossings, we further incorporate an integer linear programming-based layout optimization algorithm that
significantly enhances visualization clarity and readability. Case study and user evaluation demonstrate that the proposed
framework effectively improves both modeling efficiency and prediction performance for users with diverse backgrounds in
time series forecasting tasks.

Key words: feature selection, visual analytics, multivariate time series forecasting, model similarity measurement,
hierarchical node-link diagram

—224—

高技术通讯　 2026 年 4 月 第 36 卷 第 4 期


