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量子化学密度矩阵重正化群关键算子并行优化①
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摘　 要　 多核过渡金属化合物(如固氮酶中的铁硫簇)因其复杂的电子结构,对当代量子

化学方法构成了严峻挑战。 为此,本文提出了一种基于中央处理器-图形处理器(central
processing unit-graphics processing unit,CPU-GPU)异构计算平台的优化方案,旨在提升密

度矩阵重正化群(density matrix renormalization group,DMRG)算法的计算效率。 其核心理

念在于,通过异构计算优化 DMRG 中最耗时的关键算符,即对角化(diagonalization)和重

正化( renormalization),从而显著提升整体性能。 这一挑战的关键不仅在于计算速度的提

升,更在于如何巧妙分解这些算符的计算负载并实现高效的资源分配。 为此,本文设计了

一套多层次优化策略:利用 GPU 上的层次化批量矩阵乘法,辅以高级精简指令集机器

CPU 上针对不规则矩阵乘法的并行优化,充分挖掘了 CPU-GPU 异构系统的计算潜能。
实验结果显示,相较于我们先前的研究,DMRG 的综合性能实现了 11% ~ 83% 的提升。
这一进步不仅验证了 CPU-GPU 协同计算在处理 DMRG 算法时的优越性能,也为量子化

学领域的高性能计算开辟了新的路径。
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　 　 密度矩阵重正化群(density matrix renormaliza-
tion group,DMRG) [1 - 2] 方法最初由 White 于 1992
年提出[3]。 作为研究强关联一维量子体系的高效

数值工具,该方法在计算复杂度相对较低的情况下,
能够高精度求解一维格点模型的强关联电子基态,
其能量计算精度远超传统方法,例如密度泛函理

论(density functional theory,DFT)[4]和耦合簇(coupled
cluster,CC)[5] 等方法。 由于 DMRG 依赖于矩阵乘积

态(matrix product state,MPS)[6] 的紧凑表征,能够有

效捕捉一维体系中的长程纠缠,同时避免指数维数

爆炸问题,从而成为研究强关联系统的重要工具。
在量子化学领域,从头算 DMRG(ab initio DM-

RG) [7]算法成功突破了传统完全组态相互作用( full

configuration interaction,FCI) [8] 方法的局限性。 FCI
虽然可以提供严格的全电子相关解,但其计算复杂

度随空间轨道数指数增长,仅适用于 1 或 2 个过渡

金属中心的小型体系。 而 ab initio DMRG 通过引入

MPS 及截断控制,实现了对大尺度体系电子相关效

应的高效刻画,从而拓展了量子化学计算的适用

范围。
多金属中心体系(如氧合酶复合体 Mn4CaO5、

铁硫簇 Fe2S2 / Fe4S4、固氮酶 P 簇 Fe8S7 及铁钼辅酶

因子 Fe7MoS9C)的电子关联效应远强于简单的一维

链状结构,其轨道间纠缠往往具有高度非局域性。
在一维系统中,基态波函数可通过有限的键维

度(bond dimension,D)进行有效表征,且计算复杂
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度与系统规模呈多项式关系。 然而,在多金属中心

体系中,基态波函数的高度纠缠使得能量收敛速率

随 D 的增加显著下降。 为了实现多金属中心体系

的高计算精度,所需的 D 随系统规模快速增长。 进

一步 考 虑 到 ab initio DMRG 的 计 算 复 杂 度 为

O(K3D3 + K4D2) (其中 K 为空间轨道数, D 为键维

度),当 D 扩展至万量级时,计算量将远超当前计算

资源的承受范围,从而成为模拟大尺度分子体系的

主要瓶颈[9 - 19]。
近年来,异构计算在高性能计算(high perform-

ance computing,HPC) 领域的蓬勃发展为 ab initio
DMRG算法的加速开辟了新的可能性。 图形处理单

元(graphics processing unit, GPU)凭借其数千个计

算核心提供的并行吞吐量和高能效特性,已然成为

量子化学计算的关键加速引擎。 ab initio DMRG 算

法的核心计算瓶颈主要集中于哈密顿矩阵的对角

化(diagonalization)和重正化( renormalization),这些

过程不仅计算密集,还因矩阵规模和结构的不规则

性而对优化提出更高要求。
针对这些瓶颈的共性挑战,本文提出了一种多

层次的优化策略。 首先,设计了层次化批量矩阵乘

法优化以提升 GPU 批量矩阵乘法性能;然后,针对

不规则矩阵乘法的特性,优化多线程并行策略并使

用汇编级优化挖掘中央处理器( central processing
unit,CPU)极致性能。 这些方法旨在从底层架构出

发,充分发挥 CPU-GPU 的异构计算潜能。 实验结果

验证了该策略的有效性,相较于已有工作[20],针对

具有完全活性空间( complete active space,CAS)的

过渡金属化合物体系,本文设定基活性空间规模为

114 个电子与 73 个轨道,即 CAS(114e,73o)。 在该

体系下,依托包含 32 个 GPU 的异构硬件平台,DMRG
算法的整体运行效率提升了 11% ~83%。 最终,该优

化使得 DMRG 算法能够在多金属催化体系等复杂场

景中实现计算精度与研究规模的扩展。

1　 相关工作

自 DMRG 方法问世以来,研究者们一直在探索

如何利用 HPC 技术突破其计算瓶颈,其中 CPU-
GPU 异构加速已成为一个备受关注的热点方向。

陈富州等人[21]提出了一种高效的 CPU-GPU 异

构并行 DMRG 算法,瞄准了对角化和态空间截

断(decimation)这 2 个主要的性能瓶颈。 作者通过

精心设计的任务分配策略,实现了 CPU 与 GPU 间

的工作负载均衡,相较于传统单个 CPU 计算时间,
取得了 2. 7 ~ 2. 9 倍的性能提升。 具体而言,在对角

化过程中哈密顿量与波函数运算操作时,采用动态

平衡策略不断调整 CPU 和 GPU 之间的任务划分比

例,使得 CPU 负责部分较小尺寸矩阵操作,GPU 负

责大尺寸矩阵操作,最终实现 CPU-GPU 对 DMRG
的加速。 将 CPU 的控制能力和 GPU 的高并行性结

合,针对 DMRG 的计算特点进行了合理分工,显著

提升了性能。 但是该方法只局限于单节点,未探索

多 GPU 异构并行,限制了复杂体系的计算规模。
Menczer 和 Legeza[22] 进一步扩展了这一思路,

提出了一种针对 CPU-GPU 异构架构的张量网络计

算优化方法,可直接应用于 DMRG 的加速。 他们采

用了一种任务合并策略,将多个小规模张量块整合

为较大的稠密张量,随后利用计算统一设备架

构(compute unified device architecture,CUDA)基本

线性代数子程序( basic linear algebra subprograms,
BLAS)(cuBLAS) [23] 中的 cublasStridedBatchedGemm
函数执行批量矩阵乘法。 这种方法有效减少了小任

务的调用开销,显著提升了 GPU 的计算吞吐量;同
时引入了高效的虚拟内存管理和批处理操作,优化

了异构计算性能。 但该方法使用任务合并策略,将
不同规模的矩阵存放在固定尺寸的空间中,浪费了

宝贵的显存资源,且在预处理阶段引入了复杂的显

存数据移动开销。
已有前期工作[20] 针对 DMRG 算法中最耗时的

环节,即算符与波函数的张量缩并进行了卓有成效

的优化。 针对批量矩阵乘法,提出了一种精巧的策

略。 首先通过自适应聚类根据矩阵维度对矩阵进行

分组,确保各组内矩阵规模一致;随后为每组分配独

立的计算统一设备架构流,并结合 cuBLAS 库中的

cublasDgemmBatched 函数高效执行运算。 这一方法

充分利用了 GPU 的并行计算能力,大幅提升了计算

吞吐量,最终在过渡金属化合物 CAS(114e,73o)体
系中实现了键维度 D 高达 14 000 的突破性规模。
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最大键维度 D达到了当前最优工作的约 3. 0 倍。 这

一成果不仅体现了 GPU 加速在处理 DMRG 高阶张

量运算中的潜力,更通过 CUDA 流并行与批量矩阵

乘法的协同设计,为量子化学中的强关联体系计算

树立了新标杆。 但随着 GPU 数目的增加,相同维度

的矩阵数目减少,使得批量矩阵乘法的任务密度被

稀释,降低了 GPU 的资源利用率。
Tian 等人[24] 提出了针对 DMRG 的混合精度实

现,探讨了如何通过混合精度计算优化 DMRG 方

法,以提升量子化学计算的性能和效率。 由于 DM-
RG 是一种迭代算法,作者提出了两级混合精度策

略:在初始几轮迭代中使用单精度浮点运算以加快

计算速度,然后在后续清理阶段切换回双精度以恢

复计算精度。 这一策略能够在计算性能与结果精度

之间取得平衡。 通过混合精度的应用,不仅减少了

计算资源的消耗,还保持了高效而可靠的计算结果,
最终该方法获得了最高达 2. 3 倍的加速比。 这表明

混合精度计算在量子化学中的潜力,尤其适用于

DMRG 这样需要大量矩阵操作的算法,这对于未来

更大规模的量子化学研究提供了重要参考。
在批量矩阵乘法的优化方面,针对批量矩阵尺

寸和形状差异较大的情况,Li 等人[25]提出了一个灵

活的框架,根据矩阵尺寸动态调整对应分块尺寸,从
而优化 GPU 资源的利用效率。 具体来说,针对不同

矩阵规模,设计个性化的分块策略,而不是采用统一

的块大小。 利用 GPU 共享内存缓存频繁访问的数

据,减少全局内存访问。 设计线程到块的映射策略,
确保负载均衡和高并行性。 该方法解决了传统统一

分块方法在不规则矩阵上的低效问题。 通过将多个

通用矩阵乘法 ( general matrix to matrix multiplica-
tion,GEMM)任务整合到一个内核,显著提高了 GPU
线程并行性和占用率。 这一策略在小规模批量矩阵

乘法中表现尤为出色,在批量小矩阵处理中实现了

2. 0 ~ 3. 0 倍的性能加速。 但是该方法不支持张量

核心(Tensor Core),限制了其在现代 HPC 环境中的

竞争力。
开放基本线性代数子程序(open basic linear al-

gebra subroutines,OpenBLAS) [26] 和类 BLAS 库实例

化软件(BLAS-like library instantiation software,BLIS)[27]

在高级精简指令集机器 ( advanced RISC machine,
ARM) CPU 平台上显著提升了矩阵乘法性能,尤其

在单线程密集计算中表现优异。 OpenBLAS 通过优

化内核和分块策略,在规则矩阵上接近理论峰值。
BLIS 则利用模块化微内核和向量化指令,提供灵活

的高效实现。 然而,这两者在多线程环境下处理不

规则矩阵时效率下降,原因包括负载不均、同步开销

高和缺乏专用优化。 在 DMRG 计算中,核心操作如

Davidson 对角化过程中涉及不规则矩阵乘法。 这 2
个库的多线程并行效率显著下降。 这种现象主要归

因于以下几点:首先,通用分块策略难以适应多样化

的矩阵维度,导致线程间的负载不均衡和缓存未命

中率增加;其次,多线程同步开销在不规则矩阵运算

中占比过高,进一步削弱了并行加速比;最后,这类

通用库通常未针对特定应用场景进行深度优化。 这

种局限性反映了通用库在特定领域(如量子化学中

的 DMRG)优化上的挑战,因此需要在通用性与专

用性之间寻找更优的平衡点。
综上所述,当前已有的研究展示了 CPU-GPU 异

构计算在 DMRG 加速中的多样化路径,从任务分配

到张量合并,再到批量矩阵乘法优化,各具特色。 然

而,更进一步的优化依赖于算法与硬件特性更深层

次的融合,尤其是在处理不规则矩阵结构时,如何进

一步降低通信开销和提升并行效率,仍是值得深入

挖掘的方向。

2　 基本介绍

DMRG 方法旨在高效求解强关联体系的基态。
考虑一个由 n 个格点组成的系统,其中每个格点代

表一个自由度,第 i 个格点的基矢可表示为 | σi〉,
满足正交归一关系 〈σ′i | σi〉 = δσ′iσi

。 以电子系统

为例,每个格点可处于 4 种可能的状态: | vac〉 (空
轨道)、 | ↑〉 (单占据上自旋)、 | ↓〉 (单占据下自

旋)和 |↑↓〉(双占据)。 因此,整个系统的希尔伯

特空间基矢可表示为 | σ1σ2…σn〉。 任意态矢量(波
函数) |Ψ〉在该空间中的展开形式如下:

| Ψ〉 = ∑ σ1σ2…σn
Cσ1σ2…σn

| σ1σ2…σn〉 =

　 ∑ {σ}
C{σ} | {σ}

(1)
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式中: C{σ} 是高阶张量的一个元素值,表示整个系

统处于特定的状态; {σ} 表示 σ1σ2…σn 所有可能

的占据态组合。 该希尔伯特空间的维数为 4n, 随体

系规模增大呈指数增长,使得直接采用精确对角化

方法求解基态几乎不可行。 DMRG 通过迭代优化策

略,以有限的基矢集合近似表征低能态,而非使用整

个完备的希尔伯特空间,从而实现对大体系的高效

计算。
在 DMRG 方法中,张量( tensor)构成核心数据

结构,可视为高维数组的推广。 例如,向量可视为一

阶张量,矩阵则为二阶张量。 由于 DMRG 计算涉及

大量张量运算,直接使用向量或矩阵表示量子态与

算符会导致表达繁琐且计算复杂。 因此,张量计算

通常引入图形化表示方法,以直观刻画计算过程。
在张量网络表示中,高阶张量以带有多条“腿”的点

或方块表示,其中腿的数量对应张量的阶数。 张量

运算中最重要的操作之一是张量收缩( tensor con-
traction),其本质是对共享指标求和。 如图 1 所示,
张量 A 与张量 B 的张量收缩操作,在图形化表示中

表现为将表征 2 个张量公共指标的边进行连接。

图 1　 张量收缩图形化表示

矩阵乘积态的核心思想在于将波函数看成一个

高阶张量,并将其分解为一系列矩阵的乘积,从而为

解决指数爆炸问题提供了有效途径。 作为一种变分

算法,DMRG 旨在求解哈密顿矩阵 Ĥ 的低本征态,
即满足如下公式。

Ĥ | Ψ〉 = E | Ψ〉 (2)
通过引入 MPS 表示,多体波函数 |Ψ 〉可近似展

开为

　 Ψn1n2…nK ≈ ∑ {αk}
An1

α1[1]…Ank
αk-1αk[k]…AnK

αK-1[K]

(3)
式中: nk ∈ {0, 1, 2, 3} 分别对应于 4 种状

态{ | vac〉, | kβ〉, | kα〉, | kαkβ〉};K 表示体系的轨

道总数;边界张量 An1
α1[1] 和 AnK

αK-1[K] 均为二维矩

阵。 而 MPS 链中间部分 Ank
αk-1αk[k] 为三阶张量。 实

际计算中,通过引入张量的低秩近似,设定截断维度

D (即 bond 维度)以控制精度,从而使得整个 MPS
的参数总数仅为 O(KD2)。 图 2 为多体波函数 |Ψ 〉
和矩阵乘积态的图形化表示。

图 2　 多体波函数 |Ψ〉和矩阵乘积态的图形化表示

在量子多体问题的数值求解中,体系的基态能

量 E0 通常是研究的核心目标。 其主要任务目标是

通过优化波函数,使能量逐步收敛至最低点。 在

DMRG 算法中,这一优化过程通过迭代更新 MPS 来

实现。 具体而言,首先优化当前格点的 MPS 元素,
随后依次向左或向右移动,反复左右移动,最终逐步

优化整个系统的所有格点。 从左至右、再从右至左

的一次格点优化被称为一次扫描(sweep)。 随着扫

描次数的增加,系统能量趋于收敛,并最终得到 E0

的精确估计。
在具体的优化过程中,可以采取不同的更新策

略。 其中,单点 DMRG 方法在每一步仅优化单个

MPS 格点,而双点 DMRG 方法则同时优化 2 个相邻

的 MPS 格点。 相较而言,双点 DMRG 能有效缓解

单点方法易陷入局部极小值的问题,从而提升收敛

性和全局优化能力。 本文采用的是双点 DMRG 方

法。 图 3 为双点 DMRG 方法的扫描示意图。

图 3　 双点 DMRG 中一次扫描示意图
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通过引入矩阵乘积态,哈密顿矩阵 Ĥ 可以写成

矩阵乘积之和的形式,即 Ĥ 被分解为多个算符的乘

积形式。

Ĥ = ∑ μ
ÔL

μ ÔC1
μ ÔC2

μ ÔR
μ (4)

式中: ÔL
μ 为左侧区域的局部算符,表示体系左侧格

点的哈密顿算符贡献; ÔC1
μ 为中心区域第一个格点

的局部哈密顿算符; ÔC2
μ 为中心区域第二个格点的

局部哈密顿算符; ÔR
μ 为右侧区域的局部算法,表示

体系右侧格点的哈密顿算符贡献; μ 表示算符的索

引,在 ab initio DMRG 中, μ 的规模为 O(K2) 的倍

数。 在直积空间下,波函数的展开形式为

| Ψ〉 = ∑ lc1c2r
| lc1c2 r〉Ψlc1c2r (5)

式(5)表示量子态 |Ψ〉可以被分解为一系列基

态 | lc1c2 r〉 和对应系数 Ψlc1c2r 的线性组合。 在 DM-
RG 算法中,哈密顿矩阵作用于波函数的计算是最

主要的计算瓶颈,其计算复杂度决定了整体算法的

数值效率。 该操作的数学表达式如下所示。
σl′c′1c′2r′ =

∑
μ
∑
lc1c2r

〈 l′c′1c′2 r′ | ÔL
μ ÔC1

μ ÔC2
μ ÔR

μ | lc1c2 r〉Ψlc1c2r =

∑
μ
∑
lc1c2r

ζμlc1c2r[Ô
L
μ] l′l[ÔC1

μ ] c′1c1[Ô
C2
μ ] c′2c2[Ô

R
μ] r′rΨlc1c2r

(6)
式中: ζμlc1c2 为电子费米统计交换引入的相位因子,

其值为 ± 1。 局部单电子算符 ÔC1 和 ÔC2 具有4 × 4

维度, 而边界算符 ÔL 和 ÔR 具有 D × D 维度。 因此

该操作的计算复杂度为 O(K2D3), 进而导致每个

sweep 的计算复杂度是 O(K3D3)。
在 DMRG 迭代过程中,采用 Davidson 对角化迭

代算法生成新的波函数 Ψlc1c2r 后,需要进行截断操

作,即通过奇异值分解(singular value decomposition,
SVD)或者对角化密度矩阵来更新张量 A[k]。 然后

如式(7)所示,使用更新后的 A[k], 执行重正化操

作,从而计算新周期的 ÔL 或者 ÔR。

[ Ônew
μ ] r′r = ∑

l′c′
∑
lc
Ac′∗

l′r′ 〈 l′c′ | ÔL
μ ÔC

μ | lc〉Ac
lr =

　 ∑ l′c′∑ lc
ζμlAc′∗

l′r′ [ÔL
μ] l′l[ÔC

μ] c′cAc
lr

(7)

式中: [Ônew
μ ] r′r 为更新后的算符,表示原始算符 Ôμ

在迭代中经过基态变换后的新算符; Ac
lr 表示 MPS

在当前格点的分量; Ac′∗
l′r′ 表示 Ac

lr 的复共轭。 ζμl 为算

符在左侧区域的权重或系数,为标量;重正化过程的

计算复杂度仍然保持为每个 sweep O(K3D3)。
为了提升计算效率,扩大计算规模,本文采用文

献[28] 的分布式并行方法,即在不同处理器间分配

μ。 Davidson 对角化流程及重正化流程的计算复杂

度均是 O([K3D3 + K4D2] / np), 其中 np 是处理器的

数目。 在 GPU 加速环境下,本文将每个 GPU 绑定

至一个进程,从而可以在每个计算节点上并行计算

式(6)和式(7)。
为了降低计算复杂度和内存开销,通过引入阿贝

尔对称性,使得最终式(6)中算符( [ÔL
μ] l′l、[ÔR

μ] r′r)

和波函数 Ψlc1c2r 均呈现块稀疏结构,仅需要存储算

符和波函数的非零块数据。 在 Davidson 对角化过

程中,稀疏算符和稀疏波函数的运算可通过顺序调

用矩阵乘法实现。 然而,由于矩阵的维度各异,且规

模变化较大,顺序处理的方式难以充分利用 GPU 的

硬件计算资源。 因此可以引入批量矩阵乘法优化,
通过一次性批处理矩阵乘法显著提升性能。 图 4是
批量矩阵乘法示意图。

图 4　 批量矩阵乘法示意图

具体而言,利用式(8) ~ 式(11)构造了 8 个批

量矩阵乘法(而非仅 4 个,是因为部分算符需考虑

厄米共轭操作),从而高效实现式(6)的计算。

I0 / 1μL′R′C′1C′2LRC1C2
(LRC1C′2) = [Ôμ]C′2C2

·Ψ(LRC1C2)
(8)

I2 / 3μL′R′C′1C′2LRC1C2
(LRC′1C′2) =

[Ôμ] C′1C1
·I0 / 1μL′R′C′1C′2LRC1C2

(LRC1C′2)
(9)
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I4 / 5μL′R′C′1C′2LRC1C2
(LR′C′1C′2) =

[Ôμ] R′R·I2 / 3μL′R′C′1C′2LRC1C2
(LRC′1C′2)

(10)
I6 / 7μL′R′C′1C′2LRC1C2

(L′R′C′1C′2) =

[Ôμ] L′L·I4 / 5μL′R′C′1C′2LRC1C2
(LR′C′1C′2)

(11)
σ(L′R′C′1C′2) =

∑ μ∑ LRC1C2
ζμLC1C2

·I6 / 7μL′R′C′1C′2LRC1C2
(L′R′C′1C′2)

(12)
式(6)中的 σl′c′1c′2rr被重新组织为以 C 为主序

存储 的 对 称 块 σ(L′R′C′1C′2)。 而 IμL′R′C′1C′2LRC1C2

则表示张量收缩过程中的中间结果。 预处理阶段可

置于 CPU端执行,首先将式 (8) ~ 式 (11 ) 中算

符[ÔL
μ] L′L、[ÔR

μ] R′R 和波函数 Ψlc1c2r 等稀疏张量,对
应展开成稠密矩阵形式;然后批量矩阵乘法操作则

移交到 GPU 端处理;最后每组批量矩阵乘法可表示

为式(13)。
{C1 = A1B1,…,CT = ATBT} (13)
然而,由于各矩阵的维度不尽相同,如何在 GPU

上高效实现批量矩阵乘法成为一个关键问题。 类似

地,在重正化阶段,式(7)也使用相同的处理方法。

I0 / 1μL′R′C′LRC(LRC′) = [ÔC
μ] C′C·A(LRC) (14)

I2 / 3μL′R′C′LRC(L′RC′) = [ÔL
μ] L′L·I0 / 1μL′R′C′LRC(LRC′)

(15)
I4μL′R′C′LRC(R′R) = A∗(L′R′C′)·I2 / 3μL′R′C′LRC(L′RC′)

(16)

[Ônew
μ ] R′R = ∑ L′C′LC

ζμL·I4μL′R′C′LRC(R′R)

(17)
在 Davidson 对角化 过 程 和 重 正 化 过 程 中,

式(13)中的批量矩阵乘法成为计算最密集的部分,
其优化对整体计算性能至关重要。 直接调用 GPU
与多核架构上的矩阵代数(matrix algebra on GPU
and multicore architectures,MAGMA)库[29]中的 mag-
mablas dgemm vbatched 进行计算时,在 NVIDIA
A100 GPU 上的性能仅能达到 4. 0 ~ 5. 0 每秒万亿次

浮点运算 ( tera-floating-point operations per second,
TFLOPS),相较于 CUDA 核心的峰值性能(9. 7 TFLOPS)
仅发挥出约 50% 。 这一性能瓶颈主要源于 magma-

blas dgemm vbatched 目前尚未支持 Tensor Cores。
已有工作[20]对式(13)中批量矩阵的规模分布

进行了细致剖析,发现矩阵维度呈现出显著的聚类

效应,即大量矩阵共享相同的维度。 这一特性为优

化 DMRG 中的张量计算提供了独特的机会。 本文

的优化策略如下:首先将相同维度的矩阵分组,使用

批量矩阵乘法优化 ( batched GEMM),即调用 cu-

BLAS[23]库中的 cublasDgemmBatched 函数高效处理

这些一致维度的运算;随后,各分组被分配独立的

CUDA 流,以充分发挥 GPU 的并行计算能力,从而

显著提升了稀疏张量缩并的计算效率。 但随着进程

数的增加将相同维度的算符分散至多个计算单元,
使得批量矩阵乘法的任务密度被稀释,降低了计算

性能。
为此,本文提出了层次化批量矩阵乘法的优化

方案,分别针对相同维度和不同维度矩阵设计对

应的优化方案, 最终融合两者的优势, 实现了

式(13)的高性能计算。 层次化的设计不仅是对

DMRG 计算复杂性的精准应对,也为未来在更广泛

张量网络中的应用奠定了坚实基础。

3　 DMRG 算法优化

3. 1　 层次化批量矩阵乘法优化

本节提出了一种混合优化框架,将式(13)中的

批量矩阵运算划分为 2 类:变维度批量矩阵乘

法(以下简称 vbatched 模式)和组内固定维度批量

矩阵乘法(以下简称 batched 模式),并针对性地设

计高效混合并行策略(以下简称 mixed 模式),以进

一步提升 GPU 的计算吞吐量。
对于变维度批量矩阵运算( vbatched),本文首

先分析了现有工具的局限性。 以 MAGMA 库中的

magmablas dgemm vbatched 函数为例,其采用三

维线程块划分方法,将批量矩阵的每一维度映射到

线程块的对应维度: x 方向对应矩阵行 M, y 方向对

应矩阵列 N,z 方向对应批量索引(batch index)。 这

种划分充分利用了 GPU 的并行计算能力,但在矩阵

尺寸波动较大的场景下,资源利用效率显著下降。
具体而言,当某些线程块处理较大矩阵(如 M × N
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较大)而其他线程块处理较小矩阵时,流多处理

器(stream multiprocessors,SM)间的计算负载分布不

均,导致部分 SM 过载而其他 SM 闲置,即不同 SM
上的计算负载分布不均,进而影响整体性能。

为解决这一负载不均衡问题,本文引入了一种

基于 CTA-to-SM 映射的优化策略 (如图 5 ( b) 所

示)。 其核心思想是将每个矩阵乘法任务分解为多

个计算数据分块(tile),每个协作线程数组(coopera-
tive thread array,CTA)负责一个 tile。 在具体的算法

实现层面,首要步骤是对输出矩阵 C 的 M × N 二维

计算域进行数据分块,即将大矩阵划分为便于缓存

的更小级子矩阵,例如 128 × 128 规模。 随后,这些

计算分块被动态调度至各个流式多处理器(SM)中
执行。 该策略凭借细粒度的任务分解与动态调度机

制,极大地提升了 SM 的资源占用率,有效规避了由

计算负载不均衡所引发的硬件资源闲置。

图 5　 GPU 线程块划分方式

对于组内固定维度批量矩阵乘法(batched),本
文沿用了三维线程块划分(如图 5(a)所示)的框架,
但进一步优化了内存访问模式。 本文针对批量矩阵

维度的不同,设置不同维度的 tile。 然后使用下面的

优化方法,实现深度优化。 针对批量的矩阵 A(M ×
K) 和 B(K × N), 本文沿 K 维度进行分块,并在每

次迭代中将 A 和 B 的 tile 加载到共享内存中。 这种

分块策略显著减少了全局内存的访问开销,提升了

数据局部性。 线程块的 x 和 y 维度分别映射到 C 的

列和行, z 维度则分配批量索引,从而实现高效的并

行计算。
最后,本文提出了一种新颖的混合优化策略(命

名为 mixed 模式),将固定维度与变维度批量矩阵乘

法的优势巧妙融合,以应对批量矩阵乘法中的性能

挑战。 具体而言,该方法首先通过维度聚类对矩阵

进行分组,确保组内矩阵维度一致,从而充分发挥

batched 运算的高效并行特性;对于那些无法归入固

定分组的零散矩阵,则采用了 vbatched 模式,利用

CTA-to-SM 的划分策略,并结合 CUDA 多流技术实

现异步加速。 在 vbatched 模式下,通过动态分配

tile 到 SM,该策略能在一定程度上缓解负载不均

衡。 在 batched 模式下,组内矩阵维度一致,线程块

划分与矩阵维度匹配,但是当矩阵组间维度差异较

大时,通过调整 tile 尺寸的方法可能不够灵活。 因

此混合优化策略在设计上通过动态调度和灵活的

tile 划分,显著降低了负载不均衡对计算资源利用

率的负面影响。 然而,在极端情况下(如矩阵维度

差异过大或组间负载严重不均),该策略仍可能无

法完全消除资源浪费,但是该极端情况出现概率较

低,整体来说混合优化策略适合 DMRG 计算过程中

出现的批量矩阵运算优化。
3. 2　 不规则矩阵乘法的并行优化

Davidson 迭代对角化计算流程中涉及到不规则

矩阵乘法计算。 在 ARM CPU 上的性能表现远未达

到硬件的理论峰值,揭示了现有优化策略的局限性。
深入分析表明,这一性能瓶颈主要源于 OpenBLAS
多线程并行设计的固有缺陷。 涉及 2 种矩阵乘法模

式:DGEMM TN(A 转置,B 不转置)和 DGEMM NN
(A 和 B 均不转置),两者在多线程实现上均有显著

的优化空间。 为此,本文首先探索了多线程加速策

略,随后针对单线程场景,通过汇编级优化挖掘其极

致性能。
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针对 DGEMM TN 函数,本文提出了一种 CPU
平台的 K-Split 并行规约的优化方法,旨在突破 K 维

度的并行瓶颈。 其核心策略包括:(1) 线程级局部

累加:为每个线程分配一个独立的 M × N 缓冲区,用
于存储 C 的局部累加结果。 这一设计有效消除了

线程间的写冲突,同时通过减少全局内存访问提升

了数据局部性和缓存命中率。 (2) 基于 K维度的矩

阵分块:沿 K 维度将 A 和 B 分割为多个子块,将计

算任务分解为可并行执行的独立单元。 这种方法不

仅弥补了 OpenBLAS 在 K 维度并行性的不足,还优

化了线程间的负载均衡和数据复用效率。 (3) 分布

式结果归约:在各线程完成局部计算后,通过高效的

分布式归约策略合并所有 M × N 结果,确保计算正

确性并避免集中式累加的同步开销。
对于 DGEMM NN 函数,在 K 和 N 较小而 M

极大的场景下,本文沿用了 OpenBLAS 的多线程策

略,沿 M 维度并行分配任务,每个线程负责 C 的部

分行。 这种方法在 M 主导的计算负载下表现良好,
与硬件特性高度契合。

进一步地,本文针对单线程 DGEMM TN 和

DGEMM NN 的 特 殊 形 状 ( DGEMM TN:
K≈107 ~ 108,M≤4N≤4;DGEMM NN:M≈107 ~ 108,
N≤4 K ≤4),在汇编层面实现了极致优化。 性能分

析表明,DGEMM 的热点主要集中在 A 的打包(Pack
A)、B 的打包(Pack B)和核心微内核(Kernel)操作

上。 通过测试,本文发现 DGEMM TN 中 Pack A 和

Pack B 占总时间的约 40% ,而 DGEMM NN 中占

比约 20% 。 为消除这些开销,本文移除打包操作。
在后续工作中,本文使用定制化汇编优化与向

量寄存器分块优化相结合的策略。 本文为 DGEMM
TN 和 DGEMM NN 设计了定制化的高效汇编实

现,充分利用 ARM 架构的向量指令集———单指令

多数据(single instruction multiple data,SIMD)对微

内核进行深度优化,显著提升了单线程性能。
在 ARM 平台上,处理器配备了 32 个 128 位向

量寄存器(编号为 q0 ~ q31),每个寄存器可灵活拆

分为低 64 位的双精度标量寄存器(d0 ~ d31)。 这

种寄存器体系为向量化计算提供了坚实的基础,使
得微内核能够高效利用 SIMD 并行性,同时保持对

结果的精细控制。
对于 DGEMM TN,其微内核中的向量寄存器

分块策略如图 6(a)所示。 本文沿 K 维度对矩阵进

行分块,每次迭代生成 C 的 4 × 4 局部子块。 这种

设计不仅优化了寄存器资源的利用效率,还通过减

少全局内存交互显著提升了计算吞吐量。
对于 DGEMM NN,其微内核的向量寄存器分

块方法如图 6(b)所示。 同样沿 K 维度分块,每次迭

代计算 C 的 8 × 4 局部子块。 本文进一步优化了数

据预取策略,如图 6 中浅色区域所示,在前一次迭代

中提前加载下一次迭代所需的 A 和 B 数据。 这种

流水线设计有效隐藏了访存延迟,避免了内存带宽

成为性能瓶颈。

图 6　 DGEMM 中向量寄存器分块

从技术实现上看,这 2 种微内核策略均展现了

对 ARMv8 向量指令集的深度挖掘。 通过预取和直

接寄存器结果的结合,巧妙应对了内存密集型场景

的挑战。
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4　 实验测试

实验测试平台各项参数如表 1 所示,硬件平台

为 Huawei Kunpeng 920 + NVIDIA A100 40 GB PCIe
(peripheral component interconnect express)。 本文测

试的分子体系是多核过渡金属化合物 CAS(114e,
73o),其拥有 73 个电子轨道,114 电子。 本文选择

了 8 个节点,共 32 个 GPU 进行并行测试。

表 1　 测试平台参数配置

硬件名称 硬件参数

CPU Huawei Kunpeng 920
CPU 核心 128
CPU 主存 250 GB
GPU NVIDIA A100 40 GB PCIe
每个节点 GPU 数目 4
FP64 峰值 19. 5 TFLOPS
MAGMA 版本 2. 7. 1
CUDA 版本 11. 8. 0
BLIS 版本 2. 0-rc0
OpenBLAS 版本 0. 3. 27

4. 1　 层次化批量矩阵乘法优化

在 Davidson 对角化和重正化算法中,式(13)所
涉及的批量矩阵乘法无疑是计算性能的关键瓶颈,
其优化直接决定了整体算法的高效性。 这一问题的

核心在于如何针对矩阵规模的多样性设计灵活且高

效的计算策略。
图 7 展示了批量矩阵乘法的性能对比,其中 cu-

blasDgemm 为依次调用 cuBLAS 库的 cublasDgemm
函数并结合 CUDA 流实现的基准性能;magmablas
dgemm vbatched 则展示了一次性调用 MAGMA 库

中该函数配合多流优化的性能;vbatched 模式算法

是本文针对变维度批量矩阵乘法提出的优化方案;
cublasDgemmBatched 源自我们先前的工作[26],体现

固定维度批量矩阵乘法的性能;而 batched 模式算

法则是本文针对固定维度批量矩阵乘法的优化结

果;mixed 模式算法则融合了前两者优势的混合策

略性能。 图 7 的对比清晰揭示了各方法的优劣,多
层次优化不仅体现了异构计算的灵活性,也为 DMRG

图 7　 批量矩阵乘法性能对比图

等张量密集型算法的性能突破提供了宝贵启示,尤
其是在矩阵规模分布复杂时,混合策略的综合优势

尤为突出。
　 　 如图 7 所示,当 DMRG 中键维度 D 从1 000增加

到 7 000 时,相比于已有前期工作[20] 方法(调用 cu-
BLAS 库中函数 cublasDgemmBatched),层次化批量

矩阵乘法(mixed 模式)性能提升了 11% ~ 88% ,尤
其在矩阵维度 D ≤3 000 时表现出显著优势。 原因

如下:当 D 较小时,零散矩阵的比例较高,vbatched
模式算法的灵活性得以凸显;而分组后的 batched
模式算法则通过维度一致性降低了计算开销,进而

提升了 GPU 的吞吐量。 这一结果不仅验证了混合

策略的有效性,也说明了在面对复杂工作负载时,单
一算法的局限性往往需要通过多技术融合来突破。

本文提出的 vbatched 模式算法在 D 较小时展

现了优异性能,主要得益于其线程块划分方案有效

缓解了负载不均衡问题。 然而,随着 D 的增加,其
性能趋于平稳且未达最优,核心原因在于该方法更

适用于变维度批量矩阵乘法,而非固定维度批量矩

阵乘法的场景,因此更适合中小规模 D 的应用。 另

一方面,batched 模式算法在 D较大时相较于 cublas-
DgemmBatched 表现出更高的性能优势。 这是因为,
当 D 增加时,小维度批量矩阵比例依然较高,通过

精心设置线程分块,该方法能够更好地适配任务分

布,提升并行效率。 这种针对性设计为 DMRG 等张

量密集型计算提供了一个灵活的优化范式。
作为 DMRG 算法的核心环节之一,Davidson 对

角化涉及多个矩阵运算的协同处理,其计算效率直

接影响整体算法的可扩展性和物理问题的求解精
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度。 最后本文以 MPS 链的中间键(格点序号为 34)
为测试基准,对式(8) ~ 式(11)中 8 个批量 GEMM
操作的平均性能进行评估。

在性能评估中,本文引入了双精度浮点(doub-
le-precision floating-point,FP64)计算的理论基准,其
中 CUDA core 的峰值性能为 9. 7 TFLOPS,Tensor
core 则提升至19. 5 TFLOPS,这 2 条基准线以黑色虚

线形式标注于图表中,为后续分析提供了明确的参

考。 与此同时,本研究采用 CUDA 提供的 cublas-
DgemmBatched 函数作为实测性能的上界。 为确保

实验的可控性,设定总显存占用为 10 GB,并假定所

有矩阵维度统一为 M = N = K = dmax, 其中 dmax

可以通过 D 的函数推导得出。 基于此,批量数

目(batchCount)可通过显存约束条件计算得出。
实验中采用了多种 GPU 配置,包括 1 节点 4 个

GPU、2 节点 8 个 GPU 以及 8 节点 32 个 GPU,以考

察计算规模与资源分配的相互作用。 结果表明,随
着 D 的增加,对显存的需求显著增长,尤其在 GPU
数量较少时,较大的 D 因内存不足而无法有效计

算。 这一现象提示我们,单纯依赖硬件并行度的提

升不足以应对 DMRG 计算中的资源瓶颈。 结合图 8
的性能曲线分析,批量 GEMM 的实测性能随 D 增长

而提升,最终趋于稳定,峰值约为 12. 0 TFLOPS。 这

一数值虽仅达 Tensor 核心理论峰值的 60% ,却接近

cublasDgemmBatched 实测峰值的 92% ,GPU 的内存

带宽利用率约为 32% ,反映了所提混合优化策略在

硬件利用率上的优越性。

图 8　 批量矩阵运算平均性能图

综上所述,本文提出的混合优化框架在 David-
son 对角化步骤中展现了较高的硬件利用效率,尤
其在中等至大键维度场景下表现尤为突出。 这一成

果不仅验证了张量核心在 DMRG 计算中的关键作

用,也为高性能计算与量子多体物理的交叉研究提

供了新的思路。
4. 2　 不规则矩阵乘法的并行优化

本节使用了一种将定制化汇编优化与向量寄

存器分块相结合的策略,针对 DGEMM TN 和

DGEMM NN 2 种矩阵乘法模式设计了高效的汇编

实现。 这种方法的核心在于通过手动的低层次优

化,充分发挥硬件的计算潜能。
如图 9(a)所示,在单线程场景下,DGEMM TN

的定制化汇编实现相较于 OpenBLAS 取得 1. 6 ~ 1. 8
倍的性能提升;而在图 9(b)中,DGEMM NN 的优

化版本同样在单线程下实现了 1. 1 ~ 1. 3 倍的加速

比,超越了 OpenBLAS 的基准性能。

图 9　 DGEMM 定制化汇编性能图

在针对 DGEMM TN 函数的优化中,当矩阵维
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度 M 和 N 较小而 K 极大规模(如 1 × 107 ~ 1 × 108)
时,传统方法往往受限于计算负载的集中分布。 本

文采用 K-Split 并行规约策略,通过沿 K 维度分割任

务并结合多线程并行计算,显著缓解了这一瓶颈。
如图 10(a)所示,在 32 线程配置下,DGEMM TN
相较于 OpenBLAS 实现了 14. 0 ~ 16. 0 倍的性能加

速。 主要原因是 K-Split 方法通过将大规模矩阵分

解为可并行处理的小块,有效利用了多核架构的计

算能力,同时减少了内存访问的开销。

图 10　 DGEMM 多线程优化性能图

与之相对,对于 DGEMM NN 函数在 K 和 N 较

小而M 极大的场景,本文设计了一种沿M 维度的任

务分配策略。 具体而言,通过将结果矩阵 C 按行分

段,每个线程独立负责计算一部分行向量,从而实现

高效的并行化。 如图 10(b)所示,在 32 线程环境

下,DGEMM NN 相较于 OpenBLAS 取得了 1. 8 ~3. 0
倍的加速比。 由于 BLIS 在不规则矩阵的多线程

并行优化方面表现显著逊色于 OpenBLAS,例如在

32 线程配置下运行 DGEMM TN(M = N = 3)时,
BLIS 的计算性能仅达到 180. 0 每秒百万次浮点运

算(million floating-point operations per second,MFLOPS),
而 OpenBLAS 则高达 1 715. 0 MFLOPS,因此本文未

将其性能对比数据纳入展示。 这种性能差距反映了

BLIS 在处理不规则矩阵时的多线程优化仍存在局

限,可能源于其线程调度和数据局部性设计的通用

性优先于特定场景的深度适配。
4. 3　 实验总结

DMRG 算法的性能瓶颈主要体现在对角化和重

正化 2 个核心计算阶段。 本文针对这些阶段的算法

共性,设计了一套多层次优化策略:通过 GPU 上的

层次化批量计算优化,以及 CPU 上针对不规则矩阵

的并行优化,充分挖掘了 CPU-GPU 异构架构的计算

潜力。 为了验证这一策略的有效性,本文选取了过

渡金属化合物 CAS(114e,73o)体系作为测试基准,
并通过 8 节点 32 个 GPU 扩展了 D 值的计算规模。

如图 11 所示,实验结果充分展示了优化策略的

成效,整个扫描的运行时间得到了显著缩短,综合性

能提升达到 11% ~ 83% 。 这一结果不仅体现了

CPU-GPU 异构计算在分解 DMRG 计算负载中的优

越性,更揭示了批量处理与层次化设计在应对不同

计算阶段特性时的灵活性。

图 11　 DMRG 中一次扫描时间对比图

图 12 呈现了优化后 DMRG 算法一次扫描中各

计算阶段的时间分布,清晰揭示了其性能特征。 可

以看出,对角化过程在整个扫描中占据了最大的时

间份额,凸显其作为计算瓶颈的核心地位。 串行执

行的剩余部分随着 D 值的增大,其时间占比也呈现

出不容忽视的增长趋势。 因此,剩余部分的性能优

化将成为后续研究的关键挑战。 总的来说,图 12 不

仅量化了各阶段的相对权重,也为 DMRG 算法在更
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大规模体系下的性能瓶颈提供了直观的展示。 因此

针对性的并行优化,在 DMRG 算法中的潜能还能被

进一步挖掘。

图 12　 优化后 DMRG 算法一次扫描时间分解图

5　 异构优化的普适性

本文提出了一种异构计算优化策略,其中 GPU
端通过高效的层次化批量矩阵矩阵乘法加速 DMRG
中的张量收缩,CPU 端则优化不规则矩阵乘法以处

理动态变化的局部运算。 本节探讨该优化方法在其

他量子化学算法和更复杂的物理系统中的普适性。
DMRG 中的批量矩阵乘法(如 MPS 张量收缩)

和不规则矩阵乘法(如 Ĥeff 构建过程)在量子化学方

法中具有广泛共性,可直接映射到其他算法。 例如,
耦合簇方法的张量收缩(如 CCSD 的 T2 更新过程)
涉及大量的四阶张量乘法。 而其非对称中间量计算

则可由 CPU 处理,优化不规则矩阵操作。 类似地,
多参考配置相互作用中的哈密顿矩阵构建包含批量

矩阵乘法和不规则矩阵的运算,可复用本文的异构

优化。 此外,量子化学中的密度拟合方法需处理三

中心积分的矩阵乘法,GPU 端涉及批量矩阵运算,
CPU 端则需要优化稀疏积分筛选。

对于更复杂的物理系统,如二维强关联系统

或含时演化问题,本文的异构优化具有显著扩展潜

力。 在二维 Hubbard 模型的 DMRG 计算中,高阶张

量(如四阶或五阶)需分解为多个子矩阵乘法,GPU
端的层次化批量矩阵乘法可高效处理这些批量任

务,而 CPU 端则优化边界格点的非均匀张量收缩。
本文的异构优化不仅限于 DMRG,还可推广至

其他张量网络方法和复杂模拟。 例如,投影纠缠对

态的收缩可分解为批量规则矩阵乘法(GPU 端)和
边界不规则运算(CPU 端),通过多 GPU 并行缓解计

算压力。 量子蒙特卡罗的矩阵向量乘法也可利用

GPU 批量加速,CPU 则优化随机采样的不规则部

分。 综上,本文的 GPU 端层次化批量矩阵乘法和

CPU 端不规则矩阵乘法优化为量子化学和复杂物

理系统提供了通用框架。 本文计划在后续工作中测

试其在投影纠缠对态和 t-DMRG 等中的表现,探索

多节点异构架构的应用潜力。 这一扩展不仅验证了

方法的普适性,也为 HPC 在量子科学中的发展提供

了新方向。

6　 结 论

本文通过 CPU-GPU 异构计算平台,针对 DMRG
算法中最耗时的对角化和重正化过程进行了系统优

化,最终实现了 11% ~83%的 sweep 整体性能提升。
实验结果不仅彰显了异构架构在分解复杂计算负载

时的卓越能力,更通过多维优化策略展现了算法与

硬件协同设计的潜力。 实验结果证明,这种方法赋

予了 DMRG 算法在多金属催化体系等强关联场景

中兼顾高精度与大规模探索的能力,显著降低了计

算成本,为量子化学研究开辟了新的可能性。
展望未来,DMRG 的性能还有进一步提升的空

间。 例如,引入混合精度计算,利用单精度 FP32 加

速矩阵操作,同时在关键步骤保留双精度 FP64 以

确保数值稳定性,可以显著提高计算吞吐量。 此外,
随着体系规模的扩展,通信开销和数据局部性的优

化将成为新的焦点。 这种多层次优化的思路,不仅

有望推动 DMRG 迈向更高的效率,还可能为其他张

量网络方法在高性能计算中的应用奠定坚实基础,
开启量子化学领域更广阔的研究前景
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Parallel optimization of key operators in density matrix renormalization
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Abstract

Polynuclear transition metal compounds, such as the iron-sulfur clusters in nitrogenase, present a formidable
challenge to modern quantum chemistry methods due to their intricate electronic structures. To tackle this, we in-
troduce an optimization framework based on a central processing unit-graphics processing unit (CPU-GPU) hetero-
geneous computing platform, designed to enhance the computational efficiency of the density matrix renormalization
group (DMRG) algorithm. The central concept hinges on leveraging heterogeneous computing to optimize the most
time-intensive key operators in DMRG—specifically, diagonalization and renormalization—thereby markedly impro-
ving overall performance. The crux of this challenge lies not merely in boosting computational speed, but in the as-
tute decomposition of these operators’ workloads and the efficient allocation of resources. To this end, we devise a
multi-tiered optimization strategy: employing hierarchical batched matrix-matrix operations on GPUs, complemented
by CPU-based parallel optimization for irregular matrices, to fully harness the computational potential of the CPU-
GPU heterogeneous system. Experimental results reveal that, compared to our previous studies, the comprehensive
performance of DMRG achieves a 11% to 83% improvement. This advancement not only underscores the superior
capability of CPU-GPU synergistic computing in addressing DMRG computations but also paves new avenues for
high-performance computing in quantum chemistry.
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