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摘　 要　 科学智能正在重塑计算科学的研究范式,其中高精度超临界燃烧模拟面临着计

算复杂度与物理精度协同优化的双重挑战。 基于人工智能的燃烧模拟框架 DeepFlame 虽

然通过算法创新有效平衡了物理精度与计算效率,但在现代长向量众核超算平台上仍在

神经网络推理、偏微分方程组求解及大规模文件读写 3 个维度存在性能瓶颈。 本研究提

出系统性优化方案:首先针对神经网络推理,通过混合精度计算、算子融合及查表拟合等

技术实现计算效率提升;其次针对偏微分方程组求解,创新性地提出网格重排、挑战稀疏

矩阵格式、网格染色等技术,构建面向众核架构的偏微分方程并行求解器,有效改善稀疏

线性系统的访存局部性差、间接访存和写冲突等问题;最后针对十万核级并行场景,设计

基于多程序融合、文件索引和两级并行读写的优化机制,突破大规模模拟时初始化数据加

载的性能瓶颈。 实验结果表明,程序优化后在众核架构富岳超算平台上实现 4. 30 倍加速

比,在大规模模拟中浮点运算效率达到了理论峰值的 31. 80%。 另外,本研究还实现了193 亿

网格规模的高保真超临界燃烧模拟,为下一代燃烧室设计提供了突破性的数值研究工具。
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　 　 科学智能近几年的迅猛发展正在深刻地改变科

学计算的格局。 最近,人工智能在第一性原理计算

分子动力学模拟[1 - 3]、蛋白质折叠[4 - 6]、数值天气预

报[7]等领域都取得了突破性进展。
燃烧模拟 (化学反应流模拟) 领域同样面临着

精度和效率的两难困境,尤其是高精度超临界燃烧

模拟。 实现极致的发动机性能需要燃烧进入了极高

压力和低温推进剂的超临界状态,在这个状态下,产
生推力的流体经历了复杂的流体力学和化学反应过

程,压力水平远高于热力学临界点。 超临界燃烧的

动力学不仅受纳维尔-斯托克斯方程控制,还受到分

子层面非理想流体效应的影响。

传统的求解算法,尤其是在大规模计算时,存在

着计算复杂度高、负载不均衡等问题。 人工智能的

发展为加速反应流模拟带来了新机遇,其中一种实

现为深度燃烧(DeepFlame) [8],其在开源的场运算

和处理软件(open source field operation and manipu-
lation,OpenFOAM)的基础上使用人工智能算法大大

加速了反应流模拟过程,同时几乎不损失精度。 另

外,深度神经网络的应用自然解决了传统算法负载

不均衡的问题,更适合在现代百亿亿次超级计算机

上进行大规模模拟。 然而,基于人工智能的 Deep-
Flame 算法仍然存在以下几个问题。

首先,计算效率低,没有充分发挥出现代众核超
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算的计算性能。 从算法上,DeepFlame 的主要计算

包括计算化学反应的神经网络推理模块和计算流体

的偏微分方程求解模块。 神经网络模块是经典的稠

密计算,但是由于在众核计算平台上缺乏超越函数

加速器,激活函数算子计算十分低效,难以有效发挥

其峰值性能。 偏微分方程求解模块是经典的稀疏计

算,存在着稀疏矩计算共有的计算局部性差、计算密

度低、存在间接访存以及并行时写冲突问题,这导致

偏微分方程求解模块的计算效率极低。 目前 Open-
FOAM 中的偏微分方程求解器使用的原始数据格式

存在并行效率低、难以向量化的问题,并且该求解器

也没有实现多线程优化,难以利用现代多核计算机

的性能。 一个解决方案是在 OpenFOAM 中集成其

他求解器算法库如科学计算的可移植可扩展工具

包(portable, extensible toolkit for scientific computa-
tion,PETSc) [9],然而这种解决方案只会优化稀疏线

性系统的求解过程,而整个偏微分方程模块包括稀

疏线性系统的构造和求解 2 个过程,并且两过程运

行时间占比相当,因此这种方式对于性能的提升十

分有限。
其次,在大规模模拟程序启动时文件读写会成

为瓶颈,导致程序难以进一步扩展。 原因是程序启

动过程中需要读取的数据量随着进程数的增加线性

增长,导致其文件读写时间也随着进程数的增加线

性增长,这对于超大规模的模拟来说是非常致命的。
因此,程序启动时文件读写的优化在大规模模拟时

变得不容忽视。
为了实现高效的大规模燃烧模拟,本文主要实

现以下几个目标:高效的神经网络推理、高效的偏微

分方程求解以及解决大规模模拟时的文件读写问

题。 以下是本文的主要贡献。
针对 DeepFlame 中的神经网络推理模块和偏微

分方程求解模块分别提出了一系列的优化思路和方

法。 对于神经网络推理模块,使用混合精度、算子融

合和近似拟合的方法来提升其计算效率;针对非结

构化网格的偏微分方程求解模块,提出了网格重编

号、调整稀疏矩阵格式以及并行稀疏系统构造来提

升偏微分方程求解的性能。
本文的优化和测评均在众核超算富岳上展开,

本文的优化方法将 DeepFlame 的性能提升 7. 80 倍,
浮点计算效率达到了理论峰值性能的 27. 50% 。

针对大规模文件读写负载问题,使用运行时加

密策略将需要读取的数据量降低 3 个数量级,通过

建立文件索引来赋予程序并行文件读写的能力,再
使用两级并行文件读写的优化方法进一步将文件读

写速度提升 6. 40 倍。
在富岳超算平台上进行了大规模扩展性测试。

强扩展测试结果表明,当计算资源扩展 16. 00 倍时,
富岳上的并行效率为 60. 50% 。 弱扩展测试结果显

示,当规模扩展 16. 00 倍时,富岳上的并行效率为

93. 60% ,最大的模拟规模达到了 193 亿网格。

1　 相关工作

作为计算流体动力学的一个重要分支,化学反

应流模拟涉及从发动机推进技术[10]、碳中和电力生

成[11]到超新星爆炸[12] 等天体物理现象等科学领

域,已成为越来越多研究的焦点[13 - 14]。 然而,由于

物理复杂性和计算难度,直到近几年,社区才开始系

统评估现有代码在湍流燃烧[15] 和超临界流动[16] 模

拟方面的性能。
基于计算流体动力学代码的公认泰勒格林

涡(Taylor-Green vortex,TGV)基准测试[17],第 17 届

国际数值燃烧会议构建了一个标准化的反应 TGV
基准测试。 在多数先进燃烧模拟软件中,在没有实

际流体传输的情况下,计算性能主要受流体偏微分

方程离散化和化学常微分方程积分方法的限制。 尽

管很多工作[18 - 20]使用了不同的时间演进(显式 /隐
式)与离散化(有限差分、有限体积、谱元)方案的组

合,但其到解时间是相似的。 这是由于到解时间主

要受到化学反应的限制。 由于计算域内化学反应速

率的空间变异性,转换变量常微分方程求解器(con-
verted variable ordinary differential equation ( ODE)
solver,CVODE)方法表现出负载不平衡。 相较于无

反应区域,活跃反应区域因常微分方程刚性较高,需
要显著缩短时间间隔步骤。 这种差异,加上隐式求

解器的稀疏性和通信开销,限制了代码在大规模平

台上的可扩展性。
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对理想气体燃烧,已有工作[21 - 22]完成了多次大

规模模拟。 它们均采用显式方案处理流体和化学反

应,在自由度分别达到 1790 亿[23] 和 4. 16 万亿[22]

时展现了良好的可扩展性,尤其是后者是在全机上

完成的模拟。
迄今,超临界流动物理的极端复杂性限制了大

多数研究仅限于二维模拟,很少进行详细的传输和

化学精度分析。 不过也有少数工作[24 - 28] 在二维非

反应性基准测试中展现了相似的预测精度。 遗憾的

是,社区内还没有建立超临界反应基准。 最新工作

使用了[28]反应性均匀各向同性湍流配置。 然而,这
种超临界设置涉及随机速度场的生成,这不利于代

码精度和性能的定量比较。 进一步,已有工作[29] 提

出了一个结合了理想气体[30] 和超临界[31] 热力学条

件的超临界反应性 TGV 基准。 以上所有工作都限

于小规模的燃烧模拟。 考虑到这一特定研究领域进

展缓慢,使用传统的详细传输和化学方法可能需要

数十年时间才能看到实际相关规模的自由度的三维

超临界火焰模拟。
人工智能已成为促进燃烧模拟发展的新范

式[32 - 34]。 深度学习为近似湍流反应流中的复杂现

象[35]提供了准确且高效的工具。 然而,现有研究大

多还处于概念验证阶段,且专注于简化的一维和二

维问题。 相比而言,少数工作[8,36 - 37] 尝试使用神经

网络加速实验室规模火焰模拟。 其中 DeepFlame 创

新地使用了 2 个神经网络,显著减少了化学和超临

界条件下热物性参数的计算复杂度,使 DeepFlame
的求解时间比其他方法快了几个数量级,DeepFlame
的具体算法介绍详见 3. 2 节。 然而已有最先进的工

作也只能进行小规模的超临界燃烧模拟。
本文专注于提升超临界燃烧模拟的计算效率和

实现大规模模拟,使用了 177 万个计算核心,在富岳

超算上达到 193 亿网格的最大模拟规模,同时计算

峰值效率达到了理论峰值的 31. 80% 。 其模拟规模

和速度相比已有的最新工作[29] 都有几个数量级的

提升。

2　 DeepFlame 算法介绍

DeepFlame 通过引入人工智能技术解决了精度

和速度的两难困境,在支持包含详细传输和化学过

程的超临界火焰模拟的同时大幅减少了计算复杂

度,提升了计算速度。 DeepFlame 在每一步迭代中

可以分为化学反应模拟和流体力学模拟,具体流程

如图 1(a) 所示。

图 1　 DeepFlame 算法工作流程

关于流体力学的模拟,DeepFlame 基本采用了

OpenFOAM 的计算方案。 在多进程并行上,Deep-
Flame 遵循 OpenFOAM 的基于消息传递接口(mes-
sage passing interface,MPI)的并行策略,如图 2 所

示,计算域使用非结构化网格进行离散,并在运行前

进行区域分解。 在每一步迭代过程中,DeepFlame
直接使用了 OpenFOAM 中的全隐式有限体积方法

求解纳维尔-斯托克斯方程。

图 2　 DeepFlame 进程任务划分

在 DeepFlame 中,化学反应相关计算均已使用

人工智能方法替代了原来的基于常微分方程求解的

过程。 具体而言,关于组分传输方程的化学源项

的计算,DeepFlame 使用一个神经网络来进行相关
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计算。
在超临界条件下进行模拟时,DeepFlame 使用

另一个神经网络来预测真实流体的彭-罗宾森状态

方程和输运性质。 如图 1(c)所示,首先执行降维,
将热化学状态投影到能量( E )、压力( p )和混合分

数( Z )的三参数空间,这代表了主要物种浓度的混

合,这些浓度主导了输运性质。 神经网络推理后,获
得了超临界混合物的密度( ρ )、温度( T )以及粘

度(μ)和热扩散率( α )等热物理性质的输出。 使用

上述 2 个神经网络模型大大减少了化学和输运计算

的计算复杂性,使得 DeepFlame 的到解时间比使用

传统方法的其他工作快了几个数量级,适用于理想

气体[8]和超临界[29]体系。
由上可知,从计算的角度,DeepFlame 的迭代过

程包含 2 种计算,一种是化学相关的神经网络推理,
另一种是有限体积方法中的稀疏系统的构造和求

解。 神经网络推理计算密度较高,可以归类为稠密

计算,而有限体积方法中线性系统的构造和求解是

典型的稀疏问题。

3　 算法优化

从计算的角度,DeepFlame 中包含稠密计算和

稀疏计算 2 种计算模式。 稠密计算指燃烧模拟中计

算化学反应的深度神经网络( deep neural network,
DNN)推理,而稀疏计算指求解纳维-斯托克斯方程

计算流体的有限体积方法。 本章将分别介绍这 2 个

部分的问题、挑战及其算法优化方案。
3. 1　 深度神经网络推理优化

DeepFlame 中的深度神经网络的每一层由一个

有偏置的全连接层和高斯误差线性单元(Gaussian
error linear unit,GeLU)激活函数构成, 包括矩阵乘、
计算偏置的矩阵向量求和以及激活函数 GeLU 3 个

算子。 原始推理过程存在以下问题,导致计算效率

低下:一是神经网络推理过程使用单精度计算,没有

发挥现代超级计算机的半精度性能;二是 3 个算子

独立实现,数据重用率低;三是激活函数 GeLU 算子

的计算依赖超越函数,在众核处理器上效率极低。
针对这 3 个问题,本文提出了以下几个解决方案以

提升深度神经网络推理的计算效率。
3. 1. 1　 混合精度

深度神经网络算法为混合精度技术带来了机

会。 使用混合精度算法,最基本的是能够保证不损

失精度,所以首先要保证神经网络内数值在 16 位浮

点数(16-bit floating point,FP16)的表示范围内,防
止数值溢出。 首先将神经网络的输入经过归一化,
确保数据的均值为 0、标准差为 1。 另外在训练时,
先用单精度训练,再用半精度微调,得到最终的网

络。 在经过仔细的数值测试后,将深度神经网络的

权重和激活函数替换为半精度。 在优化后的 Deep-
Flame 中,与双精度相比,半精度可以将内存占用和

数据移动减少 50. 00% ,理论上,通过使用半精度计

算可以将全连接层的计算加速 2. 00 倍以上。 值得

注意的是,除深度神经网络外,稀疏求解器和时间积

分等其他计算均使用双精度进行。
3. 1. 2　 算子融合

为减少内存访问并提高数据重用率,将每一层

的 3 个算子进行算子融合。 通过实现算子融合,每
一层的内存访问量由 N(Din + 4Dout) + DinDout + Dout

减少至 N(Din + Dout) + DinDout + Dout。 其中, N 为样

本数, Din 为输入特征数, Dout 为输出特征数。 在实

际计算中, N 远大于 Din 和 Dout, 网络权重的读取可

以忽略不计。 当 Din 与 Dout 相等时,可以粗略估计内

存访问减少了大约 60. 00% 。
3. 1. 3　 GeLU 算子的查表拟合方法

在 DeepFlame 中使用的激活函数是非线性高斯

误差线性单元,这一函数在很多经典神经网络模

型中[38 - 39]广泛采用。 GeLU 表达式为 xΦ(x), 其中

Φ(x) 是标准高斯累积分布函数,其实现形式为

0. 5x(1 + tanh 2π(x + 0. 044 715 x3))。 然而,由于

GeLU 包含超越函数,在新神威和富岳上效率极低,
严重影响了整个神经网络推理效率。

本研究发现 GeLU(x)的值在 x 越小时越接近

0,且在 x 越大时越接近 x。 基于这一特性,使用查表

加多项式拟合方法来优化 GeLU 算子的计算,本文

以二阶多项式为例进行说明。 定义阈值 σ(σ > 0),
当 x < - σ 时,令 GeLU(x) 等于 0;当 x > σ 时,令
GeLU(x) 等于 x。 当 x 在 [ - σ,σ] 范围内时,以 δ
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为间隔使用多项式对 GeLU 函数进行拟合,并将拟

合系数预先存储在表格中。 该系数表格在运行时存

储于内存中。 计算 GeLU(x) 时,若 x 小于 - σ,
GeLU(x) 直接返回 0,如果 x 大于 σ,GeLU(x) 直接

返回 x 。 当 x 处于 [ - σ,σ] 范围内时,根据 x 值查

询对应分段的二阶多项式系数 a0、a1 和 a2。 然后通

过计算 a2x2 + a1x + a0 得到 GeLU 的值。 查表拟合

方法的精度和速度以及内存空间消耗由 σ、δ 和拟

合多项式的阶数 order共同决定,可通过调整这些参

数在精度与速度之间取得平衡。
3. 2　 有限体积方法偏微分方程求解优化

在 DeepFlame 中,纳维-斯托克斯方程求解使用

了 OpenFOAM 的有限体积方法。 该方法使用非结

构化网格划分物理系统,在建模精度和稳定性上优

于其他方法,但计算效率较低。 有限体积方法的主

要计算过程分为稀疏线性系统的构造和求解。 这 2
个过程均为稀疏计算,存在数据局部性差、大量间接

访存等问题。 此外,构造过程中的许多离散化算子

存在写冲突问题,导致现代众核架构的性能难以充

分发挥。
针对以上问题,一个关键观察是,有限体积方法

的计算模式由网格结构直接决定。 一旦网格结构确

定,可以通过分析和调整网格结构,规划后续稀疏线

性系统的计算过程,从而尽可能提升计算效率。 基

于这个优化思想,分别实现了网格重排、稀疏矩阵格

式优化和网格染色方法来从不同维度优化非结构网

格偏微分方程(partial differential equation,PDE)求

解过程的性能。
相比于传统的求解器算法库如 PETSc[9],本文

的优化方案从全局视角出发,在网格建立之后对网

格进行一系列预处理,如网格重排、稀疏模式分析、
网格染色等,进而缓解稀疏矩阵局部性差、随机间接

访存和写冲突的问题。 而使用求解器算法库虽然也

进行了多线程加速,但是只能加速 PDE 模块中的方

程求解过程,另一方面,由于没有网格结构的全局视

角,无法对网格进行重排和预处理,导致其稀疏矩阵

格式转换开销大,求解器优化的效果也远不如本文

的优化方案。
3. 2. 1　 网格重排

在有限体积方法中,生成的稀疏矩阵的稀疏模

式与非结构网格相关,而稀疏模式直接决定了后续

稀疏算法的性能上限。 一方面,局部性更好的稀疏

模式通常具有更高性能,如多对角矩阵或块稀疏矩

阵。 另一方面,具有独特模式特征的稀疏矩阵为选

择稀疏矩阵格式提供了更大的优化空间。 图 3(a)
展示了非结构化网格及其相应的稀疏模式。 这个图

中的非结构化网格是从一个粗糙网格加密 1 次得到

的(这里使用网格加密方法是本文减少文件读写数

据量的方法,在第 6 节中有详尽的介绍)。 从图 3(a)
中可以看出,OpenFOAM 通过加密得到的网格生成

的稀疏矩阵非零元分布较分散,局部性很差。

图 3　 非结构化网格重排网格重排

网格重编号技术可以有效改善生成的稀疏模

式。 生成的稀疏矩阵的带宽由最大的邻居格点编号

差决定,即尽可能确保相邻格点的编号相近,以减小

稀疏矩阵的带宽。 首先根据每个格点的中心位置坐

标排序;然后按排序顺序重新编号,以确保物理上相

邻的格点具有相邻编号,从而显著降低生成稀疏矩

阵的带宽,提高稀疏算法的局部性。 如图 3( a)和

图 3(b)所示,网格重新编号后,稀疏矩阵的带宽可

以从 53 大幅减少到 16。 而在本文模拟的例子中,
稀疏矩阵的带宽从 458 749 减少到 8 192。

与直接进行稀疏矩阵重排不同,通过在初始化

阶段对非结构化网格进行重新编号来间接改变稀疏

矩阵稀疏模式。 这种方法有以下优势:(1)网格重

编号仅需在初始化阶段进行一次,此后生成的稀疏

矩阵直接采用新的稀疏模式,无需在每次生成稀疏

矩阵时重新排序。 (2) 网格重编号同时改变所有与

网格编号相关的数据结构布局,更新时无需额外的

映射过程。
3. 2. 2　 稀疏矩阵格式

DeepFlame 的计算流程中,能量、速度和质量分

数的稀疏系统采用无预条件子的共轭梯度算法求
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解。 而压力的稀疏系统从泊松方程离散化,生成对

称矩阵,使用带有雅可比平滑算子的几何代数多网

格预条件子的共轭梯度方法求解。 稀疏矩阵向量乘

法和雅可比平滑算子是求解器中最耗时的部分,占
总计算量的 80. 00% 以上。 OpenFOAM 的原始稀疏

矩阵格式的优势在于它能直接对应网格相关数据,
在构建阶段更加方便。 然而,这种稀疏矩阵格式不

适合求解阶段的操作如稀疏矩阵向量乘、雅可比平

滑算子、对称高斯赛德尔等。 它还存在并行效率低、
局部性差、向量化困难等问题。 在优化后的代码中,
稀疏矩阵构建阶段继续使用原始格式,而在方程求

解过程中则采用另一种格式,以提高求解器性能。
因此,本研究实现了多种稀疏矩阵格式,如压缩

稀疏行(compressed sparse row,CSR)和对角稀疏矩

阵格式(diagonal sparse matrix format,DIA),用于稀

疏系统求解阶段,未来还将实现更多的稀疏矩阵格

式。 CSR 格式适用于一般情况,稀疏矩阵非零元

随机分布;DIA 格式则更具针对性,适用于类似于如

图 3(b)所示的多对角线稀疏矩阵。 CSR 格式解决

了原始格式固有的并行化时写冲突问题,使得多线

程稀疏矩阵向量乘等算子的并行效率大幅提升。
DIA 格式是针对多对角线稀疏矩阵定制的格式,它
将稀疏矩阵的对角线的元素连续存储,这种存储方

式可以避免间接访存问题,进而大幅提升向量指令

的计算效率。
在稀疏求解器中使用新格式会引入格式转换的

开销,为此设计了一种快速的并行转换方法,以减少

转换开销,如图 4 所示。 其关键思想是,一旦稀疏模

式固定,与其相关的信息(如 DIA 格式中的距离)以
及稀疏矩阵格式间非零值的映射均可通过计算得

出。 由于模拟过程中稀疏模式保持不变,新稀疏矩

阵格式中与模式相关的信息及非零值映射仅需在

初始化阶段构建一次,后续计算阶段可直接重用。实

图 4　 快速格式转换算法

际转换过程中,可根据记录的映射直接将非零元素

值填充至相应位置,从而高效、便捷地并行完成转

换。 通过此优化,稀疏矩阵转换过程的开销几乎与

单次稀疏矩阵向量乘操作相当。
3. 2. 3　 并行稀疏系统构造

在有限体积方法稀疏矩阵的构建过程中,离散

化算子中存在许多面到单元的操作。 如图 5 所示,
这种操作在多线程计算时存在写冲突问题,导致难

以并行。

图 5　 有限体积方法中构造稀疏矩阵过程中的写冲突问题

及写冲突避免的网格染色方法

针对这一并行问题,本文实现了写冲突避免的

网格染色方法。 该方法的核心是将每个进程内的非

结构网格的互相更新操作构成一个冲突图。 非结构

化网格中的每个网格单元表示为冲突图中的一个节

点,可能产生写冲突的网格单元对应的节点之间存

在一条边。 如图 5 所示,节点之间存在 2 种写冲突:
直接冲突(网格 i 会更新网格 j, 如图 5(a)中的 1 和

4 号网格)和间接冲突(网格 i 和 j 都会更新网格 k,
如图 5(a)中的 1 和 3 号网格)。 冲突图构造完成之

后,在该图上执行图染色算法得出每个节点的颜色,
同色节点之间无写冲突,可并行计算。 染色算法使

用经典的串行贪心染色算法[40],节点访问顺序按照

重排后的网格编号排序。 直接进行图染色会使相邻

网格具有不同颜色,导致实际计算时局部性差。 因

此,需要先考虑缓存行大小,对网格进行分块,然后

以一个块为单位构造冲突图(即冲突图中的一个节

点表示一个块)。 在本文的图染色算法中,首先将

网格重排后的连续 64 个网格作为一块 (染色单

元),实际计算时块内使用串行计算。 在本文的测

试中,最终只需 3 种颜色即可完成染色。
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4　 大规模并行文件读写优化

随着计算规模的扩大,运行 OpenFOAM 和 Deep-
Flame 变得越来越具有挑战性,尤其是启动过程所

需的时间显著增加。 这种增长在进程数量增加和网

格规模扩大的情况下尤为明显。 其主要原因在于,
随着规模的扩展,OpenFOAM 需要读取的数据量和

通信量呈线性增长。 当处理数万个进程时,这个问

题尤其严重。 本节将探讨如何通过采用运行时网格

加密、建立文件索引和两级并行读写等优化技术来

解决 OpenFOAM 启动开销问题。
4. 1　 运行时网格加密

本文最大规模的规模仿真包含 193 亿个单元,
通过从初始 3 700 万个单元的网格进行 3 次并行加

密生成。 然而,对于 193 亿个单元的网格和场文件,
总大小可能达到 10 太字节(Tera byte,TB),这会导

致显著的读写开销。 为了解决这个问题,本文提出

了一种运行时网格加密方法。 如图 6 所示,其核心

思想源于并行加密的速度远快于读写 TB 级别的文

件。 通过将网格加密与计算融合,可以消除 TB 级

别文件的读写操作。 由于只需要读取粗网格,输入

文件大小从 10 TB减少到 15 吉字节 ( Giga byte,
GB),文件读写数据量直接减少了 3 个数量级。

图 6　 运行时网格加密优化

4. 2　 文件索引

由于 OpenFOAM 中的默认格式不支持并行文

件读写。 在读取每个进程的输入数据时, Open-
FOAM 只能采用主进程读取并分发给其他进程的方

法,即进程 0 必须读取所有数据,然后使用分发操作

将其分发给相应的进程。 为了解决这一限制,本文

为 OpenFOAM 的数据文件额外建立了文件索引。
通过预先为每个数据文件生成一个对应的索引文

件,该文件记录了每个进程所需数据的起始和结束

位置,从而使实现并行文件读写成为可能。 这一方

法也可以轻松应用于其他不支持并行文件读写的文

件格式。
4. 3　 两级并行读写

运行时网格加密和文件索引 2 个优化已经能够

将读写时间大幅减少。 然而,实验测试发现,当所有

进程同时从同一个文件读取时,文件打开时间和查

找时间都会随着进程数量线性增加。 为了解决这一

问题,本文提出了两级并行读写方法,如图 7 所示,
在并发读取的进程数量和每个进程需要分发的数据

量之间取得平衡。 例如,若有 P 个进程,可以将这

些进程划分为 P 个组,每组包含 P 个进程。 每组

的第一个进程读取该组所有数据,然后将数据分发

给组内其他进程。 这将并发读取的进程数量从 P 减

少到 P (相比于{完全并行读写}),而分发的的数据

量从 P 减少到 P (相比于{主进程读取并分发})。

图 7　 两级并行读写优化

本节介绍的 3 项优化可以在一定程度上解决长

期以来限制大规模燃烧模拟的读写问题,使得大规

模的燃烧模拟成为可能。

5　 测 评

本节主要介绍实验测评,包括实验环境、测试用

例、精度测试、优化性能提升测试、启动时文件读写

优化测试以及大规模扩展性测试。
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5. 1　 实验环境

本实验的所有优化和测试均在众核超算富岳上

进行。 富岳是一台具有157 986个计算节点的同构

众核超级计算机,目前在超算性能榜单上排名

第 6[41]。每个计算节点配备了一个基于 ARM 架构

的高性能处理器 A64FX 提供强大的算力。 A64FX
处理器分为 4 个核心内存组,每组包含 13 个核

心(1 个用于操作系统,其余 12 个用于计算任务)和
1 个 8 GB 高带宽内存。 此外,A64FX 支持 512 位向

量指令扩展,理论峰值性能为 3. 379 2 每秒万亿次

浮点运算( Tera floating-point operations per second,
TFLOPS) (双精度),6. 758 4 TFLOPS (单精度) 和

13. 516 8 TFLOPS(半精度)。 所有计算节点通过六

维环面网络拓扑互联。 富岳用进程加线程两级并

行,每个核心内存组启动 1 个进程,每个进程启动

12 个线程控制 12 个计算核心。
5. 2　 测试用例

本文使用的测试用例为三维 TGV 与扩散火焰

的相互作用(以下简称 TGV)。 该测试已成为代码

验证和性能分析的社区标准[15,42 - 43],用于测试优化

后的 DeepFlame 代码的性能。 文献[8,29,44] 表

明,使用神经网络模型的 DeepFlame 能够准确捕捉

这些多物理现象。
本文使用的 TGV 系统由一个立方计算域组成,

边长为 2 πL,均匀离散。 通过初始压力 10 MPa 以及

温度为 150 K 的氧气 ( oxygen,O2 ) 和 300 K 的甲

烷(methane,CH4)施加超临界条件。 使用包含 17

个组分 / 44 个反应的化学机制[45 - 46] 进行液氧 /甲烷

燃烧。初始最大速度为 u0 = 4 m·s - 1,雷诺数 Re =
96 000。为了测试性能,使用神经网络模型的 Deep-
Flame 方程进行了 100 个时间步的数值推进。 时间

步长为 10 ns,以确保所有测试情况的 CFL 数小于

0. 1。
5. 3　 精度测试

在第 3. 1. 1 和 3. 1. 3 节对神经网络的优化可能

会导致一定的精度损失,为验证算法的精度损失是

否在可接受范围内,进行了以下精度测试,结果如

图 8所示。 其中,传统数组方法使用 Cantara 软件包

完成 ODE 方程求解,其计算精度已经得到广泛的验

证。 未优化版本使用 1. 3. 1 版本 DeepFame。 单精

度版本和混合半精度均使用手动实现的神经网络推

理,分别加入了 GeLU 算子查表实现和神经网络混

合精度推理。 本文优化后的双精度版本和半精度版

本与原始版本 DeepFlame 相比最大相对误差分别为

1. 50%和 1. 70% 。

图 8　 混合精度算法和GeLU算子的查表拟合算法的精度测试

5. 4　 性能提升测试

图 9 展示了每一步优化带来的性能提升结果。
测试使用 12 个 A64FX 节点(每个节点有 4 个 MPI
任务),测试体系使用具有 25 165 824 个网格的

LOX / CH4 TGV 系统。 图 9 中的纵坐标为 Deep-
Flame 单个时间步模拟总时间;图中横坐标为各个

优化方法,“BL”表示为未优化版本、“MP”指神经网

络推理模块使用了混合精度优化、“KF”指神经网络

推理模块使用算子融合优化、“GeLU”指使用查表拟

合方法优化了神经网络推理模块中的 GeLU 算子、
“MR”是指使用网格重编号技术、“Solver”指在稀疏

系统中使用新的稀疏矩阵格式加速线性系统求解过

程、“PC”是指并行矩阵构造过程。 本文的神经网络

推理模块是采用基本线性代数子程序(basic linear
algebra subprograms,BLAS)库实现,未使用第三方神

图 9　 在富岳超算平台上性能提升测试
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经网络框架。 在基线代码中,神经网络使用单精度

计算,全连接层通过调用 BLAS 库实现,并且使用 12
个线程计算,GeLU 运算符使用正切函数实现。

如图 9 所示,3. 1. 1 节介绍的混合精度算法使

神经网络推理速度加速 1. 42 倍,为模拟总时间带来

了 1. 25 倍的性能提升,此时神经网络性能没有大幅

提升的原因是激活函数在其中占有很大的比例,使
用混合精度将神经网络推理中矩阵乘的时间减少为

原来的一半,但对激活函数中的 GeLU 算子集合没

有提升。 此时,GeLU 激活函数算子成为神经网络

中最 耗 时 的 函 数, 占 总 神 经 网 络 推 理 时 间 的

73. 90% 。3. 1. 3 节中介绍的 GeLU 算子优化将其计

算速度提升 14. 20 倍,在神经网络中的时间占比降

低至 16. 60% 。 此时,神经网络推理的浮点计算性

能达到半精度的理论峰值的 45. 20% 。 网格重编号

技术一定程度上改进了整个有限体积方法求解过程

中的局部性,分别为稀疏系统的构造和求解带来

1. 04倍和 1. 02 倍的加速。 虽然网格重编号技术只

带来很小的性能提升,但同时也为稀疏线性系统的

求解带来了更大的优化潜力。 在网格重编号优化的

基础上,使用新的稀疏矩阵格式为稀疏线性系统的

求解过程带来了 6. 70 倍的性能提升。 稀疏矩阵并

行构造则带来了 9. 50 倍的性能提升,将 DeepFlame
模拟的总时间加速1. 50倍,这里使用的并行实现方

法是在 3. 2. 3 节中介绍的基于网格染色的方法,结
合所有优化,将 DeepFlame 的总模拟时间加速 4. 26
倍,此时 DeepFlame 模拟过程可以到半精度理论峰

值的 34. 93% 。
5. 5　 与其他偏微分方程求解器对比

表 1 展示了本文的优化方案与其他已有解决方

案的对比,其中 OpenFOAM 为优化前的代码,PETSc
为使用该领域应用广泛的偏微分方程求解器数学库

PETSc 的测试结果。 可以看出,PETSc 只能加速偏

微分方程求解的求解过程,而不涉及 PDE 求解的构

造过程。 另一方面,即使只对比求解过程,我们的优

化方案相比 PETSc 也有 2. 10 倍的性能加速。 此时,
本文方案的优化与 PETSc 均使用相同的硬件设备

与网格结构。 然而,本文方案优化利用了更多的网

格信息以及进行了一系列预处理,所以有更好的性

能。 具体而言,首先本文方案使用网格重排算法调

整了所生成稀疏矩阵的稀疏模式,让稀疏矩阵的带

宽更低,非零元更加集中。 在此基础上,本文方案在

预处理阶段根据网格结构预先构造稀疏矩阵并建立

非零元值的一对一映射的快速格式转换算法也大大

加速了稀疏矩阵格式转换的过程。 而这些优化都是

使用求解器算法库无法做到的。

表 1　 与其他偏微分方程求解器优化方案的对比

　 构造 / s 求解 / s 总时间 / s 加速比

OpenFOAM 6. 37 5. 32 11. 69 　
PETSc 6. 37 1. 53 7. 90 1. 48
本文方案 0. 63 0. 73 1. 37 8. 56

5. 6　 扩展性测试

本节评估 DeepFlame 在大规模并行模拟中的弱

扩展和强扩展测试,分别针对模拟规模和模拟速度

需求。
5. 6. 1　 弱扩展性测试

图 10 中展示了 DeepFlame 在富岳超算平台下的

弱扩展性能。 其中,测试用超临界下的 CH4 系统,测
试网格数从 12 亿扩展到 193 亿,每个点标注实际峰

值性能和计算效率。 图 10 显示出弱扩展性能与理

想情况下的性能十分接近,表现出很好的弱可扩展

性。 模拟的物理体系从 12 亿扩展到 193 亿网格,进
程数从 2 048 扩展到 32 768,并行效率在混合 FP16
精度下达到 93. 60% ,在单精度下达到 98. 01% 。 当

使用 32 768 个进程时,混合 FP16 精度的峰值性

能达到 39. 6 每秒千万亿次浮点运算(peta FLOPS,
PFLOPS(理论峰值的 31. 80% ),单精度峰值性能达

18. 4 PFLOPS(理论峰值的 31. 80%)。

图 10　 弱扩展性测试
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5. 6. 2　 强扩展性测试

图 11 展示了 DeepFlame 在富岳超算上的强可扩

展性。 测试系统使用超临界 CH4 系统。 测试使用

的体系大小为 193 亿网格。 进程数从 2 304 扩展到

36 864,并将计算资源扩展 16. 00 倍,此时强可扩展

并行效率为 60. 50% , 峰值性能在混合半精度下达

到 13. 0 PFLOPS。 相应的每一步燃烧模拟的时间从

21. 0 s 降低到2. 2 s,模拟时间缩短为原来的10. 30%。

图 11　 强扩展性测试

6　 结 论

本文优化了基于人工智能的高精度超临界燃烧

模拟软件 DeepFlame,提升了其在大规模众核超算

富岳上的计算效率,并在众核超算上实现了大规模

模拟。 首先将 DeepFlame 的计算模拟过程划分为计

算化学反应的神经网络推理模块和计算流体的偏微

分方程求解模块。 对于神经网络推理模拟,本文使

用混合精度、算子融合和查表拟合方法来提升其计

算效率;对于偏微分方程求解模块,本文提前对非结

构化网格进行分析处理来提升后续偏微分方程求解

过程,依次使用网格重编号、调整稀疏矩阵格式、网
格染色等优化技术来解决偏微分方程求解过程中局

部性差、间接访存和写冲突问题。 针对大规模模拟

过程的文件读写时间成为瓶颈的问题,本文提出了

使用运行时网格加密、建立文件索引和两级并行读

写等优化手段大幅减少了文件读写时间。 最终将

DeepFlame 的计算速度提升了 4. 30 倍,半精度浮点

计算效率达到理论峰值性能的 31. 80% ,最大燃烧

模拟规模达到 193 亿网格。
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Abstract

Artificial intelligence (AI) for Science is reshaping the paradigms of scientific computing, where high-accura-
cy supercritical combustion simulation faces dual challenges of balancing computational complexity and physical fi-
delity. Although the AI-based combustion simulation framework DeepFlame achieves a trade-off between physical
accuracy and computational efficiency through algorithmic innovations, it still encounters performance bottlenecks
on modern long-vector many-core supercomputing platforms in three critical dimensions: neural network inference,
partial differential equation (PDE) solving, and large-scale input / output (I / O). This study proposes a systematic
optimization approach: (1) For neural network inference, computational efficiency is enhanced via mixed-precision
computing, kernel fusion, and lookup table approximation; (2) For PDE solving, an innovative many-core-opti-
mized solver is developed using mesh renumbering, custom sparse matrix formats, mesh coloring, addressing issues
such as poor memory locality, indirect memory access, and write conflicts in sparse linear systems; (3) For ex-
treme-scale parallelism (100 000 + cores), a high-performance initialization mechanism is designed with multi-pro-
gram fusion, file indexing, and two-level parallel I / O, overcoming data loading bottlenecks. Experimental validation
on the ARM-based Fugaku supercomputer demonstrates a 4. 3 × speedup and a floating-point efficiency reaching
31. 8% of the theoretical peak in large-scale simulations. Additionally, this work achieves high-fidelity supercritical
combustion simulation at a 19. 3 billion-cell scale, providing a groundbreaking numerical tool for next-generation com-
bustor design.

Key words: high-performance computing, deep neural network, flame simulation, computational fluid dy-
namics
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