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基于雾计算的分布式网络优化方法①

彭永倩②　 刘　 鸿③

(黔南民族职业技术学院大数据与电子商务系　 都匀 558022)

摘　 要　 针对智慧茶园环境中分布式网络面临的高延迟与低能效问题,本文提出一种基

于雾计算的分布式网络优化算法。 本文建立了综合考虑计算能力、通信带宽与能量消耗

的多层级网络模型,提出了一个优化框架,能够高效调度任务并进行计算迁移。 在此基础

上,设计了融合自适应惯性权重、局部搜索、遗传交叉和约束惩罚机制的混合粒子群优

化(hybrid particle swarm optimization,Hybrid-PSO)算法,该算法显著提升了全局搜索能力

与解的可行性。 实验结果表明,Hybrid-PSO 算法在多目标优化问题上,能够有效减少系

统总延迟、能耗和任务完成时间,收敛速度也显著优于传统的粒子群优化(particle swarm
optimization,PSO)算法、遗传算法(genetic algorithm,GA)和 PSO-GA 算法。 进一步分析表

明,计算迁移与能量感知路由策略的引入,不仅优化了负载均衡,还显著延长了网络的寿命。
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　 　 随着物联网技术[1 - 2] 的快速发展,全球物联网

设备数量已经多达亿万级,而海量数据处理分析需

求的不断增长,给资源受限的物联网设备和移动智

能终端设备带来巨大的存储、共享和处理等负

担[3 - 4]。 尽管传统的云计算方式[5]能够有效处理海

量数据,但是在位置感知、移动性支持以及延迟响应

等方面存在一定的局限性。 基于此,雾计算方式应

运而生。 作为云计算的延伸,雾计算采用分布式架

构设计,将数据、数据处理和应用程序集中在网络边

缘的设备中,不仅能够减少数据传输延迟,还能够提

高实时响应速度[6 - 8]。 但由于计算任务不断增多,
雾计算节点在处理过程中可能会面临大量的资源调

度和计算迁移操作[9],使得系统的计算延迟和能量

消耗有所增加。
基于此,本文在分布式网络架构下提出一种基

于雾计算的分布式网络优化算法。 首先,在建立的

综合考虑计算能力、通信带宽与能量消耗多层级网

络模型基础之上,提出多目标联合优化框架,确保在

满足系统计算资源约束的前提下,最小化系统的总

延迟与能量消耗。 然后,针对优化目标,设计了混合

粒子群优化(hybrid particle swarm optimization, Hy-
brid-PSO)算法,结合自适应惯性权重、局部搜索、遗
传交叉和约束惩罚机制,提升解的全局搜索能力和

局部收敛精度。 最后,以智慧茶园环境中分布式网

络面临的高延迟与低能效问题为背景进行了仿真实

验。 实验结果表明,Hybrid-PSO 算法在多目标优化

问题上能够有效减少系统延迟、能耗和运行时间,并
且收敛速度较快。

1　 相关工作

目前,国内外学者针对雾计算系统架构以及雾

计算中的任务优化问题展开了广泛研究并取得了

一定成果。 文献[10]针对工业生产中基于软件定

义网络的雾计算架构大数据处理场景中的独立任务

调度问题,提出了基于粒子群的多目标优化任务

调度算法。文献[11]提出一种多目标灰狼优化算
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法(multi-objectives grey wolf optimizer,MGWO),引
入多目标优化策略,旨在减少云-雾计算中的任务调

度延迟和能源消耗。 文献[12]构建了一个最小化

所有任务完成总能耗的优化问题,并提出基于动量

梯度和坐标协同下降的公平性能耗最小化算法用于

问题求解。 文献[13]提出一种基于元启发式山地

瞪羚优化的任务调度方法 (metaheuristic mountain
gazelle optimization algorithm based task scheduling
approach,MMGOA-TSA),以提高下一代物联网-雾-
云网络中的生存性。 文献[14]提出一种改进的生

活选择优化算法( life-choice-based optimization algo-
rithm,ILCO),用于解决雾-云区块链系统中的任务

调度问题。 文献[15]提出一种结合遗传算法( ge-
netic algorithm,GA) 和粒子群优化 ( particle swarm
optimization,PSO)的混合算法,用于优化雾计算环

境下的多目标任务调度。 文献[16]基于区块链赋

能物联网场景,提出一种联合资源分配与控制的智

能计算迁移方案,融合深度确定性策略梯度( deep
deterministic policy gradient,DDPG)算法思想,通过

优化通信、计算资源与迁移决策以最小化任务完成

总成本。 文献[17]提出一种基于物联网(Internet of
Things,IoT)和雾计算的资源管理模型,采用遗传算

法与机器学习相结合进行工业 4. 0 环境下的预测性

维护。 文献[18]通过改进的自适应神经模糊推理

系统( adaptive neuro-fuzzy inference system,ANFIS)
进行雾-云服务分类,并采用一种融合混沌理论的蚱

蜢优化算法 ( chaotic-based grasshopper, CGOA) 与

GA 的新型元启发式算法进行服务调度。 文献[19]
将物联网服务请求的均衡建模为一个优化问题,并
利用改进的蝙蝠算法(bat algorithm,BA)求解云雾

网络负载均衡优化问题。 文献[20]提出一种基于

遗传算法的资源聚类分配方法,通过融合遗传算法

和 k-means 聚类方法,用于提高物联网应用在分层

异构雾计算平台中的资源分配效率。
综上,目前研究主要采用启发式优化算法对雾

计算运行问题进行任务优化,但未考虑多源异构任

务在雾计算系统上的整体运行特性,且现有研究往

往仅针对部分计算任务进行优化。 为此,本文提出

了一种基于雾计算的分布式网络优化算法,能够精

确描述多源异构任务在雾-云环境中的调度与迁移

特性。

2　 算法实现

本文研究的分布式网络系统整体架构如图 1 所

示。 其中感知层部署了多个传感器节点,雾计算层

包含若干雾节点,云计算层为远程云平台。 任务的

调度、计算和传输均在感知层与雾计算层之间完成,
云平台仅在特定场景下接管部分计算任务。

图 1　 分布式网络系统整体架构

2. 1　 网络与资源建模

设系统中总共部署了 Ns 个传感器节点,编号为

i = 1,2,…,Ns, 每个传感器节点 i 具备计算能力

Cs( i) (单位:CPU cycles·s - 1),主要承担环境数据

的采集和初步处理,能量消耗为 Es( i), 其消耗与数

据采集频率和通信活动密切相关。 雾计算层包含

Nf 个雾节点,编号为 j = 1,2,…,Nf, 每个雾节点的

计算能力为 C f( j) (单位:CPU cycles·s - 1),带宽为
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B ij (单位:Mbps),表示传感器节点 i 与雾节点 j 之间

的可用链路带宽。 雾节点具备较高的计算和存储能

力,能够接收、调度、处理来自感知层的多源异构任

务。 传感器节点周期性产生待处理任务,记第 i 个
节点的任务为 Ti。 每个任务 Ti 具有数据量 Si (单
位:Mb)和计算需求 Li (单位:cycles),分别与任务

的大小和复杂度成正比。 在任务处理过程中,系统

能量消耗主要由如下两部分组成。
(1)计算能耗:当任务被雾节点 j 执行时,其计

算能耗记为 Ecomp( i, j), 通常与任务计算量 Li 和雾

节点的计算能力 C f( j) 相关;
(2)传输能耗:任务从传感器节点 i 传输至雾节

点 j的能耗为 Esend( i, j),其大小受任务数据量 Si 和

链路带宽 B ij 影响。
任务 Ti 的总能耗 E i 可表示为

E i = Ecomp( i, j) + Esend( i, j) (1)
同时,任务的处理延迟包括传输延迟与计算延

迟 2 部分。

Dij =
Si

B ij
+

Li

C f( j)
(2)

2. 2　 问题建模与优化目标

在前述系统模型下,分布式网络中的核心问题

是如何在满足资源约束的前提下,不断优化任务调

度、计算迁移和路由选择,以最小化系统的总延迟与

能量消耗。 为此,本文将网络优化问题建模为一个

多目标联合优化问题。 设 xij ∈ {0,1} 为任务分配

变量,当任务 Ti 被分配至雾节点 j时, xij = 1;反之为

0。 约束条件保证每个任务至多被分配到一个雾节点:

∑Nf

j = 1
xij ≤1, ∀i = 1,2,…,Ns (3)

任务 Ti 被分配到雾节点 j 后,总延迟由传输延

迟和计算延迟组成,表示为 Dij, 总能量消耗表示为

E i。 本文采用延迟与能耗加权求和的形式作为优化

目标:

min(w1∑
Ns

i = 1∑
Nf

j = 1
xij·Dij + w2∑

Ns

i = 1
E i) (4)

式中: w1、w2 为延迟和能效的权重系数,用于灵活调

整不同优化目标的重要性。 此外,为保证系统的可

行性,多目标联合优化需满足以下资源约束。
(1) 雾节点计算能力约束:

∑Ns

i = 1
xij·Li ≤ C f( j), ∀j = 1,2,…,Nf (5)

(2) 雾节点能量约束(若系统考虑能耗上限):

∑Ns

i = 1
xij ≤ Ecomp( i, j) ≤ E f( i),

∀i = 1,2,…,Nf 　 (6)
(3)带宽约束:
Si

B ij
≤ Dmax, ∀i, j (7)

式中: E f( i) 为雾节点 j 的可用能量上限, Dmax 表示

系统对任务传输时延的最大容忍值。
2. 3　 雾节点任务分配与计算迁移

在分布式雾计算系统中,任务在雾节点间的分

配与迁移对系统性能具有关键影响。 为实现任务的

合理调度与计算负载均衡,本文设计了雾节点选择

与计算迁移机制。 对于传感器节点 i 产生的任务

Ti, 若初始分配的雾节点 j 的负载过高或计算能力

不足,则需将任务重新分配至其他资源更合适的

雾节点。为表示任务的分配状态,定义迁移变量

yij ∈ {0,1}, 用于表示任务 Ti 是否最终分配至雾节

点 j, 具体如式(8)所示。

yij =
1, Ti → j

0, Ti ∉ j
{ (8)

式中: Ti → j 表示任务 Ti 最终分配至节点 j (包括初

始分配或迁移结果)。 当目标节点满足以下条件

时,允许迁移。
(1)雾节点计算能力充足:

∑Ns

j = 1
(xij + yij)Li ≤ C f( j) (9)

(2)雾节点的能耗预算允许:

∑Ns

i = 1
xij·Ecomp( i, j) ≤ E f( i),

∀i = 1,2,…,Nf 　 (10)
为了降低迁移引起的额外通信开销,引入迁移

代价函数如式(11)所示。

Cmig( i, j) = β1·
Si

B ij
+ β2·

Li

C f( j)
(11)

式中: β1、 β2 为平衡参数。 迁移决策的目标是在保

证负载均衡的同时,最小化迁移代价。
2. 4　 能量感知的路由优化

为进一步降低网络能耗与传输时延,本文设计

了能量感知的路由优化机制。 系统中的每个任务在

传输过程中,除直连外,亦可通过多跳转发至目标雾

节点。 令 P ij 表示传感器节点 i 至雾节点 j 的可行传
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输路径集合,每条路径的代价由能量消耗和带宽共

同决定:

Cpath(p) = ∑ (u,v)∈p

Si

Buv
+ γ· 1

Eres
u

( ) (12)

式中: p∈P ij 为路径, Eres
u 表示节点 u的剩余能量, γ

为能量惩罚因子。 路径选择策略为

p∗ = arg min
p∈Pij

Cpath(p) (13)

即选取代价最小的路径作为任务的传输路径。
同时,为防止节点能量耗尽,约束各节点的转发能量

消耗不超过能量预算:

∑∀u∈p
Esend(p) ≤ Ebudget

u (14)

该机制保证了数据传输过程中能量均衡与系统

可靠性。
2. 5　 多目标优化算法

针对 2. 2 节建立的多目标优化问题,本文设计

一种改进的粒子群优化算法,结合自适应惯性权重、
局部搜索、遗传交叉及约束修正机制,以提升任务分

配、计算迁移与路由优化的全局搜索能力和局部收

敛精度。
首先,为提升粒子在不同阶段的搜索能力,本文

采用自适应惯性权重机制,其惯性权重随迭代次数

动态调整,形式为

w( t) = wmax - wmax - wmin

T( )·t (15)

式中: wmax、wmin 分别为惯性权重的最大值和最小

值, T 为最大迭代次数, t 为当前迭代轮次。 为避免

惯性权重取值的随意性,本文在设计自适应惯性权

重机制时,参考了经典粒子群优化文献[21 - 23]对
收敛性的分析。 已有研究表明, wmax 设置在0. 8 ~1. 0
之间可以增强全局搜索能力,而 wmin 设置在 0. 3 ~0. 4
之间有利于提高局部收敛精度。 考虑到雾计算环境

中节点异构性较强,过大的权重可能导致解空间搜

索震荡,过小的权重则容易陷入局部最优,因此本文

采用文献中常用的折中参数 wmax =0. 9 和 wmin =0. 4。
其次,为进一步提高粒子在邻域内的搜索能力,

本文在粒子标准位置更新后,引入了局部搜索策略,
通过在当前粒子位置周围进行小范围扰动,获得更

优邻域解,有效增强了局部优化能力。 为防止粒子

陷入局部最优解,本文融合了遗传交叉与变异机制,

在粒子群进化过程中,选取部分优秀粒子对位置向

量进行交叉与变异操作,从而增强种群多样性,以此

提升全局搜索能力。 交叉操作可表示为

x′i = αxi + (1 - α)·x j (16)
式中: xi、x j 为被交叉的粒子, α ∈ (0,1) 为交叉系

数,变异操作则通过对粒子位置加入微小随机扰动

以获取新解。 同时,考虑到所建立的优化模型包含

多重资源约束,本文采用了基于惩罚函数的约束修

正机制,即对违反约束的粒子,向其适应度函数中引

入惩罚项:
fpenalized(xi) = f(xi) + λ·penalty(xi) (17)

式中: λ 表示惩罚因子, penalty(xi) = max(0, g(xi))
表示粒子 xi 违反约束条件的程度。 函数 g(xi) 用于

度量约束偏差,其形式可随具体约束类型而变化。
例如,当约束条件涉及变量的上下限时, g(xi) 可定

义为该变量与限制值之间的差值,从而量化偏离

程度。
最后,引入多个目标函数的评估和权重动态调

整来进一步优化粒子的适应度,确保算法能够平衡

不同目标的优化。 在更新粒子时,除了考虑全局最

优解和个体最优解外,还根据每个目标的优先级动

态调整目标函数的权重:
vi(t + 1) = w(t)·vi(t) + c1·rand1·(pbesti - xi) +

c2·rand2·(gbesti - xi) +

∑M

k = 1
wk( t)·∇k f(xi)

(18)
式中: vi( t + 1) 为粒子 i 在 t + 1 次迭代时的速度向

量, c1、c2 为学习因子, rand1 和 rand2 为在区间[0,1]
内独立生成的随机数或随机向量, pbesti 为粒子 i 搜
索过程中获得的个体最优位置, gbesti 为当前粒子

群获得的全局最优位置, wk( t) 为目标 k 的动态权

重, ∇k f(xi) 为目标函数 fk 对粒子位置的梯度。
2. 6　 算法理论分析

所提多目标优化算法的计算复杂度主要由粒子

群规模 P 和迭代次数 T 决定,复杂度为

O[P·T·(Ns·Nf)] (19)
粒子群在惯性、认知和社会成分的共同作用下,

具备良好的收敛性。 理论上,算法在足够的迭代轮

次下能收敛至可行的 Pareto 最优解集。
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3　 仿真实验与分析

本节在仿真测试过程中,模拟智慧茶园环境下

的智能感知与协同计算场景,主要面向茶园温湿光

环境监测、病虫害预警及智能管理数据传输任务。
通过在茶园区域内布设大量传感器节点获取环境感

知数据,并依托分布式雾计算架构构建感知层与雾

计算层之间的任务协同模型。 在系统中,感知层节

点负责周期性上报多源异构任务,雾节点根据任务

特性动态进行计算调度、负载均衡与路由优化。
3. 1　 实验环境与参数设置

为验证所提基于雾计算的分布式网络优化算法

的有效性,本节基于 Matlab 平台构建了智慧茶园感

知场景的仿真环境。 仿真区域设为 500 m × 500 m
的二维平面空间,该区域内随机部署 Ns = 100 个传

感器节点及 Nf = 10 个雾节点。 传感器节点周期性

产生任务并上传至雾节点进行协同处理。
同时,各任务的计算需求 Li 遵循均匀分布

U(105,106) cycle,任务数据量 Si 服从 U(100,500)

kB 分布。 雾节点的计算能力 C j
f ∈ U(1 × 109,2 ×

109) / cycle,通信带宽为 B ij ∈ U(1,10) Mbps。
算法参数设置如下:粒子群规模 P = 30,最大

迭代次数 T = 100,惯性权重初始值 wmax = 0. 9,终止

值 wmin = 0. 4,交叉概率为 0. 8,变异概率为 0. 1,惩
罚函数系数 λ = 100,评价指标如表 1 所示。

表 1　 评价指标

编号 评价指标 单位 备注

1 系统总延迟 ms -
2 系统总能耗 J -
3 网络寿命 - 第一个节点能量耗尽时的轮数

4 平均任务完成时间 ms -
5 收敛速度 - 目标函数值达到预设收敛阈值所需的迭代轮次

Matlab 关键节点伪代码如算法 1 所示。

算法 1 关键节点伪代码

1. Initialize parameters:
　 　 - Set network size, node count, and positions
　 　 - Generate random task requirements (computation, data size)
　 　 - Initialize bandwidth, fog node compute capacity, energy consumption
2. Define objective function:
　 　 - Minimize total delay and energy consumption:
　 　 　 　 Objective = ∑(Delay) + ∑(Energy)
3. Initialize Hybrid-PSO:
　 　 - Set swarm size (P) and max iterations (T)
　 　 - Initialize particles’ positions and velocities
　 　 - Set inertia weight, learning factors, and global best
4. Run Hybrid-PSO optimization:
　 　 For each iteration:
　 　 　 　 - For each particle:
　 　 　 　 　 　 - Calculate fitness (objective function)
　 　 　 　 　 　 - Update personal best and global best
　 　 　 　 　 　 - Update particle velocity and position
5. Task scheduling and migration:
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　 　 - Assign tasks to fog nodes based on optimization result
　 　 - If node overloaded, migrate tasks to lower load nodes
6. Record results and analyze:
　 　 - Record system performance metrics (delay, energy, task completion)
　 　 - Generate comparison with baseline algorithms (PSO, GA)
7. End simulation

3. 2　 算法收敛性验证

本节通过收敛曲线对所提 Hybrid-PSO 算法的

优化性能进行验证,并与标准 PSO[10]、GA[20]以及不

包含局部搜索和约束惩罚机制的基本 PSO-GA[15]算

法进行对比。 每种算法均在相同初始条件下独立运

行 20 次,记录其在多目标联合优化问题上的收敛过

程,收敛曲线对比如图 2 所示。 其中纵坐标表示目

标函数值,值越小,表示优化效果越好;横坐标代表

每一轮优化迭代次数。

图 2　 收敛曲线对比

由图 2 可知,Hybrid-PSO 在收敛速度上具有显

著优势,在前 10 轮迭代内就能快速收敛至较优解,
且最终的目标函数值最低,展示了其较强的全局搜

索能力和稳定性。 而 PSO 和 GA 的收敛速度较慢,
且目标函数值较高,表明在全局搜索上存在较大的

局限性,易陷入局部最优解。 而 PSO-GA 虽然结合

了 PSO 和 GA 的优点,但由于缺乏局部搜索机制和

自适应权重调整,导致收敛速度较慢,且最终的目标

函数值相对较高。
3. 3　 迁移策略有效性分析

为验证计算迁移机制的实际效果,本节分别对

启用迁移机制与禁用迁移机制 2 种模式下的系统运

行状态进行比较。 对比指标包括雾节点负载分布、

平均任务完成时间以及系统能耗,实验结果如表 2
和表 3 所示。

表 2　 雾节点负载分布

节点编号 启用迁移负载 禁用迁移负载

雾节点 1 0. 18 0. 35
雾节点 2 0. 20 0. 45
雾节点 3 0. 15 0. 40
雾节点 4 0. 22 0. 38
雾节点 5 0. 18 0. 42

总计 1. 03 2. 00

表 3　 任务完成时间与能耗对比

指标　 启用迁移 禁用迁移

总能耗 / J 12. 3 14. 2
平均完成时间 / ms 150 180
任务迁移比例 / % 15 0

实验结果表明,启用迁移机制后,系统的负载分

布更加均衡,避免了个别节点过载的情况,并显著提

高了系统的稳定性和运行效率。 具体来说,启用迁

移机制后,任务在各雾节点之间的分配更加合理,避
免了负载集中在少数节点上的问题,提升了资源利

用率。 相比之下,禁用迁移机制时,个别节点负载过

重,导致了计算延迟和能量消耗的增加,任务的完成

时间也显著延长。 启用迁移机制后,平均任务完成

时间减少了 17. 6% ,总能耗减少了 13. 4% 。 结果表

明,计算迁移机制不仅优化了任务调度,还有效提升

了系统的能效,验证了该机制在负载均衡和能效提

升方面的作用。
3. 4　 能量感知的路由优化性能验证

为了验证所设计的能量感知路由机制的有效

性,本节比较了在有能耗感知路径选择与无感知情

况下节点的能耗分布和系统寿命,实验结果如表 4
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和表 5 所示。

表 4　 节点剩余能量分布

节点编号
启用能量感知剩余

能量

不启用能量感知

剩余能量

雾节点 1 0. 85 0. 60
雾节点 2 0. 90 0. 58
雾节点 3 0. 92 0. 55
雾节点 4 0. 88 0. 57
雾节点 5 0. 80 0. 53

平均 0. 87 0. 57

表 5　 网络寿命对比

网络寿命 启用能量感知路由 不启用能量感知路由

第 1 个节点

失效时间
500 400

实验结果表明,启用能量感知路由策略后,系统

的总能耗显著降低,节点的剩余能量明显增加,避免

了“热点”节点的过早能量耗尽,从而延长了网络的

整体寿命。 启用能量感知路由后,网络的第一个节

点失效时间延长了 22. 3% 。 此外,节点的剩余能量

也得到了有效控制,启用能量感知路由策略后,节点

剩余能量的分布更加均匀,而禁用该策略后,部分节

点能量消耗过快,导致负载不均和能量浪费。 通过

实验可知,能量感知路由机制能够有效降低系统的

能耗,延长网络寿命,尤其适用于长期运行的物联网

应用环境。
3. 5　 综合性能对比实验

本节从多个维度对比了 Hybrid-PSO 与其他 3
种算法在总延迟、总能耗、平均任务完成时间和收敛

速度等方面的性能,实验结果如表 6 所示。

表 6　 算法性能对比

算法
总延迟 /

ms
总能耗 /

J
平均完成

时间 / ms
收敛速度 /

次

Hybrid-PSO 120 12. 3 150 30
PSO 150 14. 0 180 50
GA 160 13. 5 170 45
PSO-GA 155 13. 8 175 48

由表 6 可知,Hybrid-PSO 在所有关键指标上均

优于其他 3 种算法,特别是在系统总延迟和能耗控

制方面,分别减少了 18. 7%和 15. 2% 。 Hybrid-PSO
通过引入自适应惯性权重、局部搜索机制以及遗传

交叉策略,显著提高了算法的收敛速度,能够在较少

的迭代轮次内快速找到最优解,而其他对比算法,如
PSO 和 GA,则收敛速度较慢且最终的目标函数值较

高,显示出它们在全局搜索能力上的不足。 此外,
Hybrid-PSO 在任务完成时间方面也表现优异,相较

于 PSO 和 GA,任务完成时间缩短了 17. 6% ,这得益

于它高效的任务调度和迁移策略。 能量消耗方面,
Hybrid-PSO 能够在保证任务完成的同时有效减少

不必要的能量消耗,明显优于 PSO 和 GA,并且在任

务迁移和能量感知路由的帮助下,能够有效避免节

点过载,延长网络寿命。 最后,Hybrid-PSO 达到收

敛条件所需的迭代次数最少,表明其在本实验条件

下具有较快的收敛速度;相比之下,PSO 和 GA 所需

的收敛迭代次数较多。 综上,Hybrid-PSO 在解决智

慧茶园等分布式网络优化问题时,展现出了更高的

效率和性能,能够在延迟、能耗、任务完成时间和收

敛速度等方面提供全方位的优化解决方案。

4　 结 论

本文提出的基于雾计算的分布式网络优化算法

通过引入多目标优化建模和 Hybrid-PSO 算法,成功

解决了智慧茶园等物联网应用中面临的高延迟和低

能效问题。 通过构建综合考虑计算能力、通信带宽

与能量消耗的雾计算网络模型,精确描述了多源异

构任务在雾-云环境中的调度与迁移特性,进一步提

升了任务调度与计算迁移的效率。 基于该模型,本
文设计了一个延迟与能效联合优化的多目标建模方

法,并通过 Hybrid-PSO 算法有效优化了任务分配、
计算迁移和路由选择,显著降低了系统的总延迟和

能耗,提升了任务完成效率。 仿真结果表明,本文所

提出的 Hybrid-PSO 算法在多个实验指标上均优于

对比算法,尤其在系统延迟、能效和任务完成时间方

面表现突出。 同时,计算迁移与能量感知路由机制

的引入,不仅优化了负载均衡,还有效延长了网络的

使用寿命。 这些结果证明了该算法在复杂多目标优
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化问题中的优势,并为智慧茶园等物联网应用中的

分布式网络优化提供了高效的解决方案。 未来的研

究可进一步考虑在更复杂的网络环境下进行验证,
探讨更具挑战性的多源异构任务调度问题,并结合

实际应用场景优化算法参数。
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A distributed network optimization approach based on fog computing

Peng Yongqian, Liu Hong
(School of Big Data and E-commerce, Qiannan Polytechnic for Nationality, Duyun 558022)

Abstract
This paper addresses the high latency and low energy efficiency issues in distributed networks within smart tea

garden environments by proposing an optimization algorithm based on fog computing. A multi-layered network model
is developed, considering computational capacity, communication bandwidth, and energy consumption. This model
serves as the foundation for an optimization framework that efficiently allocates tasks and manages computational mi-
gration. The paper also introduces an hybrid particle swarm optimization (Hybrid-PSO) algorithm, which combines
adaptive inertia weights, local search, genetic crossover, and a constraint penalty mechanism. This approach sig-
nificantly enhances the algorithm’s global search ability and solution feasibility. Experimental results show that Hy-
brid-PSO reduces system latency, energy consumption, and task completion time, outperforming traditional particle
swarm optimization (PSO), genetic algorithm (GA), and PSO-GA algorithms in terms of convergence speed. Fur-
ther analysis indicates that computational migration and energy-aware routing strategies improve load balancing and
extend the network’s lifetime.

Key words: fog computing, adaptive inertia weights, localized search, genetic crossover, constrained penalty
mechanism, improved particle swarm algorithm
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