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基于 EEG 的 Cbi-BPNN 模型在线预测“坐-站-走”姿态变换研究①

寿萧凯②　 蔡世波　 都明宇③

(浙江工业大学机械工程学院　 杭州 310023)

摘　 要　 本文目的是提出一种“坐-站-走”姿态变换在线预测方法,为更好地控制下肢康

复机器人提供理论支撑。 首先,通过滤波、动态基线校正等方法对脑电信号进行在线预处

理;然后,使用定向共空间模式(directional common spatial pattern, DCSP)、相关系数(cor-
relation coefficent, CC)、曲线拟合( curve fitting, CF)、希尔伯特-黄变换(Hilbert-Huang
transform, HHT)、离散小波变换(discrete wavelet transform, DWT)等方法在线提取多维度

特征;最后,设计了一种级联式反向传播神经网络(cascaded by two back propagation neural
network,Cbi-BPNN)模型进行“坐-站-走”姿态变换在线预测。 本文招募 8 名受试者在特

定范式下分别开展“坐-站-走”姿态变换脑电信号采集实验和在线预测系统验证实验,对
比了 8 种姿态变换预测特征组合以及 5 种分类模型。 实验结果表明,使用 DCSP-CC-CF-
HHT-DWT 混合特征的姿态变换预测模型的离线分类准确率最高为 76. 09% ,该模型可以

在实际运动前 200 ms 左右实现在线预测,最高准确率为 65. 00 % 。
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　 　 脑卒中患者在康复中后期需要进行有辅助

的“坐-站-走”等姿态变换康复训练,使用外骨骼等

康复机器人辅助进行康复训练是已被证明的有效方

式[1]。 但是,如果康复训练过程中人-机之间频繁发

生拮抗,将会对患者的依从性和主动参与康复训练

的积极性带来很大的影响[2]。 考虑到信号处理、模
型推理、驱动器响应等时延问题,对“坐-站-走”等姿

态变换进行不少于 150 ms 的大步长在线预测[3],进
而为外骨骼机器人提供超前于患者实际运动的控制

指令,是外骨骼机器人完成患者自主运动过程按需

辅助的重要前提。
人体运动意图的无创感知途径包括两类,一类

是惯性测量单元[4]、足底压力[5] 等物理传感器,这
类传感器需要在人体实际运动发生后才能采集到相

关信号,一般很难在实际运动开始前进行运动预测;
另一类是表面肌电信号[6]、脑电( electroencephalo-

gram,EEG)信号等电生理信号,其中,表面肌电信号

仅在人体实际运动前 30 ~ 150 ms 出现[7],也很难满

足姿态变换大步长在线预测与机器人实时控制

需求。
截止目前,无创脑机接口(brain computer inter-

face,BCI) 已被证明是最有前景的人体运动意图

感知途径。Kalunga 等人[8] 使用稳态视觉诱发电

位(steady-state visual evoked potentia,SSVEP) 控制

上肢外骨骼进行康复辅助。 Li 等人[9]使用触觉刺激

的 P300 信号对抓握机器人进行控制。 Tang 等人[10]

通过左右手运动想象(motor image,MI)任务,结合

虚拟现实(virtual reality,VR)场景进行手部康复任

务。 Jeong 等人[11]基于右臂 6 个空间方向上的伸展 MI
任务,对上肢康复辅助外骨骼进行控制。 Choi 等人[12]

通过起立、坐下、行走 3 类运动任务实现下肢外骨骼

机器人的控制。 SSVEP、P300、MI 在脑卒中急性期 /
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亚急性期患者的运动康复训练过程中已有较多的应

用,效果良好。 但是,SSVEP、P300 属于运动不相干

EEG 信号,诱发过程需要提供外部刺激,长时间使

用会导致患者的感受器疲劳;MI 则基于部分运动相

关 EEG 信号,具有较强的模糊性,需要使用者预先

进行大量练习。 这些使用要求对于依从性较好的急

性期 /亚急性期患者来说尚且具有一定的困难,对于

康复期患者来说更显累赘。
运动准备电位( readiness potential,RP)是人体

运动开始前 1. 0 s 大脑运动皮层自发产生的缓慢负

向电位[13]。 与 SSVEP、P300、MI 相比,RP 与即将到

来的行为具有更高的相关性[14 - 15],且无需外部刺激

和大量训练即可识别[16]。 因此,通过运动前脑电预

测患者运动意图,可以为外骨骼机器人提供实时性

更好的控制指令。 Bulea 等人[17]使用高斯混合模型

分类器预测 3 种类型的运动任务,即“起立”、“坐
下”和“静止”,平均准确率为 78. 00% 。 Jochumsen
等人[18]提取了 RP 的互相关系数和功率谱密度作

为随机森林的输入,对“坐到站” “站到坐” “直线行

走”“上楼”“侧走” “后退”6 类运动任务进行预测,
预测准确率为 54. 00% 。 Ody 等人[19] 基于运动前

800 ms的 EEG 信号对人体是否运动进行了预测,预
测准确率达到 85. 00% 。 以上研究虽然使用了运动

前脑电对人体运动进行了预测研究,但是并没有提

及在线预测提前于实际运动的时间。
针对上述问题,本文提出了一种基于运动前

EEG 信号与级联式反向传播神经网络(cascaded by
two back propagation neural network,Cbi-BPNN)模型

的“坐-站-走”姿态变换在线预测方法,更好地实现

人机实时交互运动控制,激发患者主动参与康复训

练积极性。 本文主要研究内容及创新点如下。
(1)提出了一种动态基线校正方法,校正长时

间采集 EEG 信号过程中直流分量变化导致的信号

漂移问题。
(2)提出了一种定向共空间模式 ( directional

common spatial pattern,DCSP)算法,减少了空间滤波

器的随机信号输入,增强了 2 类姿态变换 EEG 信号

的特征差异。
(3)设计了一种基于“坐-站-走”姿态变换在线

预测方法的在线预测系统,在特定范式下,可以在人

体运动前 200 ms 左右预测动作,其最高在线预测准

确率为 65. 00% 。

1　 方 法

本文通过对目标运动前的 EEG 信号进行特征

提取,并作为 Cbi-BPNN 模型的输入,对人体的“站
到坐”和“站到走”2 种姿态变换进行二分类的预测,
预测方法流程图如图1所示,其中 μ 为均值,Var为

图 1　 基于运动前脑电与 Cbi-BPNN 模型的“坐-站-走”姿态变换在线预测流程图
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方差,HEOG 和 VEOG 分别为水平眼电 ( horizonta
electro-oculogram,HEOG)和垂直眼电( vertical elec-
tro-oculogram,VEOG)。 首先,对实时采集 EEG 信号

使用巴特沃斯滤波器进行滤波[20],通过改进的动态

基线校正方法减少信号漂移,在线特征提取时没有

涉及到运动时脑电,因此仅对干扰可能最大的眼电

伪迹通过主成分分析(principal component analysis,
PCA)方法进行减少[21]。 其次,使用本文改进的

DCSP 方法在线提取相空间特征, 利用相关系

数(correlation coefficent,CC)和曲线拟合(curve fit,
CF)方法在线提取时域特征[22],利用希尔伯特-黄变

换( Hilbert-Huang transform, HHT) 和离散小波变

换(discrete wavelet transform,DWT)在线提取时频特

征[23]。 最后,将上述混合特征作为 Cbi-BPNN 模型

的输入,对人体的“坐-站-走”姿态变换进行在线预

测。 该方法对实时 EEG 信号的预处理和特征提取

所花费的时间在 150 ms 左右,DCSP 方法占用了全

部计算时间的 80. 00% 。
1. 1　 初始设置

本文首先设置“站到坐”和“站到走”2 类任务

的标准信号,作为特征提取的参考信号。 假设 X1,
X2,…,X j 是 j 类任务的实验采集 EEG 信号矩阵,其
大小均为 N × T × n,其中 N 为通道数,T 为采样点

数,n 为试次数;Y 是实时采集 EEG 信号矩阵,其大

小为 N × T。 计算如式(1)和式(2)所示。

rj =
∑
N

i = 1
∑
n1

j = n0

X

N × (n1 - n0)
(1)

P =
∑
N

i = 1
Y

N (2)

式中:rj 为标准信号集合 R{r1, r2,…,rj}中 j 类任务

的标准信号,P 为单通道实时信号,X{X1, X2, …,
X j}为 j 类任务的 EEG 信号集合, n0 和 n1 的取值在

1 到 n 之间。 然后,对最优时间窗内的信号进行特

征提取和组合,作为分类模型的输入,通过对比不同

组合的分类准确率,选择在线特征提取方法。
1. 2　 在线预处理

本文通过在线预处理算法得到高信噪比的

EEG 信号。 首先,使用 0. 1 ~ 30. 0 Hz 的三阶巴特沃

斯带通滤波器对原始信号作滤波处理,去除超低

频直流分量和高频噪音,并尽可能避免 delta 频

段(1. 0 ~ 3. 0 Hz)和 alpha 频段(8. 0 ~ 12. 0 Hz)的

信号失真。 然后,通过动态基线校正寻找相对稳定

的数据段并更新基线,与传统固定基线校正相比,该
方法可以在系统长时间运行的情况下更有效地减少

直流分量变化对信号整体的影响。 假设 XT( t)是长

度为 T 的一维脑电信号,t 为采样点。 将 XT( t)均分

为 n 段并计算每段脑电信号的均值,通过计算相

邻信号段均值的差值得到均值差向量 μ,再计算

XT(t)的方差 Var。 设置一个目标均值差向量 μb 和目

标方差Varb,将均值差向量 μ 和方差Var 与μb 和Varb
进行比较来决定可否更新基线。 计算如式(3) ~式(5)
所示。

μi =
∑
i ×T / n

t = (( i -1) ×T / n) +1
Xi( t)

T / n (3)

μ = {μi - μi -1} (4)

Var =
∑

T

t = 1
XT( t) - ∑

T

t = 1

XT( t)
T( )

2

T (5)

式中:Xi( t)为 XT ( t)均分后的第 i 段脑电信号,μi

为第 i 段脑电信号的均值,当数据段的 μ < μb 且

Var < Varb时,使用该数据段可进行基线更新。 当

HEOG 或 VEOG 检测幅值超过 50 μV 时,通过 PCA
进行眨眼或眼飘伪迹去除。 通过以上预处理方法可

以有效减少 EEG 信号采集过程中的大幅值眼电伪

迹影响,提高短时间窗内实时 EEG 信号的信噪比,
使其更接近离线分析时的高质量 EEG 信号,最大程

度保证模型分类性能在线与离线一致。
1. 3　 在线特征提取

本文通过 CF 结合 PCA 提取时域上的曲线拟合

特征 CF{CF1, CF2},其中 CF1{d1, d2, …,d j}中 d j

为第 j 类标准趋势向量与实时趋势向量之间的欧氏

距离特征,CF2{e1,e2, …,ej}中 ej 为第 j类标准趋势

向量的张量矩阵与实时趋势向量的张量矩阵的主成

分差值。 首先,使用最小二乘法对 P 和 R 中的每个

列向量进行四次函数曲线拟合,得到实时趋势向量

PQ 和标准趋势向量集合 RQ,单个向量的长度为 T;
其次,对每个趋势向量分别作张量积可得实时趋势
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矩阵 PM 和标准趋势矩阵集合 RM;然后,使用 PCA
分别提取 PM 和 RM 的 4 个方差贡献率在 0. 85 以

上的主成分及对应特征值;最后,计算 PQ 和 RQ 的

欧氏距离以及 PM 和 RM 的主成分特征相似度。 计

算如式(6) ~式(7)所示。

d j = ∑
T

y = 1
(PQ2

y + RQ2
jy) (6)

ej = Peig - Reig j (7)
式中:PQy 为实时趋势向量的第 y 个元素,RQ jy为第

j 类标准趋势向量的第 y 个元素,Peig 为实时趋势矩

阵的主成分特征值,Reig j 为第 j 类标准趋势矩阵的

主成分特征值。 本文通过让 P 进行自相关计算,然
后对 P 和 R 进行笛卡尔积,并让每个向量对内的向

量进行互相关计算,可得到时域上的相关系数特征

CC{c1, c2,…,cj},其中 cj 为第 j 类标准信号与实时

信号的笛卡尔矩阵向量互相关计算得到的相关

系数。
利用 DWT 进行时频变换,再分区块提取时频

域上的小波变换特征 DWT{A,Atf},其中,A 为幅值

特征,Atf 为时频系数特征。 该方法可有效降低时频

矩阵复杂度,提高在线特征提取速度。 使用 CMOR
小波作为小波基,对 P 进行 DWT,得到大小为 f × T
的时频矩阵 TF,其中 f 为频段数,T 为采样点数。
然后对矩阵行列作 n 等分,得到 n2 个子矩阵。 最后

对各个子矩阵的幅值最大的元素进行提取并将该元

素对应的时频系数进行线性叠加平均。 计算如(8)
和式(9)所示。

　 　 A =
∑
n2

i = 1
ai × max(TFi)

n2 (8)

Atf =
∑
n2

i = 1
( ti × Tmaxi + fi × Fmaxi)

n2 (9)

式中:TFi 为时频矩阵 TF 的第 i 个子矩阵,ai 为相

应权重,Tmaxi和 Fmaxi为第 i 个子矩阵幅值最大的元

素的行列数,ti 和 fi 为相应权重。 对 P 进行经验模

态分解得到本征模函数集合,然后通过 HHT 得到其

时频矩阵,提取时频矩阵中的幅值最大及最小的元

素作为时频域上的 HHT 特征。
本文提出一种改进共空间模式( common space

pattern,CSP) [24] 的 DCSP 算法,通过增加标准信号

集合 R{r1, r2, …, rj},将空间滤波器的其中一个

输入通道设定为固定对照基准,减少了传统 CSP 算

法因双输入通道均为变化信号所造成的两类信号特

征差异小的问题。 该算法让实时信号 P 和标准信

号 rj 可以通过 CSP 算法计算两者之间的差异性,进
而明确实时信号 P 更接近何种任务态信号。 该算

法可使用短时间窗提取到 EEG 信号相空间上的特

征 DCSP,减少了在线特征提取的计算时间,算法结

构如图 2 所示。 该算法包括 3 个步骤:对多种任务

的预处理信号 X j 分别计算叠加平均值得到标准信

号集合 R;计算实时信号 Y 的叠加平均值得到单通

道实时信号 P;对 P 和 R 作笛卡尔积,并让每一对

向量通过 CSP 空间滤波器,得到相空间上实时信号

和不同标准信号之间分离度最大的 i 个特征。

图 2　 DCSP 算法的体系结构

1. 4　 Cbi-BPNN 模型

Cbi-BPNN 模型包括 2 个 BPNN[25],分别进行运

动意图识别和姿态变换预测,2 个网络的模型训练

超 参数如表1所示 。当第1个BPNN1网络识别到
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表 1　 模型训练超参数表

超参数名 选择数值

BPNN1

输入特征数 10
隐藏层 1 神经元数 16
隐藏层 2 神经元数 8
学习率 0. 010
批量大小 40
训练轮次 200

BPNN2

输入特征数 10
隐藏层 1 神经元数 8
隐藏层 2 神经元数 4
学习率 0. 001
批量大小 10
训练轮次 200

运动意图后,才会激活第 2 个 BPNN2 网络进行姿态

变换预测。
这 2 个 BPNN 网络均包括 1 个输入层,2 个隐

藏层和 1 个输出层,前 3 层使用 ReLU 激活函数,输
出层则使用 Sigmoid 激活函数。 第 1 个 BPNN1 网络

的 2 个隐藏层分别设置了 16 个神经元和 8 个神经

元,第 2 个 BPNN2 网络的 2 个隐藏层分别设置了 8
个神经元和 4 个神经元,网络结构如图 3 所示。 为

验 证本文提出的Cbi -BPNN模型在运动意图识别

和“坐-站-走”姿态变换预测中的有效性,在本文提

取到的脑电信号特征数据集上进行验证实验,对比

已有研究中使用过的高斯混合模型( gaussian mix-
ture model, GMM) [17]、 随 机 森 林 ( random forest,
RF) [18]2 种分类模型以及 K 最临近(K-nearest neigh-
bor,KNN)、支持向 量 机 ( support vector machine,
SVM)、深度神经网络(deep neural network,DNN)、
长短期记忆网络 ( long short-term memory network,
LSTM)4 种经典分类模型。

图 3　 Cbi-BPNN 模型的体系结构

2　 实 验

　 　 为训练上述模型并验证上述方法的有效性,本
文开展了2个实验。一个是脑电数据采集实验,用
于采集运动准备相关脑电数据并用于后续特征数据

集的构建和模型的训练;另一个是在线预测系统验

证实验,将预测模型结合在线预处理和特征提取方

法在一定范式下对人体实际“坐-站-走”姿态变换进

行预测,以验证该方法在实际预测中的有效性。
2. 1　 实验设备和被试

本文搭建了包含 iRecorder W16 脑电信息采集

系统和一个 HWT901B-CAN 惯性测量单元( inertial
measuring unit,IMU)在内的脑电与姿态变换信息同

步采集系统。 上位机为一台电脑,其配置为微软

Windows 10 操作系统,11th Gen Intel(R) Core(TM)
i7-11800H CPU,NVIDIA GeForce RTX 3060 Laptop
GPU,如图 4 所示,其中的上位机还同时作为模型训

练平台使用。 实验过程中,将 iRecorder W16 脑电信

息采集系统中的 16 导联脑电帽佩戴至被试者头上,
根据国际10 -20标准选择VEoG、HEoG、FP1、FP2、

图 4　 实验平台构成示意图
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Fz、F3、F4、FC1、FC2、Cz、C3、C4、P3、P4、TP9、TP10
作为脑电采集位置,其中 VEoG、HEoG 为眼电电极,
TP9、TP10 为双乳突参考电极,以覆盖了中央前

回(运动区)的 Fz、F3、F4、FC1、FC2、Cz、C3、C4 作为

分析电极,脑电信号的采样频率为500. 00 Hz,使用

灵敏度为 0. 05 μV 的中继器将脑电信号通过蓝牙传

输到上位机。
在在线预测验证实验中,额外使用束缚带将

HWT901B-CAN 惯性测量单元放置于被试者腰部,
通过中继器将采样频率为 100. 00 Hz 的腰部冠状轴

角速度信号通过 WiFi 传输到上位机,使用上位机软

件实现 IMU 信号和脑电信号的时间轴同步。
邀请了 8 名健康的志愿者参与本文研究,年龄

为 24 ~ 27 岁,均为右利手,视听能力正常,近期无肌

肉骨骼疾病且不存在明显神经损伤。 所有被试者都

事先签署了知情同意书,并明确知悉他们的参与是

自愿的,且可以在任何时候选择退出,实验前详细说

明实验目的和实验内容,在征得志愿者同意后开始

相关实验。 本文严格遵守受试者隐私的保护,所有

数据均以匿名形式处理和存储。 本文已经获得伦理

委员会的批准(KY2022-173)。
2. 2　 实验范式设计

2. 2. 1　 脑电数据采集实验

在一个安静恒温的室内,被试者按实验要求放

松端坐,并平视前方 4 m 处的屏幕。 要求被试者根

据实验中的提示进行 5 组实验,每组实验包含 20 次

运动任务,单次运动任务时长为 15. 0 s,每组实验之

间有 5 min 休息时间。 当 t = 0. 0 s 时屏幕出现白色

十字和动作提示,提醒被试者进入实验预备阶段;随
后 t = 0. 0 ~ 10. 0 s 时要求被试者保持身体静止并注

视十字,并且按照被试者自己的意识随时按下标签

按键并同时进行规定动作;当 t = 10. 0 s 时语音提示

被试者结束单次任务;最后 t = 10. 0 ~ 15. 0 s 时被试

者保持休息状态,然后进入下一次运动任务。 实验

整体时序如图 5所示。 要求 8 名被试者各自进行 1
次该实验,预期可采集 800 组多被试者脑电信号,其
中 7 人的脑电信号(700 组)用于训练多被试预测模

型而其余 1 人的脑电信号(100 组)用于测试,并进

行八折交叉验证。 其中一名被试者要求额外重复进

行 8 次该实验,预期可采集到 800 组单被试者脑电

信号,随机选取其中 80%的数据进行单被试者预测

模型的训练,剩余 20% 的数据对模型进行测试,并
进行五折交叉验证。 选择自主运动前 0. 5 s 内的单

被试及多被试脑电信号分别作为单被试及多被试运

动意图识别模型的运动准备标签数据来源,随机选

取相同数量的其余时间窗的单被试及多被试脑电信

号分别作为单被试及多被试运动意图识别模型的非

运动准备标签数据来源,随机选取其中 80%的数据

进行模型的训练,剩余20%的数据对模型进行测试,
并进行五折交叉验证。

图 5　 姿态变换脑电采集实验时间序列

2. 2. 2　 “坐-站-走”姿态变换在线预测系统验证实验

该实验用于验证该系统在特定范式下在线预测

的提前时间以及预测的准确率。 在一个安静恒温的

室内,要求被试者放松端坐,平视前方 4 m 处黑板上

的十字。 被试者需要根据实验中的提示音进行 20
次运动任务,单次运动任务时长为 11. 0 s。 当 t =
0. 0 s时出现语音提示,被试者进行实验预备阶段;随后

t = 0. 0 ~ 8. 0 s 内被试者保持身体静止并注视十字;
之后在 t = 8. 0 s 时出现提示音并持续 1. 0 s,
t = 2. 1 s时激活预测模型,使用 0. 5 s 的滑动窗口对

接下来的数据进行特征提取并作为模型输入进行预

测,直到给出预测结果或 t = 4. 0 s 时关闭预测模型。
当模型预测出结果时会在实验员的屏幕上显示对应

的结果。 t = 9. 0 s 时提示音结束,同时被试者开始

随机进行坐或走的运动任务,运动要求在 2. 0 s 内

完成;然后进入下一次运动任务,实验整体时序如

图 6所示。 要求 8 名被试者各自进行 1 次该实验,
预期可获得 160 组多被试者模型的预测结果。 其中

一名被试者要求额外重复进行 8 次该实验,预期可

获得 160 组单被试模型的预测结果。 本实验同步记

录腰部冠状轴角速度信号和根据预测结果产生的脉

冲信号,如图7所示,其中实线框内为“站到坐”信
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图 6　 在线预测系统验证实验时间序列

图 7　 腰部冠状轴角速度信号和预测脉冲信号

号变化,虚线框内为“站到走”信号变化,角速度信

号出现第 1 个明显波峰前的一半幅值点定义为实际

运动开始时间点。

3　 结 果

3. 1　 不同时间窗口选择

为获得特征提取的最优时间窗,本文对多个被

试者的 2 类姿态变换的脑电信号进行叠加平均,并
绘制对应的时频图和时域图,如图 8 所示。 结果表

明皮质运动区脑电信号的 delta 频段能量在运动前

会不断上升,而 alpha 频段能量在运动前0. 50 s
(即 -0. 50 s)左右会有所下降,时域信号在 - 0. 40 s
左右开始出现缓慢下降。 本文选择 4 个滑动窗口的

EEG 信号特征作为 BPNN 模型的输入并多次进行

五折交叉验证,所有验证中模型输出标签与实际

标签一致的概率的平均,即平均分类准确率如图 9

图 8　 2 类姿态变换的脑电信号叠加平均后的时频图及时域图

图 9　 不同时间窗的 EEG 信号特征作为 BPNN 模型输入

得到的平均分类准确率

所示。 可以看出模型平均分类准确率随时间窗的延

后而逐步提高,并从 - 0. 25 s 开始显著提升。
3. 2　 特征组合对 BPNN 模型性能的影响

为获取能够有效进行运动意图识别和姿态变换

预测的特征组合,本文将提取的 10 个运动意图识别

特征和 10 个姿态变换预测特征按照提取方法进行

分组。 组间进行交叉混合作为 BPNN 的输入,并进

行 4 次五折交叉验证,每种特征组合得到了 20 次模

型分类准确率,其平均分类准确率如图 10 所示。 实

验结果表明将运动意图识别特征 DCSP + CC + CF +
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DWT 和姿态变换预测特征 DCSP + HHT + CC + CF +
DWT 作为模型输入得到的单被试模型分类准确率

最高(平均准确率分别为 73. 68% 和 72. 96% );将
运动意图识别特征 DCSP + CC + DWT 和姿态变换

预测特征 DCSP + HHT + CC + CF + DWT 作为模型

输入得到的多被试分类准确率最高(平均准确率分

别为 71. 46%和 58. 78% )。 本文还对分类准确率最

高的最优特征组合和其余特征组合进行配对 T 检

验,显著性结果如图 10 所示,其中 p < 0. 050 标注

为∗, p < 0. 010 标注为∗∗,p < 0. 005 标注为∗∗∗。
结果表明,使用上述最优特征组合和使用其余特征

组合所得到的分类准确率均具有显著性差异。 综合

考量后,本文将DCSP +CC +CF +DWT 和DCSP +HHT
+CC + CF + DWT 作为单被试运动意图识别特征和

姿态变换预测特征,多被试分类特征则分别选择

DCSP + CC + DWT 和 DCSP +HHT + CC + CF + DWT。

(a) 运动意图识别平均分类准确率

(b) 姿态变换预测平均分类准确率

图 10　 不同类型特征组合下的运动意图识别及

姿态变换预测准确率

3. 3　 BPNN 模型与不同模型的性能对比

为证明 BPNN 模型分别在运动意图识别和姿态

变换预测中的可行性,本文将上述最优特征组合作

为 KNN、SVM、DNN、LSTM、GMM、RF、BPNN 模型的

输入,分别进行运动意图识别和姿态变换预测,各模

型平均分类准确率如图 11 所示。 实验结果显示,在
单被试及多被试的运动意图识别和姿态变换预测分

类中,BPNN 模型均具有最高的分类准确率(平均准

确率分别为单被试 73. 68% 和 72. 96% ;多被试

67. 21%和 58. 78% )。 本文还对 BPNN 模型的分类

准确率和其余模型在相同情况下的分类准确率进行

配对 T 检验,显著性结果如图 11 所示,其中半数以

下情况具有显著性标记为∗,半数以上情况具有显

著性标记为∗∗,全部情况具有显著性标记为∗∗∗。
结果表明,BPNN 模型比其余模型在相同情况下的

分类准确率上具有显著性差异。

图 11　 7 种分类器在不同情况下的平均分类准确率

3. 4　 离线模型的性能评估

本文使用多特征组合作为 BPNN 模型输入,分
别得到运动意图识别和姿态变换预测模型,得到准

确率最高的模型的混淆矩阵图,如图 12 所示,混淆

矩阵中的预测标签与实际标签一致的概率分别为真

阳性率 ( true positive rate, TPR) 和真阴性率 ( true
negative rate,TNR),反之则为假阳性率( false posi-
tive rate, FPR) 和 假 阴 性 率 ( false negative rate,
FNR)。 图 12(a)和图 12(b)分别表示单被试运动

识别模型和姿态变化预测模型的混淆矩阵,其中 RP
表示识别到运动意图,Non-RP 表示不存在运动意图

或被试者已处于运动状态,“坐下”表示“站到坐”,
“行走”表示“站到走”,2 个模型的 TPR、FNR、FPR、
TNR 分别为 80. 00% 、20. 00% 、18. 00% 、82. 00% 和
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77. 00% 、23. 00% 、21. 00% 、79. 00% 。 图 12 ( c)和
图 12 (d)分别表示多被试运动识别模型和姿态变

化预测模型的混淆矩阵,2 个模型的 TPR、 FNR、
FPR、TNR 分 别 为 63. 00% 、 37. 00% 、 30. 00% 、
70. 00% 和 68. 00% 、32. 00% 、42. 00% 、58. 00% 。
总体看来,单被试模型的分类准确率要远高于多被

试模型。

图 12　 运动意图识别及姿态变化预测最高准确率模型

的混淆矩阵

3. 5　 在线预测系统的可行性分析

为了验证 Cbi-BPNN 模型结合在线信号预处理

算法和在线特征提取算法对实际人体姿态变换的预

测提前时间及准确率,进行了 8 组单被试模型和多

被试模型的验证实验,其中单被试模型的验证人员

是提供了单被试脑电特征的被试者,而多被试模型

的验证人员是没有提供任何脑电特征的被试者。 在

线预测准确率如表 2 所示,其中单被试 G01 组次实

验的预测时序图如图 13 所示,其中错误预测的试次

由深色矩形突出显示,局部视图展示了系统的预测

表 2　 单被试及多被试的在线预测实验结果

实验组次
预测准确率

单被试 多被试

G01 0. 65 0. 40
G02 0. 55 0. 45
G03 0. 60 0. 50
G04 0. 50 0. 45
G05 0. 55 0. 40
G06 0. 60 0. 50
G07 0. 50 0. 35
G08 0. 50 0. 55
平均 0. 56 0. 45

图 13　 单被试 G01 组次在线预测实验的预测时序图

时间,即脉冲信号产生时间点到实际运动开始时间

点的间隔。 结果表明,全部试次的预测超前时间

在 200 ms左右,单被试在线预测最高准确率为

65. 00% ,平均准确率为 55. 63%,而多被试在线预测

最高准确率为 55. 00%,平均准确率 45. 00% ,单被试

的在线预测准确率要高于多被试预测准确率。

4　 讨 论

EEG 信号具有高时间分辨率,因此特征提取所

用时间窗的选择在很大程度上影响最终模型分类精

度的好坏。 为确定最优的特征提取时间区间,本文

对运动前短时间内脑电信号的时频图、脑电地形图、
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时域图进行分析,如图 8 所示。 然后,参考基于 EEG
信号的人体姿态变换识别、癫痫患者发病检测、机械

振动信号分析等实验中的非线性非平稳信号处理

及特征提取方法,在各个试次脑电信号的 4 个时间

区间内( - 1. 00 ~ - 0. 75 s, - 0. 75 ~ - 0. 50 s,
- 0. 50 ~ - 0. 25 s, - 0. 25 ~ 0. 00 s)提取特征并作

为 BPNN 模型的输入得到分类准确率,如图 9 所示。
可以看出 - 0. 50 s 后时域信号出现明显负波,并且

使用 - 0. 25 s后的特征进行模型分类得到分类准确

率很高。 为了确保 RP 的信息尽可能不丢失,同时

减少计算量,本文选择提示前 0. 50 s 内的数据进行

运动意图识别和姿态变换预测。 本文进一步使用滤

波、动态基线校正、PCA 等在线预处理方法提高时

间窗内 EEG 信号的信噪比,其中 PCA 算法相较于

独立成分分析(independent component analysis,ICA)
无法在不影响 EEG 信号的前提下有效去除各类微

弱的眼电伪迹。 本文在离线分析中使用 ICA 方法

去除眼电伪迹也取得了不错的效果,但受到在线计

算时间的限制,PCA 算法相对于 ICA 是更快速有效

的在线眼电伪迹去除方法。
不同实验范式的脑电信号在多个维度上的表现

形式有着不同差异,因此对不同维度特征提取算法

的选择会直接影响所提取特征的离散度,进而间接

影响最终模型的分类准确率。 本文除了本研究中提

到的 DCSP、CC、CF、DWT、HHT 特征提取方法外,还
额外使用了李雅普诺夫指数估计[26]、功率谱密度估

计、快速傅里叶变换等方法共提取得到 29 个运动意

图识别特征和 29 个姿态变换预测特征,通过绘制散

点分布发现多数特征的散点分布呈现出大面积混

叠,仅有少量特征的散点分布有明显区分,根据散点

的混叠面积大小和极值差异,最终保留 10 种运动意

图识别特征和 10 种姿态变换预测特征。 本文按照

特征提取方法对保留的特征进行分组,并将组间特

征交叉混合输入到 BPNN 中训练得到模型分类准确

率,如图 10 所示,结果表明使用 DCSP-CC-CF-HHT-
DWT 特征组合作为模型输入得到分类准确率最高。
DWT 和 HHT 特征可有效提供信号时频域上的局部

信息,但其通常会降低时频分辨率导致单个维度上

的信息丢失[23]。 CC 和 CF 特征能有效反映信号时

域上的趋势及相关性,但对多数时间范围内的非线

性非平稳信号表征能力有限[22]。 DCSP 特征对于混

沌和非线性系统有良好的表征能力,但难以很好地

反映出线性周期信号的信息[24]。 大脑作为一个混

沌非线性系统,通常会产生非线性非平稳的 EEG 信

号,但处于任务态时,EEG 信号却会趋于相对稳定,
因此使用时域、时频域和相空间特征混合可以弥补

彼此的不足,对 EEG 信号进行多维度表征,进而使

模型获得更高的分类准确率。
机器学习算法的选择会直接影响到最终模型的

分类准确率,因此确定一种可适用于“坐-站-走”姿
态变换在线预测的机器学习算法至关重要。 为验证

BPNN 在运动意图识别和姿态变换预测中的性能,
本文将上述最优混合特征作为 7 种分类器的输入并

进行性能比较,图 11 所示结果表明,所有情况下

BPNN 模型均获得最高准确率。 目前还没有任何一

种机器学习算法可以普遍应用于所有问题,算法需

要根据具体应用对模型速度和精度的要求进行选

择,LSTM 适用于处理时间序列数据,对于时序特征

的提取有一定优势,但本文中的分类对象不存在时

间上的先后关系,因此 LSTM 在本文的分类问题上

性能不佳[27]。 DNN 能够学习到复杂的特征表示,
在大规模数据集上表现优秀,若使用降维前的数据

作为 DNN 模型的输入,其分类性能表现最好,但是,
本文需要进行在线预测,对特征进行降维处理,并且

对模型作了结构简化,最终导致 DNN 模型性能下

滑[28]。 BPNN 不依赖于复杂的内部结构,使其相比

于 DNN 更适合于在线预测,且在处理小批量简单特

征上相较传统分类器 SVM、KNN 更具有优势[25]。
在其他研究中所用到的分类模型 GMM 和 RF 对本

文数据集的分类性能均劣于 BPNN。 因此,本文综

合考虑在线预测情况下模型的速度和精度,最终选

择 BPNN 作为单被试运动意图识别和姿态变换预测

的机器学习算法。
为验证在线预测系统在人体实时姿态变换时的

预测可行性、准确性以及泛化性,本文通过“坐-站-
走”在线预测系统验证实验采集到 IMU 信号和预测

脉冲信号,如图 13 所示。 由于不同被试的身体状

况、动作习惯等有所差异,使得从不同被试者采集到
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的 RP 的幅值和潜伏期也会有明显不同,导致 EEG
信号的个体差异性大,基于 EEG 信号的分类模型泛

化能力低下,使得多被试在线预测准确率要低于单

被试在线预测。 其中单被试在线预测准确率低于离

线模型,原因在于在线信号处理难以提取出接近

理论信号的高信噪比 EEG 信号,且被试状态、动作

执行等随机因素导致在线提取的特征有别于离线

特征。
本文尽管得到了不错的结果,但依然存在着局

限性。 首先,虽然是面向康复中后期患者所开展的

研究,但是所选择被试者全部为健康人,在未来的实

验中,可以同医院康复科进行合作并采集康复患者

的相关脑电信号,训练更贴近患者的模型;其次,
“坐-站-走”姿势转换在线预测系统只能预测特定范

式下的人体姿势,随着受试者数量的增加,模型的预

测准确率显著降低,后续的研究可以进一步改进模

型的泛化性;最后,本文的预测超前时间在 200 ms
左右,但理论上运动准备电位在运动前 1. 0 s 左右

产生,因此后续应该在更早的时间点提取特征,以训

练出超前时间更长的预测模型。

5　 结 论

本文提出了一种“坐-站-走”姿态变换在线预测

方法。 首先,使用滤波、动态基线校正、主成分分析

等方法对实时采集 EEG 信号进行在线预处理;然
后,使用 DCSP、CC、CF、DWT、HHT 算法对预处理信

号进行在线特征提取;最后,将混合特征作为 Cbi-
BPNN 模型的输入,对“坐-站-走”姿态变换进行在

线预测。 通过实验验证,本文选用的 DCSP-CC-CF-
HHT-DWT 姿态变换预测特征作为 BPNN 模型输

入,得到的离线分类准确率在姿态变换预测中最高,
为76. 09% ; 该模 型 的 在 线 预 测 准 确 率 最 高 为

65. 00% ,并且预测超前时间为 200 ms 左右。 总的

来说,预测人体下一时刻的“坐-站-走”姿态变换,有
助于控制穿戴式外骨骼机器人辅助脑卒中康复中后

期患者进行自主运动,为智能穿戴式外骨骼康复机

器人的未来发展提供方向。
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Online prediction of sit-stand-walk posture transformation
by EEG-based Cbi-BPNN model

Shou Xiaokai, Cai Shibo, Du Mingyu
(College of Mechanical Engineering, Zhejiang University of Technology, Hangzhou 310023)

Abstract
The purpose of this paper is to put forward an online prediction method for ‘sit-stand-walk’ posture transfor-

mation, which can provides theoretical support for better control of lower limb rehabilitation robot. Firstly, the elec-
troencephalogram(EEG) signals were preprocessed online by filtering and the dynamic baseline correction method.
Secondly, the multi-dimensional features were extracted online using the improved directional common spatial pat-
tern (DCSP), correlation coefficient (CC) calculation, curve fitting (CF), Hilbert-Huang transform (HHT)and
discrete wavelet transform (DWT). Finally, the sit-stand-walk posture transformation was predicted online by the
model which is cascaded by two back-propagation neural network (Cbi-BPNN). In this paper, eight subjects were
recruited to carry out the sit-stand-walk posture transformation EEG signals acquisition experiment and the verifica-
tion experiment of the online prediction system. Eight feature combinations and five classification models for posture
transformation prediction were also compared. The experimental results show that using the hybrid features of DC-
SP-CC-CF-HHT-DWT as the inputs of the posture transformation prediction model can obtain the highest offline ac-
curacy of 76. 09% . The model can predict human posture transformation about 200 ms before the actual movement
with the highest online accuracy of 65. 00% .

Key words: readiness potential, online prediction, sit-stand-walk posture transformation, common spatial
pattern, back propagation neural network
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