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基于 NARX 动态神经网络的球形机器人混合建模①
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摘　 要　 球形机器人具有欠驱动、非完整约束、数学模型复杂等特点,针对球形机器人

存在难以建立精确数学模型的问题,提出了一种基于机理建模和外因输入的非线性自回

归(nonlinear auto-regressive with exogeneous inputs,NARX) 动态神经网络数据驱动建模的

混合建模方法。 首先,基于所搭建的球形机器人平台,使用拉格朗日方程建立其动力学模

型;然后,针对机理建模过程中存在机理假设和非线性环节处理导致建模偏差,设计了一种

自适应小波包去噪(adaptive wavelet packet denoising,AWPD)算法和 NARX 动态神经网络的

数据驱动建模方法,通过采用自适应阈值函数策略,能够根据每一层的噪声分布规律自适

应地调整 AWPD 算法的阈值,提升数据的去噪效果,同时,采用 NARX 动态神经网络建立

了球形机器人的数据驱动模型,在此基础上将动力学模型和数据驱动模型相结合构建球

形机器人混合模型。 实验结果表明,相比于传统的机理建模和数据驱动建模方法,本文所

设计的混合建模方法具有更强的数据去噪能力、更高的建模精度和泛化能力。
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　 　 球形机器人是一类通过位于球壳内部的驱动装

置,基于质心偏移和动量守恒原理实现球体滚动运

动的机器人[1]。 球形机器人具有良好密闭性、抗倾

倒、防碰撞、能耗低、全向移动等特点,在环境监测、
管道探伤、野外侦查等领域具有广泛应用[2]。 由于

球形机器人机械结构的复杂性、独特单点平衡运动

方式以及运动环境的不确定性,具有欠驱动、非完整

约束、数学模型复杂等特点,导致其在建模过程中存

在难以精确数学描述的非线性问题,这增加了球形

机器人的控制难度。 因此,建立精确的球形机器人

模型对于实现其稳定、高效运行至关重要。
目前,许多学者针对球形机器人建模问题进行

了相关研究,主要方法有基于牛顿-拉格朗日法[3]和

牛顿-欧拉法[4]的机理建模法,基于神经网络[5]、支
持向量机[6] 和决策树[7] 等数据驱动的建模法。 对

于机理建模法而言,由于球形机器人复杂的运动性

能和受力耦合等因素导致难以精确的确定模型参

数;此外,在建模过程中需要作出多种机理假设以降

低建模难度和处理非线性化环节,因此不可避免地

引入了建模偏差。 基于数据驱动建模方法已被证明

可有效提高模型的精度和泛化能力[8]。 但是,数据

驱动建模方法存在难以对过程机理进行解释的固有

缺陷,且模型的准确性依赖于数据的完备性和可靠

性。 近年来,将机理建模和数据驱动建模相结合的

混合建模方法在复杂移动机器人领域已有广泛研

究[9]。 混合建模的方法不仅能结合机理模型的先

验知识缩小参数空间的搜索域,减少模型估计所需

的参数量并提高模型的泛化能力,而且能利用数据

驱动方法建立复杂过程的数据驱动模型,简化建模

流程、提高模型求解速度。
外因输入的非线性自回归(nonlinear auto-regres-

sive with exogeneous inputs,NARX)动态神经网络通
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过利用历史数据来增强对动态数据的处理能力,可
用于非线性时间序列的建模[10],具有记忆功能、训
练逻辑简洁、提供完整信息及处理复杂问题的能力

等特点[11]。 文献[12]针对航空发电机气体路径参

数建模复杂问题,基于 NARX 动态神经网络建立了

具有输入输出数据的多元时间序列预测模型,以准

确预测航空发电机气体路径参数。 文献 [13] 对

NARX 动态神经网络进行训练建立了纵向飞行模

型,有效解决了传统飞行动力学建模困难的问题。
本文基于 NARX 动态神经网络建立球形机器人的

数据驱动模型。 在数据驱动建模过程中,输入输出

的数据质量直接影响建模精度。 针对球形机器人,
其欠驱动的运动形式,球体在运动过程中会产生高

频抖动,导致传感器采集到的信号中混入高频噪声,
传感器温度变化造成零点偏移,产生低频噪声。 这

些因素不可避免地造成采样信号存在噪声干扰,导
致数据精确性不高,难以保证建模所需数据的可靠

性和准确性。 鉴于此,有必要对 NARX 动态神经网

络的输入输出数据进行预处理,以确保模型训练所

用数据的质量与准确性。
综上所述,在自主搭建球形机器人平台的基

础上,本文提出了一种基于自适应小波包去噪算

法(adaptive wavelet packet denoising,AWPD)和 NARX
动态神经网络的球形机器人混合建模方法。 首先,
采用拉格朗日方程建立所设计球形机器人的动力学

模型;然后,设计了一种自适应小波包去噪算法,并
将其引入 NARX 动态神经网络中,在对输入输出数

据进行噪声预处理后,利用 NARX 动态神经网络对

非线性函数的逼近能力实现球形机器人的数据驱动

建模;在此基础上,将机理模型与 NARX 动态神经

网络数据驱动模型相结合构建混合模型;最后,实
验结果验证了所设计混合建模方法的可行性和有

效性。

1　 球形机器人的机理建模

1. 1　 机械结构设计

本文设计球形机器人的机械结构图如图 1 所

示,主要包括球壳、主板、驱动板、惯性测量单元( in-
ertial measurement unit, IMU) 模块、全向轮驱动装

置、电源模块。 全向轮驱动装置采用三相对称结构

设计的形式,全向轮由 L 型直角电机驱动,全向轮

均和球壳内壁相切,通过全向轮转动与球壳内壁的

摩擦力产生的偏心力矩,来驱动球形机器人实现全

向移动。

图 1　 球形机器人结构图

1. 2　 基于拉格朗日法的球形机器人动力学建模

为了便于进行动力学分析,本文假设球形机器

人所有运动部件均为刚体,球壳与全向轮驱动装置、
地面之间滚动接触均为纯滚动。

球形机器人参数说明如表 1 所示。

表 1　 球形机器人参数说明

名称 变量符号 数值

球壳质量 M 0. 956 kg
全向轮驱动装置质量 m 1. 745 kg
球壳半径 R 0. 175 m
球心到驱动装置质心间距离 l 0. 115 m
重力加速度 g 9. 8 m·s - 2

由于该球形机器人是一个轴对称结构,在球形

机器人沿某一方向做直线运动时,可以将驱动平台

投影到 xoz 和 yoz 平面上,其受力情况分析过程相

同。 为便于描述,将球形机器人的内部驱动平台等

效为在球体内部运动的偏心块,球形机器人投影在

xoz 平面上的受力分析如图 2 所示。
图 2 中, α 表示驱动平台中心与球体中心的连

线与铅垂线的夹角,即小车摆角; β 表示球体滚过的

角度; x 表示球心在 ox 方向上的相对于初始位置的

位移; τ 为驱动小车对球壳的驱动力矩。
假设球体在平面上滚动且无滑动,则球壳滚动

的约束方程如下。
—446—

高技术通讯　 2026 年 6 月 第 36 卷 第 6 期



图 2　 球形机器人的力学分析

　 　 x = Rβ (1)
由式(1)可知,变量 x 和 β 之间不是独立的,因

此整个球体的位移可由小车摆角 α和球壳滚动的角

度 β 唯一确定,则选取系统广义坐标为

q = [ q1 q2] T = [α β] T (2)
式中:上标 T 表示矩阵的转置。

球形机器人的动能 Ek 和势能 Ep 分别为

Ek = Ek1 + Ek2

Ek1 = 1
2 Mẋ2 + 1

2 J1
ẋ
R( )

2

Ek2 = 1
2 m1( lα̇ + ẋ) 2 + 1

2 J2 α̇2

ì

î

í

ï
ï
ï

ï
ïï

(3)

Ep = mgl(1 - cosα) (4)
式中: Ek1、Ek2 分别是球壳动能和驱动平台动能; J1

是球壳关于其转动轴的等效转动惯量, J1 = 2 / 3MR2;
J2 是驱动平台关于球心的等效转动惯量, J2 = ml2。

球形机器人的拉格朗日函数 L 为

　 　 L = Ek - Ep (5)
根据虚功原理推算出系统所受广义力:
Qk = [Qα Qβ] T = [τ - mglsinα τ] T (6)
由此可得,球形机器人系统的动力学方程为

　
ml2 α̈ + mRlcosα β̈ + mglsinα = τ
5
3 M + m( )R2 β̈ + mRlcosαα̈ - mRlsinαα̇2 = τ{

(7)

2　 基于 AWPD-NARX 动态神经网络

的数据驱动建模

2. 1　 基于 AWPD-NARX 动态神经网络数据驱动

建模方法设计

由式(7)所示的球形机器人动力学方程可知,

面临其固有的不确定性和非线性特征,并且在其建

模过程中由于线性假设、模型简化,从而引入建模误

差。 此外,球形机器人复杂的机械结构及欠驱动的

运动方式,使得系统输入输出数据具有复杂的变化

关系,影响建模精度。 鉴于此,本文采用 NARX 动

态神经网络建立球形机器人的数据驱动模型。
NARX 动态神经网络是一种在线学习算法,可以根

据输入数据在建模过程中动态调整其结构或参数,
在非线性建模过程中具有显著优势。 然而,在球形

机器人运行过程中,其输入输出数据不可避免地会

受到噪声影响,直接影响建模的准确性。 为提高采

集数据质量,本文在 NARX 动态神经网络建模基础

上,设计了一种自适应小波包去噪算法。
小波 包 分 解 ( wavelet packet decomposition,

WPD)是一种对信号进行时频分析的算法,能够将

信号分解为多个二维参量,实现不同频带的特征分

解[14]。 WPD 的阈值函数选择至关重要,不恰当的

阈值函数会导致在信号重构时引入误差或导致信号

失真。 因此,本文设计了一种自适应阈值函数策略,
能够根据每一层的噪声分布规律自适应地调整 AW-
PD 算法的阈值,确保在不同分层上对信号进行更精

确的处理。
本文构建的 AWPD-NARX 动态神经网络数据

驱动建模方法结构框图如图 3 所示。

图 3　 基于 AWPD-NARX 动态神经网络数据驱动建模

的算法结构图

2. 2　 基于自适应阈值函数的小波包去噪算法

设球形机器人内电机的驱动力矩信号为 u(t) =
τ1,τ2,…,τt; 球形机器人的姿态角信号为 dY( t) =

—546—

罗文龙等:基于 NARX 动态神经网络的球形机器人混合建模



dY1,dY2,…,dYt。 球形机器人的含噪声信号模型为

s( t) = U( t) + n( t) (8)
式中: s( t) 为含噪信号; U( t) = [u( t), dY( t)] 为

有用信号; n( t) 为噪声信号。
为避免因数据量纲和数据级不同导致的数据可

比性差和模型训练低效的问题,采用线性归一化方

法将样本数据进行无量纲化处理。

􀭰s =
s( t) - s( t)min

s( t)max - s( t)min
(9)

式中: 􀭰s 为无量纲化数据序列; s( t) 为原始序列数

据; s( t)max 为序列最大值; s( t)min 为序列最小值。
根据递推关系可以求解出小波包分解系数的数

学模型为

w j +1,2k+1( t) = 2∑
n∈Z

g(n)w j,k(2t - n)

w j +1,2k( t) = 2∑
n∈Z

h(n)w j,k(2t - n)

ì

î

í

ïï

ïï
(10)

式中: wj +1,2k+1 和 wj +1,2k 是 WPD 的系数, j = 1,2,…,J
为分解级数,表示第 j 层小波包分解; J 为总分解层

数; k 为频带阶次,表示第 k 个小波包; Z = 2 j 为第 j
层频带阶次总数; n 为平移变量; g(n) 是低通滤波

器的系数和; h(n) 是高通滤波器的系数。
传统小波包去噪算法的阈值[15]为

λ = σ 2lnN (11)
式中: σ 是对第一层细节系数中噪声方差的估计,
并应用到每一层的阈值计算中; N 为各层小波变换

系数长度。
由式(11)所构建的硬阈值函数[16] 和软阈值函

数[17]分别为

ŵ j,k =
w j,k, | w j,k | ≥ λ

0, 其他
{ (12)

ŵ j,k =
sgn(w j,k)·| w j,k - λ | , | w j,k | ≥ λ

0,　 　 　 　 　 　 　 　 　 其他
{

(13)
式中: λ 为小波阈值; w j,k 是各层小波细节系数; ŵ j,k

是阈值处理后的小波细节系数。 阈值 λ 和阈值函

数 ŵ j,k 选取是小波包去噪的关键。 如果阈值过大,
会损失部分有用信号;阈值过小,则会保留较多噪

声。 而阈值函数会直接影响重构信号的平滑性及其

高频信息。

由式(11)可知,在 WPD 中使用的第 1 层小波

系数的阈值方差作为整体阈值方差,由此所得阈值

λ 保持恒定不变。 然而,噪声是随小波变换分布,固
定阈值 λ 会导致某些层噪声去除不够,无法达到更

好的去噪效果。 为了平衡保留信号与去除噪声,本
文提出一种 WPD 的自适应阈值算法。

在设计阈值 λ 时,为了消除间断点并迅速逼近

硬阈值函数,同时具有软阈值函数的平滑性,引入自

然数 e,增大前两层的阈值函数数值间距,减少真实

信号的过量去除。 设第 j 层小波系数的阈值 λ j 为

λ j = exp max(w j,k) 2

2σ2
j

( )· σ j 2lnN
ln(e + j - 1) (14)

式中: w j,k 为第 j 层的小波系数; σ j 是对第 j 层小波

系数噪声方差的估计, σ j = median | w j,k | / 0. 6745,
其中 median 表示取中位数; N 为各层小波变换系数

长度;ln 是自然对数。
在式(14)中,当 j = 1 时,与式(11)结果近似;

当 j > 1 时,随着 j 的变大, λ j 变小,符合噪声随小波

变换的分布规律,且具有自适应调整阈值的优点。
在设计阈值函数时,考虑到式(12)的硬阈值函

数对阈值的执行力度最高,但由于硬阈值函数不连

续,数据重构后容易产生新的数据震荡;而式(12)
与式(13)之间存在固定阈值差,当数据重构后存在

一定失真。 基于式(14)定义的阈值 λ j, 一种可调节

参数的自适应阈值函数定义为

ŵ j,k =

0,　 　 　 　 　 　 　 　 　 　 | w j,k | < λ j

sgn(w j,k) | w j,k | -
λ j

εln(1+| ŵ j,k| -λj)[ ],

　 　 　 　 　 　 　 　 　 　 　 | w j,k | ≥ λ j

ì

î

í

ï
ïï

ï
ï

(15)
式中: ε ∈ (1, + ∞) 为阈值函数的可调节参数。

在式 ( 15 ) 中, 当 w j,k →± λ j 时, | w j,k | →

λ j / [εln(1+| w j,k| -λj)], 自适应阈值函数保证了整体的

连续性,从而避免了硬阈值函数产生的震荡现象;当
w j,k → ∞ 时,使得 ŵ j,k → w j,k, 能够有效地减少软阈

值函数产生恒定偏差的问题;当 ε →1 时, ŵ j,k 逼近

于软阈值函数; ε →+ ∞ 时, ŵ j,k 逼近于硬阈值函

数。 且 λ j / [εln(1+| w j,k| -λj)] 中分母指数增大,整体指

数减小。
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将式(15)定义的自适应阈值函数与式(10)得
到的第 j 层近似系数进行重构,得到去噪后的球形

机器人输入输出数据 U( t) 为

　 U( t) = ∑
n∈Z

(g(n)w j +1,2k+1( t) + h(n)w j +1,2k( t))

(16)
2. 3　 NARX 动态神经网络数据驱动建模

NARX 动态神经网络通过结合静态神经元和网

络输出的反馈,实现了对动态系统的建模。 NARX
动态神经网络结构包括输入层、隐含层、输出层,以
及输入延迟和输出延迟[18]。 输入延迟允许网络考

虑过去的输入数据,而输出延迟使得网络能够利用

过去的输出信息,从而捕捉系统的动态特性。
球形机器人的 NARX 动态神经网络拓扑结构

如图 4 所示。 将经过 AWPD 算法预处理之后的数

据 U( t) 作为 NARX 动态神经网络的输入输出数

据。 在网络训练过程中,采用“开环”结构,直接将

真实的输出 dY 作为训练期望输入,提升网络准确

性;完成开环网络训练后将网络转化为虚线所示的

“闭环”结构,将模型输出引回输入层,实现球形机

器人的建模功能。

图 4　 球形机器人的 NARX 动态神经网络结构图

网络设定隐藏层为 1 层,隐藏层神经元数为 6,
输入输出时延阶数为 3,训练算法为列文伯格-马夸

尔特(Levenberg Marquardt,LM)算法。 基于 NARX
动态神经网络数据驱动建模的模型表示为

d Ŷ( t) = f(U( t - 1),U( t - 2),…,U( t - n))

= f
u( t - 1),u( t - 2),…,u( t - nu),

dY( t - 1),dY( t - 2),…,dY( t - ny)
( )

(17)
式中: dY( t) 和 u( t) 分别为离散时间步长下的模型

输出与输入, nu 是输入延迟, ny 是输出延迟。
NARX 动态神经网络第 j 个隐藏层节点的为

H j = f ∑
du

n = 1
wn, jun + ∑

dy

k = 1
wk, jdYn + b j( ) (18)

式中: wn, j 为输入 u 的第 n 个时延节点 un 与第 j 个
隐藏层节点的权值系数, wk, j 为外部输入 dY 的第 k
个时延节点 dYn 与第 j 个隐藏层节点的权值系数, b j

为该隐藏层的阈值, f(·) 表示非线性激活函数。

输出层函数为线性函数 d Ŷ( t) 的函数为

d Ŷ( t) = ∑
m

j = 1
vjH j + b (19)

式中: m 为隐藏层神经元个数, vj 为第 j 个隐藏层节

点与输出的权值系数, b 为输出层阈值。
采用实时循环学习( realtime recurrent learning,

RTRL)算法调整球形机器人的 NARX 动态神经网

络权值。

3　 球形机器人的混合驱动建模方法设计

机理与数据互补的混合建模方式可以在建模过

程中充分发挥机理建模和数据驱动建模各自的优

点,本文所设计球形机器人并联型混合建模系统,其
结构如图 5 所示。 基于式(7)机理模型和式(19)数
据驱动模型,利用 NARX 动态神经网络的非线性逼

近能力来补偿机理模型的非线性误差,以提高模型

的精度及泛化能力。

图 5　 基于 AWPD-NARX动态神经网络混合建模方法结构图

建立球形机器人的基于动态神经网络的混合模

型的过程如下。
步骤 1 基于牛顿拉格朗日法建立球形机器人

的动力学方程式(7),得到输出 Ym。
步骤 2 采集球形机器人的输入输出时间序列
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数据,构建数据驱动输入输出数据集,机理建模输出

Ym 和球形机器人的实际输出 Y0 之间的误差作为外

部输入数据。
步骤 3 对数据集进行无量纲化处理,并利用

本文提出的 AWPD 对 NARX 动态神经网络输入输

出数据进行预处理,减小数据噪声对数据驱动建模

精度的影响。
步骤 4 将去噪后无量纲的数据集划分为训练

集、验证集和测试集。 训练集用于 NARX 动态神经

网络模型训练;验证集用于训练过程中对模型初步

评估;测试集用于测试模型的实际学习能力,评估模

型泛化能力。
步骤 5 将测试集输入到训练好的预测模型

中,对比输出数据和测试集,计算 RMSE 和训练时

长,评估模型预测精度。
步骤 6 循环步骤 4 到步骤 5,直到完成模型训

练和评估,得到 NARX 动态神经网络模型输出 d Ŷ。
步骤 7 通过结合机理建模输出 Ym 和 AWPD-

NARX 动态神经网络数据驱动建模误差补偿输出

d Ŷ, 得到球形机器人的混合建模输出 Y。

4　 实验结果及分析

4. 1　 数据集构成及性能评价指标

在球形机器人运行过程中,以 50 ms 的采样周

期采集 2 000 组球形机器人的输入力矩 τ 和输出姿

态角 [α, β], 按照 70% 、15% 、15% 的比例将数据

集分别划分成 1 400 组数据作为训练集、300 组数据

作为验证集、300 组数据作为测试集。
采用均方根误差(root mean square error,RMSE)

作表征去噪效果和建模精度的性能评价指标。

RMSE = 1 / N∑N

i = 1
(y′i - yi) 2 (20)

式中: N 为采样点数, yi 为样本原始值, y′i 为去噪后

数据或模型输出值。
4. 2　 数据预处理实验

为模拟传感器在采集数据时因球体高频抖动导

致的采集信号带有的高频噪声,及传感器本身因温

度变化导致的零点漂移产生的低频噪声,在原始数

据集的姿态角数据上加入白噪声模拟噪声数据。

本文采用自适应阈值函数在实验中设置的参数

ε = 2. 6, 设置小波包分解层数为 3。 将本文设计的

AWPD 与 WPD 的去噪效果进行对比,实验结果如

图 6、图 7 和表 2 所示。

图 6　 小车摆角的不同小波阈值去噪效果

图 7　 球壳滚角的不同小波阈值去噪效果

表 2　 不同阈值函数的去噪效果

软阈值去噪 硬阈值去噪 AWPD
RMSE 0. 192 4 0. 135 2 0. 118 4

图 6 和图 7 中,经过 WPD 处理得到的绿色波形

存在多处震荡,噪声因硬阈值函数的不连续性未被

很好地去除;而经过 AWPD 处理过后红色波形可以

看出,整体波形的连续性和光滑性较好,与原信号相

似度更高,峰谷点周围幅值和曲线去噪效果占据优

势。 由表 2 可知,采用 AWPD 算法相对于软阈值去
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噪效果提高了 35. 09% ,相较于硬阈值去噪效果提

高了 12. 43% 。
4. 3　 3 种建模方法实验对比

在不引入白噪声数据前提下,分别采用基于

式(7)的机理建模、基于式(19)的 NARX 动态神经

网络建模和混合建模方法。 其球形机器人的建模结

果分别如图 8、图 9 和表 3 所示。

图 8　 小车摆角的不同建模方法输出曲线

图 9　 球壳滚角的不同建模方法输出曲线

表 3　 3 种不同建模方法的误差

方法 小车摆角 / ° 球壳滚角 / °
机理建模 0. 437 4 0. 412 2
NARX 建模 0. 368 0 0. 345 1
混合建模 0. 268 0 0. 252 6

对比图 8、图 9 和表 3 可知,与单一的机理建模

方法或 NARX 动态神经网络驱动建模方法相比,两
者结合的混合建模方法具有更高的建模精度。 混合

建模相较于采用机理建模方法和 NARX 动态神经

网络建模方法精度分别提高了 38. 84%和 27. 14% 。
为验证本文所设计的混合建模方法的泛化能

力,将球体内部驱动小车配重增加 0. 5 kg,并在用于

数据驱动建模的输入输出数据集上加入白噪声模拟

噪声数据。 深度神经网络 ( deep neural network,
DNN)建模、长短期记忆网络(long short-term memory
network,LSTM)建模和混合建模 3 种不同建模方法

的结果对比如图 10、图 11 和表 4 所示。
对比图 10、图 11 和表 4 可知,与单一的 DNN 建

模方法或 LSTM 建模方法相比,采用 AWPD-NARX
动态神经网络的混合建模方法能有效改善球体姿态

角在跳跃间断点导致的数据突变。混合建模不仅具

图 10　 小车摆角的不同建模方法输出曲线

图 11　 球壳滚角的不同建模方法输出曲线
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表 4　 3 种不同模型输出的误差

　 驱动小车摆角 / ° 球壳滚动角度 / °
DNN 建模 0. 365 3 0. 359 6
LSTM 建模 0. 356 1 0. 362 3
混合建模 0. 257 1 0. 242 5

有更高的建模精度,而且具备一定的泛化能力。 具

体来说,与 DNN 建模方法相比,混合建模的精度提

高了 29. 62% ;与 LSTM 建模方法相比,精度提高了

27. 80% 。

5　 结 论

球形机器人具有欠驱动、非完整约束、数学模型

复杂等特点,建立其准确可靠的模型是实现球形机

器人稳定运行的基础和前提,本文设计了一种结合

动力学建模和基于 AWPD-NARX 动态神经网络数

据驱动建模的球形机器人混合建模方法。 主要结论

如下所述。
(1)搭建了一个单球驱动自平衡机器人实验平

台,采用拉格朗日法建立了其动力学模型。 提出了

一种基于 AWPD-NARX 动态神经网络数据驱动建

模方法,在采用 NARX 动态神经网络建立球形机器

人数据驱动建模过程中,针对球形机器人的输入输

出数据不可避免存在噪声的问题,设计具有自适应

阈值的小波包算法,根据每一层的噪声分布规律自

适应地调整 AWPD 算法的阈值,提高输入输出数据

质量,增强 NARX 动态神经网络模型对噪声的适应

性,由此有效提高了基于 NARX 动态神经网络的建

模精度。
(2)利用所构建球形机器人的数据驱动模型对

其机理模型进行完善及扩充,由此构建了球形机器

人混合模型。 实验结果表明本文所设计的混合模型

经过实验验证是切实可行的。 通过数据驱动模型对

机理模型的误差补偿,有效纠正机理建模的建模偏

差,相较于单独使用机理建模或数据驱动建模,混合

建模在建模精度上有显著提升,并展现出良好泛化

能力,混合建模将均方根误差降低了 30. 00% 以上,
显著提升了球形机器人的建模精度。
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Hybrid modeling of spherical robot based on
NARX dynamic neural network

Luo Wenlong, Zhang Zheng, Fu Yongpeng, Zhang Junsheng, Liu Sixian
(School of Information Science and Engineering, Wuhan University of Science and Technology, Wuhan 430081)

Abstract
Spherical robot has the characteristics of underactuation, non-holonomic constraint, complex mathematical

model, etc. In order to solve the problem that it is difficult to establish accurate mathematical model, a hybrid
modeling method based on nonlinear auto-regressive with exogeneous inputs (NARX) dynamic neural network data-
driven modeling is proposed. Firstly, based on the spherical robot platform, Lagrange equation is used to establish
its dynamics model. Then, aiming at the modeling deviation caused by mechanism assumption and nonlinear pro-
cessing, a adaptive wavelet packet denoising (AWPD) algorithm and a data-driven modeling method based on
NARX dynamic neural network are designed. By adopting the adaptive threshold function strategy, the threshold
value of AWPD algorithm can be adjusted adaptically according to the noise distribution law of each layer to improve
the noise reduction effect of data. Meanwhile, the data-driven model of spherical robot is established by using
NARX dynamic neural network. On this basis, the dynamic model and data-driven model are combined to build a
hybrid model of spherical robot. Finally, the experimental results show that the hybrid modeling method designed in
this paper has stronger data denoising ability, higher modeling accuracy and generalization ability compared with
the traditional mechanism modeling and data-driven modeling methods.

Key words: spherical robot, adaptive wavelet packet denoising, dynamic neural network, hybrid modeling
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